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摘要：网络舆情演化建模及在此基础之上的趋势预测已成为网络舆情研究的热点内容。针对短期趋势预测方法忽略演化过程统计特性的动态变化性，致使模型选择盲目、预测效果较差的问题，本文提出一种自适应网络舆情演化建模方法（AEMIPO）。首先，动态跟踪网络舆情演化过程的平稳性、周期性和自相似性等统计特性；其次，选取能够描述上述统计特性的ARMA、ARIMA、SARIMA、FARIMA模型构建备选模型库；最后，通过制定模型选择规则，从备选模型库中选择合适的模型对当前时刻的演化过程进行自适应建模，并预测其演化趋势。实验表明，与现有方法相比，AEMIPO具有更高的预测精度与更好的预测稳定性，更适合对网络舆情演化过程进行短期建模及趋势预测。
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Abstract:  These years, modeling the process of Internet public opinions' evolution and trend forecasting based on that has become a hot topic. The existing short-term trend forecasting method ignores the variability of statistical properties of Internet public opinions’ evolution, which leads to a blind model selection, and the forecasting performance is poor. Therefore, this paper presents an adaptive evolution modeling method of Internet public opinions (AEMIPO). Firstly, this method tracks the statistical characteristics of the process of Internet public opinions' evolution dynamically, such as smoothness, periodicity and self-similarity. Then, by selecting ARMA, ARIMA, SARIMA and FARIMA, an alternative model bank is constructed. Finally, by making model selection rules, an appropriate model is selected to model and forecast the process of evolution adaptively. The experimental results show that compared with the existing methods, AEMIPO has higher forecasting accuracy and stability, and this method is more suitable for short-term modeling and trend forecasting of Internet public opinions’ evolution.
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1 引言

近年来，随着互联网的飞速发展与普及，其凭借着快捷、方便的特点，以及所具有的互动功能，为人们互相交流思想、阐述观点、发表意见提供了新的平台，给舆情的表达、传播带来了很大的方便。网络舆情是社会舆情的重要组成部分，是由于各种事件的刺激而产生的通过互联网传播的人们对于该事件的所有认知、态度、情感和行为倾向的集合[1]。网民对某一事件所持有的认知、态度、情感和行为倾向的变化过程，实际上就是网络舆情的演化过程。分析网络舆情的演化规律，对网络舆情进行演化建模及趋势预测，从而为有关部门制定正确的舆论引导策略赢得宝贵时间，对于国家安全与社会和谐稳定具有十分重要的意义。
通常而言，网民对某一事件所持有的认知、态度、情感和行为倾向主要通过网民在论坛、新闻评论、博客、微博等网络媒体上的发帖而反映出来。网民的发帖在上述不同的网络媒体中具有同构性，在组织形式上均是由源帖和回复评论构成，在表现形式上均可分为文本内容和行为特征。以论坛为例，论坛是由源帖和回帖组成，其文本内容主要包括：标题、源帖内容、回帖内容等，行为特征主要包括：源帖发表时刻、回帖时刻、发帖用户ID等。其中，文本内容是网民态度和情感的直接反映，行为特征是态度和情感的间接反映，二者均能有效表征网络舆情。但文本内容往往涉及语义理解，需要借助人的综合判断，用计算机实现往往误差较大；而行为特征是网民发帖行为的真实记录，是适合计算机自动化处理的客观物理量。因此，在获取网民发帖数据的基础上，通过提取行为特征，并按适当的时间尺度采样，可以形成描述网民发帖过程的源帖率、回复率、用户率等时间序列。
其中，源帖率、回复率和用户率序列分别表示当前时刻针对某一事件的源帖发表速率、回复评论速率和新用户的出现速率，反映了该事件的传播阶段和网民的关注程度。上述时间序列的数值越大，说明受影响的网民数量增速越大，网民的关注程度越高，该事件的传播速度越快。通常而言，存在一个用户发表多条评论的情况，故用户率往往小于源帖率与回复率的总和，通过引入用户率序列可以避免网络灌水现象对网络舆情发展状态及传播阶段的影响。综上所述，网络舆情的演化过程就可以用描述网民发帖过程的时间序列来表征，进而通过对该时间序列的建模与预测来实现对网络舆情的演化建模与趋势预测。
目前，通过对时间序列的建模与预测来进行网络舆情的演化建模与趋势预测的研究并不多，归纳起来可以分为长期预测和短期预测两类。在长期预测方面，高辉等人[2]通过对Google trends上形成的时间序列曲线进行聚类，形成长期变化趋势的类模型库，随后对新发生的事件进行分类，从而预测长期演化过程中的拐点。其缺点是预测的性能完全取决于聚类的结果，如果用于聚类的数据集不客观、不全面，会导致聚类效果不好，从而严重影响预测精度。在短期预测方面，Zeng等人[3]采用HMM模型对网络舆情话题的生命周期进行建模并预测，张珏[4]分别使用ARIMA模型和BP神经网络模型对某一话题的回复率序列进行建模并预测。其中，HMM是一种短时相关模型，只适合描述平稳序列；ARIMA是一种线性模型，只适合描述具有多项式趋势性的非平稳序列；BP神经网络是一种非线性模型，但由于其容易出现过拟合以及陷入局部次优等情况，致使其预测的稳定性较差。
实际上，网民对某一事件的认知、态度、情感和行为倾向会随着事件的发展而不断发生变化，表现在网民的发帖行为不断变化，导致描述网民发帖过程的时间序列随着长度的不断增加，其统计特性会相应地发生变化，因此一个固定模型并不能从头到尾地描述网络舆情的演化过程。现有的短期预测研究并没有考虑到网络舆情演化过程中统计特性的动态变化性，在没有实时检验统计特性的前提下，盲目地使用具有一定适用范围的固定模型进行建模，违背了先检验后建模的因果关系，致使趋势预测的效果较差。
本文提出一种自适应网络舆情演化建模方法AEMIPO(Adaptive Evolution Modeling method of Internet Public Opinions)，并主要通过3个步骤来解决上述短期预测存在的问题。首先，对网络舆情演化过程的统计特性进行动态跟踪，即每经过一个时间尺度，重新检验一次描述网民发帖过程的时间序列的统计特性，包括：平稳性、周期性、自相似性；其次，构建备选模型库，包括：ARMA模型、ARIMA模型、SARIMA模型、FARIMA模型等4种时间序列模型；最后，制定模型选择规则，根据统计特性的检验结果，遵循制定的规则从备选模型库中选择合适的模型，对当前时刻的网络舆情演化过程进行建模，并在此基础上进行趋势预测。实验表明，AEMIPO比现有方法具有更高的预测精度与更好的预测稳定性，更适合对网络舆情演化过程进行短期趋势预测。
2 AEMIPO方法
2.1 动态跟踪统计特性

由于网络舆情的演化过程可以用描述网民发帖过程的时间序列来表征，因此对网络舆情演化过程的统计特性检验可以通过对上述时间序列的统计特性检验来实现。虽然时间序列的统计特性众多，但对后续建模产生决定性影响的特性包括：平稳性、周期性和自相似性。为此，AEMIPO方法需要动态跟踪上述3个统计特性的变化情况。下面依次介绍平稳性、周期性、自相似性等3个统计特性的检验方法。

（1）平稳性

本文使用ADF(Augmented Dickey Fuller)检验法来检验序列的平稳性[5]。ADF检验法有三个检验模型，其表达式如下：
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其中，
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为当前序列；
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为差分运算，即
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与
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r

为待估参数，一般由OLS(Ordinary Least Square) 估计法计算得到；
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为高斯白噪声；
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为滞后项数，
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值可以用
[image: image12.wmf]1/4

[12(/100)]

n

计算得到，这里
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为序列的长度，
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为取整运算；模型2在模型1的基础上增加了截距项
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；模型3在模型2的基础上增加了趋势项
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。给定零假设和备择假设如下：
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于是可以通过检验参数
[image: image19.wmf]d

是否小于零来实现序列的平稳性检验。ADF检验法的具体流程如下：

Step1：检验模型3。计算模型3中参数
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Step2：检验模型2。计算模型2中参数
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Step3：检验模型1。计算模型1中参数
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（2）周期性

本文使用方差分析法来判断序列的周期性并提取周期值
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[6]，具体算法如下：

Step1：设定周期范围。若序列
[image: image46.wmf]()

Xt

的长度为
[image: image47.wmf]n

，则周期
[image: image48.wmf]T

可能的取值为：

         
[image: image49.wmf]2,3,,(1)/2,

2,3,,/2,

nn

T

nn

-

ì

=

í

î

L

L

为

奇

数

为

偶

数


 MACROBUTTON MTPlaceRef \* MERGEFORMAT (6)

Step2：计算组间、组内离差平方和。将序列
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其中，
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Step3：计算统计量。令自由度
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Step4：检验统计量。在显著性水平为
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下，查表得临界值
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值，并重新进行Step2到Step4。 

（3）自相似性

自相似性是分形的一种特性，其表现为时间序列的统计特性从不同的时间尺度上来看都是相似的，自相似性的典型特征为在较大范围的时间尺度下仍然存在突发性。若随机过程
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，说明序列具有自相似性，Hurst越大表明序列的自相似性越强，长相关性也越强；若Hurst
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，说明序列呈短相关性；Hurst>1，说明序列具有正向持久性[7]。Hurst参数的估计方法众多，其中小波法具有复杂度较低、对序列是否平稳不敏感、结果可靠等优点，故本文使用小波法[8]计算网络舆情演化过程的Hurst参数。该算法流程如下：
    Step1：计算序列
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其中，
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Step2：计算小波系数
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其中，
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Step3：计算Hurst参数。在最小均方误差的准则下进行拟合，得到以
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为自变量，
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2.2 构建备选模型库

在构建备选模型库时，需要将适合描述上述统计特性的模型纳入其中。包括：适合描述平稳时间序列的ARMA模型[9]、适合描述具有多项式趋势性非平稳时间序列的ARIMA模型[10]、适合描述具有周期性非平稳时间序列的SARIMA模型[11]、适合描述具有自相似性非平稳时间序列的FARIMA模型[12]等4种时间序列模型。
（1）ARMA模型

自回归滑动平均（Auto-Regressive Moving Average）模型，记为ARMA(p,q)，这里p为自回归部分的阶数，q为滑动平均部分的阶数。该模型描述的系统在时刻t的响应不仅与其之前的自身值相关，还与t时刻以前进入系统的扰动有关。ARMA模型适合对平稳时间序列进行建模，其一般形式为：
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其中，
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（2）ARIMA模型

自回归综合滑动平均（Auto-Regressive Integrated Moving Average）模型，记为ARIMA(p,d,q)，这里p为自回归部分的阶数，q为滑动平均部分的阶数，d为差分运算阶数。该模型在ARMA模型的基础上增加了差分运算，而差分运算可以去除非平稳时间序列中的多项式趋势性，如当d为1时可以去除线性趋势性，d为2时可以去除抛物线趋势性，因此ARIMA模型适合对具有多项式趋势性的非平稳时间序列进行建模，其一般形式为：
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（3）SARIMA模型

    自回归综合滑动平均季节（Seasonal Auto-Regressive Integrated Moving Average）模型，记为
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，这里p为自回归部分的阶数，q为滑动平均部分的阶数，d为差分运算阶数，P为季节自回归部分的阶数，Q为季节滑动平均部分的阶数，D为季节差分的阶数，S为序列的周期。该模型在ARIMA模型的基础上增加了季节差分运算，通过季节差分运算可以去除时间序列中的周期性，因此SARIMA模型适合对具有周期性的非平稳时间序列进行建模。其一般形式为：
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其中
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，这里
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为季节自回归系数，
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为季节滑动平均系数。

（4）FARIMA模型

分数差分自回归综合滑动平均（Fractional Auto-Regressive Integrated Moving Average）模型，记为FARIMA(p,d,q)，其表达式与ARIMA模型一致均如式（14）所示，但与ARIMA模型不同的是，ARIMA模型中的d取整数，而FARIMA模型中的d取分数。其中，
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为描述序列自相似性的Hurst参数，此时式（14）中的
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其中，
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为伽马函数。分数差分运算可以去除序列的自相似性，使之变成平稳序列，因此FARIMA模型适合对具有自相似性的非平稳时间序列进行建模。
2.3 制定模型选择规则

AEMIPO方法需要根据统计特性的动态检验结果，遵循模型选择规则，从备选模型库中选择合适的模型对当前时刻的网络舆情演化过程进行建模，并预测其演化趋势。下面以伪码的形式给出模型选择规则，如图1所示。

周期性和自相似性均表现为非平稳，其中，周期性的典型特征是序列变化规律呈周期性，自相似性的典型特征是序列具有较强烈的突发性。显然，相对于自相似性，周期性更容易进行描述及刻画。因此，反映在模型选择规则上，如果序列同时具有周期性和自相似性，则使用SARIMA模型对其建模。
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图1模型选择规则
AEMIPO方法的实现流程如图2所示，可以分为如下3个步骤：

Step1：通过采集包含网络舆情的网页以获取网络舆情数据；

Step2：利用网页抽取技术提取网页中的行为特征，并按适当的时间尺度采样以形成描述网民发帖行为的源帖率、回帖率、用户率等时间序列，并用上述序列表征网络舆情的演化过程；
Step3：对演化过程的统计特性进行动态跟踪，并根据模型选择规则从备选模型库中选取合适的模型对演化过程进行建模，从而预测网络舆情的演化趋势。
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图2 AEMIPO方法实现流程
3 实验结果与性能分析
网络舆情广泛存在于论坛、新闻网站、博客和微博等网络媒体中。其中，论坛是最活跃、最容易反映舆情的网络媒体之一，凡是重大事件的发生均会立即成为论坛讨论的焦点。由于论坛互动性强，允许多人在线讨论，各种思想很容易碰撞进而影响舆论走向，因此论坛已经成为反映网络舆情的一面“镜子”。本文使用论坛数据作为网络舆情的数据源，来进行网络舆情演化建模与趋势预测实验。需要说明的是，由于舆情数据在不同的网络媒体中具有同构性，因此源自其它网络媒体的舆情数据是同样适用的。

本文分别选取2011年日本核泄漏引发中国各地抢盐事件，2010年腾讯与360互相攻击事件作为网络舆情的源事件，并选择天涯社区中的论坛数据作为网络舆情的数据源。其中，天涯社区是凤凰网和艾瑞咨询集团共同发布的《全球中文论坛100强》中排名第一的论坛，在知名度和影响度上具有优势，其数据具有代表性[13]。
按照图2所示AEMIPO方法的实现流程，首先，需要采集网络舆情数据。对于日本核泄漏引发中国各地抢盐事件而言，从2011年3月16日16时天涯社区中出现第一个关于“抢盐”事件的源帖开始，到2011年3月21日15时为止，共采集120小时关于“抢盐”事件的帖子；对于腾讯与360互相攻击事件而言，从2010年10月27日17时发生“金山百度腾讯等发布联合声明，反对360不正当竞争”子事件开始，到2010年11月25日16时为止，在天涯社区中共采集30天关于“腾讯与360互相攻击”的帖子。其次，在帖子中分别抽取源帖发表时刻、回帖时刻、发帖用户ID等行为特征，并以小时为时间尺度采样。对于“抢盐”事件，分别形成长度为120的源帖率、回帖率和用户率等3个序列；对于腾讯与360互相攻击事件，分别形成长度为720的源帖率、回帖率和用户率等3个序列，进而分别使用上述6个描述网民发帖过程的时间序列来表征两个事件的网络舆情演化过程。最后，对网络舆情演化过程的统计特性进行动态跟踪，同时根据模型选择规则从备选模型库中选取合适的模型对演化过程进行建模并预测。
本文引入平均绝对误差MAE、平均相对误差MRE、绝对误差标准差AESD等三个指标来衡量AEMIPO方法的预测性能。显然，MAE、MRE越小，表明方法的预测精度越高；AESD越小，表明方法的预测稳定性越好。MAE、MRE及AESD的表达式为：
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其中，绝对误差
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为序列长度。

按照本文所提出的自适应网络舆情演化方法的步骤，本文每小时分别对上述两个事件所对应的6个时间序列进行一次平稳性、周期性和自相似性等统计特性检验，以实现网络舆情演化过程统计特性的动态跟踪。鉴于篇幅的限制，本文列出了6个序列在部分时刻的统计特性检验结果，如表1和表2所示。
表1 “抢盐”事件的源帖率、回帖率、用户率序列在部分时刻的统计特性检验结果

	
	源帖率序列
	回帖率序列
	用户率序列

	time
	S
	P
	H
	S
	P
	H
	S
	P
	H

	48
	N
	0
	1.12
	N
	0
	1.96
	N
	0
	1.44

	58
	N
	0
	0.96
	N
	0
	2.32
	N
	0
	1.76

	68
	N
	24
	0.92
	N
	24
	2.41
	N
	0
	2.08

	78
	N
	24
	0.91
	N
	24
	2.31
	N
	0
	2.04

	88
	N
	24
	0.89
	N
	24
	2.24
	N
	24
	2.00

	98
	N
	24
	0.90
	N
	24
	2.18
	N
	24
	1.98


表2 腾讯与360互相攻击事件的源帖率、回帖率、用户率序列在部分时刻的统计特性检验结果
	
	源帖率序列
	回复率序列
	用户率序列

	time
	S
	P
	H
	S
	P
	H
	S
	P
	H

	150
	Y
	0
	0.34
	N
	0
	1.16
	N
	0
	1.16

	170
	N
	0
	0.67
	Y
	0
	0.07
	Y
	0
	0.03

	190
	N
	0
	0.40
	N
	24
	1.22
	N
	24
	1.08

	210
	N
	0
	0.75
	N
	24
	1.67
	N
	24
	1.54

	230
	N
	0
	0.92
	N
	24
	1.84
	N
	24
	1.71

	250
	N
	0
	0.93
	N
	24
	1.88
	N
	24
	1.74


表1和表2中的S指平稳性，对应数值中的N为不平稳，Y为平稳；P指周期性，对应的数值为周期值，单位为小时；H指自相似性，对应的数值为Hurst参数。下面以“抢盐”事件的源帖率序列为例，根据表1的统计特性检验结果，并结合AEMIPO方法的模型选择规则，给出相应的模型选择结果。时刻为48的源帖率序列具有非平稳性，且不具有周期性和自相似性，应选用ARIMA模型对其建模；时刻为58的源帖率序列具有自相似性，应选用FARIMA模型对其建模；时刻为68至98的源帖率序列同时具有周期性和自相似性，但因为周期性对序列特性的影响更大，同时也更容易进行描述和刻画，故选用SARIMA模型对其建模。
通过表1和表2可以得出，“抢盐”事件和腾讯与360互相攻击事件的源帖率、回帖率、用户率序列在小部分时间段内呈现平稳性，在大部分时间段内呈现非平稳性，而这非平稳性中又包括多项式趋势性、周期性和自相似性等3种情况。实际上，包含上述3种情况的非平稳序列总是可以用高维多项式来近似拟合的，又因为ARIMA模型适合描述具有多项式趋势性的非平稳时间序列，因此上述时间序列的非平稳部分可以用ARIMA模型来近似建模。同时，适合描述平稳序列的ARMA模型是ARIMA(p,d,q)模型在d=0时的特殊情况，因此上述时间序列的平稳部分也可以用ARIMA模型来建模。下面分别使用AEMIPO方法和ARIMA模型对上述两个事件的演化过程进行建模，并比较二者的预测性能。
图3为AEMIPO方法与ARIMA模型在第48小时到第116小时时间段内，对于“抢盐”事件的源帖率、回帖率、用户率序列的预测绝对误差对比图；图4为AEMIPO方法与ARIMA模型在第150小时到第250小时时间段内，对于腾讯与360互相攻击事件的源帖率、回帖率、用户率序列的预测绝对误差对比图，二者均反映了AEMIPO方法与ARIMA模型预测性能的细节情况。从图3和图4可以得出，在大部分时刻，AEMIPO方法的预测绝对误差明显小于ARIMA模型，说明AEMIPO方法的预测精度要优于ARIMA模型；同时ARIMA模型的预测绝对误差变化更剧烈，说明其预测稳定性要劣于AEMIPO方法。这是因为ARIMA只适合描述非平稳性时间序列中的多项式趋势性部分，而AEMIPO方法除了能够描述多项式趋势性之外，还适合描述周期性和自相似性。

    表3为AEMIPO方法与ARIMA模型在第48小时到第116小时时间段内，对于“抢盐”事件的源帖率、回帖率、用户率序列的预测性能指标对比；表4为AEMIPO方法与ARIMA模型在第150小时到第250小时时间段内，对于腾讯与360互相攻击事件的源帖率、回帖率、用户率序列的预测性能指
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    (a) 源帖率序列预测误差对比图        (b) 回帖率序列预测误差对比图        (c) 用户率序列预测误差对比图

图3 AEMIPO方法与ARIMA模型对于“抢盐”事件的预测绝对误差对比图
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   (a) 源帖率序列预测误差对比图          (b) 回帖率序列预测误差对比图        (c) 用户率序列预测误差对比图

图4 AEMIPO方法与ARIMA模型对于腾讯与360互相攻击事件的预测绝对误差对比图
标对比。由于“抢盐”事件的源帖率序列和腾讯与360互相攻击事件的源帖率、回帖率、用户率序列存在多处零值点，由相对误差MRE的计算式可知，上述序列的MRE为无穷大。从表3和表4可以得出，AEMIPO方法的预测性能指标值均小于ARIMA模型，这说明AEMIPO方法的预测性能优于ARIMA模型，与图3和图4的结果相互对应。

表3 AEMIPO方法与ARIMA模型对于“抢盐”事件的预测性能指标对比
	
	
	MRE
	MAE
	AESD

	源帖率序列
	AEMIPO
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	1.05
	1.07

	
	ARIMA
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	1.65
	1.40

	回帖率序列
	AEMIPO
	0.56
	26.29
	23.93

	
	ARIMA
	0.99
	34.65
	28.42

	用户率序列
	AEMIPO
	0.76
	21.39
	17.34

	
	ARIMA
	1.52
	23.71
	18.09


表4 AEMIPO方法与ARIMA模型对于腾讯与360互相攻击事件的预测性能指标对比
	
	
	MRE
	MAE
	AESD

	源帖率序列
	AEMIPO
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	3.01
	3.85

	
	ARIMA
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	4.66
	3.95

	回帖率序列
	AEMIPO
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	199.27
	178.04

	
	ARIMA
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	254.98
	221.42

	用户率序列
	AEMIPO
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	75.97
	86.34

	
	ARIMA
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	110.16
	108.91


4 结束语
文本提出了一种自适应网络舆情演化建模方法（AEMIPO），该方法通过动态跟踪统计特性、构建备选模型库、制定模型选择规则等3个步骤，来实现网络舆情演化过程的自适应建模与趋势预测。实验结果表明，AEMIPO比现有方法具有更高的预测精度与预测稳定性，更适合对网络舆情演化过程进行短期趋势预测，可以解决现有方法没有考虑网络舆情演化过程中统计特性的动态变化性，从而导致模型选择盲目，预测效果较差等问题。下一步的工作是利用演化趋势预测信息进行网络舆情预警。
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