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基于 MSC‑LSAM 的多尺度交叉超声医学图像分割方法

王朝欣， 杨汶汶， 戎 泽， 李铮昱， 王 行， 马 磊

（南通大学信息科学技术学院，南通   226019）

摘 要： 脑卒中是全球范围内致死致残率最高的疾病之一，颈动脉狭窄和心脏病变是缺血性脑卒中的

重要致病因素。超声（Ultrasound，US）是检查由颈动脉狭窄和心脏病变引起的缺血性脑卒中的常用影

像学手段，但超声图像噪声多、边界模糊，具有较高的分割难度。本文提出 MSC⁃LSAM 算法，一种多尺

度交叉的双编码器超声图像分割网络，旨在实现颈动脉腔体和心脏腔体的快速、准确分割，辅助医生完

成疾病诊断。MSC⁃LSAM 在编码器部分并行了分割一切模型（Segment anything model，SAM）的视觉

编码器和 UNet 编码器，在解码器部分采用 UNet 解码器。本研究首先冻结了预训练的 SAM 视觉编码

器 ，并 在 Transformer 层 中 引 入 高 效 的 适 配 器（Adapter）块 ，被 称 可 学 习 的 分 割 一 切 模 型（Learnable 
SAM，LSAM）。LSAM 在拥有较低参数量的同时，保留学习能力和高度泛化性。然后，在 UNet 全局网

络引入多尺度交叉注意力（Multi⁃scale cross⁃axial attention，MCA），实现多尺度特征的交叉融合，有效提

升边缘分割能力，抑制模型过拟合。最后，通过高效通道注意力（Efficient channel attention，ECA）实现

双编码器多尺度特征的高效融合，减少模型误分割。结果表明，本研究提出的 MSC⁃LSAM 在心脏超声

公开数据集 CAMUS 和颈动脉超声自建数据集 CAUS 上均取得了良好的效果。CAMUS 的两心腔

（2CH）和四心腔（4CH）数据集分割的平均 Dice 相似系数（Dice similarity coefficient，DSC）分别达到

0.927 和 0.934；CAUS 数据集的平均 DSC 达到 0.917。MSC⁃LSAM 在颈动脉腔体和心脏腔体超声图像

分割任务上获得了良好的分割准确度，高于主流分割算法，具有良好的应用前景。
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Abstract： Stroke is one of the leading causes of death and disability around the world. Carotid artery 
stenosis （CAS） and cardiac lesions are important contributing factors to ischemic stroke， and ultrasound 
imaging has shown great potential in diagnosing ischemic stroke caused by CAS and cardiac lesions. But 
ultrasound images present significant segmentation challenges due to noise and blurred boundaries. To 
address this issue， the MSC⁃LSAM algorithm， a multi⁃scale crossed dual encoder network for ultrasound 
image segmentation is proposed. It aims to achieve rapid and accurate segmentation of carotid and cardiac 
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cavities， assisting physicians in disease diagnosis. In the MSC⁃LSAM， the encoder part parallels a 
segment anything model （SAM） vision encoder and an UNet encoder， while the decoder part utilizes an 
UNet decoder. In the SAM image encoder， we froze the pretrained SAM image encoder and introduce 
efficient adapter blocks in Transformer layers， referred to as learnable SAM （LSAM）. LSAM maintains 
learning capability and high generalization ability while having a low number of parameters. In the global 
UNet network， we incorporate the multi⁃scale cross⁃axial attention （MCA） blocks to achieve cross⁃fusion 
of multi⁃scale features between different axes， effectively enhancing edge segmentation capabilities and 
suppressing model overfitting. Following the parallel encoders， the efficient channel attention （ECA） 
block is added to enable integration of multi⁃scale features from dual encoders， reducing incorrect 
segmentation caused by feature level mismatches. MSC⁃LSAM achieves good performance on both the 
publicly available cardiac ultrasound dataset of CAMUS and the self⁃constructed carotid artery ultrasound 
dataset of CAUS. Average dice similarity coefficients （DSCs） for the segmentation of the two⁃chamber 
（2CH） and four⁃chamber （4CH） datasets in CAMUS reach 0.927 and 0.934， respectively； while the 
average DSC for the CAUS dataset reaches 0.917. MSC⁃LSAM achieves good segmentation accuracy in 
tasks of carotid lumen and cardiac chamber ultrasound image segmentation， surpassing mainstream 
segmentation algorithms， and shows promising application prospects.
Key words: ischemic stroke; ultrasound image segmentation; segment anything model (SAM); multi⁃scale 
cross⁃axial attention (MCA); efficient channel attention (ECA)

引   言

脑卒中是一个全球重点关注的公共卫生问题，具有高发病率、高致死致残率和高复发率等特点，一

旦发生将造成不可逆的损伤，严重降低患者的生命质量［1］。缺血性脑卒中约占脑卒中总数的 80%，及

时识别缺血性脑卒中的风险因素并采取相应的治疗措施可以显著降低其发生率和复发率，具有重要

意义［2］。

颈动脉疾病和心脏疾病是引起大动脉粥样硬化（Large artery atherosclerosis，LAA）型和心源性梗

死（Cardioembolic，CE）型缺血性脑卒中的两个主要原因［3⁃4］。LAA 型脑卒中主要由颈动脉和颅内大动

脉粥样硬化型狭窄引起，颈动脉狭窄、闭塞，引发大脑供血不足，造成缺血性脑卒中［5］；CE 型脑卒中主要

由心房颤动引起，心房颤动导致心房血流缓慢、停滞，增加了血栓形成的风险，血栓进入循环系统，导致

大脑血管堵塞［6］。

超声检查具有成像速度快、无电离辐射及价格较低等优点，临床上多用超声（Ultrasound，US）检测

颈动脉狭窄和心脏疾病［7］。心脏超声可以观察患者的心脏结构和功能，心腔容积和直径可以辅助评估

患者发生 CE 型缺血性脑卒中的风险［8］。颈动脉超声可以检测颈动脉狭窄程度和斑块的存在等缺血性

脑卒中风险指标，为评估 LAA 型脑卒中风险提供重要参考［9］。

超声图像分割是一项重要工作，心腔分割和颈动脉管腔分割可以辅助医生定量地评估患者心脏和

颈动脉状况。超声图像的手动分割过程繁琐且很大程度上依赖于医学专家的经验［10］。近年来，深度学

习技术的发展为超声图像分割带来了新的解决方案［11］。但是，超声图像存在对比度低、噪声多、图像模

糊及伪影多等问题，显著影响了分割精度［12］。

针对超声图像分割困难的问题，本文提出一种具有高鲁棒性和泛化能力的算法 MSC⁃LSAM，旨在

从复杂的心脏和颈动脉超声影像中，实现心脏腔体和颈动脉管腔的精准分割，为缺血性脑卒中早期诊

断提供辅助。
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1 相关工作  

1. 1　医学图像分割　

传统的医学图像分割算法主要基于边缘检测法、主动轮廓法和水平集算法等传统算法，这些算法

大部分都是半自动方法，需要人工事先划分感兴趣区域，且易受噪声等因素的影响，分割精度较低［13⁃15］。

为了克服传统算法的局限性，研究人员转向机器学习和深度学习算法的研究中。机器学习特征提取能

力和复杂结构处理能力不强，在医学图像分割中表现出的效果较差［16］。

卷积神经网络（Convolutional neural network，CNN）的出现使得基于深度学习的医学影像分割性能

得到进一步提升。U⁃Net 是一种被广泛应用于医学影像分割任务的卷积神经网络架构，其独特的编

码⁃解码结构以及跳跃连接的设计使其在分割任务中表现出色［11］。ResUNet 引入了 ResNet 的思想，解

决了 U⁃Net 在处理更深层次网络时可能遇到的梯度消失问题，同时提高了模型对图像细节的捕捉能

力［17］。UNet++在 UNet 种引入了密集跳跃连接和级联连接的概念，使得网络能够更好地利用多尺度

和多层次的特征，增强特征融合和信息传递［18］。

近期，Transformer 和各种注意力机制被广泛运用在医学图像分割领域，使得脑卒中病灶分割算法

的性能得到了进一步的提高。Transformer 运用自注意力机制，使得神经网络能够捕捉全局信息，在处

理长序列数据时表现出色［19］。Swin⁃Unet 运用 Swin Transformer 模块代替 UNet 的卷积块，使网络能够

更好地捕获图像中的长距离依赖关系和局部特征，提升了分割的准确性、稳定性和鲁棒性［20］。轴向注

意力（Axial attention）是对自注意力的改进与升级，将传统的自注意力机制分解为沿多个维度的多个独

立的注意力计算，允许模型捕捉长距离的依赖关系，而不会显著增加计算负担。Swin⁃PSAxialNet 将轴

向注意力与 nn⁃UNet结合并引入了参数共享机制，使网络在保持较低计算复杂度的同时，取得了较好的

分割效果［21］。

多尺度医学图像分割算法通过捕获不同尺度特征，以更好地适应医学图像中的复杂性和变异性。

N⁃Net 通过双编码器提取多尺度特征，并引入挤压与激励（Squeeze⁃and⁃excitation，SE）模块来实现多尺

度信息融合  ［22］。MCA⁃UNet 引入多尺度交叉跳跃连接（Multi⁃scale cross skip connection），将不同编码

器阶段经过调整尺寸后的特征传递给解码器所有阶段，在分割具有不规则边界和大小变化的病灶时取

得了较好的效果［23］。

1. 2　分割一切模型　

分割一切模型（Segment anything model，SAM）的出现为医学分割提供了方向。SAM 由 1 个视觉

编码器、1 个灵活的提示编码器和 1 个快速掩码解码器组成，基于大规模分割数据集 SA⁃1B 进行训练，

在通用分割任务和 Zero⁃Shot 任务中表现出了良好的性能和泛化能力［24］。Mobile SAM 是从原始 SAM
中蒸馏得到的，将原始视觉编码器中的知识迁移到轻量级的 SAM 中，其大小仅为原始 SAM 的 1/60，但
性能相当［25］。

SAM 的视觉编码器使用了基于掩码自动编码器（Masked autoencoders，MAE）［26］预训练的 Vision 
Transformer（ViT）［27］，并引入了具有高度可扩展性的预训练权重，使模型具有高度泛化性，使得 SAM
的视觉编码器不需要训练即可在通用分割任务上取得不错的效果［24］。

由于医学图像的复杂性，尽管 SAM 在通用分割任务中表现出色，但其在医学图像分割中的效果并

不理想。MedSAM 是在原始 SAM 的基础上，针对医疗图像进行微调的版本，与未经过微调 SAM 相比，

Dice 相似系数（Dice similarity coefficient， DSC）提高了 22.51%［28］。Wu 等［29］提出 Medical SAM Adapt⁃
er，采用 Adapter 技术对 SAM 进行微调，增强其在医疗领域的表现，在特定数据集上分割效果能够超越

当前最先进的医学图像分割方法。nnSAM 并行了预训练的 SAM 编码器和 UNet 编码器，在获得强大
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特征提取能力的同时能够更好地适应不同的图像分割任务［30］。

1. 3　超声图像分割　

针对超声对比度低、噪声多、伪影多和边界模糊等问题，研究者们采用深度学习来实现超声图像的

分割。如 MFP⁃UNet 将金字塔网络与扩展 U⁃Net 模型相结合，增加两个下采样层以提取图像中更密集

的细节，并使用 Niblack 的全局阈值法对心脏超声图像进行预处理以增强对比度［31］；LU⁃Net 运用级联

网络，首先定位感兴趣区域（Region of interest， ROI），然后在感兴趣区域内对左心室进行分割。在实际

应用中，ROI的大小必须人为设定，严重影响了模型的检测和分割性能［32］；Liu 等［33］在 UNet中引入一个

金字塔形的局部注意机制来捕捉上下文信息，并设计了一种标签一致性学习机制，以提高左心室边缘

像素的分类精度。

Zhou 等［34］提出一种基于 FCN 的颈动脉管腔分割网络。将体素的先验知识应用到算法中，并在解

码器模块中引入了注意机制，使模型动态地关注显著特征。NvNet 在 UNet 中加入全尺寸连接，在第 1
层和第 2 层得到的特征映射中加入最大池化，并利用第 4 层得到的特征映射进行上采样［35］。CSM⁃Net
在编码器的最后一层提出了级联的多重扩张卷积，用三重空间注意力（Triple spatial attention，TSA）模

块作为各解码器层跳跃融合后的自注意，实现了颈动脉超声的精准分割［36］。

2 方法  

2. 1　架构概述　

本研究提出一种超声医学图像分割算法，称为多尺度交叉可学习的 SAM（Multi⁃scale crossing 
learnable SAM，MSC⁃LSAM），网络总体架构如图 1 所示。MSC⁃LSAM 的编码器部分并行了冻结的

SAM 图像编码器和 UNet编码器，解码器部分采用 UNet解码器。

由于超声图像存在大量噪声且边界不清晰，本研究将 UNet网络的最大通道数由 1 024 降为 256，在
降低运算量的同时减少了过拟合风险。在冻结的 SAM 图像编码器中加入适配器（Adapter）模块，称为

图 1　MSC⁃LSAM 的整体架构

Fig.1　Overall architecture of MSC⁃LSAM
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可学习的分割一切模型（Learnable SAM，LSAM），使得 SAM 视觉编码器在保持较低参数量的同时，保

留学习能力。在 UNet全局网络引入多尺度交叉注意力（Multi⁃scale cross⁃axial attention，MCA），实现多

尺度特征的交叉融合，有效提升边缘分割能力，抑制过拟合。在并行编码器特征拼接之后，加入高效通

道注意力（Efficient channel attention，ECA）特征融合块，实现并行编码器多尺度特征的高效融合。

2. 2　可学习的分割一切模型　

SAM 的图像编码器具有高度的泛化性能，在零样本（Zero⁃shot）任务中表现出色，因此本研究使用

SAM 视觉编码器来增强模型的特征提取能力。为了使 SAM 视觉编码器输入大小与 UNet 一致，本研

究将 SAM 视觉编码器输入张量的 H×W 由 1 024×1 024 调整为 256×256。为了平衡推理速度与分割

精度，本研究冻结了 SAM 视觉编码的 Transformer 层，并使用轻量级的 SAM 权重 Mobile SAM，使得

SAM 视觉编码加入到本研究所提出的架构中几乎不会增加运算量。

为了使 SAM 视觉编码器更好地适应医学图像任务，并保留一些学习能力，本研究在每个 Trans⁃
former 层之间引入简单而高效的 Adapter 块（图 2）。这种设计允许模型对特定任务进行微调，同时保留

预训练模型中学习到的通用特征。这种自适应有助于模型更好地适应医学图像分割任务，防止模型出

现灾难性遗忘，使模型在医学图像分割任务上更具鲁棒性。

本研究将 Adapter 设计为瓶颈模型，包括向下投影的 MLP 层、GELU 激活函数和向上投影的 MLP
层，可表达为

Pi = MLPup (GELU ( MLPdown( Fi ) ) ) （1）

式中：Fi 表示每个 Transformer 层的输出，MLPdown 负责向下投影输出，将输入数据压缩到更低的维度。

引入 GELU 函数作为激活函数，增加了非线性，帮助模型学习更复杂的特征表示。随后，MLPup 层将数

据从低维度恢复到原始形状，实现适配器的上投影。这种瓶颈结构设计使适配器具有更多的灵活性，

允许模型在保持计算效率的同时学习特定任务的适应性。

2. 3　多尺度交叉注意力　

MCA 是一种新颖的方法，它将多尺度特征嵌入到轴向注意力中，旨在更好地分割具有不同个体大

小和形状的区域［37］。

轴向注意力在大规模数据集上捕获全局上下文效率高，但在小数据集上容易学习位置偏差。MCA
通过引入双交叉注意力，更好地利用轴向注意力提取的方向信息，从而更适应小数据集的特点，提高了

信息的利用效率［21］。MCA 的总体架构如图 3 所示。

图 2　LSAM 图像编码器

Fig.2　LSAM image encoder
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MCA 分为两个并行分支，分别计算水平和垂直轴向注意力。每个分支，首先经过 3 个不同内核尺

寸（分别为 1×7、1×11 和 1×21）的 1D 卷积，沿一个空间维度编码多尺度上下文信息，公式为

Fx = Conv1 × 1 (∑i = 0

2
 Conv1D x

i ( Norm ( F ) ) ) （2）

F y = Conv1 × 1 (∑i = 0

2
 Conv1D y

i ( Norm ( F ) ) ) （3）

式中：Conv1D x
i ( · )和 Conv1D y

i ( · )分别表示沿 x 轴和 y 轴的一维卷积；Norm（·）表示层归一化；Fx和 Fy分

别表示 x 轴和 y 轴的输出。

接着是交叉注意力，输入数据被转换为 3 个不同的向量集：Key（K）、Query（Q）和 Value（V）。但与

轴向注意力不同的是，其中一个分支的Q矩阵传给另一个分支，从而在两个并行轴之间建立相互作用，

更有效地利用多尺度特征和全局信息，即

FT = MHCA y( F yQ，FxV，FxK ) （4）

FB = MHCA x( FxQ，F yV，F yK ) （5）

式中：FxK 和 FxV 分别表示 x 轴的键矩阵和值矩阵，F yQ 表示 y 轴的查询矩阵；同理 F yV 和 F yK 分别表示 y

轴的键矩阵和值矩阵，FxQ 表示 x 轴的查询矩阵；MHCA y( ·，·，· ) 表示沿 x 轴的多头交叉注意力，

MHCA x( ·，·，· )表示沿 y 轴的多头交叉注意力；FT 和 FB 分别为 MCA 水平和垂直方向的输出结果。

多尺度交叉轴注意力的输出可以表示为

F out = Conv1 × 1( FT ) + Conv1 × 1( FB ) + F （6）

2. 4　高效通道注意力　

通过多编码器结构能够获取到各模态丰富的语义信息，但是由于不同模态对分割结果的贡献不

同，因此如何更好地合并这些特征信息值得思考。

ECA 模块是一种高效的特征融合模块，能够在不降低通道维数的前提下，有效地实现跨通道的信

息交互（图 4）。该模块首先通过全局平均池化（Global average pooling， GAP）操作获取输入特征图的每

图 3　多尺度交叉轴注意力的整体架构

Fig.3　Overall architecture of MCA
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个通道的全局空间信息，生成表示全局信息的向量；然后使用一维卷积核来实现通道之间的动态关联，

通过调整卷积核的大小，ECA 能够灵活地捕获不同范围的通道依赖关系。这种方法使得每个通道不仅

考虑自身的信息，还结合了其邻近通道的信息，增强了特征的表达能力［38］。

本研究引入 ECA 模块以适应不同尺度的特征表达，有效地整合来自不同模态和不同尺度的信息，

降低无用特征的通道权重。

3 实验结果  

3. 1　数据集　

本研究在公开心脏超声数据集 CAMUS 和自建颈动脉超声数据集 CAUS 上对所提模型进行评估。

CAMUS 数据集包含二腔切面（2CH）和四腔切面（4CH）各 500 个 2D 超声序列，以及每个超声序列

在心脏舒张末期（ED）和心脏收缩末期（ES）帧手动注释的标签，其中 900 个用于训练，100 个用于测试。

手工标注的心脏结构包含左心室心内膜、心肌和左心房心内膜［39］。

CAUS 是来自南通大学附属医院的私有数据集，包含来自于 91 名患者的 2 439 个 2D 颈动脉超声图

像，其中 1 952 张用于训练，487 张用于测试。该数据集由 5 位具有 5 年以上临床经验的超声科医生标

注，手工标注的颈动脉结构包含颈内动脉和颈外动脉。

此项研究在南通大学伦理委员会的批准下进行，涉及对获取的非侵入性数据的智能评估和研究，

包括人体医学影像和血管成像。

3. 2　评价指标　

本研究采用 DSC 和 95% 豪斯多夫距离（95% Hausdorff distance，HD95）来评估模型的分割精确度。

DSC 通过计算分割结果和分割标签之间的重叠度来度量模型的性能［40］，其计算公式为

DSC ( T，P ) = 2 ×
||T ∩ P

||T ∪ || P
= 2 × T × P

T 2 + P 2 （7）

式中 T 和 P 分别代表所有体素的真实值和预测值。

HD95 通过计算分割结果与分割标签 95% 的像素之间的最大距离来度量模型的性能［41］，其计算公

式为

dH( T '，P ') = max ( dT 'P '，dP 'T ' ) （8）
式中：dT 'P '表示真实体素集合 T '和预测体素集合 P '之间的最大豪斯多夫距离，dP 'T '表示从预测体素集合

图 4　高效通道注意力的整体架构

Fig.4　Overall architecture of efficient channel attention
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P '到真实体素集合 T '之间的最大豪斯多夫距离。

此外，本研究采用准确率（Accuracy，ACC）、精确率（Precision，PRE）、灵敏度（Sensitivity，SE）和 F1

分数（F1⁃score）来评估模型的异常情况处理能力［42］，其计算公式分别为

ACC = TP + TN
TP + TN + FP + FN （9）

SE = TP
TP + FN （10）

PRE = TP
TP + FP （11）

F 1 ⁃score = 2 × PRE × SE
PRE + SE （12）

式中：TP 表示被正确分割为目标的像素数；FP 表示被错误分割为目标的背景像素数；TN 表示被正确

分割为背景的像素数；FN 表示被错误分割为背景的目标像素数。

3. 3　对比实验　

MSC⁃LSAM 与各种主流医学分割算法性能的对比实验结果及可视化对比结果分别如表 1~3 和图

5~7 所示，其中在表 1~3 中，R50 表示 ResNet50，R101 表示 ResNet101；在图 5~7 中，GT 表示参考标

准，DeepLabv3+表示 DeepLabv3+（ResNet50）。

表 1　在 CAMUS数据集 2CH上的对比实验结果

Table 1　Comparative experiment results on 2CH of CAMUS dataset

算法

DeepLabv3(R50)
DeepLabv3+(R50)

DeepLabv3+(R101)
UNet(Baseline)

UNet++
Trans⁃Unet
Swin⁃Unet
nn⁃UNet

U⁃Mamba
MSC⁃LSAM(Ours)

DSC
0.923
0.902
0.891
0.917
0.915
0.919
0.922
0.927

0.925
0.927

HD95
5.926
8.796
8.606
6.696
7.044
6.586

13.997
3.952
5.879
3.741

ACC
0.955
0.955
0.956
0.954
0.955
0.965
0.985
0.986

0.981
0.983

PRE
0.868
0.837
0.806
0.858
0.834
0.849
0.872
0.876
0.888

0.887

SE
0.908
0.887
0.867
0.892
0.898
0.902
0.911
0.911
0.917

0.911

F1⁃score
0.887
0.861
0.835
0.874
0.865
0.875
0.891
0.893
0.902

0.899

表 2　在 CAMUS数据集 4CH上的对比实验结果

Table 2　Comparative experiment results on 4CH of CAMUS dataset

算法

DeepLabv3(R50)
DeepLabv3+(R50)

DeepLabv3+(R101)
UNet(Baseline)

UNet++
Trans⁃Unet
Swin⁃Unet
nn⁃UNet

U⁃Mamba
MSC⁃LSAM(Ours)

DSC
0.931
0.916
0.905
0.927
0.924
0.928
0.913
0.932
0.934
0.934

HD95
5.392
7.126
8.170
5.918
6.284
5.852

14.256
4.951
6.021
5.081

ACC
0.996
0.996
0.996
0.995
0.996
0.995
0.994
0.997
0.995
0.996

PRE
0.969
0.932
0.925
0.961
0.951
0.959
0.934
0.951
0.965
0.967

SE
0.970
0.972
0.974
0.965
0.974
0.979
0.973
0.973
0.974
0.971

F1⁃score
0.970
0.952
0.949
0.963
0.962
0.969
0.953
0.962
0.969
0.969
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对比结果表明，MSC⁃LSAM 在超声医学图像分割任务中，DSC、HD95、ACC、PRE、SE 和 F1⁃score
等指标均取得了较高的水平，表现出优秀的分割性能和异常情况处理能力。

表 3　在 CAUS数据集上的对比实验结果

Table 3　Comparative experiment results on CAUS dataset

算法

DeepLabv3(R50)
DeepLabv3+(R50)

DeepLabv3+(R101)
UNet(Baseline)

UNet++
Trans⁃Unet
Swin⁃Unet
nn⁃UNet

U⁃Mamba
MSC⁃LSAM(Ours)

DSC
0.897
0.879
0.870
0.892
0.874
0.905
0.885
0.918

0.916
0.917

HD95
3.719
5.021
5.448
4.285
4.070
5.365
9.007
3.745
5.945
2.246

ACC
0.997
0.997
0.996
0.996
0.996
0.998

0.996
0.996
0.996
0.997

PRE
0.892
0.858
0.823
0.879
0.840
0.901
0.860
0.918

0.915
0.914

SE
0.949

0.939
0.930
0.931
0.934
0.929
0.933
0.929
0.936
0.933

F1⁃score
0.920
0.897
0.873
0.898
0.885
0.915
0.895
0.923
0.925

0.920

图 5　MSC⁃LSAM 与其他算法在 CAMUS 数据集 2CH 上的可视化比较

Fig.5　Visualization comparison of MSC⁃LSAM and other algorithms on 2CH of CAMUS dataset

图 6　MSC⁃LSAM 与其他算法在 CAMUS 数据集 4CH 上的可视化比较

Fig.6　Visualization comparison of MSC⁃LSAM and other algorithms on 4CH of CAMUS dataset
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DeepLabv3+、UNet 和 UNet++作为传统的卷积神经网络架构，虽然在许多任务中表现出色，但

在面对心脏腔体和颈动脉管腔这类与背景阈值接近的区域时，特征提取能力受到限制，进而导致了不

同程度的误分割。这种现象尤其体现在这些模型对复杂解剖结构边界的识别上，泛化能力的不足使得

它们在应对不同样本时易发生边界不清晰或误识别的情况。相比之下，Swin⁃Unet 和 Trans⁃Unet 引入

了 Transformer 架构，打破了传统卷积神经网络在局部特征提取方面的局限性，其自注意力机制可以更

有效地捕捉全局信息，使得特征提取能力和泛化能力得到了显著提升。然而，由于超声图像中边缘区

域通常伴随大量噪声，Swin⁃Unet 在这些区域出现了过拟合的问题，没有准确分割出实际的结构边界。

这表明虽然 Transformer 块在全局信息提取方面具有优势，但在面对噪声较多的超声图像时，其边缘检

测能力可能受到影响。

nn⁃UNet 和 U⁃Mamba 是目前公认的两个先进的模型。nn⁃UNet 结合了自动化的超参数调整策略，

能够根据不同的任务自适应优化模型结构和参数，并通过数据增强技术生成多样性更高的训练样本，

以提高模型的泛化能力。而 U⁃Mamba 在 nn⁃UNet 的基础上引入了先进的 Mamba 架构，在保持局部空

间信息的同时，充分利用全局特征，提升了特征提取的深度和局部特征提取能力。这两个模型在超声

图像分割中都显示出了较好的鲁棒性，尤其在边界模糊和噪声干扰较大的区域，误分割率明显低于其

他模型。

相较于 nn⁃UNet和 U⁃Mamba，MSC⁃LSAM 在保持更好的鲁棒性和更低的误分割率的同时，对于噪

声的抗干扰能力更强，在细节捕捉和边缘处理方面表现出更强适应性，能够准确分割出更小的结构和

细节。这使得 MSC⁃LSAM 在需要对噪声环境中的微细结构进行高精度分割的应用场景中更具优势，

能够更好地应对高噪声和复杂背景下的分割任务。

3. 4　消融实验　

本研究对算法网络进行了全面的消融实验，使用 LSAM、ECA 和 MCA 作为变量，通过模块的逐步

增加来分析每个模块对于神经网络性能和分割效果的提升。消融实验结果及其可视化结果分别如表

4~6 和图 8~10 所示。其中在表 4~5 中，Label 1 表示左心室心内膜，Label 2 表示心肌，Label 3 表示左心

房心内膜；在表 6 中，Label 1 表示颈内动脉，Label 2 表示颈外动脉；在图 8~10 中，GT 表示参考标准。

在本研究提出的 MSC⁃LSAM 中，LSAM 的引入显著增强了编码器部分的特征提取能力，使模型聚

焦于关键特征，提升了模型对复杂数据模式的理解和捕捉能力。然而，由于 LSAM 生成的特征与 UNet

图 7　MSC⁃LSAM 与其他算法在 CAUS 数据集的可视化比较

Fig.7　Visualization comparison of MSC⁃LSAM and other algorithms on CAUS dataset
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表 4　在 CAMUS数据集 2CH上的消融实验结果

Table 4　Ablation experiment results on 2CH of CAMUS dataset

LSAM

√
√
√

LSAM

√
√
√

LSAM

√
√
√

ECA

√
√

ECA

√
√

ECA

√
√

MCA

√

MCA

√

MCA

√

DSC
Label 1
0.913
0.920
0.920
0.923

ACC
Label 1
0.945
0.981
0.981
0.980

SE
Label 1
0.896
0.911
0.908
0.909

Label 2
0.908
0.911
0.911
0.919

Label 2
0.923
0.975
0.974
0.976

Label 2
0.864
0.860
0.863
0.873

Label 3
0.930
0.927
0.928
0.937

Label 3
0.992
0.992
0.992
0.992

Label 3
0.914
0.944
0.943
0.950

Average
0.917
0.919
0.920
0.927

Average
0.954
0.982
0.982
0.983

Average
0.892
0.905
0.905
0.911

HD95
Label 1
7.560
5.232
3.883
3.663

PRE
Label1
0.844
0.856
0.858
0.900

F1⁃score
Label 1
0.869
0.882
0.882
0.904

Label 2
4.443
3.656
3.637
3.371

Label 2
0.883
0.880
0.882
0.873

Label 2
0.874
0.870
0.872
0.873

Label 3
8.084
4.200
4.444
4.190

Label 3
0.847
0.847
0.855
0.889

Label 3
0.879
0.893
0.897
0.919

Average
6.696
4.362
3.988
3.741

Average
0.858
0.861
0.865
0.887

Average
0.874
0.882
0.884
0.899

表 5　在 CAMUS数据集 4CH上的消融实验结果

Table 5　Ablation experiment results on 4CH of CAMUS dataset

LSAM

√
√
√

LSAM

√
√
√

LSAM

√
√
√

ECA

√
√

ECA

√
√

ECA

√
√

MCA

√

MCA

√

MCA

√

DSC
Label 1
0.915
0.915
0.914
0.919

ACC
Label 1
0.992
0.992
0.993
0.993

SE
Label 1
0.966
0.959
0.958
0.965

Label 2
0.914
0.912
0.926
0.929

Label 2
0.993
0.993
0.995
0.994

Label 2
0.948
0.950
0.969
0.960

Label 3
0.951
0.951
0.953
0.954

Label 3
0.999
0.999
0.999
0.999

Label 3
0.981
0.981
0.990
0.988

Average
0.927
0.926
0.931
0.934

Average
0.995
0.995
0.996
0.996

Average
0.965
0.963
0.973
0.971

HD95
Label 1
6.652
6.647
5.630
5.692

PRE
Label 1
0.925
0.932
0.949
0.943

F1⁃score
Label 1
0.945
0.944
0.953
0.953

Label 2
3.927
3.923
3.587
3.253

Label 2
0.968
0.962
0.962
0.969

Label 2
0.958
0.956
0.965
0.965

Label 3
7.176
6.915
6.381
6.297

Label 3
0.991
0.992
0.990
0.989

Label 3
0.986
0.986
0.990
0.989

Average
5.918
5.828
5.199
5.081

Average
0.961
0.962
0.967
0.967

Average
0.963
0.962
0.969
0.969
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编码器输出的特征在尺度上存在不匹配问题，导致在特征融合过程中出现困难。这种不匹配引发了特

征的低效融合，从而导致误分割率增加。

ECA 的引入，实现了对双编码器特征的并行融合，增强了多尺度特征的互补性。ECA 能够动态调

整不同通道的权重，从而有效解决了 LSAM 与 UNet编码器特征融合中的尺度不匹配问题，大幅减少了

误分割的发生。

MCA 的引入，进一步提升了模型对多尺度特征和全局信息的利用能力。MCA 能够从多个轴提取

表 6　在 CAUS数据集上的消融实验结果

Table 6　Ablation experiment results on CAUS dataset

LSAM

√
√
√

LSAM

√
√
√

LSAM

√
√
√

ECA

√
√

ECA

√
√

ECA

√
√

MCA

√

MCA

√

MCA

√

DSC
Label 1
0.859
0.863
0.895
0.900

ACC
Label 1
0.995
0.995
0.996
0.997

SE
Label 1
0.942
0.941
0.946
0.935

Label 2
0.924
0.919
0.936
0.934

Label 2
0.997
0.997
0.997
0.997

Label 2
0.921
0.902
0.919
0.931

Average
0.892
0.891
0.915
0.917

Average
0.996
0.996
0.997
0.997

Average
0.931
0.921
0.933
0.933

HD95
Label 1
4.883
5.362
4.070
2.559

PRE
Label 1
0.810
0.805
0.863
0.884

F1⁃score
Label 1
0.867
0.863
0.900
0.906

Label 2
4.213
5.581
3.290
1.934

Label 2
0.949
0.948
0.958
0.945

Label 2
0.929
0.919
0.933
0.934

Average
4.548
5.472
3.680
2.246

Average
0.879
0.877
0.911
0.914

Average
0.898
0.891
0.917
0.920

图 8　在 CAMUS 数据集 2CH 上的消融实验可视化结果

Fig.8　Visualization results of ablation experiment on 2CH of CAMUS dataset
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上下文信息，并聚焦于特定的区域或边缘特征，使得模型在处理复杂的边缘分割任务时表现更为优异。

实验结果表明，MCA 的加入不仅改善了边缘分割效果，还进一步减少了误分割，显著提升了模型的鲁

棒性和泛化能力。

4 讨论  

颈动脉超声和心脏超声分割可以辅助医生定量地评估患者心脏和颈动脉状况，为评估缺血性脑卒

图 9　在 CAMUS 数据集 4CH 上的消融实验可视化结果

Fig.9　Visualization results of ablation experiment on 4CH of CAMUS dataset

图 10　在 CAUS 数据集上的消融实验可视化结果

Fig.10　Visualization results of ablation experiment on CAUS dataset
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中风险提供重要参考，但超声图像的分割是一项复杂的工作［7⁃9］。相较于 CT 和 MRI，超声图像对比度

低、噪声多、图像模糊、伪影多，超声医学图像分割更具挑战性［10］。传统深度学习算法在进行心脏腔体

和 颈 动 脉 管 腔 超 声 图 像 分 割 时 ，容 易 出 现 误 分 割 ，且 边 缘 分 割 效 果 较 差 ，因 此 本 研 究 提 出 了

MSC⁃LSAM 来解决这些难题［12］。

MSC⁃LSAM 在编码器部分并行了 SAM 编码器和 UNet 编码器，在解码器部分采用 UNet 解码器。

在参数冻结的预训练的 SAM 图像编码器中加入 Adapter 模块，使得 SAM 图像编码器在拥有较低参数

量的同时，保留学习能力。此外，MSC⁃LSA 运用了两组多尺度特征。在 UNet 全局网络引入 MCA，实

现了不同轴之间多尺度特征的交叉融合，有效提升边缘分割能力，抑制过拟合。在双编码器特征拼接

之后，加入了 ECA，实现双编码器多尺度特征的融合。

MSC⁃LSAM 在心脏超声数据集 CAMUS 和颈动脉超声数据集 CAUS 上均取得了较好的分割效

果。在对比实验部分，MSC⁃LSAM 优于主流分割模型。在消融实验部分，通过 LSAM、ECA 和 MCA
这 3 个模块的逐个加入，确定每个模块对消融效果的贡献和相互作用。实验结果表明，LSAM 可以显著

提升模型的特征提取能力，提升分割效果；ECA 模块可以提升并行编码器的特征融合能力，显著减少误

分割［38］；MCA 使得模型的全局信息提取能力得到了提升，边缘分割效果显著提升，误分割进一步减少，

算法的鲁棒性和泛化能力得到了提升［37］。

本研究的创新点在于：（1） 提出了一个颈动脉超声和心脏超声图像的自动分割网络 MSC⁃LSAM，

能够辅助医生评估缺血性脑卒中风险；（2） 并行了 SAM 视觉编码器和 UNet编码器，在冻结的预训练的

SAM 视觉编码器中加入高效的 Adapter 块，使 SAM 编码器在保持较低参数量的同时，拥有一定学习能

力；（3） 结合两组多尺度，通过 ECA 块实现并行编码器多尺度特征的高效融合，提升了特征提取能力。

在全局网络引入 MCA 块，实现不同轴之间多尺度特征的交叉融合，提升模型全局信息提取能力。

本研究尚存在以下不足：（1） 缺血性脑卒中评估、预防是一个多因素的复杂过程，有待于与其他风

险指标如脑白质高信号相结合；（2） 提出的算法仅在两个数据集上进行实验，模型的泛化能力有待进一

步验证。但本文使用的两个数据集共包含 4 439 张超声图像，具有较好的代表性和数据规模，能够在一

定程度上缓解这个问题；（3） 多尺度交叉的双编码器结构增加了模型的复杂度和计算成本，未来的研究

可以通过引入轻量级网络或采用模型剪枝技术，来减少计算资源的消耗，在保持或提高分割精度的同

时，优化模型的效率和实用性。

总的来说，MSC⁃LSAM 算法在超声医学图像分割中具有显著的应用前景，尤其是在提高心脏和颈动

脉超声分割的准确性方面。然而，其在实际临床应用中 MSC⁃LSAM 面临计算复杂度、可解释性以及泛化

能力等方面的限制和挑战，仍需进一步的研究和优化。未来通过提升模型的计算效率、增强跨设备的适

应性，MSC⁃LSAM 有望在未来成为超声医学图像分割的主流工具，为临床诊断提供更强大的技术支持。

5 结束语  

本文提出一种颈动脉超声和心脏超声图像的自动分割方法 MSC⁃LSAM，用于实现心脏腔体和颈

动脉管腔的精准分割，辅助医生定量地评估患者心脏和颈动脉状况，辅助实现缺血性脑卒中的早期诊

断，具有较好的准确度及应用前景。
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