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联合 WPT 和 MEC 的无线传感网时延优化算法
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摘 要： 无线传感网络（Wireless sensor network， WSN）受电池能量有限和计算能力不足的约束，使得

电池续航能力成为其广泛部署的瓶颈。本文利用无线电能传输（Wireless power transmission， WPT）和

多接入边缘计算（Multi⁃access edge computing， MEC）技术，在传感器节点能耗受限的情况下，通过联合

优化节点卸载决策、无线供电时长和带宽资源分配，最大限度地降低了传感器节点的任务平均完成时

延。本文将优化问题建模成混合整数规划问题，并且为了适应复杂动态的信道环境，提出了一种基于

柔性动作评价（Soft actor critic， SAC）的时延最小化深度强化学习算法（Deep reinforcement learning 
delay minimization， DrlDM），将 原 始 优 化 问 题 建 模 成 马 尔 可 夫 决 策 过 程（Markov decision process， 
MDP）。仿真结果表明，与 3 种基线实验相比，本文提出的 DrlDM 算法平均延迟降低 62.11%，显著缩短

了节点的任务平均完成时间。
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Abstract： Wireless sensor network （WSN） is constrained by limited battery energy and insufficient 
computing power， and the limited battery life hinders its widespread deployment. In this paper， wireless 
power transmission （WPT） and multi⁃access edge computing （MEC） technologies are used to solve the 
problem of limited energy consumption of sensor nodes. By jointly optimizing the decision of the node 
offloading， wireless power supply duration and bandwidth resource allocation， the average task completion 
delay of sensor nodes is minimized to the greatest extent possible. The optimization problem is modeled as 
a mixed integer programming problem. In order to adapt to the complex and dynamic channel environment， 
a deep reinforcement learning delay minimization （DrlDM） algorithm based on soft actor critic （SAC） is 
proposed. The original optimization problem is modeled as a Markov decision process （MDP）. Simulation 
results show that compared with three baseline experiments， the average delay of the DrlDM algorithm 
proposed in this paper is reduced by 62.11 %， significantly shortening the average task completion time of 
nodes.
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引   言

无线传感网络（Wireless sensor network， WSN）具有能量供应受限、计算资源有限等缺点，一旦节

点的能量耗尽，WSN 将无法正常工作，且在特定场景下，例如工业物联网、森林火灾监控以及空气质量

监测等［1］，频繁地更换电池也不切实际。因此，解决传感器节点的电池容量有限和计算效率低下这两个

问题成了 WSN 各项应用的关键。

多接入边缘计算（Multi⁃access edge computing， MEC）允许为靠近边缘服务器的移动节点提供计算

资源，从而将任务卸载到边缘服务器，以降低计算负担，被认为是解决移动节点计算能力和能量受限问

题的关键技术［2⁃6］。文献［7］针对单用户 MEC 系统提出了部分卸载调度和功率分配方法，在保证用户发

射功率约束的同时，联合最小化 MEC 服务器中的任务执行延迟和能量消耗。文献［8］提出了一个低复

杂度高效的启发式算法来解决 MEC 中的在线最优服务选择、资源分配和任务卸载等问题，以最大化用

户服务质量。文献［9］提出分布式和集中式的解决方案，旨在通过合理的任务分配和调度策略，实现最

大化 MEC 系统利润。文献［10］将 MEC 技术应用到 WSN 中，通过对 WSN 中网络的能量和时间约束建

模，考虑网络的长期平均信息年龄的优化。文献［11］针对 WSN 中任务处理的能效问题引入 MEC 技

术，提出了一种近似最优化的任务处理机制，实现动态卸载和任务处理。然而，目前有关 MEC 和 WSN
的研究很少考虑到受时延约束的随机任务到达问题。

无线电能传输（Wireless power transmission， WPT）技术可以使无线节点通过接收射频信号发射器

广播的射频信号，获取能量以确保持续工作［12⁃13］，是为 MEC 网络提供可持续能源的有效解决方案之一。

文献［14］使用反向散射通信技术，对卸载决策、时间分配、后向散射系数和发射功率进行了优化，最大

化计算速率。文献［15］中，用户基于非正交多址接入技术进行部分卸载，采用迭代算法对时间分配、传

输功率和计算频率进行联合优化，最大化计算能效。文献［16］考虑最小化总计算延迟，提出了一种基

于深度强化学习的离线任务卸载算法，设计了一种用于优化无线电能传输时长和传输时间分配的最差

节点调整算法，以最小化计算延迟。以上文献均未考虑 WPT 与任务卸载时产生的信道竞争问题，而合

理分配信道占用时间能够有效提高用户计算效率。

近年来大量的研究工作表明，深度强化学习算法可以有效解决 MEC 网络中的计算卸载以及资源

分配问题。文献［17］提出了一种基于强化学习的资源管理算法，该算法学习卸载和边缘服务器供应的

最优策略，以最小化长期系统成本。文献［18］研究了 MEC 场景下的计算卸载和资源分配问题，提出了

基于值迭代的强化学习方法和基于双重深度 Q 网络的方法，最小化整个系统的能耗。文献［19］考虑了

部分卸载的情况，提出了一个 Q⁃learning 方案和一个基于深度确定性策略梯度（Deep deterministic poli⁃
cy gradient，DDPG）的解决方案，最小化系统延迟。文献［20］将柔性动作评价（Soft actor critic， SAC）算

法应用到无人机网络中，通过联合优化飞行接入点的三位部署和功率分配，实现最小用户速率最大化。

文献［21］研究了多用户 MEC 的物联网系统中网络寿命优化问题，提出了一种基于 SAC 的生命周期最

大化算法，通过实验验证了 SAC 算法的有效性。

综上所述，尽管引入 WPT 可以缓解节点的电池能量瓶颈问题，但由于半双工通信的限制，WPT 占

用了信道资源，不可避免地会增加节点的任务处理时间。例如，充电时间过短可能导致节点能量匮乏，

无法完成任务处理；而充电时间过长，则会增加节点等待任务处理的时间。在过去的研究中，一些工作

已经考虑了 MEC 中计算延迟最小化的问题。文献［19］使用部分卸载模式，但实际场景中，任务很难进
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行细粒度划分。文献［16］通过采用时分多址的方式为用户分配信道资源，但这可能会导致不必要的等

待时间，且忽略了用户的公平性。文献［14⁃16］中假设每次节点通过 WPT 获得的电能可以完全利用于

本地计算或者计算卸载，但实际情况并非如此理想，因为节点在同一时间收集到的能量、需要计算的数

据量以及信道状态可能不同，将导致能量剩余情况。本文围绕上述待解决问题展开研究。

1　系统模型　

1. 1　网络模型　

考虑 1 个由多个传感器节点和 1 个接入点（Access point，AP）组成的无线供电 MEC 网络，将节点表

示为集合M= { 1，2，…，M }，AP 和每个节点都配备 1 个单天线。AP 拥有稳定的能量来源并且配备 1 个

计算服务器，而每个节点则携带 1 个可充电电池。AP 能够通过下行链路向每个节点广播射频信号，为

节点提供能量。在这个网络中，假设每个节点的电池能量仅来自于 AP［22］。节点可以通过收集到的能

量本地计算所需的任务，或通过上行链路将任务上传到 AP 进行计算。

在实际场景中，节点需要计算的任务很难被任意划分进行计算，所以本文采取二进制的卸载策

略［14， 16］，即节点会将任务本地计算或者全部上传到服务器进行计算，用 xm 表示节点 m 的卸载决策，

xm = 1 表示节点 m 将任务卸载到服务器进行计算；xm = 0 表示节点 m 将本地计算该任务。

将系统时间划分为每个长度为 T 的连续时间帧，在每个时间帧 T 中，按照节点能量的收集和消耗可

以划分成两部分，如图 1 所示。在每个时隙开始时，每个节点都会有一定的概率随机产生 1 个具有时延

约束的计算密集型任务，假设节点的任务都

能在 1 个时隙结束前完成计算［22］。所有节

点都会在时隙开始时进行能量收集，充电结

束后，节点消耗电池的能量，进行任务卸载

或者本地计算。假设服务器的计算能力远

远高于本地计算能力，所以忽略了服务器处

理任务的时间，且假设返回结果的数据量远

远小于上传数据量，因此忽略了结果返回的

时间［16， 22］。

图 2 展示了 1 个由 5 个节点和 1 个 AP 组

成 的 无 线 供 电 多 接 入 边 缘 计 算（Wireless 
power multi ⁃ access edge computing， 
WPMEC）网络，AP 配有 1 个服务器且有着

稳定的能量来源，每个节点配备了 1 个独立

的可充电电池。在能量收集期间，AP 将射

频信号广播到每个节点，5 个节点同时从射

频信号中收集能量。收集结束后，节点 1、2
和 5 将同时将任务卸载到 AP 进行计算，节

点 3、4 本地计算该任务。

1. 2　任务模型　

考虑到更加现实的场景，在每个时隙开始时，每个节点都会有一定的概率随机产生 1 个具有时延约

束的计算密集型任务，为了更加直观地表示任务信息，用 λm
t = ( Lm，Dm )来表示节点 m 在时隙 t产生的任

图 1　系统时间模型图

Fig.1　System time model diagram

图 2　WPMEC 系统模型

Fig.2　WPMEC system model
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务信息，其中 Lm 代表任务的数据量，单位为 bit，Dm 表示这个任务的期望完成时间，单位为 s。不失一般

性，当节点 m 在时隙 t没有产生任务时，λm
t = ( 0，0 )。

1. 3　通信模型　

在通信模型中，采用频分复用作为通信方案，假设通信中的上行链路和下行链路的信道增益相同，

且在 1 个时隙内保持不变，但可能在不同的时隙中发生变化。设 hm 表示节点 m 和 AP 之间的信道增益，

根据自由空间路径衰落模型［16］，上行链路和下行链路的大规模衰落
--
hm 可表示为

--
hm = Ad ( 3 × 108

4πfc dm ) d e

（1）

式中：A d 表示天线增益；fc 表示载波频率；dm 表示节点 m 和 AP 之间的距离；d e 表示路径损耗指数。根据

瑞利衰落模型，信道增益 h= [ h1，h2，…，hm ]可以表示为

hm = --
hm γm （2）

式中 γm 表示独立随机信道衰落因子，服从单位均值的指数分布。给定节点计算任务的通道增益样本是

独立的。

节点被分配的带宽资源取决于 AP 端的决策，用 M off
t 表示在 t 时刻选择任务卸载的节点集合，即

M off
t = { m |∀xm = 1，m ∈M }，节点 m 在 t 时刻被分配的带宽资源的权重 ξ m

t ∈ Ωt，Ωt 是 1 组 AP 给出的权重

系数，所以节点 m 在 t时刻被分配的实际带宽资源 Bm
t 表示为

Bm
t = W

ξ m
t

∑
i ∈ M off

t

ξ i
t

（3）

式中 W 为 AP 的总带宽资源。根据香农定理，可以得出 t时刻节点 m 的上行传输速率 r m
t（bit/s）为

r m
t = Bm

t log2 (1 + Pm hm

Bm
t σ 2 ) （4）

式中：Pm 为节点的发射机功率； σ 2 为噪声谱密度。

1. 4　计算模型　

在此网络模型中，用 E mob
m，t 表示节点 m 在时隙 t开始时的可用能量，不失一般性，E mob

m，0 = 0。节点 m 在

时隙 t收集到的能量 E m
t 可以表示为

E m
t = μPhm θ （5）

式中：θ 表示 AP 发射射频信号的时间；μ ∈ ( 0，1) 表示能量收集效率；P 表示 AP 的发射功率。那么在节

点执行卸载决策前，节点可用电量可以表示为

E mob
m，t = E mob

m，t - 1 + E m
t （6）

1. 4. 1　本地计算　

节点 m 选择本地计算时，设 fm 为节点 m 本地计算能力，单位为周期/s， T loc
m 为节点 m 本地计算的时间，

0 ≤ T loc
m ≤ T，用 ϕ表示节点本地处理 1 bit任务数据所需的 CPU 周期数，其中 ϕ > 0，因此 T loc

m 可表示为

T loc
m = Lm ϕ

fm
（7）

用 e loc
m 表示节点 m 本地计算所产生的能耗，那么有

e loc
m = kfm

3T loc
m ≤ E mob

m，t （8）
式中 k为计算能效系数。

为了使节点本地计算任务时的时间最小，节点要在满足能量约束的情况下最大化计算频率，当
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fm = fmax 时，本地计算时间为

T loc
m = Lm ϕ

fmax
（9）

本地最大计算能耗 e loc，max
m 为

e loc，max
m = kfmax

2 Lm ϕ （10）
所以当 e loc，max

m ≤ E mob
m，t 时，fm = fmax 能在保证能量约束的情况下最小化计算时间，反之当 e loc，max

m > E mob
m，t 时，

 fm 应表示为

fm = ( E mob
m，t

T loc
m k )

1
3

（11）

所以本地计算时间 T loc
m 表示为

T loc
m = ϕ3 L3

m k
E mob

m，t

（12）

综上所述，本地计算时间 T loc
m 表示为

T loc
m =

ì

í

î

ï
ïï
ï
ï
ï

ï
ï
ïï
ï
ï

Lm ϕ
fmax

e loc，max
m ≤ E mob

m，t

ϕ3 L3
m k

E mob
m，t

e loc，max
m > E mob

m，t

（13）

本地计算结束后节点可用电量表示为

E mob
m，t + 1 = E mob

m，t - e loc
m （14）

1. 4. 2　任务卸载　

当节点选择任务卸载时， T tran
m 表示节点 m 任务卸载到 AP 所花费的时间，为了保证任务数据能完整

的传输给 AP，应有以下约束

T tran
m r m

t = T tran
m Bm

t log2 ( )1 + Pm hm

Bm
t σ 2 ≥ Lm （15）

用 eoff
m 表示任务传输所产生的能耗，那么有

eoff
m = PmT tran

m （16）
同样，发射机功率 Pm 表示为

Pm = E mob
m，t

T tran
m

（17）

卸载时间 T tran
m 满足以下等式

T tran
m = Lm

Bm
t log2 ( )1 + E mob

m，t hm

T tran
m Bm

t σ 2

（18）

任务卸载结束后节点可用电量表示为

E mob
m，t + 1 = E mob

m，t - eoff
m （19）

1. 5　问题制定　

节点 m 在 t时刻的任务处理时延 T t
m 表示为

T t
m = ( 1 - xm )T loc

m + xmT tran
m + θ （20）
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在 t时刻处理完所有节点的平均时延 T total
t 可以表示为

T total
t = 1

M ∑
m ∈M

( ( 1 - xm )T loc
m + xmT tran

m + θ ) （21）

本文的目标是最小化所有时间段的节点平均任务完成延迟，问题描述为 P1，即
ì

í

î

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

P1：min lim
t → ∞

1
t ∑

v = 1

t

T total
v

s.t.
C1：0 < θ < T
C2：xm ∈ { }0，1 ，∀m ∈M

C3：T tran
m Bm

t log2 ( )1 + Pm hm

σ 2 ≥ Lm，∀m ∈M

C4：kfm
3T loc

m ≤ E mob
m ( t )，∀m ∈M

C5：0 ≤ e loc
m ≤ E mob

m ( t )，∀m ∈M
C6：0 ≤ eoff

m ≤ E mob
m ( t )，∀m ∈M

（22）

问题 P1 是一个混合整数规划问题，其在多项式时间内求解具有挑战性，深度强化学习可以适应复

杂时变的系统信道状态，已经被广泛应用。为了应对这一挑战，本文提出了一种基于 SAC 的深度强化

学习方法来求解这个问题。

2　基于 SAC的时延最小化深度强化学习算法　

在本节中，首先将原始问题建模成马尔可夫决策过程（Markov decision process，MDP），在每个时隙

开始时，每个节点将本地信息发送给 AP。AP 通过观察系统状态，包括任务大小、可用电量和信道增

益，然后进行充电时间、卸载决策以及相应的带宽资源分配，在 1 个任务结束后，会产生一定的成本。随

后提出了一种基于 SAC 的时延最小化深度强化学习算法 DrlDM，最后将原始问题转化为带有约束的

MDP 优化问题。

2. 1　MDP制定　

2. 1. 1　状态　

在 t 时隙开始时，用 λ t = [ λ1
t，λ2

t，…，λm
t ] 表示节点的任务信息，H t = [ h1，h2，…，hm ] 表示节点与 AP

之间的信道增益， E mob
m，t = [ E mob

1，t ，E mob
2，t ，…，E mob

m，t ]表示节点可用电量。具体来说，AP 在做出动作前将观

察到状态 s t，即

s t = ( λ t，H t，E
mob
m，t ) （23）

2. 1. 2　动作　

当 AP 观察到系统状态 s t 后，AP 将为节点选择动作：（a）节点在本地处理该任务或者进行任务卸载；

（b）确定节点广播射频信号的时间；（c）为节点动态分配带宽资源。因此，AP 做出的动作 a t 表示为

a t = ( X，θ，Ω t ) （24）
式中 X= [ x1，x2，…，xm ]表示节点的卸载决策。

2. 1. 3　奖励　

奖励函数的设计对于强化学习算法的收敛和性能有着重要的影响，为此，本文对该网络场景设计

了一个奖励机制。具体来说，当 1 个时隙结束时，任务的执行情况有 3 种可能性：（1）任务在约束时间内

被计算完成；（2）任务在计算时电量提前被耗尽；（3）任务的计算时间超出任务的时间约束。
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对于情况（1），将节点的任务完成时间作为成本纳入到奖励计算中，具体表示为

C suc = ∑
m ∈ I suc

T t
m （25）

式中 I suc 表示情况（1）的节点集合。对于情况（2）和（3）将给定一个惩罚值，具体表示为

C drop = ∑
m ∈ I drop

ω̄ （26）

式中 I drop 表示情况（2）和（3）的节点集合，ω̄ 为 1 个常量惩罚值。故对于状态动作对 ( s t，a t ) 的奖励

r ( s t，a t )表示为

r ( s t，a t ) = -( C suc + C drop ) （27）

2. 2　算法设计　

SAC 算法是一种适用于解决连续动作空间的深度强化学习算法，其独特之处在于引入了最大化熵

的思想，以在探索和利用之间取得平衡。SAC 的目标是通过优化策略网络和值函数网络来最大化期望

累积奖励，同时最大化动作分布的熵，从而鼓励智能体产生更具有探索性的行为，SAC 算法的优化目标

可以表示为

J ( π )= ∑
t = 0

T

E ( s t，a t ) ~ρπ
[ r ( s t，a t )+ αH ( π ( ⋅ |s t ) ) ] （28）

式中 α 为一个正则化的系数，用来控制熵的重要程度。α 越大，探索性就越强，有助于加速后续的策略学

习；反之 α 越小，就会增加策略陷入较差的局部最优的可能性。ρπ 表示策略 π 的状态分布，其中策略熵

H表示为

H ( π ( ⋅ |s ) ) = E
a~π ( )⋅|s

[-log π ( a|s ) ] （29）

具体来说，SAC 网络模型由 1 个 Actor 网络和 4 个 Critic 网络组成，算法网络模型如图 3 所示。下面

将分别从 Critic 网络、Actor网络以及自适应熵正则项来分别描述本文基于 SAC 设计的 DrlDM 算法。

图 3　DrlDM 算法框架

Fig.3　Framework the DrlDM algorithm
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2. 2. 1　Critic 网络　

对于 Critic网络，由 2个 Q 网络和 2个目标 Q 网络组成。Critic网络接收来自 Actor网络的动作状态对

( s t，a t )作为输入，经过全连接的深度神经网络（Deep neural networks，DNN）输出一个期望值作为动作状

态对的评估。Critic 网络在每次使用 Q 网络时，会挑选一个 Q 值较小的网络，从而缓解 Q 值过高这一问

题，目标 Q 网络这一设置用于提高训练当中的稳定性。任意一个 Q 网络的损失函数可以表示为

LQ ( w )= E ( s t，a t，rt，s t + 1 ) ~Β

é

ë

ê
êê
ê ù

û

ú
úú
ú1

2 ( )Q w ( s t，a t )-( r ( s t，a t )+ γ ( min
j = 1，2

Q w-
j

( s t + 1，a t + 1 )- α log π ( a t + 1|s t + 1 ) ) )
2

（30）
式中：w 代表 Q 网络的网络参数；w-代表目标 Q 网络的网络参数；Β代表经验回放池；γ为折扣因子。每个

目标 Q 网络的参数都采用指数移动平均（Exponential moving average，EMA）的更新方式，即有

w- ← εw +( 1 - ε ) w- （31）
式中 0 < ε ≪ 1 是一个更新因子，EMA 方法允许目标 Q 网络以平滑的方式跟随 Q 网络，这有助于减少更

新的差异，有效避免学习过程中的不稳定波动。主 Q 网络参数 w 可以通过以下公式更新

w ← w - δc ∇w LQ ( w ) （32）
式中 δc 表示主 Q 网络的学习率。

2. 2. 2　Actor 网络　

对于 Actor 网络，由 1 个全连接的 DNN 网络组成。Actor 网络的输入是智能体 Agent观察到的系统

状态 s t，根据状态 s t 输出高斯分布的均值和标准差，然后进行采样。由 KL 散度得到的 Actor网络损失函

数可以表示为

Lπ ( v )= E s t ~Β，a t ~πv
[ α log ( πv ( a t |s t ) )- Qw ( s t，a t ) ] （33）

式中 v 代表 Actor网络的网络参数。由于根据高斯分布来采样动作的过程不可导，因此使用重参数化的

方式，将对动作的期望重写为对噪声的期望，于是 Actor网络的损失函数被改写为

Lπ ( v )= E s t ~Β，ς t ~N
é
ë

ù
û

α log ( πv ( fv ( ςt；s t ) |s t ) )- min
j = 1，2

Q w j
( s t，fv ( ςt；s t ) ) （34）

式中 fv ( ςt；s t )= bmean + ςt ⊙b std，ςt 表示采样得到的期望值，bmean 和 b std 分别是 Actor 网络输出的均值和

方差，“⊙”表示 Hadamard 乘积。Actor网络参数 v可以通过以下公式更新

v ← v - δa ∇ v Lπ ( v ) （35）
式中 δa 表示 Actor网络的学习率。

2. 2. 3　自适应熵正则项　

在 SAC 算法中，熵正则项系数 α的调整影响着熵值的大小。在不同的状态下，熵的大小需求各异，对

于存在最优动作不确定性的状态，熵的取值宜较大；而对于某个状态下最优动作相对确定的情况，熵的取

值则可适度减小。为了实现熵正则项的自动调整，将强化学习的目标重新构建为一个受约束的优化问题

ì

í

î

ïïïï

ïïïï

max
π

Eπ [ ∑
t

r ( s t，a t ) ]

s.t.   E( )s t，a t ~ρπ
[-log ( )πt( )a t |s t ]≥H*

（36）

式（36）通过约束熵的均值大于H* 的同时，最大化期望奖励，通过化简可以得到

L ( α )= E s t ~Β，a t ~π (⋅|s t ) [-α log π ( a t |s t )- αH* ] （37）
通过最小化式（37）目标可以自适应调整 α 的值。

影响所提出的 DrlDM 算法训练时间的主要因素是训练过程中涉及的 Actor 网络和 Critic 网络中
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CNN 网络的计算时间。这些网络的复杂度和所需的计算资源决定了整体训练时间的长短。Actor网络

和 Critic 网络的梯度下降复杂度可以表示为 O (N BS (∑i = 0

I - 1
li li + 1 + ∑

j = 0

J - 1
l̂ j l̂ j + 1 ) )，其中 NBS 表示批量大小， li

和 l̂ j 分别表示 Actor 网络和 Critic 网络的第 i层和第 j层的神经元数量，I和 J 分别代表 Actor 网络和 Critic
网络中的全连接层数。在执行阶段，只需将 Actor 网络训练到理想状态，因此每个时隙的计算复杂度等

同于通过参与者网络进行前向传递的计算复杂度，可以表示为 O (∑j = 0

J - 1
l̂ j l̂ j + 1 )。DrlDM 算法的伪代码

如下。

算法  1 DrlDM 算法

Input：初始化 Critic 网络参数 w1、w2、Actor网络参数 ν，经验回放池 B，目标 Critic 网络参数
------
w 1、------w 2；

Output： w1、w2、ν

（1） for episode = 0，1，…，do
（2）  初始化环境，观察状态 s0

（3）  for t = 0，1，…，T do
（4）    选择动作 at~πν（at｜st）

（5）    采取动作 at，观察奖励 rt和下个状态 st+1

（6）    存储四元组（st，at，rt，st+1）到经验回放池 B

（7）    从经验回访池中采样 N 条数据｛（si，ai，ri，si+1）｝i=1，2，…，N

（8）    计算目标 Q 值基于：

（9）    ri + γ ( min
j = 1，2

Q w̄ j
( s i + 1，a i + 1 )- α log π ν ( a i + 1| s i + 1 ) )，∀i ∈ { 1，2，…，N }

（10）    更新 Critic⁃nets 参数 w1，w2基于：

（11）    L（wj）= 1
N ∑

i = 1

N

( yi - Qw j
( s i，a i ) )，∀j ∈ { 1，2 }，∀i ∈ { 1，2，…，N }

（12）    通过重参数化采样 a͂ i，更新 Actor⁃net参数 ν基于：

（13）    Lπ ( ν )= 1
N ∑

i = 1

N

( α log π ν ( a͂ i| s i )- min
j = 1，2

Q w j
( s i，a͂ i ) )，∀j ∈ { 1，2 }，∀i ∈ { 1，2，…，N }

（14）    更新温度参数 α 基于式（37）
（15）    更新 Critic Target⁃nets 参数基于：

-
w j 􀲓εw j +( 1 - ε ) -w j，∀j ∈ { 1，2 }

（16） end for
（17） end for

2. 3　问题转换　

在本文制定的优化问题中，目标是找到最优策略 π ∗，使得预期的长期成本最小化，于是将优化问题

P1 转换成了 MDP 优化问题 P2，旨在解决以下 MDP 问题来找到最优策略 π ∗，即

ì

í

î

ïïïï

ïïïï

P2：π ∗ = arg max
π

Eπ
é

ë
ê
êê
ê ù

û
úúúú∑

t

r ( )s t，a t + αH ( )π ( )⋅|s t

s.t.  C1 —C6

（38）

式中 C1 —C6 为式（22）中的约束条件。

本节完成了原始优化问题的转换，将节点任务平均延迟最小化问题转化为长期奖励最大化问题。
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3　仿真结果与分析　

3. 1　仿真参数设置　

节点随机到达的任务数据大小随机分布在［10，200］bit，节点与 AP 之间的距离随机分布在［2.5，
5.2］ m，载波频率 fc = 715 MHz，天线增益 A d = 4.11，能量收集效率 μ = 0.7，路径损耗指数 d e = 2.5。能

效系数 k = 10-26，节点处理 1 位任务数据所需的 CPU 周期数 ϕ = 100，节点的最大本地计算频率 fmax =
1.5 × 107 周期/s，背景噪声方差 σ 2 = 10-12 W，对比实验中未涉及到的变量设置：AP 发射机功率 P =
3 W，带宽 W = 10 MHz，节点数量为 7 个，参数设置部分见于文献［22］。

本文通过 Pytorch 框架使用 Python 实现了 DrlDM 算法。在 DrlDM 算法中，Critic 网络和 Actor 网络

都由包含 1 个输入层、2 个隐藏层以及 1 个输出层的全连接 DNN 网络组成，其中每一个隐藏层的神经元

数量都是 128 个。折扣因子 γ=0.99，经验回放池 B 的容量为 105，采样大小 N 设置为 64。

3. 2　仿真结果分析　

图 4 和图 5 分别描述了 Actor 网络和 Critic 网络在不同学习率（Learning rate， LR）下的收敛曲线。

在 1 000 次的迭代下，可以观察到 Actor 网络和 Critic 网络分别在学习率等于 0.000 1 和 0.01 时取得了最

好的收敛效果，之后的实验均采用此套参数。

为了展示 DrlDM 算法的性能，本文与基于 DDPG
的方案进行了 1 000 轮的奖励收敛对比。如图 6 所示，

在 7 个节点数量的情况下，所提出的 DrlDM 算法大约

在 150 轮可以收敛，与 DDPG 算法相比，DrlDM 算法表

现出了更快的收敛速度和更好的稳定性。

为了能够展示本文提出的 DrlDM 算法的有效性，

与 3 种基线方案进行了性能比较，分别是本地自适应

计算（Local computing，LC）、均分带宽边缘计算（Edge 
computing，EC）和基于 DDPG 的卸载方案。

（1） 本地自适应计算：节点将它们需要处理的任

务全部在本地进行计算，在这个方案中，节点会根据当

前可用电量自适应调整本地 CPU 计算频率，以保证任

图 5　Critic 网络在不同学习率下的收敛结果

Fig.5　Convergence results of Critic network under 
different learning rates

图 4　Actor网络在不同学习率下的收敛结果

Fig.4　Convergence results of Actor networks under 
different learning rates

图 6　DrlDM 算法与 DDPG 算法收敛效果对比

Fig.6　Convergence effect comparison between 
DrlDM and DDPG algorithms
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务能够完成计算。

（2） 均分带宽边缘计算：节点将待处理的任务全部卸

载到 AP 通过远程服务器进行计算，AP 会将传输带宽平

均分配给所有需要处理任务的节点，节点会根据自身当前

可用电量自适应调整发射机频率，以保证任务能够完成

传输。

（3） 基于 DDPG 的卸载方案：采用基于 DDPG 的深度

强化学习方案，对于所有节点，将节点的可用电量、节点与

AP之间的信道增益以及任务负载使用  DDPG 算法输入到

神经网络，DDPG 输出节点的卸载决策、带宽资源分配决

策和以及 WPT 的持续时间，然后同样使用本文设计的奖

励机制去训练该网络。

DrlDM 算法与 3 种基线方案的性能对比如图 7~9 所

示。图 7展示了本文所提出的 DrlDM 算法与 3种基线方案

在不同节点数量下的任务平均完成时延的性能对比。可以

观察到，所提出的 DrlDM 算法实现了相比 3 种基线方案更

低的任务处理时延。此外，随着节点数量的增加，两种基于

Drl的方案延迟缓慢增加，而 EC 方案由于每个节点得到的

带宽资源随着节点数量增加而变少，其延迟显著增加，在节

点数量为 11时，延迟大于 LC 方案。而 LC 方案由于是全部

本地计算，其任务处理时延受节点数量影响很小。

图 8 展示了 4 种方案在不同带宽下的任务平均完成时

延的性能对比。可以观察到，随着带宽总量的增加，LC 方

案由于是全部本地计算，与带宽大小无关因此延迟变化不

大。其他 3 种方案的延迟随着带宽总量的增加缓慢下降，

而基于 Drl 的两种方案都表现出了相较于其他两种方案

更低的延迟性能， 并且本文提出的 DrlDM 算法在不同带

宽设置的实验下，都能够实现延迟低于 1 ms的最优性能。

图 9 展示了 4 种方案在不同 AP 发射机功率下的任务

平均完成时延的性能对比。从图中可以观察到，随着 AP
发射机功率的增加，4 种方案实现的任务平均处理延迟都

缓慢下降。这是由于 AP 的发射机功率增加使得在相同

的 WPT 时间内，节点能够获得更多的能量，节点就能分

配更多的能量用于本地计算或者任务卸载当中去，因此节

点的任务处理时延会更短。

4　结束语　

本文研究了在 WPT 和 MEC 辅助的 WSN 场景下，无

线节点对计算任务的卸载问题。首先，本文将考虑的任务

处理延迟最小化问题表述为一个混合整数规划问题，为了

图 7　4 种方案在不同节点数量下的延迟对比

Fig.7　Delay comparison of four schemes under 
different numbers of nodes

图 8　4 种方案在不同带宽设置下的延迟对比

Fig.8　Delay comparison of four schemes in dif⁃
ferent bandwidth settings

图 9　4 种方案在不同 AP 发射机功率下的延迟

对比

Fig.9　Delay comparison of four schemes under 
different AP transmitter power
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解决这一挑战，设计了一种基于深度强化学习的解决方案。从缓解节点能量不足、降低任务计算时延

的角度出发，将节点每个时刻的可用能量作为一个输入维度设计到算法中，将原问题转化为马尔可夫

决策过程，并设计了奖励机制来训练网络。通过考虑节点随机到达且具有时延约束的计算任务、节点

的电池剩余能量以及与 AP 连接的信道状态来联合优化节点的卸载决策、带宽分配以及 WPT 时间。仿

真结果表明，与 3 种基线方案相比，所提出的 DrlDM 算法能够适应时变衰落的通信信道，平均延迟降低

了 62.11%，能显著缩短节点的任务平均完成时间。
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