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摘 要： 当前脑电信号的情感识别方法很少融合空间、时间和频率信息，并且大多数识别方法只能提取

局部的脑电特征，在全局信息关联方面存在着局限性。本文提出了一种基于多域信息融合的三维特征

卷积神经网络 Transformer 机制（3D‑CNN‑Transformer mechanism， 3D‑CTM）模型的脑电情感识别方

法。该方法首先根据脑电信号的特性设计了一种三维特征结构，同时融合脑电信号的空间、时间以及

频率信息；然后采用卷积神经网络模块学习多域信息融合的深层特征，再连接 Transformer 自注意力模

块，提取特征信息内的全局关联性；最后利用全局平均池化整合特征信息进行分类。实验结果表明，3D‑
CTM 模型在 SEED 数据集上的三分类平均准确率达到 96.36%，在 SEED‑Ⅳ数据集上的四分类平均准

确率达到 87.44%，有效地提高了情感识别精度。
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Abstract： Current emotion recognition methods for eletroencephalogram（EEG） signals seldom fuse 
spatial， temporal and frequency information， and most methods can only extract local EEG features， 
resulting in limitations in global information correlation. The article proposes an EEG emotion recognition 
method based on 3D‑CNN‑Transformer mechanism （3D‑CTM） model with multi‑domain information 
fusion. The method first designs a 3D feature structure based on the characteristics of EEG signals， 
simultaneously fusing the spatial， temporal， and frequency information of EEG signals. Then a 
convolutional neural network module is used to learn the deep features for multi‑domain information fusion， 
and then the Transformer self‑attention module is connected to extract the global correlations within the 
feature information. Finally， the global average pooling is used to integrate the feature information for 
classification. Experimental results show that the 3D‑CTM model achieves an average accuracy of 96.36% 
in the SEED dataset for triple classification and 87.44% in the SEED‑Ⅳ dataset for quadruple 
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classification， which effectively improves the emotion recognition accuracy.
Key words: electroencephalogram (EEG); emotion recognition; convolutional neural network; 
Transformer; self‑attention

引   言

情感是一种复杂的生理和心理状态，尤其在人与人之间的交往中扮演着重要的角色。情感计算是

一个快速兴起的交叉前沿领域，主要目标是让机器拥有模拟人类同理心的能力［1］。情感识别是情感计

算的一个至关重要的部分，通过对采集到的情感信息进行分析处理和建模，最终输出情感的状态，从而

使脑机交互系统更加灵敏地捕捉用户的内在需求和意图，为开发基于脑机接口的智能辅助技术提供重

要支持［2］。此外，情感识别技术还具有广泛的应用前景，可以拓展至医疗健康、远程教育等领域，帮助诊

断心理健康问题、提高教育效果，推动相关领域的智能化发展。近年来，情感识别因其重要意义和广泛

应用而成为人工智能、神经科学和模式识别等领域的热门研究课题。以往研究大多针对面部表情［3］、语

音信号［4］和身体姿势［5］等非生理因素进行研究，但其可靠性难以保证。而基于脑电信号（Electroenceph‑
alogram， EEG）的非侵入式生理电信号是自发的、主观不可控制的，能够更准确地反映真实的情感

状态。

基于 EEG 情感识别方法通常分为特征提取和分类两个步骤，如何获取有鉴别性的特征是 EEG 情

感识别领域中的关键部分［6］。典型的特征提取方法主要从时域、频域和空间域进行分析。Feradov 等［7］

研究了 10 个时域脑电特征对消极情感的适用性，表明归一化信号的一阶差分特征更有利于识别消极情

感；Duan 等［8］提取了多个频带的微分熵（Differential entropy， DE）和功率谱密度（Power spectral densi‑
ty， PSD）等特征分别用于情感识别，发现微分熵特征的效果最好；Li等［9］根据脑电电极通道的空间位置

关系，将不同通道的脑电特征映射成二维空间矩阵进行训练分类。然而，以上方法都是从单一域特征

进行分析，不足以包含 EEG 中蕴含的丰富信息。

随着深度学习技术的发展，尤其是卷积神经网络（Convolutional neural network， CNN）和循环神经

网络（Recurrent neural network， RNN）已普遍应用于 EEG 分类的各个领域，因此如何将多域特征信息

融合逐渐成为 EEG 特征组织方面的研究热点。Wang 等［10］提出了一种三维卷积神经网络（Emotio‑
Net），采用 3D 卷积核从原始 EEG 中同时提取空间和时间信息；Yang 等［11］提出了一种结合不同频带信

号特征，同时保留通道间空间信息的三维图像表示方法，采用连续卷积神经网络（Continuous CNN， 
CCNN）来挖掘 EEG 的空间和频率信息；Wang 等［12］通过短时傅里叶变换提取 EEG 的时频特征并构建

电极频率分布图，采用基于残差块的深度卷积神经网络进行特征学习；Wu 等［13］提出了双分支卷积神经

网络的多尺度双半球非对称模型（Multi‑scale bi‑hemispheric asymmetric model， MSBAM），在两个独立

的分支中提取不同的时间表征和非对称空间信息；Cui等［14］提出了一种区域‑非对称卷积神经网络（Re‑
gional‑asymmetric CNN， RACNN），由时间、区域和非对称特征提取器组成，以此来学习 EEG 的时间以

及空间的局部和非对称信息；Yang 等［15］提出了一种并行卷积循环神经网络（Parallel convolutional 
RNN， PCRNN），利用 CNN 模块将多通道 EEG 转换为二维矩阵来挖掘相邻通道之间的空间位置信息，

利用长短时记忆网络（Long short‑term memory， LSTM）模块来挖掘时间信息。虽然以上方法取得了

不错的效果，但仍面临着一些挑战：一是现有的多域信息融合方法大多数只考虑了两种特征信息的组

合（如空间 ‑时间组合），而忽略了空间 ‑时间 ‑频率信息之间的互补性，在一定程度上限制了模型的分类

能力；二是大多方法都是基于 CNNs 和 RNNs 的，存在着一些固有的局限性。CNNs 由于卷积核大小的

限制通常只能学习局部区域的信息，忽略了全局信息，且无法获取特征信息的长期依赖关系。虽然
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RNNs 可以捕获长期依赖关系，但它的并行计算效率较低，且只作用于先前的记忆和当前的状态，而

EEG 是连续的，每一个部分都是相关的，包括过去、现在和未来［16］。在这种情况下，CNNs 和 RNNs 都
不足以有效地挖掘 EEG 的全局关联性。

近年来，基于自注意力的 Transformer 模型［17］能够很好地学习长期依赖关系，挖掘特征的全局关联

信息，在自然语言处理和图像视觉领域均取得了先进的性能。由于 Transformer 的特性，最近也被提出

用于各种生理信号分类任务中。Cheng 等［18］采用 1D‑CNN 和 Transformer 编码器对时域心音信号进行

特征提取分类，实验结果验证了该方法的优越性；Song 等［16］从通道 ‑时间维出发，采用注意力机制的

Transformer 进行特征学习，提高了 EEG 运动想象分类的精度；Wang 等［19］利用 Transformer 编码器对不

同电极脑区信息整合并捕获脑区之间的空间依赖性，在 EEG 情感分类领域取得了不错的效果。这些方

法表明了 Transformer 模型在生理信号分类领域的有效性，但是也忽略了空间‑时间‑频率信息之间的互

补性。

针对以上问题，本文提出了一种多域信息融合的三维特征 CNN Transformer 机制（3D‑CNN‑Trans‑
former mechanism， 3D‑CTM） 脑电情感识别模型，主要贡献如下：

（1）提出了一种新的 3D 特征结构，通过提取多个频带的 DE 特征，并结合电极通道空间位置信息和

前后时间序列信息组织成 3D 特征矩阵，融合了 EEG 的空间、时间和频率信息。

（2）提出了由 CNN 和 Transformer 组成的 CTM 网络，CNN 主要用于挖掘深层的多域特征信息，

Transformer进一步学习特征信息的全局关联性。

（3）在 SEED 和 SEED‑Ⅳ数据集进行实验来表明 3D‑CTM 模型的优越性，验证了学习率衰减策略

和不同频带组合对模型的显著影响，以及进行消融研究来证明 Transformer模块在挖掘特征信息全局关

联性的作用。

1 方   法  

图 1 所示为 3D ‑CTM 模型的总体框架，主要包括 3D 特征组织、CTM 网络和分类（三分类或四

分类）。

1. 1　3D特征组织　

图 2 是对单个原始 EEG 样本处理生成 3D 特征结构的具体过程。首先，对于时长为 T 的样本采用

W 的时间窗口进行无重叠分割成 S 段，将每个 W 窗口的 EEG 视为样本中的一帧，由此一个 EEG 样本

中包含了 S 个连续的帧，从而保持了 EEG 的时间信息。研究表明，EEG 的高频部分对情感识别的影

响更大，且多个频带融合的效果好于单个频带。因此提取了每一帧 EEG 的 θ（4~7 Hz）、α（8~13 Hz）、

图 1　3D‑CTM 模型总体框架

Fig.1　Overall framework of 3D‑CTM model
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β（14~30 Hz）、γ（31~50 Hz）和 γ'（51~75 Hz）这 5 个频带，值得注意的是，以往研究中大多只提取 50 Hz
以内的频带，而本文将 51~75 Hz 的频带也进行了应用。另外，文献［20］等研究表明，DE 特征是脑电情

感识别领域中最适合和最稳定的特征之一，相较于其他常用特征（如 PSD）更为优秀。因此计算了每帧

EEG 在 5 个频带上的 DE 特征，计算公式为

DE = -∫X
f ( x ) log ( )f ( )x dx （1）

式中：f（x）表示连续信息的概率密度函数。对于一段固定长度的近似服从 N ( μ，σ 2 )高斯分布的 EEG，

其 DE 可以表示为

DE = 1
2 log ( 2πeσ 2 ) （2）

式中：e为欧拉常数，μ 和 σ分别为 x 的均值和标准差。

为了保持脑电电极位置的空间信息，采用了构造二维矩阵的方法，如图 2 中间虚线框内所示，根据

脑电电极在大脑中的位置，将 62 通道 EEG 的 DE 特征转换为二维 DE 特征矩阵，对于没有值的位置采用

0 进行填充，以避免其他冗余信息。之后将每一帧 EEG 的所有频带的二维 DE 特征矩阵叠加得到 h×
w×b 大小的三维矩阵，其中 h 和 w 分别表示电极在垂直和水平方向上的最大值［21］，b 表示频带的数量。

最后，把每帧信号构成的三维特征矩阵按照 S 帧的时间顺序在频带维进行拼接，最终得到了一个样本构

成的三维特征矩阵 X n ∈ R h × w × ( )b × S ，从而融合了 EEG 的空间、时间和频率信息。本文中，样本长度 T
和时间窗口 W 分别为 6 和 1，即每个样本有 6 个连续的帧，h、w 和 b 的值分别为 9、9 和 5。
1. 2　CTM 网络　

本节提出的 CTM 网络以融合了空间、时间和频率信息的 3D 特征矩阵作为输入，包括 CNN 模块、

Transformer模块和分类器模块。CTM 网络的具体架构如图 3 所示。

1. 2. 1　CNN 模块　

CNN 模块主要包含局部空间‑时频卷积层、全局空间卷积层和平均池化 3 个部分。受伪 3D 卷积［22］

思想的启发，将传统的大小为 k×k×l 的 3D 卷积核等效分解为 2D‑CNN 的 k×k×1 卷积核和 1D‑CNN
的 1×1×l卷积核，可以有效减少计算成本，加快训练速度。因此，本文将局部空间‑时频卷积层的 3D 卷

图 2　3D 特征组织流程图

Fig.2　Flowchart of 3D feature organization
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积核分解成了局部空间卷积层和时频卷积层。

CNN 模块的相关层参数细节如表 1 所示。其中，局

部空间卷积层包含 64 个大小为 3×3×1 的卷积核，步长

为 1，该层用于挖掘相邻电极通道的空间信息，并采用零

填充模式防止边缘空间信息的丢失。时频卷积层包含 64
个大小为 1×1×5 的卷积核，步长为 1，该层用于提取时

频维度上的信息。全局空间卷积层的内核大小为 9×9×
1，即与二维空间矩阵大小相同，该层用于整合全局电极

通道的空间信息，且内核数量设置为 32，进一步压缩融合

特征信息，减少参数量。在所有的卷积层后添加批归一

化（Batch normalization， BN）操作来加快训练速度，抑制

过拟合。接下来采用内核大小为 1×1×6，步长为 4 的平

均池化层沿着时频维度进一步压缩特征信息。最后，将

得到的特征图进行维度变换以适应 Transformer 模块的

输入。CNN 模块的操作公式为

Y n = CNN module( X n )     n = 1，2，⋯，N （3）
式 中 ：CNNmodule（·）表 示 CNN 模 块 的 全 部 操 作 ，

Y n ∈ R 6 × 32 表示提取的深层特征信息，其中 6 表示特征数

量，32 表示每个特征的维度信息，也是 Transformer 网络

中的标记（token），N 表示样本的数量。

1. 2. 2　Transformer 模块　

Transformer 模块采用自注意力机制使得模型可以同

时考虑输入序列中不同位置的相关性，从而有效挖掘深

层特征信息的全局关联性，以弥补 CNN 模块只能提取局

部信息的局限性，此模块包含位置编码（Positional encod‑
ing， PE）和 Transformer 编码器两部分。其中，位置编码

向模型提供有关输入序列中的位置信息。Transformer 编
码器负责处理输入序列信息编码成高维空间表示，主要包含多头自注意力（Muti‑head self attention， 
MHA）机制和多层感知（Multiple layer perception， MLP）两个模块，其中最重要的是 MHA 机制，它通过

拼接多个自注意力层形成，每个自注意力层通过计算输入序列中各个位置之间的依赖关系，得到每个

位置的上下文表示，使得模型在不同位置之间进行交互和信息传递。MLP 由两个全连接层组成，第 1
个全连接层将输入维度转换为更高维度的中间表示，第 2 个全连接层再将中间表示映射回原始的维度，

对增强模型的表示能力和处理复杂关系具有关键作用。此外，在两模块的周围都采用了残差连接和层

归一化（Layer normalization， LN）的处理，以保护信息的完整性，加速网络训练。Transformer模块以Y n

作为输入，具体操作为

Zn = Y n + PE inf    n = 1，2，⋯，N （4）
W n = LN ( MHA ( Z n ) + Zn )     n = 1，2，⋯，N （5）

M n = LN ( MLP (W n ) +W n )    n = 1，2，⋯，N （6）
式中：PE inf ∈ R 6 × 32 添加的位置信息，MHA（·）、MLP（·）和 LN（·）分别表示 MHA、MLP 和 LN 操作。经

图 3 CTM 网络架构

Fig.3 Architecture of the CTM network
表 1　CNN模块相关层参数

Table 1　Relevant layer parameters of CNN 
module

相关层参数

局部空间卷积层, 3×3×1@64
时频卷积层, 1×1×5@64

全局空间卷积层, 9×9×1@32
平均池化层, 1×1×6, 1×1×4

Reshape 维度转换

输出尺寸

9×9×30×64
9×9×26×64
1×1×26×32
1×1×6×32

6×32
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实验验证，MHA 机制的头数设置为 8，MLP 中的第 1 个全连接层的表示维度设置为 128，最终得到添加

了自注意力机制的输出M n。

1. 2. 3　分类器模块　

经上述处理，M n 整合了多域特征信息，同时也蕴含了特征信息之间的关联性。分类器模块采用全

局平均池化的操作，将M n 沿着特征维度进行平均输出一维向量，即

V n = GAP ( M n )     n = 1，2，⋯，N （7）
最后将V n ∈ R 32 连接到全连接层，神经元的数量等于类别的数量，利用 Softmax 函数进行分类。

2 实验验证  

2. 1　数据集与数据预处理　

SEED［20］和 SEED‑Ⅳ［23］数据集均为上海交通大学 BCMI 实验室所采集的公共情感数据集。SEED
数据集共有积极、中性和消极 3 种情感，包含平均年龄在 23 岁左右的 15 名受试者（7 男 8 女）的脑电数

据，采用国际 10‑20 体系，从 62 个脑电电极记录 15 个受试者观看相关视频的 EEG。每个受试者在 3 个

不同的时间段分别采集 EEG，每个时间段受试者观看相同的 15 个视频，每个视频约 4 min，其中积极、中

性和消极的电影片段各 5 个。视频之间有 45 s 的自我评估时间和 15 s 的休息时间。最后对采集后的数

据下采样至 200 Hz，并应用 0~75 Hz的带通滤波器进行滤波。本文截取了 SEED 数据集中每个 EEG 的

其中 120 s作为实验数据，并对每个试验按照时长 T 不重叠划分样本。

SEED‑Ⅳ数据集共包括快乐、悲伤、恐惧和中性 4 种情感，包含 15 名受试者（6 男 9 女）的脑电数据，

以同样的方式进行采集，不同的是每个受试

者在 3 个不同的时间段分别观看不同的 24
个视频，每个视频约 2 min。最后将处理后

的数据下采样至 200 Hz，应用了 1~75 Hz 的
带通滤波器进行滤波。本文对 SEED‑Ⅳ数

据集中每个时间段的 EEG 分别进行整体混

合，对每个试验按照 T 不重叠划分样本，并

去掉每个试验剩余不足 T 的数据。预处理

后的 SEED 和 SEED ‑Ⅳ数据集格式如表 2
所示。

2. 2　实验设置　

实验使用的硬件环境为 NVIDIA Geforce GTX 3090 GPU，软件环境采用了 Python3.8 的 Keras 框
架搭建网络模型。采用  Adam 优化器，每次迭代的批大小为 128，学习率初始值设置为 0.000 4，并采用

自定义的学习率衰减策略。对于 SEED 数据集，采用所有受试者参与的整体分类实验，此方式更适合于

情感脑机接口的实际应用。对于 SEED‑Ⅳ数据集，对每个时间段采用整体分类实验，最终结果取 3 个时

间段的平均值。为了更好地评估模型的稳定性，所有实验均采用 5 折交叉验证的方式。

2. 3　学习率衰减策略的影响　

本文采用了自定义学习率衰减策略优化算法，即每当连续 15 个 epoch 验证损失没有下降时，学习率

就变为原来的一半，能够显著影响实验模型的效果。为了验证学习率衰减策略的对本文模型的影响，

以 SEED 数据集为例进行实验。

表 2　预处理后的 SEED和 SEED⁃Ⅳ数据集格式

Table 2　Format of preprocessed SEED and SEED⁃Ⅳ da⁃
tasets

数据

SEED
SEED‑Ⅳ‑1
SEED‑Ⅳ‑2
SEED‑Ⅳ‑3

组成

数据格式

13 500×62×1 200
8 445×62×1 200
8 265×62×1 200
8 154×62×1 200

样本数量×通道×采样点

标签信息

13 500×3
8 445×4
8 265×4
8 154×4

样本数量×情感数量
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图 4（a、b）分别为在验证过程当中，3D‑CTM 模型使

用学习率衰减策略和不使用学习率衰减策略的准确率

和损失随 epoch 迭代的趋势图。在训练 300 个 epoch 过

程中，采用学习率衰减策略时在 100 个 epoch 之前有着

比较剧烈的波动，之后便基本趋于平稳，在 200 个 epoch
之后准确率误差不超过 0.2%，损失误差不超过 0.002。
未采用学习率衰减策略时模型一直存在着剧烈的波动，

收敛状况不佳。由此可见，学习率衰减策略可以通过在

训练过程中逐渐降低学习率，模型可以更快地找到最优

解，有效地加快模型的收敛速度，缩短训练时间。此外，

学习率衰减策略还可以提高模型的稳定性，使得模型更

加可靠。

2. 4　不同频带组合的影响　

在以往的频带组合相关研究中，大多只提取 50 Hz
以内的 δ（1~3 Hz）、θ （4~7 Hz）、α（8~13 Hz）、β（14~30 
Hz）和 γ（31~50 Hz） 五个频带组合进行研究，往往忽略

了 51~75 Hz 之间的的频带，本文为了验证包含 γ'（51~
75 Hz）频带的组合对情感分类的作用，进行了 3 组频带

组合研究，实验结果如表 3 所示。从表 3 可以看出，本文

所采用的包含 γ'（51~75 Hz）的 5 种频带组合在 SEED 以

及 SEED‑Ⅳ数据集的 3 个时间段均取得了最好的效果，

在两个数据集的最终准确率分别为 96.36%、87.44%。

与以往研究常常采用的 δ、θ、α、β、γ 五个频带组合的实验

结果相比有着明显的提升，在 SEED 数据集上提升了

2.77%，在 SEED ‑Ⅳ 数据集的 3 个时间段分别提升了

6.49%、6.72%、6.61%，平均提升了 6.60%，证明了包含

γ'（51~75 Hz）的 5 种频带组合对情感分类的重要性，也

说明了 γ'（51~75 Hz）相较于 δ（1~3 Hz）所包含着对情

感分类更具判别性的信息。另外，本文对全部 6 个频带

的组合也进行了实验，所得实验结果并没有达到最高，

这可能是由于组合所有频带所包含的与情感分类无关

的冗余信息过多导致的，尤其是 δ 频带可能对判别情感

状态并不是那么关键。

2. 5　消融研究　

为了探讨 Transformer 模块在分类中的作用，进行

了消融研究，即分别使用 SEED 和 SEED‑Ⅳ数据集去除

Transformer 模块进行实验，结果如图 5 所示。在 SEED
数 据 集 上 ，去 除 Transformer 模 块 后 ，准 确 率 下 降 了

3.07%。同样，对于 SEED‑Ⅳ数据集的 3 个时间段，去

图 4　准确率和损失趋势图

Fig.4　Accuracy and loss trend chart

表 3　不同频带组合的分类准确率

Table 3　Classification accuracy for different 
frequency band combinations

%

数据

SEED
SEED‑Ⅳ‑1
SEED‑Ⅳ‑2
SEED‑Ⅳ‑3

SEED‑Ⅳ‑Ave

δ+θ+
α+β+γ

93.59
80.76
79.09
82.66
80.84

θ+α+
β+γ+γ'
96.36

87.25

85.81

89.27

87.44

δ+θ+α+
β+γ+γ'

95.83
85.16
84.16
88.04
85.79

图 5　Transformer模块消融研究

Fig.5　Ablation study of Transformer module
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除 Transformer 模块后，准确率分别下降了 2.93%、4.30% 和 4.00%，最终的平均结果下降了 3.74%。由

此说明，Transformer 模块对本模型具有显著作用，能够很好地挖掘 CNN 模块提取的特征信息的全局关

联性，有效提高情感分类的准确率。另外也说明了 Transformer 模块能够适用于不同的数据集和时间

段，具有良好的鲁棒性和可靠性。

2. 6　方法对比分析　

为了进一步验证本文方法的先进性，以及空间‑时间‑频率信息融合和 Transformer对 EEG 情感识别

的作用，将分类结果与近 5 年来最先进的情感识别算法进行了比较，结果如表 4 所示。其中，DGCNN 模

型和 RGNN 模型分别采用动态图卷积神经网络和正则化图神经网络来学习不同 EEG 通道之间的内在

关系，主要是从 EEG 的空间信息方面进行分析。R2G‑STNN 模型关注了 EEG 的时间和空间信息，采

用双向长短时记忆网络（Bidirectional LSTM， BiLSTM）来学习大脑区域和全局的时空特征进行分类。

以上方法仅融合了空间、时间和频率信息的一种或两种，最终所得的结果相对也较低。

4D‑CRNN 模型构建了一种 4D 的特征结构，整合了 EEG 的空间、时间和频率信息，使用 CNN 和

LSTM 分别来挖掘空频信息和时间信息；4D‑aNN 模型在上述 4D 特征结构的基础上，增添了空间‑频谱

注意力机制和时间注意力机制，采用 CNN+BiLSTM 的网络架构进行分类；SST‑EmotionNet模型在一

个统一的网络框架内采用双结构形式集成了 EEG 的空间、时间和频率信息，具体来说，其中包括空频结

构和时空结构，并在两个结构上都增添了注意力机制。以上方法均融合了 EEG 的空间、时间和频率信

息，分类结果均有提升。值得注意的是，在添加了注意力机制后，能够自适应地探索有判别性的局部特

征，对分类结果有了较好的提升，但这种注意力机制只能挖掘局部的关键信息，而忽略了全局信息的关

联性。

EEG Conformer 模型采用 CNN 对通道 ‑时间的 EEG 进行局部特征提取，之后采用 Transformer 对
提取的信息进行全局表示，但是忽略了 EEG 的频率信息和电极间的空间位置信息。EeT 模型采用

Transformer自注意机制直接应用于 EEG 序列的时间和空间信息中，忽略了 EEG 的频率信息。

本文提出的 3D‑CTM 模型融合了 EEG 的空间、时间和频率信息，并利用 Transformer 对全局信息

进行关注，在 SEED 和 SEED‑Ⅳ数据集的平均准确率分别达到了 96.36% 和 87.44%，与近几年来的先

进算法相比都达到了最好的结果。另外经过分析，EEG 的空间、时间和频率信息以及全局信息的关联

性两个方面对情感识别都有着重要的作用。

表 4　相关方法对比

Table 4　Comparison of relevant methods

名称

DGCNN[24]

RGNN[25]

R2G‑STNN[6]

4D‑CRNN[26]

4D‑aNN[27]

SST‑EmotionNet[22]

EEG Conformer[28]

EeT[29]

3D‑CTM(本文)

方法

空

空

空时

空时频

空时频

空时频

时+Transformer
空时+ Transformer

空时频+ Transformer

SEED 准确率/%
90.40
94.24
93.38
94.74
96.25
96.02
95.30
96.28
96.36

SEED‑Ⅳ准确率/%
-

79.37
-
-

86.77
84.92

-
83.27
87.44
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3 结束语  

本文提出了一种用于 EEG 情感识别的 3D‑CTM 模型。首先，提出的 3D 特征结构充分整合了空

间、时间和频率信息，有效利用了不同信息之间的互补性。之后采用不同的 CNN 结构对 3 种特征信息

进行学习，并进一步利用 Transformer挖掘全局特征信息的关联性。在不同的脑电情感数据集上进行实

验都取得了显著的效果。此外，学习率衰减策略的应用有效地减少了模型的训练时间、提高了模型的

稳定性。通过组合不同的频带证明了先前研究常常忽略的 51~75 Hz 频带对情感分类的作用。消融研

究验证了 Transformer 模块的有效性。最后通过对相关方法进行了详细的对比分析，说明了 3D‑CTM
模型在融合多域信息以及挖掘信息关联性两个方面对情感识别的结果都有着重要的作用。

除了脑电信号，面部表情、语音信号和各种生理信号都是情感识别领域的重要方向。当前已开展

了许多关于多模态情感识别的研究，涵盖了图像、声音和生理信号等多种信息源。未来的研究可以进

一步探索不同模态信息之间的相互作用，以实现更全面和精准的情感识别，为情感脑机接口技术的发

展提供重要支持。
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