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基于深度强化学习的不确定作业车间调度方法
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摘 要： 作业车间调度是具有非确定性多项式（Non⁃deterministic polynomial，NP）难的经典组合优化问

题。在作业车间调度中，通常假设调度环境信息已知且在调度过程中保持不变，然而实际调度过程往

往受到诸多不确定因素影响（如机器故障、工序变化）。本文提出基于混合优先经验重放的近端策略优

化（Proximal policy optimization with hybrid prioritized experience replay，HPER⁃PPO）调度算法，用于求

解不确定条件下的作业车间调度问题。将作业车间调度问题建模为马尔科夫决策过程，设计作业车间

的状态特征、回报函数、动作空间和调度策略网络。为了提高深度强化学习模型的收敛性，提出一种新

的混合优先经验重放模型训练方法。在标准数据集和基于标准数据集生成的数据集上评估了提出的

调度方法，结果表明：在静态调度试验中，本文提出的调度模型比现有的深度强化学习方法和优先调度

规则取得了更精确的结果。在动态调度试验中，针对作业车间的工序不确定性，本文所提出的调度模

型可以在合理的时间内获得更精确的调度结果。
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Abstract： Job shop scheduling problem （JSSP） is a non⁃deterministic polynomial （NP）⁃hard classical 
combinatorial optimization problem. In JSSP， it is usually assumed that the scheduling environment 
information is known and remains unchanged during the scheduling process. However， the actual 
scheduling process is often affected by many uncertain factors （such as machine failures and process 
changes）. A proximal policy optimization with hybrid prioritized experience replay （HPER⁃PPO） 
scheduling algorithm is proposed for solving JSSPs with uncertainties. The JSSP is modeled as a Markov 
decision process where the state features， reward function， action space， and scheduling policy networks 
are designed. In order to improve the convergence of the proposed deep reinforcement learning model， a 
new hybrid prioritized experiential replay training method is proposed. The proposed scheduling method is 
evaluated on standard datasets and datasets generated based on standard datasets. The results show that in 
static scheduling experiments， the proposed scheduling model achieves more accurate results than existing 
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deep reinforcement learning methods and priority dispatching rules. In dynamic scheduling experiments， 
the proposed scheduling model can achieve more accurate scheduling results in a reasonable time for JSSP 
with process order uncertainty.
Key words: job shop scheduling problem; deep reinforcement learning; proximal policy optimization; 
prioritized experience replay

引   言

作业车间调度问题（Job shop scheduling problems， JSSP）是一种经典的组合优化问题（Combinato⁃
rial optimization problem， COP），旨在确定若干作业在若干机器上的分配顺序，以在特定的约束条件下

最小化或最大化预定义的目标函数，它已被证明是非确定性多项式（Non⁃deterministic polynomial， NP）
难问题［1］。几十年来，JSSP 广泛应用于半导体制造业［2］、机械制造业［3］、汽车制造业［4］和供应链［5］等领

域。然而，在实际的制造业中，制造过程受到不确定因素（如机器故障、紧急订单）的严重影响。近年

来，随着人工智能、信息物理系统和物联网等新制造技术的出现，现实世界中越来越多不确定因素被考

虑进 JSSP 模型中［6］。不确定条件下的作业车间调度问题正吸引着学术和工业界的研究兴趣。

近几年，随着深度强化学习（Deep reinforcement learning，DRL）在游戏、自然语言处理（Natural lan⁃
guage processing，NLP）、自动驾驶和计算机视觉（Computer vision，CV）领域的成功应用［7］，DRL 也用于

求解组合优化问题［8］，例如旅行商问题（Travelling salesman problem， TSP）［9］和车辆路线规划问题（Ve⁃
hicle routing problem， VRP）［10］。DRL 因集成了深度神经网络的表示能力和强化学习的决策能力，在求

解大规模和具有连续状态的调度任务中表现出明显的优越性。尽管如此，现有的基于 DRL 的调度方

法着眼于设计复杂的深度神经网络来构建通用的调度策略，经过离线训练后获得预训练的调度策

略，从而可以使用该预训练策略实时地处理各种不确定条件下的调度问题。然而，这种预训练策略

在训练时难以收敛并且求解的精度太差，甚至不如简单的优先级规则。

本文致力于在实现不确定条件下的实时调度的基础上提高调度模型的求解精度和收敛性。目

前，导致基于深度强化学习的调度方法求解精度低和难以收敛的原因为：（1）作业车间调度环境的状态

特征较长。一方面，状态特征越多，在计算状态特征时消耗的时间就越多；另一方面，状态特征作为调

度策略网络的输入，其维度越高，策略网络的计算越耗时。（2）复杂的深度神经网络虽然表示能力强，但

是网络层数越多计算越复杂，计算时间消耗越大，并且由于深度神经网络的不确定性，训练模型时不能

保证强化学习模型的收敛性。（3）这些方法在处理作业车间调度环境中的不确定因素时，通常是直接将

预训练模型用于调度决策，并且调度策略在执行过程中保持不变，忽略了调度模型随着调度环境变化

自适应调整更新调度策略的能力，导致预训练模型的求解精度低。针对上述问题，本文提出了一种基

于混合优先经验重放的近端策略优化的调度模型（Proximal policy optimization with hybrid prioritized ex⁃
perience replay，HPER⁃PPO）来求解不确定条件下的作业车间调度问题。

1 作业车间调度相关工作  

在过去的几十年里，解决作业车间调度问题的方法主要包括数学规划、启发式、元启发式、超启发

式和强化学习调度方法。用于精确求解的数学规划方法，如整数线性规划［11］和分枝定界算法［12］，可以

找到小规模问题的最优解，但是由于维度灾难带来的计算成本昂贵且无法在执行过程中进行实时修

改，对于解决大规模或动态调度问题是不可行的。

由于这些精确优化方法无法有效地求解动态作业车间调度问题，旨在寻找次优解的近似优化方法
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得到了广泛应用。简单优先级调度规则（Priority dispatching rule， PDR），如最短加工时长（Shortest pro⁃
cessing time， SPT）和最多剩余工序（Most operations remaining， MOR）优先规则，对动态事件反应迅

速，可以在实践中实时地生成有效的解决方案。然而，PDR 方法的性能因实例而异，有效 PDR 的设计

需要大量的专业知识。传统的元启发式方法，如禁忌搜索［13］、模拟退火［14］和遗传算法［15］，通过引入随机

搜索因子来增强探索能力，并且可以在合理的计算时间内提供高质量的解决方案，但是这些方法的超

参数难以调试。作为一种新兴的元启发式方法，粒子群优化［16］、蚁群优化［17］和人工蜂群算法［18］等群体

智能算法也被广泛用于解决各种调度问题。然而，很难将这些元启发式方法应用于动态调度问题（Dy⁃
namic job⁃shop scheduling problems，DJSP），因为这些方法在调度时需要给定初始条件，当问题的条件

发生变化时，就需要重新启动这些方法［19］，这在实际的调度环境中是不适用的，因为需要大量的计算

时间。

超启发式方法，如基于遗传规划的超启发式（Genetic programming⁃based hyper⁃heuristic，GPHH），

其目的是在启发式空间而不是解空间中自动设计调度规则，已成为解决 DJSP 最有效的方法之一［20］。

现有的用于求解 DJSP 的 GPHH 算法存在的问题是在 DJSP 的终结符集中存在大量特征。尽管更多的

特征可以提供更多的信息来发现更好的调度规则，但它以指数级的方式扩展了搜索空间，这使得很难

识别有前景的搜索区域［21］。尽管在 GPHH 中使用了许多特征选择方法［22⁃24］来减少生成的调度规则的

长度，但现有的特征选择方法通常采用离线选择机制来获得更好的终结符子集，这需要额外的仿真试

验来做特征选择，使得 GPHH 算法太耗时且不实用。此外，GPHH 算法的可解释性仍然是一个挑战。

强化学习作为机器学习最重要的分支之一，吸引了众多领域研究人员的兴趣，成为调度文献中最

有前景的 5 种方法之一［25］。在早期的强化学习调度方法中［26⁃27］，调度智能体需要学习状态⁃动作对作为

调度策略，该策略通常用数组或表格表示。然而，实际的调度环境通常包含连续的状态特征，调度的执

行过程包含多个步骤，每个步骤中又有多种选择，因此，它们通常具有大的或连续的状态空间和动作空

间。存储这个大表需要巨大的存储空间，并且调度智能体需要花费大量时间遍历所有状态才能做出良

好的决策。因此，这种表格型的强化学习调度方法将会面临“维度灾难”问题。

DRL 融合了深度神经网络强大的状态表示能力和强化学习的决策能力，常用于解决具有连续状态

空间和巨大动作空间的作业车间调度问题。基于 DRL 的调度方法在处理 JSSP 中的不确定性时，通常

利用已知的静态案例或随机生成的案例训练模型得到一个通用的预训练调度策略，当调度系统中的不

确定因素发生变化时，利用这个预训练的调度策略执行调度。调度策略通常用深度神经网络表示，如

文献［28⁃31］中的卷积神经网络（Convolutional neural network，CNN），文献［32⁃35］中的多层感知机

（Multi⁃layer perceptron，MLP）和文献［36⁃38］中的其他类型的人工神经网络（Artificial neural network，
ANN）。这些调度策略网络的最后一层通常是全连接层或分类器（SoftMax），这就要求它们的输入特征

的长度固定，这样才能将训练好的调度策略用于未知案例的调度。但是由于不同案例的规模不同，它

们的状态特征长度通常也不同，并且动作空间也可能不同。因此，这类调度策略网络只能用于相同规

模的未知案例的调度。

为了将预训练的调度策略应用于不同规模的案例，图神经网络（Graph neural network，GNN）和图

嵌入（Graph embedding，GE）技术被集成到了强化学习模型中，用于生成适用于规模可变的案例的调度

策略［39⁃44］。在这些 DRL 方法中，析取图（Disjunctive graph， DG）用来表示作业车间的状态，GNN 用于

对析取图中的节点进行编码，GE 用于为全连接层生成固定维的嵌入向量。后面的步骤与一般的神经

网络类似，利用全连接网络来计算嵌入向量的动作得分，并使用 SoftMax 函数来生成动作的概率分布。

尽管这些方法中的调度策略能够应用到不同规模的案例中，但这些调度方法的性能仍远未达到最优，

甚至有时不如简单的 PDR［34］。
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同样地，为了解决调度任务规模的不确定性，Monaci等［45］利用长短期记忆（Long⁃short term memo⁃
ry，LSTM）网络，将任意长度的输入映射到固定长度的嵌入向量中。然而，将所有信息压缩为固定长度

向量的编码⁃解码机制使其难以处理非常长的输入。为了缓解这种情况，研究人员在深度神经网络中使

用了注意力机制，将最重要的特征而不是所有特征编码为单个固定长度的向量。在文献［46⁃48］中，图

注意力网络（Graph attention，GAT）用于从析取图中提取固定长度的向量，其他部分与一般的 DRL 调

度方法类似。Transformer［49］是 NLP 和 CV 领域中另一个流行的基于注意力机制模型，也用于解决作业

车间调度问题。Zhao 等［50］提出简化的 Transformer 来提取向量形式的状态特征；Chen 等［51］提出 DG⁃
ERD Transformer 模型，首先用图嵌入方法直接从析取图中提取状态特征，然后利用注意力机制来帮助

智能体更好地学习长期的依赖关系。尽管 Zhao 等取得了良好的结果，但他们只测试了小规模的调度案

例，而 Chen 等在大规模的标准数据集上评估了他们的方法，但结果远未达到最优解，甚至无法与 PDR
方法相匹敌。

目前，基于深度强化学习的调度方法旨在设计通用的调度策略，通过在已知的静态实例或者随机

生成的实例上训练获得调度知识，即预训练策略，用于实时地求解各种调度问题并且预训练策略在求

解过程中保持不变。这种通用的调度策略通常采用复杂的深度神经网络来实现，而深度神经网络的复

杂性和不确定性使得该策略难以训练和收敛。此外，由于作业车间调度问题是 NP 难的，通用的预训练

策略在未知的实例上难以获得高质量的调度解。尽管在不确定条件下的调度问题经常会发生变化，如

果调度策略能够利用好这些变化信息，自适应地更新调度策略，可以提高不确定条件下调度问题的求

解精度。

2 基于混合优先经验重放的深度强化学习调度方法  

本节提出了一种基于 HPER⁃PPO 的 DRL 调度模型，其框架如图 1 所示，主要由 4 部分组成：（1）基

于状态变量的作业车间状态特征；（2）基于 PDR 的动作空间；（3）基于机器空闲时间的回报函数；（4）基

于 PPO 的混合优先经验重放的模型训练方法。

图  1　基于近端策略优化的 DRL 调度框架

Fig.1　Framework of the proposed DRL scheduling method based on PPO
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2. 1　基于状态变量的状态特征表示　

过去基于 DRL 的调度方法中，状态特征的表示方法主要包括基于析取图、特征矩阵和人工设计的

状态变量的方法。然而，无论是析取图中的节点特征还是矩阵特征都是人工设计的，并且特征数量较

多，存在特征冗余问题。

为了减少特征冗余，在构建调度环境仿真程序的过程中，利用 4 个状态变量的变化反映调度环境的

变化，这 4 个状态变量的定义如表 1 所示。其中，前两个状态变量的长度为作业的数量，后两个的长度为

机 器 的 数 量 。 为 了 归 一 化 这 些 状 态 变 量 的 值 ，将 变 量 current_op_of_job、job_on_machine 和

left_time_on_machine 的值分别除以机器数、最大作业数和最大加工时长作为状态特征。最后，将这些状

态特征连接在一起形成 1个一维的特征向量，其长度等于作业和机器总数的 2倍。

在调度领域，作业车间调度问题的标准数据集有固定的格式，如图 2 所示，第 1 行表示案例的作业

数和机器数，以后每行表示 1 个作业，从左到右是作业的加工顺序，奇数列表示作业工序所需的机器，偶

数列表示该工序在所需机器上的加工时长。随着调度过程向前推进，这 4 个状态变量的值随之变化。

如图 2 所示，调度开始时所有作业从工序 0 开始加工并且都可选，所有机器空闲；当选择作业 3 进行加工

时，作业 1 和作业 5 在下次选择中则不可分配，因为它们占用的机器 1 被作业 3 占用，同时作业 3 被安排

在机器 1 上以及机器 1 上的剩余加工时间的信息分别被记录到 job_on_machine 和 left_time_on_ma⁃
chine 中。

2. 2　基于优先调度规则的动作空间　

本文选择了 6个 PDR 来构造动作空间：其中 4个直接从文献［39］中选取，包括 SPT、最长剩余加工时

间（Most work remaining，MWKR）、已完成工序与最剩余工序的最小比率（Flow due date to MWKR，

FDD/MWKR）和 MOR 优先规则；当前工序的最长剩余加工时间（Longest remaining machine time，

表 1　调度环境的状态变量说明

Table 1　Description of state variables in scheduling environment

状态变量

assignable_job
current_op_of_job
job_on_machine

left_time_on_machine

含义

表示作业是否可分配

表示作业已完成的工序数

表示在机器上加工的作业编号

表示工序在机器上的剩余时间

类型

布尔型

整型

整型

浮点型

取值

1 表示作业可分配,0 表示作业不可分配

最小值为 0,最大值为作业的工序总数

取值为作业的编号,-1 表示机器空闲

最小值为 0,最大值为最大加工时长

图  2　调度案例（ft06）及其特征变化示意图

Fig.2　An example of scheduling instance (ft06) and its changes of state features
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LRM）从文献［28］中选择，因为该 PDR 的表现较好；最后一个是先进先出（First in first out，FIFO），它广

泛应用于各种调度问题，它们的数学定义如下
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1

j

pi，j /∑
j

ni

pi，j ∑
j

ni

pi，j ] [ Zi，j = ∑
j

ni

pi，j ]

MOR： max [ Zi，j = ni - j + 1 ]

LRM： max [ Zi，j = ∑
j - 1

ni

pi，j ]

FIFO： max [ Zi，j = t - Rei ]

（1）

式中：Zi，j 为工序 O i，j 的优先级指数； pi，j 为工序 O i，j 的加工时长；ni 为作业 Ji 的总工序数；j为作业 Ji 已完

成的工序数；t为当前时间；Rei 为作业 Ji 的释放时间。

2. 3　基于机器空闲时间的回报函数　

受调度面积［34］的启发，本文提出了一种基于机器空闲时间的回报函数。在调度过程中，每一步的

回报为调度分配前后所有机器的空闲时间之和的负值，即有

reward( s，a )= - ∑
m ∈ M

vacancym ( s， s') （2）

式中：s 和 s'分别为调度前和调度后的状态；vacancym 表示这

期间在机器 m 上的空闲时间；a 为调度动作；M 为机器集合。

如图 3 所示，总的调度面积由所有作业的总加工时长（阴

影区域）和所有机器上的空闲时间（白色区域）组成。总的回

报（R）和最大完成时间（makespan）之间的关系为

R = -b = c -( c + b )= c - S = c - M × makespan（3）
式中：b 为所有机器的空闲时间之和；c 为所有工序的加工时

长之和，其为常量；S 为加工过程在所有机器上消耗的时间；

|| M 为机器的数量；M1~M4为机器编号。

2. 4　调度策略网络与基于混合优先经验重放的模型训练

方法　

调度策略是将调度环境的状态特征映射到动作空间的函数，通常由深度神经网络表示，其参数通

过强化学习更新。在本文的方法中，首先将状态特征向量输入到 MLP 网络以获得每个动作的得分，然

后通过 Softmax 函数输出得分的分布为

p ( at |st ) = Softmax ( MLPπθ
( st ) ) （4）

式中： p ( at |st )表示在 t时刻，在状态 st 下选择动作 at 的概率；θ 为调度策略 π 的参数。

在基于随机梯度的 DRL 方法中，使用经验重放使样本满足独立同分布的假设。传统的经验重放方

法在训练过程中对经验数据进行平均采样，而不考虑其重要性。优先经验回放（Prioritized experience 
replay， PER）是根据经验数据的重要性来重放经验样本并且将有用的经验用于多次更新，这些经验样

本通常使用时间差分误差（TD⁃error）来衡量优先级。文献［52］中引入了比例优先随机抽样方法，即

图 3　调度面积示意图

Fig.3　An example of scheduling area
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P ( i ) = pα
i

∑
k

pα
k

（5）

式中：P ( i )> 0 表示样本的优先级；指数 α 决定了优先级程度，当 α=0 时表示均匀分布；pi = | δ |+ ε，| δ |

为时间差分误差，ε 为一个小正数，其目的是为了使时间差分误差为零的经验样本也能够被采样。在本

文中 δ 指的是优势函数， 即目标值和估计值之间的差异，通过累积回报与价值函数值之差实现。该方

法抽样时的概率介于纯贪婪优先和均匀随机抽样之间，并使用了重要性采样权重来校正样本分布，如

式（6）所示。因为随着训练次数的增加，样本估计的分布会逐渐偏离样本的真实分布。

w i = ( )1
N

1
Pi

β

（6）

式中：w i 表示样本的重要性权重；N 为样本缓冲区的长度；β 为从其初始值变为 1 的参数；Pi 表示样本的

优先级。

本文提出了一种融合均匀和优先经验重放的混合经验重放方法。在每次样本学习时，首先均匀地

重放所有经验样本，并根据式（5）计算经验样本的优先级。然后，执行多次优先经验重放并更新经验样

本的优先级。在优先经验重放时在 Critic 价值网络的均方误差函数 MSE 中使用了重要性权重来校正

价值网络的损失函数，以减少价值网络的实际训练目标产生的偏移，即

L1 ( θ )= MSE ( rd， v ) w （7）
式中：θ表示价值网络的参数；rd 为折扣回报；v 为价值网络的输出值；w 为样本的重要性采样权重。

但是，在 Actor决策网络中没有使用重要性采样权重，是因为决策网络使用的是裁剪的 PPO 损失函

数，即使数据的分布有所偏移也可以通过裁剪策略消除这种影响，表达式为

L2 ( θ )= Et[ min ( rt ( θ ) At， clip ( rt ( θ )， 1 - ε， 1 + ε ) At )] （8）

式中：rt ( θ )= π θ ( at |st )
π θold

( at |st )
，π θ 和 π θold

分别为新旧调度策略；At 为在时间步 t 时刻优势函数的估计；ε 为超参

数，其控制裁剪的范围。

算法 1 描述了详细的训练过程，包括两个方面：数据收集（第 4~16 行）和经验重放（第 17~26 行）。

在收集训练数据时，生成 T 个独立的完整调度轨迹，并将其存储在内存缓冲区 M 中。在经验重放阶段，

首先将 M 中数据随机分成多个批次，每个批次的大小为 b，利用每个批次的样本优化并更新决策网络和

价值网络的参数，同时根据优势函数计算经验样本的优先级；然后，根据经验样本的优先级重采样 b 组

数据样本并计算其重要性权重；最后，利用这些样本再次优化和更新决策网络和价值网络的参数。重

复以上步骤直到达到最大训练次数或者结果收敛亦或者达到最大训练时间限制。本文定义如果 30 个

连续的调度结果都相同，则模型收敛，模型的最大训练时长为 1 h。此外，由于优先经验重放的样本和均

匀重放的样本都是由相同的策略生成的，所以满足策略梯度定理所要求的同轨条件。

算法算法 1 基于混合优先经验重放的近端策略优化模型的训练方法基于混合优先经验重放的近端策略优化模型的训练方法

（1）初始化最大训练次数 N，折扣因子 γ，采样轨迹的数量 T，初始化单条轨迹缓冲区 B，总数据缓冲区 M
（2）初始化批次大小 b，单次学习次数 K 和重采样次数 C，初始化决策网络和价值网络及其优化器

（3）for e = 1 to N do
（4）  for t = 1 to T do
（5）    重置调度环境并观测初始状态 s0

（6）    while True do
（7）      根据当前调度策略选出调度动作 at 并返回该动作的概率 p ( at )
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（8）      在调度环境中执行动作 at 并返回执行动作后的状态 st + 1 和回报 rt

（9）      保存数据（st， at， rt， p ( at )） 到缓冲区 B 中

（10）      if done then
（11）        利用 γ 计算累积折扣回报并用该回报替换 rt

（12）        将缓冲区 B 中的数据添加到总的缓冲区 M 中，并清空缓冲区 B

（13）        break
（14）      end if
（15）    end while
（16）  end for
（17）  for k=1 to K do
（18）    将缓冲区 M 中的数据随机分成多个批次，每个批次的大小为 b

（19）    for 每批数据  do
（20）      分别优化和更新决策网络和价值网络的参数，并根据式（5）计算每个样本的优先级

（21）    end for
（22）    for c=1 to C do
（23）      根据样本的优先级重采样 b 组数据样本并根据式（6）计算重要性权重

（24）      利用重采样的样本优化和更新决策网络和价值网络的参数并更新样本的优先级

（25）    end for
（26）  end for
（27）end for

3 实验分析  

3. 1　实验数据　

在公开的数据集（如表 2 所示）和基于公开数据集生成的具有工序不确定性的案例上分别进行了静

态和动态调度实验。基于案例：ft10（10×10）、la26（20×10）、la31（30×10）和 ta41（30×20），随机选择案

例中的 1 个作业并且随机交换该作业中的 2 个工序，交换工序的数量占总工序数的比例分别设置为

20%、40%、60%、80% 和 100%。

3. 2　实验设置　

在提出的模型中，PPO 的 Actor 网络和 Critic 网络都由具有 1 个隐藏层的 MLP 网络实现。每个隐

藏层网络的维度等于调度案例的总工序数。在训练过程中，对于每个调度案例，最大训练次数设置为

表  2　静态实验数据集

Table 2　Datasets for static experiments

数据集

ft10(10×10)
la01(10×5), a06(15×5),la11(20×5),la16(10×10), la21~la25(15×10),la26~la30(20×10), 

la31~la35(30×10),la36~la40(15×15)
ta21~ta22(20×20), ta31~ta32(30×15), ta41~ta42(30×20), ta51~ta52(50×15),ta61~ta62

(50×20),ta571~ta72(100×20)

数据源

Fisher[53]

Lawrence[54]

Taillard[55]
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8 000，每次包含 5 个独立的轨迹（即一个案例的完整调度数据），设置批次大小 b 等于案例的总工序数。

对于 PPO，将更新网络的学习次数 K 设置为 10，裁剪参数 epsilon 设置为 0.2，折扣因子 γ 设置为 0.999，
Actor和 Critic 网络的学习率分别设置为 1e-3 和 3e-3，使用 Adam 优化器。在优先经验重放时，设置 α

为 0.6，β 的初始值为 0.4、最大值为 1，优先经验重放的次数 C 为 2，收敛训练次数设置为 5 000。其中 Ac⁃
tor 网络的轨迹数量 T、批量大小 b、优先经验重放的次数 C、隐藏层的维度和收敛训练次数超参数都经

过仔细选择，其他参数在文献中被广泛使用或遵循 PyTorch 中的默认设置，本文公开了模型的源代码

（https：//github.com/sx1616039/simple⁃order⁃uncertainty）。实验在配备 Windows 10 64 操作系统 8 GB 
RAM、Intel Core i7⁃9750H 2.60 GHz CPU 的笔记本电脑上运行。

3. 3　静态调度实验　

本文在表 1 的公开数据集上进行了静态调度实验，对比了 Chen 等［51］提出的基于 Transformer 的调

度模型、Han 等［28］提出的基于 DQN 的调度模型、Park 等［41］提出的基于 GNN 的多智能体强化学习调度

模型以及 2.2 节出现的 6 种 PDR 调度方法，结果如表 3 所示，其中在 Min_PDR 列中只列出了 PDR 中最

好的调度结果。OPT 列表示已知的最佳调度结果，本文所提方法的调度结果给出了 5 次独立运行结果

的平均值和标准差，并且方差分析表明这 5 次运行结果没有明显差异。案例的大小由作业数量×机器

数量给出，对比的几种方法中最佳的调度结果以粗体显示。

由于目标或者算法不同，很难公平地比较不同的 DRL 调度方法。基于 DRL 的调度方法主要有两

种训练模式获得调度策略。一种训练模式是，调度智能体在随机生成的案例上进行训练并在新的案例

上进行测试，旨在获得通用的调度策略；另一种类似于传统的基于特定案例的优化方法，训练和测试在

同一个案例上进行。Chen 等［51］和 Park 等［41］遵循前一种训练模式，而 Han 等［28］使用后一种训练模式，本

文使用了后一种训练模式。

从表 3 可以看出，本文所提方法在 36 个案例中有 34 个的调度结果小于（优于）文献［28］的调度结

果，并且在所有的案例上优于其他两种 DRL 方法和所有 6 种 PDR 方法。值得注意的是，Chen 等［51］的调

度方法比 PDR 方法还要差，这表明 DRL 调度方法并不总是优于 PDR 方法。文献［28，41，51］使用了复

杂的深度神经网络作为调度策略，分别为 Transformer（包含 3 个注意力网络）、ScheduleNet（包含 6 个

MLP 神经网络）、卷积神经网络（包含 4 个卷积层），而本文提出的调度策略使用了仅有 1 个隐藏层的

MLP 神经网络，这说明调度网络不需要设计很深也能够获得较好的调度结果。

此外，本文还展示了所提调度方法的收敛性能，包括训练所需轨迹数以及训练时间。如图 4 所示，

本文的调度模型在小、中、大规模的案例上（la01~ta42）可以在 1 h 内训练收敛，在超大规模的案例上

（ta51~ta72）由于时间的限制而无法收敛。从平均收敛时间上看，小规模案例（10×5、15×5、20×5 和

10×10）小于 500 s，中等规模案例（15×10、15×15、20×10、30×10 和 20×20）小于 1 000 s，大规模案例

（30×15 和 30×20）小于 3 000 s。在超大规模案例中，随着案例规模的增加，在 1 h 内产生的训练轨迹数

逐渐减少，从而说明收集轨迹和更新策略所花费的时间随规模明显增加。

3. 4　动态调度实验　

针对作业车间调度系统中的不确定性，基于 DRL 的调度方法通过重调度以适应这些不确定性因素

的变化，主要有 3 种重调度模式：第一种是利用预训练的调度策略在新的案例上执行调度；第二种是利

用训练好的策略在新的案例上继续训练得到 1 个重用的调度策略并在该新的案例上执行调度；最后一

种是直接在新案例上重新训练 1 个的新调度策略，然后在该新的案例上执行调度。

本文考虑工序不确定的调度环境，对比了提出的 DRL模型的 3种重调度策略和 PDR重调度策略。通

过重复独立运行 5次这 3种重调度策略，得到调度结果的平均值，而 PDR方法则取 6种 PDR调度策略的最
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表  3　静态调度结果对比

Table 3　Comparison for static scheduling results

规模

10×5
15×5
20×5

10×10
15×10
15×10
15×10
15×10
15×10
20×10
20×10
20×10
20×10
20×10
30×10
30×10
30×10
30×10
30×10
15×15
15×15
15×15
15×15
15×15
20×20
20×20
30×15
30×15
30×20
30×20
50×15
50×15
50×20
50×20

100×20
100×20

案例

la01
la06
la11
la16
la21
la22
la23
la24
la25
la26
la27
la28
la29
la30
la31
la32
la33
la34
la35
la36
la37
la38
la39
la40
ta21
ta22
ta31
ta32
ta41
ta42
ta51
ta52
ta61
ta62
ta71
ta72

OPT
666
926

1 222
945

1 046
927

1 032
935
977

1 218
1 235
1 216
1 152
1 355
1 784
1 850
1 719
1 721
1 888
1 268
1 397
1 196
1 233
1 222
1 642
1 600
1 764
1 784
2 005
1 937
2 760
2 756
2 868
2 869
5 464
5 181

Chen 等 [51]

-
-
-
-
-
-
-
-
-
-
-
-
-
-
-
-
-
-
-
-
-
-
-
-

2 145.63
2 015.89
2 382.63
2 458.52
2 541.22
2 762.26
3 762.60
3 511.20
3 633.48
3 712.30
6 321.22
6 232.22

Han 等 [28]

666
926

1 222
980

1 162
1 021
1 053
1 029
1 067
1 327
1 397
1 386
1 323
1 417
1 854
1 900
1 782
1 880
1 941
1 355

1 540
1 348
1 357
1 336
1 952
1 870
1 986
2 135
2 450
2 351
3 263
3 229
3 367
3 489
5 908
5 746

Park 等 [41]

692
971

1 319
1 054
1 261
1 207
1 145
1 088
1 117
1 458
1 516
1 357
1 320
1 490
1 906
1 850
1 731
1 784
1 969
1 449
1 653
1 444
1 430
1 350
1 921
1 844
2 055
2 268
2 572
2 397
3 382
3 231
3 202
3 339
5 879
5 456

Min_PDR
680
926

1 254
1 047
1 230
1 060
1 152
1 085
1 112
1 386
1 415
1 472
1 343
1 534
1 810
1 884
1 794
1 856
2 039
1 396
1 584
1 358
1 405
1 358
1 964
1 868
2 134
2 163
2 499
2 401
3 442
3 263
3 335
3 274
5 839
5 462

Ours(μ/σ)
666 / 0.0

926 / 0.0

1 222 / 0.0

1 041 / 10.8
1 138.4 / 8.5

983.6 / 8.7

1 038.8 / 8.1

1 025.2 / 10.0

1 046.2 / 18.9

1 272.8 /12.7

1 340.6 / 27.9

1 291.8 / 35.2

1 267.4 / 12.7

1 393.8 / 10.9

1 784 / 0.0

1 850 / 0.0

1 719 / 0.0

1 723.6 / 5.2

1 888 / 0.0

1 374.2 / 19.1
1 511.6 / 14.6

1 326.6 / 15.4

1 356.2 / 3.9

1 318.6 / 4.3

1 846.8 / 6.4

1 757.4 / 17.9

1 956.8 / 18.3

2 012.8 / 17.6

2 323.2 / 12.5

2 197.4 / 15.6

3 069.2 / 72.5

2 891 / 31.3

3 102.6 / 23.4

3 217.2 / 22.6

5 687 / 27.6

5 320.8 / 26.4
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小值。为了更清楚地对比调度结果差异，使用了相对调度结果，即所有调度结果减去它们中的最小值。

如图 5 所示，4 种重调度策略的调度结果从好到差依次排序为重训练策略（红色实线）、重用策略（黑

色实线）、预训练策略（黄色实线）和 PDR 策略（蓝色实线），而调度结果与随机交换的工序数量没有明显

的关系。由于动态实验生成的案例不同，难以直接和静态实验中对比的 DRL 方法相比较，结合静态实

验通过与 PDR 对比，间接地反映比其他 DRL 方法的优越性：本文的重调度策略全面超越了 Chen 等［51］

的调度策略，在至少一半的案例上比 Park 等［41］的调度策略好。由于本文的训练模式和文献［28］的相

同，在动态实验上的调度性能可以参考在静态实验上的调度性能差异。重训练策略和重用策略的调度

结果之所以更好，是因为这两种模型都“看”到了新的调度问题的信息并利用该信息更新了调度策略。

而预训练的调度策略虽然是在旧的调度问题上训练获得的，但是旧案例与新案例存在相似性，因此在

旧案例中获得的调度知识依然可用于指导新案例执行调度。

此外，本文还分析了重调度策略的决策时间。Chen 等［51］和 Park 等［28］的调度策略和预训练策略一

样，决策时间都少于 1 s，PDR 方法比这些方法稍快。而重用策略和重训练策略的决策时间和训练时间

相同，二者的训练时间对比如图 6 所示，从图中可以看出重用策略能够明显地减少训练时间，并且随着

问题规模的增加重用策略减少的时间越多。然而对于一个不确定的调度环境，不确定因素的变化是持

续的，为了达到调度精度和调度时间的折中，重用的调度策略是最佳的选择。一方面，重用的调度策略

可以随时给出调度结果（在 0 时刻退化为预训练的策略）；另一方面重用的调度策略可以持续学习调度

环境的变化并将学到的新知识用于调度。此外，对于作业车间调度环境中的其他不确定性（如加工时

图 4　本文提出的 DRL 调度模型的训练轨迹数和训练时间

Fig.4　Training trajectories and training time of our DRL scheduling model

图 5　4 种重调度策略的调度结果对比

Fig.5　Rescheduling results of four kinds of rescheduling policies
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长不确定），只在案例生成的方法上有所区别，本文所提调度方法同样适用。

最后，对比了使用优先经验重放与不使用优先经验重放的训练时长，如图 7 所示，在不损失求解精

度的情况下，使用优先经验重放能够明显地减少训练时长。

4 结束语  

作业车间调度问题是经典的组合优化问题，广泛存在于各种制造领域中。针对作业车间中的不确

定性，本文提出了一种基于 DRL 的动态调度方法。针对 DRL 中特征冗余和模型收敛慢的问题，设计了

调度环境的状态特征、动作空间和回报函数，同时构建了调度策略网络并通过混合优先经验重放方法

加快模型收敛的速度。通过静态和动态调度实验以及与多种作业车间调度方法比较，验证了本文所提

出的作业车间调度方法不仅可以获得更精确的调度解，还可以提高训练模型收敛的速度。本文的决策

网络为仅包含 1 个隐藏层的 MLP 神经网络，从而说明调度网络不需要设计很深也能够获得较好的调度

结果。
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