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融合多时间维度视觉与语义信息的图像描述方法

陈善学， 王 程

（重庆邮电大学通信与信息工程学院，重庆  400065）

摘 要： 传统的图像描述方法仅使用当前时刻的视觉信息和语义信息来生成预测词，而没有考虑过去

时刻的视觉信息和语义信息，从而导致模型输出的信息在时间维度上比较单一，因此生成的描述语句

在准确性上有所欠缺。针对此问题，提出一种融合多时间维度视觉与语义信息的图像描述方法，有效

地融合了过去时刻的视觉信息和语义信息，并设计一种门控机制动态地对两种信息进行选择利用。在

MSCOCO 数据集上进行实验验证，结果表明该方法能够更准确地生成描述语句，和当前最主流的图像

描述方法进行对比，性能在各项评价指标上都得到了可观的提升。
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Abstract： Traditional image captioning methods use only the visual and semantic information of the current 
moment to generate prediction words without considering the visual and semantic information of the past 
moments， which leads to the output of the model to be relatively homogeneous in terms of temporal 
dimension. As a result， the generated captioning is lacking in terms of accuracy. To address this problem， 
an image captioning method that fuses multi⁃temporal dimensional visual and semantic information is 
proposed， which effectively fuses visual and semantic information of past moments and designs a gating 
mechanism to dynamically select both kinds of information. Experimental validation on the MSCOCO 
dataset shows that the method is able to generate captioning more accurately， and the performance is 
considerably improved in all evaluation metrics when compared with the most current state⁃of⁃the⁃art image 
captioning methods.
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引   言

图像描述［1］的任务是给定一张图像，计算机可以自动生成一句合理、通顺并且连贯的自然语言描

述。它是计算机视觉［2］和自然语言处理［3］交叉领域中一个极具挑战性的任务。近年来，随着技术的不

断发展，图像描述为图像检索［4］、人机交互［5］和视觉问答［6］等领域的应用带来了重大的意义。

早期的图像描述方法主要包括基于模版的方法和基于检索的方法。基于模版的方法首先使用相

关算法提取图像的特征，然后根据图像特征检测图像中的目标词和属性词等重要单词，然后将这些单

词填充到模版中。Farhadi等［7］首先检测出图像中目标词、关系词和属性词，最后形成对应的三元组，最

后找到合适的单词填充到模版的插槽中。基于检索的方法类似于图像检索问题，它首先通过提取到的

图像特征计算图像之间的相似度，然后找到数据集中相似图像的描述用来生成最终的描述。Kuznetso⁃
va 等［8］首先在数据集中检索出和目标图像相似的图像，然后将其对应的描述语句通过随机树型结构算

法提取出词组来生成自然语言描述。显而易见，上述方法对模型的优化方式有限，因此生成的描述语

句质量并不高。

受益于深度学习的发展，研究者们发现使用深度学习的方法可以更好地解决这项任务。受机器翻译

的启发，编码器⁃解码器的架构在图像描述领域中得到了广泛使用。Mao 等［9］提出了一种基于编码器⁃解
码器的图像描述模型，称为 m⁃RNN（Multimodal recurrent neural network），该模型使用卷积神经网络

（Convolutional neural network，CNN）提取图像的特征，然后将提取到的特征输入到循环神经网络（Recur⁃
rent neural network，RNN）中来生成预测词。Vinyals 等［10］提出了一种 NIC（Neural image caption）模型，

采用 CNN 和长短期记忆网络（Long short⁃term memory，LSTM）作为编码器和解码器，LSTM 可以有效

地解决梯度消失和梯度爆炸的问题，因此 LSTM 也成为图像描述领域中主流的解码器。

后续的研究发现视觉的关注对于图像的时空连贯性非常重要，于是注意力机制被广泛应用到图像

描述领域中。Xu 等［11］提出将注意力机制引入到图像描述模型中，首先在编码端划分图像的区域，然后

将 LSTM 输出的隐藏状态和图像特征输入到注意力机制中来决定图像中不同区域的权重，该方法可以

动态地选择感兴趣的区域来指导预测词的生成。Chen 等［12］提出了一种 SCA（Spatial and channel⁃wise 
attention）模型，该模型使用了层级注意力机制动态地更新 CNN 提取的图像特征，并且融合了通道注意

力机制和空间注意力机制。Lu 等［13］提出了一种自适应注意力模型，该模型可以自动决定生成预测词时

依赖语义信息还是图像信息。Anderson 等［14］提出了一种 Up⁃Down 模型，该模型在编码端首先使用

Faster R⁃CNN 来提取图像的特征，Faster R⁃CNN 可以提取局部的图像特征而不是全局的图像特征，因

此可以避免一些不重要区域的干扰。

主流的图像描述模型一般通过计算交叉熵损失函数来训练模型，但是这种训练方式在模型训练阶

段和测试阶段都存在曝光误差，即模型在训练和测试阶段的输入不同会造成误差积累，这样会导致生

成的描述语句和图像不符，并且交叉熵损失函数不能直接对不可微的评价指标进行微分运算。为了解

决这些问题，研究人员提出使用强化学习［15］的方法来解决图像描述问题。Rennie 等［16］基于强化学习提

出了一种自我评价序列的训练方式（Self⁃critical sequence training，SCST），该方法将推理阶段得到的描

述语句作为基线，直接对 CIDEr 评价指标［17］进行优化。此外，基于 Transformer 的方法也逐渐应用于图

像描述任务中。Zhang 等［18］在解码端使用 Transformer 作为解码器，并使用自适应模块来自适应地选择

视觉特征和非视觉特征以生成预测单词。Wang 等［19］将 Swin Transformer 应用到图像描述工作中，通

过融合当前时刻的预测词和全局视觉特征以生成更好的描述语句。

目前的图像描述方法仍然有不足的地方。在解码端仅使用当前时刻的视觉信息和语义信息来生

成预测词，而没有考虑过去时刻的视觉信息和语义信息，从而导致生成的描述语句质量并不高。针对
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此问题，本文提出了一种融合多时间维度视觉与语义信息的图像描述方法（Fusion of multi⁃temporal di⁃
mensional visual and semantic information， FMDVSI）。该方法提出了视觉注意力和语义注意力，有效

地融合了过去时刻的视觉信息和语义信息，并设计了一种门控机制来对两种信息进行选择利用。

1 本文模型结构  

本文以文献［14］提出的模型作为基准模型，提出了一种融合多时间维度视觉与语义信息的图像描

述方法，模型的整体框图如图 1 所示。在编码端同时提取图像的全局场景特征和局部显著特征，并把两

种特征进行融合后输入到解码端。在解码端首先通过视觉特征解码模块对图像的特征进行解码，然后

通过视觉注意力模块和语义注意力模块分别对过去时刻的视觉信息和语义信息进行融合，最后通过语

言模块输出描述语句。

1. 1　整体模型　

图像描述模型的目标是输入一张给定的图像 I，输出一句能够表达图像内容的描述序列 Y =
{ y1，y2，⋯，yT}，y i ∈ RD，其中 D 为词典集合的大

小，T 为描述序列的最大长度。

在编码端，采用在 Visual Genome 数据集［20］

上预训练的 Faster R⁃CNN 来提取一组区域特征

作 为 图 像 的 局 部 显 著 特 征 ，可 以 表 示 为 V=
{ v1，v2，⋯，vL }，其中 L 为每张图像提取特征的数

量，v i ∈ Rd 表示每个区域的图像特征，d 为特征向

量的维度大小。同时采用 ResNet⁃101 网络中最

后一个卷积层的输出作为图像的全局场景特征

vg。编码器的输出为局部显著特征与全局场景特

征的融合，可以表示为V={v1，v2，⋯，vL，vg}，即
将局部显著特征向量和全局显著特征向量进行

拼接操作。

解码端结构如图 2 所示。 t 时刻时，将编码端

图 1　本文模型整体结构

Fig.1　Overall structure of the proposed model

图 2　解码端结构

Fig.2　Structure of decoding side
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提取到的图像特征V经过均值处理得到平均图像特征 v̄。并结合单词的嵌入向量 x t 和上一时间步语言

LSTM（LSTM⁃S）的隐藏状态 h s
t - 1 共同输入到视觉解码 LSTM（LSTM⁃V）中，输出的结果作为语义信

息。其计算步骤如下

v̄= 1
L ∑

i = 1

L

v i （1）

hv
t = LSTM v ([ v̄，x t，h

s
t - 1 ]，hv

t - 1) （2）

式中：hv
t ∈ R h 为视觉解码 LSTM 的隐藏状态，h 为隐藏状态的维度；[  · ] 表示向量之间的拼接操作；

LSTM v( ⋅ )表示视觉解码 LSTM 的运算。

视觉注意力机制将视觉解码 LSTM 输出的隐藏状态 hv
t 、图像特征V以及上一个时间步的视觉上下

文向量 cv
t - 1 作为输入，得到当前时间步的视觉上下文向量 cv

t 。其计算过程可表示为

cv
t = fAtt⁃V (hv

t，V，cv
t - 1) （3）

式中 fAtt⁃V( ⋅ )表示视觉注意力机制。

语义注意力机制将视觉解码 LSTM 输出的隐藏状态 hv
t 、平均图像特征 v̄以及过去时刻视觉解码

LSTM 输出的隐藏状态集合 H={hv
1，h

v
2，⋯，hv

t - 1}作为输入，得到当前时间步的语义上下文向量 ch
t 。

其计算过程可表示为

ch
t = fAtt⁃H (hv

t，v̄，H ) （4）
式中 fAtt⁃H( ⋅ )表示语义注意力机制。

为了有效地融合视觉信息和语义信息，设计了一种门控机制来对视觉上下文向量 cv
t 和语义上下文

向量 ch
t 进行选择利用。并将得到的结果和视觉解码 LSTM 输出的隐藏状态 hv

t 共同输入到语言 LSTM
中，以得到语言 LSTM 输出的隐藏状态 h s

t。其计算过程可表示为

ĉ t = Gt(cv
t，c

h
t ) （5）

h s
t = LSTM s([ ĉ t，h

v
t ]，h s

t - 1) （6）

式中：Gt( ⋅ )表示门控机制；LSTM s( ⋅ )表示语言 LSTM 的运算。

最后通过语言 LSTM 输出的隐藏状态 h s
t 来生成预测词，表达式为

yt ~pt = softmax (W ph
s
t ) （7）

式中：W p ∈ R h × h 为权重矩阵；pt 为预测单词的概率。

1. 2　视觉注意力机制　

为了有效融合过去时刻的视觉信息，本文在传统注意力机制的基础上提出了一种视觉注意力机制

的方法，其结构如图 3 所示。该方法引入了自适应注意力［13］，并且在每一时间步嵌入上一时间步的视觉

上下文信息作为过去时刻的视觉信息，以确保图像信息在

视觉上的连贯性。本节将详细介绍视觉注意力机制的计算

过程。

在 t 时刻，将 cv
t - 1 和 hv

t 进行拼接操作，并将其与图像的

特征V进行融合，以得到图像的视觉信息分布 c t，该过程计

算步骤如下

u i，t = wT
u tanh (W vv i +W h[hv

t，c
v
t - 1 ] ) （8）

α i，t = softmax (u i，t) （9）
图 3　视觉注意力结构

Fig.3　Structure of visual attention
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c t = ∑
i = 1

L

α i，tv i （10）

式中：wT
u ∈ R 1 × h， W v ∈ R h × d，W h ∈ R h × 2h 为权重矩阵。

此过程同时引入一种“视觉哨兵”［13］的概念。视觉哨兵可以在注意力机制中决定对视觉信息的关

注程度。在视觉解码 LSTM 中添加语义信息向量 s t，其计算步骤如下

z t = σ (W zx x t +W zhh
v
t - 1) （11）

s t = z t ⊙ tanh (m t ) （12）
式中：W zx ∈ R h × h 和W zh ∈ R h × h 为权重矩阵；⊙ 表示逐元素相乘；m t 为视觉解码 LSTM 中的记忆单元；

σ (  · )表示 sigmoid 激活函数。

视觉注意力机制输出的上下文向量 cv
t 可以通过以下步骤获得

cv
t = βt s t + (1 - βt) c t （13）

式中 βt ∈[ 0，1]可以看做一个在 t时刻的权衡变量，它随着时刻的变化而变化，并且可以自适应地选择关

注图像的视觉信息向量 c t 还是关注语义信息向量 s t。

为了计算 βt，需要对注意力变量 u i，t 进行更新得到一个新的注意力变量 û i，t ∈ RL + 1。并取 û i，t 中最

后一个元素作为 βt 的值，其计算步骤如下

û i，t = softmax ([u i，t，w
T
u tanh (W s s t +WHh

v
t ) ] ) （14）

βt = û i，t[ L + 1] （15）
式中：W s ∈ R h × h，WH ∈ R h × h 为权重矩阵。

1. 3　语义注意力机制　

过去时刻的语义信息可以为模型在预测语义关

系词时提供信息补充。为了有效融合过去时刻的语

义信息，本文提出了一种语义注意力机制的方法，其

结构如图 4 所示。该方法在每个时间步对过去时刻的

语义信息进行关注，为模型的预测提供充足的语义信

息，以确保预测单词的准确性。

在每个时间步，将当前时刻的语义信息 hv
t 与过去时

刻的语义信息H={hv
1，h

v
2，⋯，hv

t - 1}进行拼接得到一个

新的语义信息集合{hv
1，h

v
2，⋯，hv

i }。并通过图像的平均

特征 v̄对语义信息集合进行关注。其详细计算步骤如下

γ i，t = wT
γ tanh (W γv v̄+W γhh

v
i ) （16）

z i，t = softmax (γ i，t) （17）

ch
t = ∑

i = 1

L

z i，th
v
i （18）

式中：wT
γ ∈ R 1 × h， W γv ∈ R h × d， W γh ∈ R h × h 为权重矩阵。

1. 4　门控机制　

为了控制视觉注意力机制和语义注意力机制的输出，受文献［21，22］的启发，提出了一种门控机

制。它可以在每个时间步动态地决定视觉信息和语义信息的权重。即当模型输出视觉目标词时，则更

图 4　语义注意力结构

Fig.4　Structure of semantic attention
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多依赖于视觉信息；当模型输出语义关系词时，则更多依赖于语义信息。

门控机制以视觉上下文向量 cv
t 和语义上下文向量 ch

t 作为输入，并对其进行更新。其详细计算步骤如下

g t = σ (WV c
v
t +WH c

h
t ) （19）

ĉ t =[ cv
t ⊙ (1 - g t)，ch

t ⊙g t ] （20）
式中WV ∈ R h × d 为权重矩阵。

1. 5　训练目标　

本文分两个阶段对模型进行训练。在第 1 阶段，使用交叉熵损失对模型进行训练，通过训练图像对

应的参考描述来使交叉熵损失达到最小，即

LXE( θ ) = -∑
t = 1

T

log ( pθ ( y *
t |y *

1：t - 1 ) ) （21）

式中：y *
t 为图像对应的参考描述；θ为模型对应的参数；LXE 表示使用交叉熵损失的训练方式。

在第 2 阶段，使用基于强化学习的 SCST［16］训练方法对 CIDEr 的分数进行优化。其训练目标为最

小化负奖励期望的分数，即

LR( θ ) = -EY~pθ
[ r (Y ) ] （22）

式中：r (Y )表示生成描述 Y 的 CIDEr得分；LR( θ )表示使用强化学习的训练方式。

SCST 训练方法可以有效地解决模型在训练阶段和测试阶段存在的曝光误差问题，使得模型的性

能得到了极大的提升。

2 实验结果与分析  

2. 1　数据集与评价指标　

本文使用 MSCOCO 2014 数据集［23］来证明模型的有效性。该数据集一共含有 123 287 张图像，其

中训练集和验证集分别含有 82 783 和 40 504 张图像，并且每张图像都含有 5 个人工标记的描述语句。

根据文献［24］的方式对数据集进行划分，从数据集中随机选择 5 000 张图像作为测试集，5 000 张图像作

为验证集，其余的 113 287 张图像全部作为训练集。

采用 BLEU［25］、METEOR［26］、ROUGE⁃L［27］、CIDEr 和 SPICE［28］五种评价指标来衡量模型的性能。

其中，BLEU_n 比较生成描述语句与参考描述语句之间 n 元组的重合程度；METEOR 计算单词之间准

确率和召回率的调和平均值；ROUGE⁃L 通过计算最长公共子序列来衡量句子的准确性；CIDEr计算生

成描述语句与参考描述语句之间的余弦相似度；SPICE 通过语句间场景图的目标、属性和关系来衡量

语义的相似性。

2. 2　实验细节设置　

在实验中，图像特征的维度设置为 2 048，LSTM 的隐藏维度设置为 1 024，词嵌入向量的维度设置

为 2 048。在训练过程中，首先使用交叉熵损失的方式训练 30 轮，使用 Adam 优化器［29］对模型进行优

化，初始学习率设置为 0.000 5，动量参数设置为 0.9，每 3 轮衰减一次，衰减率设置为 0.8；然后使用 SC⁃
ST 训练方法再训练 20 轮，初始学习率设置为 0.000 05，同样为每 3 轮衰减一次，衰减率设置为 0.8。在

测试过程中，使用束搜索［30］的方式进行解码，束尺寸设置为 3。

2. 3　实验结果对比　

为了验证本文方法 FMDVSI 模型的有效性，使用 Up⁃Down 模型［14］作为基线模型，在 MSCOCO 数

据集上进行实验。同时，为了显示实验的公平性，基线模型设置和本文 FMDVSI 模型相同的参数。实
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验结果如表 1 所示，其中 XE［31］表示使用交叉熵损失的方式进行训练，RL［16］表示使用基于强化学习的

SCST 方法对 CIDEr评价指标进行优化。

从表 1 结果得知，在使用交叉熵损失训练下，本文模型在各个评价指标上的得分都略高于基线

模型。在通过使用 SCST 方法对 CIDEr 评价指标进行优化后，模型的整体性能有了明显的提升，在

各个评价指标上都优于基线模型。其中，本文的 FMDVSI（RL）模型相对于基线模型（RL）BLEU_
1、BLEU_4、METEOR、ROUGE⁃L 和 SPICE 评 价 指 标 上 的 得 分 分 别 提 高 了 1.0%、1.2%、0.6%、

0.8% 和 0.4%，而 CIDEr 评价指标的得分则提高了 3.8%，达到了 125.2%。实验结果表明了融合过

去时刻的视觉和语义信息有利于生成更准确的描述语句，验证了本文方法的有效性。

为了进一步验证多时间维度视觉与语义信息的有效性，本文进行了消融实验，结果如表 2 所示。其

中，FMDVSI⁃AttV 表示在基线模型的基础上只使用视觉注意力机制的模型；FMDVSI⁃AttH 表示在基

线模型的基础上只使用语义注意力机制的模型。视觉注意力机制和语义注意力机制可以分别对过去

时刻的视觉信息和语义信息进行关注，从而融合多时间维度的视觉和语义信息。从表 2 中数据可以看

出，在基线模型的基础上单独使用视觉注意力机制或者语义注意力机制的情况下，模型的性能均有所

提升。当本文模型同时使用视觉注意力机制和语义注意力机制时，模型的性能有了明显的提升。实验

结果验证了多时间维度的视觉和语义信息有利于提升模型的性能。

同时，为了验证门控机制的有效性，本文将使用门控机制的方法与直接拼接视觉和语义上下文向

量的方法进行了对比实验，结果如表 3 所示。可以看出，在引入门控机制后，本文模型相较于传统的拼

接方法在 CIDEr 评价指标上的得分提高了 3.7%，证明了门控机制可以有效地对视觉信息和语义信息

进行动态选择。

表 1　本文方法与基线模型在 MSCOCO 数据集上的性能对比

Table 1　Performance comparison of the proposed method and the baseline model on the MSCOCO dataset  %

模型

基线模型（XE）
基线模型（RL）
FMDVSI（XE）
FMDVSI（RL）

BLEU_1
75.8
79.2
76.6
80.2

BLEU_4
35.7
36.6
36.9
37.8

METEOR
27.5
28.0
27.8
28.6

ROUGE⁃L
56.3
57.6
57.6
58.4

CIDEr
111.7
121.4
116.9
125.2

SPICE
20.5
21.5
20.7
21.9

表 2　消融实验

Table 2　Ablation experiment %

方法

基线模型

FMDVSI⁃AttV
FMDVSI⁃AttH

FMDVSI

BLEU_1
75.8
76.1
76.0
76.6

BLEU_4
35.7
36.0
35.9
36.9

METEOR
27.5
27.7
27.6
27.8

ROUGE⁃L
56.3
56.5
56.4
57.6

CIDEr
111.7
113.1
112.8
116.9

SPICE
20.5
20.6
20.6
20.7

表 3　门控机制方法与拼接方法性能对比

Table 3　Performance comparison of gating mechanism method and splicing method %

方法

拼接方法

门控机制

BLEU_1
76.1
76.6

BLEU_4
36.0
36.9

METEOR
27.8
27.8

ROUGE⁃L
56.5
57.6

CIDEr
113.2
116.9

SPICE
20.6
20.7
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此外，本文将 FMDVSI 模型与其他主流模型在 MSCOCO 数据集的实验结果上进行对比，结果如

表 4 所示。其中，SCA⁃CNN ［12］为融合空间和通道注意力的方法。Adaptive⁃Attention［13］为自适应注意

力模型。本文的 FMDVSI（XE）模型相比于 Adaptive⁃Attention 模型在 BLEU_1、BLEU_4、METEOR
和 CIDEr 评价指标上的得分分别提升了 2.4%、3.7%、1.2% 和 8.4%。Att2in［16］为使用基于强化学习

的 SCST 方式进行训练的方法。Up⁃Down［14］为本文的基线模型。本文复现的结果与文献［14］基线

模型略有不同，但是均在合理的波动范围内。ELMo⁃MCT［32］为基于 Transformer 的方法。可以看出，

本文模型对比于当前流行的基于 Transformer 的方法仍具有一定的竞争力。A_R_L［33］为基于视觉关

系和上下文感知注意力的方法。ASIA［34］为基于自适应空间特征注意力的方法。同时，本文与文献

［35］进行对比，文献［35］侧重于对图像的视觉信息进行处理，而对于语义信息的处理有所不足。因

此，本文模型具有一定的优势。

总体来看，本文模型拥有比较有竞争力的性能，进一步验证了融合多时间维度的视觉和语义信息

的有效性。

2. 4　可视化分析　

为了能够更加直观地证明本文模型能够生成质量更好的描述语句，表 5 展示了 FMDVSI 模型与

Up⁃Down 模型的可视化结果对比，其中 Ground⁃truth 表示图像标注的参考语句。相比于基线模型，本文

模型生成的描述语句更加准确，能够提取到更加准确的目标物体，例如表 5 第 2 行图描述语句中的

“ocean”，表 5 第 3 行图描述语句中的“cow”和“building”。同时生成的描述语句在语义上更加通顺、连

贯，例如表 5 第 1 行图描述语句中的“A group of people”比基线模型生成的“A man”更加准确。

同时引入过去时刻的视觉和语义信息也可能会带来一些干扰信息，导致信息上的冗余，造成生成

失败的案例，如表 6 所示。例如表 6 第 1 行图描述语句中的“A bunch of oranges and oranges”，表 6 第 2 行

图描述语句中的“with a small house with a house”。

表 4　MSCOCO 数据集上不同模型的性能对比

Table 4　Performance comparison of different models on the MSCOCO dataset %

模型

SCA⁃CNN
Adaptive⁃Attention

Att2in（XE）
Att2in（RL）

Up⁃Down（XE）
Up⁃Down（RL）

ELMo⁃MCT
A_R_L
ASIA

文献[35]（XE）
文献[35]（RL）

FMDVSI（XE）
FMDVSI（RL）

BLEU_1
71.9
74.2
—

—

77.2
79.8
76.2
75.9
—

—

—

76.6
80.2

BLEU_4
31.1
33.2
31.3
33.3
36.2
36.3
34.2
35.8
36.8
36.6
36.8
36.9
37.8

METEOR
25.0
26.6
26.0
26.3
27.0
27.7
—

27.8
27.7
28.1
28.0
27.8
28.6

ROUGE_L
53.1
—

54.3
55.3
56.4
56.9
56.0
56.4
—

57.1
57.7
57.6
58.4

CIDEr
95.2

108.5
101.3
111.4
113.5
120.1
111.5
113.7
116.7
115.9
124.8
116.9
125.2

SPICE
—

—

—

—

20.3
21.4
—

—

—

—

—

20.7
21.9
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3 结束语  

本文提出了一种融合多时间维度视觉与语义信息的图像描述方法，有效地融合了过去时刻的视觉信

息和语义信息，并设计了一种门控机制对视觉信息和语义信息进行选择性利用。该方法使模型可以输出

更加丰富的信息，确保了生成描述语句的准确性。另外，使用基于强化学习的 SCST 方法对模型的性能

进行优化，使得模型的性能得到了极大的提升。最后在 MSCOCO 数据集上进行实验验证，实验结果表明

本文方法的性能相比于其他主流方法在各种评价指标上都有明显的提升，生成的描述更加准确。
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