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基于多模态多粒度融合网络的癫痫识别方法

戚晓雨， 丁卫平， 鞠恒荣， 程学云， 黄嘉爽

（南通大学信息科学与技术学院， 南通  226019）

摘 要： 结构脑网络（Structural brain network， SC）和功能脑网络（Functional brain network， FC）能从

不同角度反映癫痫对大脑结构信息的改变。目前，融合两类脑网络信息进行癫痫的辅助诊断已成为领

域内的重要研究之一。然而，常见的融合模型仅在单一粒度上融合两类脑网络信息，忽略了脑网络的

多粒度属性。本文提出一种基于多模态多粒度融合网络（Multi⁃modal multi⁃grained fusion network，

MMFN）的癫痫识别方法，从全局和局部两个粒度对多模态脑网络特征进行融合，充分利用两类脑网络

信息。局部粒度上，设计了连接边特征融合和节点特征融合，用以重构两类脑网络的连接边层和节点

层的特征图，使两个模态交互式地学习特征；全局粒度上，设计了多模态分解双线性池化模块，学习两

类脑网络的联合表示。实验结果表明，相比主流方法，所提方法可以显著提高对癫痫识别的准确率，辅

助医生进行癫痫诊断。
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Epilepsy Identification Method Based on Multi‑modal Multi‑grained Fusion Net‑
work

QI　Xiaoyu， DING　Weiping， JU　Hengrong， CHENG　Xueyun， HUANG　Jiashuang

(School of Information Science and Technology, Nantong University, Nantong 226019, China)

Abstract： Structural brain network （SC） and functional brain network （FC） can reflect the changes in 
brain structure information caused by epilepsy from different perspectives. Currently， the fusion of two 
types of brain network information for auxiliary diagnosis of epilepsy has become one of the important 
studies in the field. However， common fusion models only fuse the information of the two types of brain 
networks at a single granularity， ignoring the multi-grained attribute of brain networks. This paper 
proposes an epilepsy identification method based on multi-modal multi-grained fusion network （MMFN）， 
which integrates the features of the multi-modal brain network from global and local granularities to take 
full advantage of multi-modal brain network information. Specifically， at the local granularity， two modules 
（i.e.， edge features fusion module and node features fusion module） are designed to reconstruct the feature 
maps of edge layer and node layer of two types of brain network， so that these two modes can learn 
features interactively. At the global granularity， a multimodal decomposition bilinear pooling module is 
designed to learn the joint representation of the two types of brain networks. Compared to current methods， 
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experimental results show that the proposed method can improve the accuracy of epilepsy recognition 
significantly and assist doctors in the diagnosis of epilepsy.
Key words: multi⁃modal image; multi-grained; epilepsy; structural brain network; functional brain network 

引   言

癫痫是一种最常见的慢性神经系统疾病，任何年龄段的人群均可发病。目前，深度学习在癫痫检

测中的应用已经相当广泛。例如，Liu 等［1］提出一种基于深度卷积神经网络（Convolutional neural net⁃
work，CNN）的癫痫自动检测系统进行癫痫的诊断。Zahra 等［2］利用脑电信号（Electroencephalogram，

EEG）通过人工神经网络（Artificial neural network，ANN）来检测癫痫。因此，利用人工智能技术辅助医

生更加准确地识别癫痫，有助于患者及时地治疗和康复，也有助于提高医疗诊断技术。

脑网络可以反映癫痫引起的脑部结构异常。脑网络可以根据构建时所用的影像数据类别分为结

构脑网络和功能脑网络，其中结构脑网络多使用弥散张量成像构建，其连接信息主要反映脑区之间的

白质纤维连接，功能脑网络多使用功能磁共振成像数据构建，其连接信息主要反映脑区之间的活动一

致性。它们可以从不同的视角反映癫痫引起的脑部异常结构［3⁃4］。例如，Bernhardt等［5］研究癫痫对大脑

结构和功能成像引起的异常，结果表明癫痫可以同时改变结构脑网络的海马区域和功能脑网络的后部

默认网络区域。因此，融合两类脑网络信息可以进一步提高诊断癫痫的准确率。

多模态融合是从不同的模态中提取和组合相关信息。相比仅仅使用单一模态，融合多个模态的信

息会有更好的分类精度［6⁃7］。目前，多模态脑网络融合方法中常见的有前期融合和决策层融合。前期融

合方法，一般指在特征抽取前，融合两类脑网络的信息。常见的分别为使用功能脑网络（Functional 
brain network， FC）辅助结构脑网络（Structural brain network， SC）中白质纤维的追踪［8⁃9］，或者在构建

功能脑网络时考虑结构脑网络信息，从而增加空间约束［10⁃11］。决策层融合方法一般指在特征学习后融

合两类脑网络的信息，Guo 等［12］使用拼接技术融合不同模态的信息，其结果显示可以将精神分裂症识

别准确率提高至少 2%。Wee 等［13］使用多核融合技术联合结构脑网络和功能脑网络识别轻度认知障碍

患者。Ma 等［14］将结构脑网络和功能脑网络作为两个视图信息，并使用多视图图嵌入方法学习一个低

维的联合表示，其结果显示在聚类的准确性上使用多模态脑网络信息要远优于仅使用单模态脑网络

信息。

值得注意的是，以上方法均没有考虑脑网络的多粒度属性，仅在单一粒度下进行两类脑网络的特

征融合。因此并不能充分获取两类脑网络完整的拓扑结构信息。脑网络数据分别由节点和连接边两

个关键元素组成，其天然地具有多粒度属性。从局部粒度上看，疾病可以分别改变脑网络的节点和连

接边属性。例如，Crone 等［15］通过研究意识障碍患者的全局和局部拓扑网络特征，发现患者的由高度互

联的中心节点组成的区域的拓扑特征发生了明显改变，这会严重影响患者的认知功能。从全局粒度上

看，疾病也可以改变脑网络的“小世界属性”。例如，Zhu 等［16］通过探索缺血性脑白质病患大脑连接组的

拓扑结构，发现患者的大脑连接遭到破坏，患者的小世界脑网络功能和认知受到损害。因此，在多模态

脑网络的特征融合中，考虑脑网络的多粒度属性，分别从局部粒度上的脑网络的节点和连接边属性和

全局粒度上的全图属性两种粒度上探究癫痫对脑网络的改变，有助于提高癫痫识别的准确率。

基于上述讨论，本文提出了基于多模态多粒度融合网络（Multi⁃modal multi⁃grained fusion network，
MMFN）的癫痫识别方法，考虑脑网络的多粒度属性，在全局和局部两个粒度上，通过设计不同的融合

模块学习两类脑网络的融合特征，从而提高对癫痫的识别准确率。该模型使用由 Kawahara 等提出的边
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到 边 卷 积（Edge⁃to⁃edge layer， E2E）、边 到 节 点 卷 积（Edge⁃to⁃noder layer， E2N）和 节 点 到 图 卷 积

（Node⁃to⁃graph layer， N2G）获取每一步的特征图，用以得到不同的粒度特征信息，在特征学习过程中，

设计了一种局部融合模块（即连接边特征融合和节点特征融合）在局部粒度上来融合两类脑网络的信

息，用以重构结构脑网络和功能脑网络的连接边层和节点层的特征图。对于全图层的特征图，设计一

个多模态分解双线性池化模块在全局粒度上进行融合，获取最终的联合表示，输入分类层获得最后的

分类结果。

1 相关工作  

本节简要介绍本文所提出的方法的相关工作和知识。首先，第 1.1 节介绍多模态融合；第 1.2 节介

绍多粒度融合；最后，第 1.3 节介绍本文提出的 MMFN 中所用的 3 种卷积操作。

1. 1　多模态融合　

多模态融合是指综合来自两个或多个模态的信息以进行预测的过程。融合多个模态信息在疾病

识别和联合视觉语音进行情感识别等任务上的性能往往可以优于仅仅使用单个模态的方法。

多模态融合在疾病诊断任务中已经得到广泛应用。例如，Yang 等［17］提出一种多模态关系注意网

络，该模型在特征提取前通过多模态关系注意模块来探索两种模态之间的相关信息并进行融合，从而

提高了单模态特征的识别能力，有效改善对乳腺癌的分类性能，该多模态融合方法是一种前期融合，没

有考虑到模态之间的关联和交互。An 等［18］提出一种基于注意力的多模态融合网络（Multi⁃modal 
attention⁃based fusion network，MAIN）来根据患者的历史电子健康记录进行诊断，该模型在特征提取后

通过加权平均的多模态融合模块模态信息进行整合，充分挖掘了不同模态之间的相关性，是一种决策

层融合。同样地，在视觉语音联合情感识别任务上，Praveen 等［19］研究了基于视频中人脸和语音融合的

多维情感识别方法，并提出了一种联合交叉注意融合模型，该模型在特征提取后通过交叉注意模块获

得视觉语音的联合特征表示，能够有效地利用互补的跨模态关系来准确预测价态和唤醒，是一种决策

层融合。这类决策层融合策略，在模型的最后融合了多模态信息，而未曾考虑到在特征的学习过程中

进行信息融合。

已有的多模态融合模型多数都是先抽取结构和功能特征，随后进行简单的融合，或是在特征提取

前进行融合，而未考虑在特征的学习过程中，对两类特征进行深度融合。本文所提方法中的局部融合

模块，在连接边和节点特征的学习过程中，加入了交互式学习模块，因此两类特征的学习不再独立而是

相关联的，从而可以更好地学习到具有判别能力的特征。

1. 2　多粒度融合　

多粒度融合通过融合不同粒度的特征信息进行训练，能够对模型有更全面的指导。  多粒度融合目

前已经应用于行为识别、文本分类、情绪分析等任务中，并获得了一定的成效。在基于骨骼的行为识别

任务中，MM⁃GCN（Multi⁃modal and multi⁃granularity graph convolutional network）［20］通过利用图卷积网

络来捕捉“点⁃线⁃面⁃段”4 种粒度的语义信息对老年人行为进行建模，从而进行行为识别。在基于方面

的情感分类中，由于现有方法多采用粗粒度注意机制，会造成信息丢失，Fan 等［21］提出一个新的多粒度

注意网络（Multi⁃grained attention network， MGAN），利用细粒度和粗粒度注意机制，可以捕获方面和上

下级之间的词级交互，从而提高该模型对于情感分类的性能。同样地，ATSM⁃F［22］对于汉语的情感分

析从词根、字符和单词 3 个目标级别不同的粒度进行研究。

脑网络天然地具有多粒度属性，然而目前并没有关于脑网络的多粒度研究。本文所提方法分别在

局部和全局两个粒度上对脑网络的特征信息进行融合。在局部粒度上，从脑网络的连接边和节点两个

712



戚晓雨  等：基于多模态多粒度融合网络的癫痫识别方法

层面上进行特征融合；在全局粒度上，通过多模态分解双线性池化对提取到的脑网络特征向量进行融

合，获得联合表示，充分利用了不同粒度的脑网络信息，从而提高对癫痫的识别准确率。

1. 3　BrainNetCNN网络框架

在本节中，详细介绍了本文所提方法在卷积过程中使用的由 Kawahara 等［23］提出的 BrainNet CNN
网络中的 E2E、E2N 以及 N2G 三种卷积操作。

1. 3. 1　边到边卷积　

E2E 卷积滤波器是用来从原始邻接矩阵中提取边缘特征，类似于图像数据中使用的标准卷积滤波

器，该滤波器加权组合了局部信息（即连接强度）来学习边缘特征。

令 G l，m = ( Al，m；Ω )表示卷积神经网络第 l 层加权脑网络的第 m 个加权脑网络特征图，Ω 为脑区域

对应的节点集合。Al，m ∈ R || Ω × || Ω 为包含网络边权值的邻接矩阵。每层都以M l 特征映射作为输入，假设

M l = 1（即整个 CNN 的输入特征图只是描述一个连接组的单个邻接矩阵）。由于输入和输出的节点数

量不发生变化，因此 Ω 保持不变，并且 E2E 层的输出是一个过滤后的邻接矩阵，定义为

A l + 1，n
i，j = ∑

m = 1

M l

∑
k = 1

|| Ω

r l，m，n
k A l，m

i，k + c l，m，n
k A l，m

k，i （1）

式中：[ c l，m，n，r l，m，n ]=w l，m，n ∈ R 2 || Ω ；[ w l，1，n，⋯，w l，M l，n ]∈ R 2|Ω| ×M l

为第 l 层的第 n 个滤波器的学习权重；

i， j分别表示脑网络节点的行与列的位置； 同样地，k也作为调整节点的参数。

1. 3. 2　边到节点卷积　

E2N 卷积滤波器是将边缘特征聚合为节点特征，该滤波器相当于一个一维空间卷积层。

E2N 过滤器从每个特征图中获取一个邻接矩阵 Al，m（代表一个可能经过过滤的脑网络）作为输入，

并输出大小为 | Ω |的向量。因此，E2N 层的输出定义为

a l + 1，n
i = ∑

m = 1

M l

∑
k = 1

|Ω|

r l，m，n
k A l，m

i，k + c l，m，n
k A l，m

k，i （2）

式中：与 E2E 层类似，[ c l，m，n，r l，m，n ]=w l，m，n ∈ R 2 || Ω ，[ w l，1，n，...，w l，M l，n ]∈ R 2|Ω| ×M l

为第 l层的第 n 个滤波器

的学习权重。但是，E2N 层的第 n 个输出特征图 a l + 1，n 是 R || Ω × 1 中的 1 个向量，而 E2E 层输出特征

图是 R || Ω × || Ω 。

1. 3. 3　节点到图卷积　

N2G 卷积滤波器是将节点特征转换为图特征。N2G 滤波器同样是一维空间卷积，应用在 E2N 滤

波器之后。通过从图中的所有节点获得单个响应，该过滤器可以显著降低特征映射的空间维度。在这

种情况下，通过对节点进行加权组合以输出单个标量，有

a l + 1，n = ∑
m = 1

M l

∑
i = 1

| Ω|

w l，m，n
i a l，m

i （3）

式中 n 表示每个输出特征图。

2 实验数据集与预处理  

2. 1　数据集　

本文选择了 103 例额叶癫痫（Frontal lobe epilepsy，FLE）患者（均为右利手，女性 50 例，年龄 17~51
岁，平均年龄 24.1 岁）和 114 例正常对照组（Normal control，NC）（均为右利手，女性 56 例，年龄 20~38
岁，平均年龄 26.2 岁）的原始 rs⁃fMRI数据和 DTI数据。性别的 p 值为 0.960 1（由 Pearson χ2 检验获得）。

年龄的 p 值为 0.247 1（由 3 组间的单向 ANOVA 检验获得）。所有参与者均来自南京大学医学院附属金
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陵医院。数据由 3.0T 西门子 Trio 磁共振扫描仪采集。 rs⁃fMRI 扫描参数如下：重复时间 TR 为 2 000 
ms，时间间隔 TE 为 30 ms，翻转角度为 90°，体素大小为 3.75 mm × 3.75 mm × 3.75 mm。DTI 扫描参

数如下：重复时间 TR 为 610 ms，时间间隔 TE 为 93 ms，翻转角度为 90°，体素大小为 0.94 mm × 
0.94 mm × 3 mm。

2. 2　预处理　

上述数据集使用 DPARSF 工具箱 2.0 版［24］中执行的 SPM8 对所有 rs⁃fMRI 数据进行图像预处理。

初始图像经过切片时间采集校正，重新对齐，并归一化到 EPI模板。然后，进行去趋势化过程，以去除虚

假的方差来源（即 6 个头部运动参数，脑脊液和白质的平均信号，以及头部运动参数，脑脊液和白质的平

均信号）。时间序列经过带通滤波（0.01~0.08 Hz）。生成的卷有 240 个时间点，并使用自动解剖标记

（Anatomical automatic labeling， AAL）地图集分成 90 个感兴趣的区域（Region of interest， ROI）。这些

时间序列提供了关于大脑活动的信息。DTI 数据采用 PANDA［25］进行处理。首先，使用 FSL 工具箱进

行 DTI失真校正，该工具箱去除涡流并从 B0 图像中提取大脑面具。然后，使用 TrackVis 通过确定性跟

踪方法获得纤维图像，在每个受试者的共配准 T1 图像的基础上，使用 AAL 公约定义解剖区域。最后，

纤维的数量可以很自然地看作是大脑网络结构连通性的强弱。

3 多模态多粒度融合网络  

如图 1 所示，本文提出的 MMFN 包含两个主要模块：局部粒度融合模块和全局粒度融合模块。令

AF ∈ RN × N 为功能脑网络的连接矩阵，AS ∈ RN × N 为结构脑网络的连接矩阵（N 为脑网络节点的个数）。

MMFN 的任务是融合功能脑网络和结构脑网络两种模态信息来识别癫痫。从数学上，可以描述为一种

映射 S：{ AF，AS } → y，其中 y 表示受试者的标签（即癫痫患者或正常对照组）。图 1 中 LF、LS、EF、ES、

N、C1~C3以及 C1'~C3'的含义见 3.1 节相关描述；U、V的含义见 3.2 节相关描述。

图 1　基于多模态多粒度融合网络的癫痫识别方法的框架图

Fig.1　Framework diagram of epilepsy identification method based on MMFN
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3. 1　局部粒度融合　

本节详细阐述了在局部粒度上分别通过连接边特征融合和节点特征融合两个模块，对脑网络信息

进行特征融合的过程，即在对功能脑网络和结构脑网络进行特征学习过程中，进行局部粒度融合。连

接边特征融合是在对分别对功能脑网络和结构脑网络进行 E2E 卷积后，对连接边层上的功能特征和结

构特征进行局部粒度融合，而节点特征融合是在 E2N 卷积之后对节点层上的功能特征和结构特征进行

局部粒度融合。连接边特征融合模块和节点特征融合模块采用相同的局部融合原理进行融合。因此，

以 E2E 卷积后的连接边特征融合为例，进行详细描述。

记结构脑网络和功能脑网络经过 E2E 卷积后的特征为 SE ∈ RN × N × C '1 和 F E ∈ RN × N × C1，其中 C 1 和

C'1 为特征的通道数。如图 1 左下图所示，局部融合模块可以分为 4 个步骤：压缩信息、多模态信息融合、

生成通道激励信号和重构特征图。

步骤步骤 1 压缩信息。其目的在于将特征的所有信息压缩到通道层，其可以使用最为常见的全局平

均池化，公式为

LSE ( c )= 1
N × N ∑

i = 1

N

∑
i = 1

N

SE
ij ( c ) （4）

LFE ( c )= 1
N × N ∑

i = 1

N

∑
i = 1

N

F E
ij ( c ) （5）

式中：SE
ij ( c )和 F E

ij ( c )为结构特征图 SE 和功能特征图 F E 在通道 c处节点 i与节点 j的连接特征值；N 为脑

网络节点的个数；LSE 和 LFE 分别为结构脑网络和功能脑网络压缩信息后得到的特征图。

步骤步骤 2 多模态信息融合，使用一个线性模型融合结构和功能脑网络的压缩信息并生成一个融合

后的表示 Z，其公式为

Z= W [ LSE，LFE ]+ b （6）
式中 W 和 b 分别为权重参数和偏差参数。

步骤步骤 3 生成通道激励信号，根据上一步融合的多模态信息生成对结构脑网络和功能脑网络特征

图各自的通道激励信号，其公式为

ESE = W S Z+ bS （7）
EFE = W F Z+ bF （8）

式中：W S 和 W F 为权重参数；bS 和 bF 为全连接层的偏差值；ESE 和 EFE 分别为结构脑网络和功能脑网络

特征图各自的通道激励信号。

步骤步骤 4 重构原始特征图，其主要基于通道激励信号重构两个模态的原始特征图，公式为

S͂E = 2 × σESE ⊙SE （9）
F͂ E = 2 × σEFE ⊙F E （10）

式中：σ 为非线性激活函数；⊙ 为通道层的积运算；S͂E 和 F͂ E 分别为结构脑网络和功能脑网络重构后的特

征图。

3. 2　全局粒度融合　

在本节中，详细阐述了在全局粒度上通过多模态分解双线性池化模块，对两类脑网络信息进行融

合的详细过程，即在决策层上，通过多模态双线池化层对提取到的两类脑网络的特征向量生成一个联

合表示，用以进一步提高癫痫的识别准确率。

全局粒度融合是在对分别对功能脑网络和结构脑网络进行 N2G 卷积后，对全图层上的功能特征图
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和结构特征图（该层的特征图可以看成是向量）进行多模态分解双线性池化，用来融合结构和功能脑网

络信息获取一个最终输入分类层的多模态脑网络联合表示。具体步骤如下。

步骤步骤 1 令结构脑网络和功能脑网络的全图层的特征向量分别 SG ∈ RC3 '，F G ∈ RC3，当使用简单的

双线性池化时，其公式为

q= ( SG )TW SFF
G （11）

式中：W SF ∈ RC3' × C3 为双线性映射矩阵；q为使用简单双线性池化得到的融合表示。

步骤步骤 2 双线性映射矩阵W SF ∈ RC3' × C3 可以分解成两个低秩矩阵 U ∈ RC3' × K，V ∈ RC3 × K，因此式

（11）可改写为

q= ( SG )TW SFF
G = 1T (U TSG ∘V TF G ) （12）

式中：“∘”表示两个向量的元素积，1T ∈ RK 为所有值为 1 的向量。

步骤步骤 3 为了获取最终的融合向量 Q ∈ R o，需要有两个三维张量W a
SF =[U 1，U 2，⋯，U o ]，W b

SF =
[V 1，V 2，⋯，V o ]，其 中 W a

SF ∈ RC3'× K × o 可 以 通 过 矩 阵 变 维 转 化 为 一 个 二 维 矩 阵 W͂ a
SF ∈ RC3' × Ko，而

W b
SF ∈ RC3 × K × o 可以转为 W͂ a

SF ∈ RC3 × Ko，并通过 SumPool（求和池化）获得最终融合表示Q，表示为

Q= SumPool ( (W͂ a
SF )T )SG ∘ (W͂ a

SF )T )F G，K ) （13）
该向量在全局粒度上融合了结构脑网络和功能脑网络的信息，然后直接输入到最终的分类层获取

最终的疾病识别结果。

3. 3　网络结构和训练　

本文提出的模型通过最小化交叉熵损失进行训练。

l = -∑
m

ym log y 'm （14）

式中：ym 表示被试者的真实标签；y 'm 表示被试者的预测标签。

算法 1 展示了本文所提方法的具体流程。算法步骤如下：首先将 rs⁃fMRI 和 DTI 图像分别对应的

功能脑网络的连接矩阵 AF 和结构脑网络的连接矩阵 AS 作为输入，它们对应的标签作为输出。网络结

构包含两条通路，两条通路都包含 3 种卷积操作，分别为 E2E、E2N 和 N2G，在经过 E2E 卷积后，两种脑

网络信息进行第 1 次局部融合，也就是连接边特征融合；在经过 E2N 卷积后，两种脑网络信息进行第 2
次局部融合，也就是节点特征融合；2 次局部融合过后，通过 N2G 卷积，得到整个卷积后的特征向量；在

决策层上，将学习到的特征向量，通过全局融合，获得最终的联合表示；输入到分类层，得到分类结果，

并将得到的预测标签与真实标签的交叉熵损失作为损失函数进行训练，以获得最佳的预测结果。

算法算法 1  MMFN 算法算法

输入：功能连接组AF，结构连接组AS

参数：丢弃率 dropout、学习率 lr、秩 r

输出：预测的癫痫识别结果 y 'm
（1）将功能脑网络的连接矩阵AF 和结构脑网络的连接矩阵AS 同时输入到一个卷积神经网络中。

（2）对 AF 和 AS 分别进行 E2E 卷积，使用连接边特征融合进行第一次局部融合，分别得到特征图

F E 和 SE。

（3）对 F E 和 SE 分别进行 E2N 卷积，使用节点特征融合进行第 2 次局部融合，分别得到特征图：

F N 和 SN。

（4）对 F N 和 SN 分别进行 N2G 卷积，得到整个卷积后的特征向量：X F 和 X S。
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（5）对 X F 和 X S 进行全局融合，获得最终的联合表示 X J。

（6）将 X J 通过分类层进行分类，得到分类结果。

（7）将得到的预测标签与真实标签的交叉熵损失作为损失函数进行训练，以获得最佳模型。

（8）获得预测的癫痫识别结果 y 'm。

4 实   验

4. 1　实验参数和评估指标　

本文采用的实验平台为 PCIntel（R） Core（TM） i9⁃10900K CPU@3.70 GHz，RAM 64 GB，NVID⁃
IA RTX3090 GPU，Windows 10 家庭中文版操作系统，开发工具为 JetBrains PyCharm，使用 Python 语言

实现实验中相关算法。

实验设置 dropout rate 为 0.3，迭代次数设置为 500，初始化学习率设置为 5×10⁃5，并采用 Adam 优化

器更新参数。模型总体的参数量（Params）为 0.253 7×106，模型计算量（Floating⁃point operations，
FLOPs）为 0.484 1×109。

对比预测标签和真实标签可以得到混淆矩阵的真阳性 TP、真阴性 TN、假阳性 FP 和假阴性 FN。

其中，TP 表示真实标签为“健康”的受试者分为“健康”，TN 表示真实标签为“患病”的受试者分为“患

病”，FP 表示真实标签为“患病”的受试者分为“健康”，FN 表示真实标签为“健康”的受试者分为“患病”。

本文在混淆矩阵的基础上采用准确率（Accuracy，ACC）、灵敏度（Sensitivity，SEN）、特异性（Speci⁃
ficity，SPE）、阳性预测值（Positive predictive value，PPV）、阴性预测值（Negative predictive value，NPV）

和平衡准确度（Balance accuracy，BAC）来评估模型的分类性能。其中，ACC 表示将受试者分类正确的

概率，SEN 表示将健康的人分类正确的概率，SPE 表示将患者分类正确的概率，PPV 表示预测为健康的

人的样本中真正为健康的人所占的比例，NPV 表示预测为患者的样本中真正为患者所占的比例。评估

指标分别定义为

ACC = TP + TN
TP + TN + FP + FN，SEN = TP

TP + FN

SPE = TN
TN + FP，PPV = TP

TP + FP （15）

NPV = TN
TN + FN，BAC = SEN + SPE

2
本文均采用 5 倍交叉验证策略来评估所有方法的性能，即将数据集划分为 5 个大小相等的子集，每

个子集将依次用作测试数据集，其余集合将用作训练集和验证集。在每次划分上，运行时间在 10~
15 min 之间。同时，采用了方差的评价指标，对在 5 次不同划分的实验中，对实验数据的上下波动进行

评估，以验证实验结果的可靠性。

4. 2　实验结果与分析　

4. 2. 1　对比方法　

为了验证本文提出的 MMFN 方法的有效性，将 MMFN 与以下 6 种主流方法进行比较：（1）多核学

习方法（Multi⁃kernel）［26］；（2）多线性主成分分析（Multilinear principal component analysis，MPCA）［27］；

（3）扩散卷积神经网络（Diffusion⁃convolutional neural networks，DCNN）［28］；（4）多视图图卷积网络

（Multi⁃view graph convolutional network，MVGCN）［29］；（5）自校正方法（Self⁃calibrated）［30］；（6）多中心多

通道池化图卷积网络（Multicenter and multichannel pooling GCN，MMP⁃GCN）［31］。下面对这 6 种方法

进行介绍。
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（1）Multi⁃kernel［26］：在该方法中，将 1 个从 FC 中提取的线性核矩阵和 1 个从 SC 中提取的图核矩阵

组合成 1 个核矩阵。根据 N2EN 方法［32］中使用的特征向量计算线性核矩阵，图核的计算方法和图核法

相同。结合根据训练对象通过网格搜索确定的权重参数，就可以执行标准支持向量机进行分类。

（2）MPCA［27］：在该方法中，首先将 FC 矩阵和 SC 矩阵连接成 1 个三维张量，然后使用 MPCA 提取

一个新的表示，转化为一个特征向量，然后直接输入到支持向量机，进行分类。

（3）DCNN［28］：DCNN 定义了两种类型的输入，其中包括来自 fMRI 的节点特征和来自 DTI 的节点

交互。通过扩散卷积运算，生成不同尺度的节点表示。最后将两类信息的融合表示输入全连接层，就

可以预测大脑网络的标签。

（4）MVGCN［29］：在该方法中，将 FC 和 SC 视为 1 个多视图数据，将每个视图都输入到 GCN 中，根据

预定义的公共图结构生成新的表示。通过使用元素最大操作，将这些表示聚合成联合表示。在这种联

合表示的基础上，采用 Sigmoid 激活的全连接神经网络得到分类结果。

（5）Self⁃calibrated［30］：在该方法中，采用低秩学习的自校正方法构建功能脑网络，在从功能网络和

结构网络中提取特征后，将功能特征和结构特征拼接为每个主题的一个特征向量，最后将选择的特征

向量输入到支持向量机进行分类。

（6）MMP⁃GCN［31］：在该方法中，通过在稀疏表示方法中引入 DTI 强度惩罚项，使用 DTI 结构信息

来约束功能连接网络的构造，从而融合 fMRI 功能信息和 DTI 结构信息。该方法使用一种新的多中心

多通道加权池化方法，以提取有代表性的节点特征，通过多通道池化 GCN，得到最终的分类结果。

4. 2. 2　对比实验结果　

在癫痫识别任务中，各算法的实验性能如表 1 所示。具体来说，本文提出的 MMFN 方法对癫痫识

别的准确率 ACC 达到 83.94%，对比而言，MVGCN 方法、Self⁃calibrated 方法和 MMP⁃GCN 方法的 ACC
分别为 80.34%、81.56% 和 82.24%，其他算法的 ACC 均未达到 80%。此外，通过计算 MMFN 方法 5 次

不同划分的 ACC 值的方差，得到方差为 0.314 5%，可以验证 MMFN 方法的有效性。

从其他评价指标上来看，MMFN 方法的 SEN 值相比其他算法的最好结果提高了 7.16%。同样地，

在 PPV 和 BAC 两 种 评 价 指 标 上 ，所 提 方 法 均 有 所 改 善 ，提 高 了 1.69%~4.41%。 除 此 之 外 ，

Self⁃calibrated 方法的 SPE 值比 MMFN 方法要高 1.93%，DCNN 方法的 SPE 值要比 MMFN 方法略高

0.34%，其他方法的 SPE 值均低于 MMFN 方法。MMP⁃GCN 方法的 NPV 值比 MMFN 略高 1.11%，其

他方法的 NPV 值均低于 MMFN 方法。

综上所述，能够看出本文提出的 MMFN 方法对于识别癫痫的总体性能是显著高于其他算法。因

此，MMFN 方法可以有效地识别癫痫。

表 1　各算法的实验结果对比

Table 1　Comparison of experimental results of various algorithms %

模型

Multi⁃kernel[26]

MPCA[27]

DCNN[28]

MVGCN[29]

Self⁃calibrated[30]

MMP⁃GCN[31]

MMFN

ACC
75.10±8.669 8
74.22±9.439 6
78.23±4.046 0
80.34±5.570 3
81.56±0.690 9
82.24±0.322 6
83.94±0.314 5

SEN
65.80±16.540 0
64.13±18.060 0
65.52±9.494 1
71.40±10.810 0
75.26±0.615 0
78.46±0.641 0
78.56±0.783 3

SPE
85.39±0.875 0
85.39±0.875 0
92.26±2.556 5
90.26±0.583 3
93.85±1.893 6
88.09±0.600 9
91.92±0.126 8

PPV
82.69±3.849 8
82.15±4.491 1
90.52±2.172 3
88.89±13.61 0
92.00±3.200 0
87.34±1.053 3
92.21±0.186 9

NPV
70.66±11.510 0
69.80±12.140 0
71.17±5.283 0
74.61±7.320 1
72.56±1.462 6
77.86±1.100 6
76.75±1.281 8

BAC
75.60±8.279 0
74.76±9.006 2
78.89±3.810 1
80.83±5.263 3
84.55±0.636 7
83.28±0.282 9
85.24±0.204 8
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4. 2. 3　多模态融合的有效性　

为了验证本文提出的模型中多模态融合的有效性，在相同数据集上，将该模型分别与仅使用 FC 和

SC 两种单模态来对癫痫进行识别的方法进行比较。

证明多模态融合有效性的实验数据如图 2 所示，使用单模态 FC 和 SC 的准确率 ACC 分别为

77.82% 和 77.55%，而使用两种模态进行融合的 MMFN 方法的 ACC 值可达到 83.94%。同样地，可以

看出 MMFN 在 SEN、NPV 和 BAC 三种评价指标上均显著优于两种单模态方法，分别平均提高了

7.68%、11.82% 和 4.28%，并且在 SPE 上也略高于 FC 和 SC 两种单模态方法。然而，MMFN 在 PPV 上

相比于两种单模态方法只略高于使用 SC 的单模态方法，低于使用 FC 的单模态方法，因此还需进一步

提高。

根据以上的数据分析，可以总结出使用多模态融合的方法相比于仅使用单模态的方法对于识别癫

痫的性能得到了显著的提高，验证了多模态融合的有效性。

4. 2. 4　多粒度融合的有效性　

为了验证多粒度融合的有效性，在相同数据集上，采用消融实验，将 MMFN 分别仅保留局部粒度

融合模块（Local⁃fusion）、仅保留全局粒度融合模块（Global⁃fusion）还有去掉全局粒度融合和局部粒度

融合两个模块后使用与 MMFN 相同的卷积操作后进行拼接融合（BrainNetCNN⁃cat）和相加融合

（BrainNetCNN⁃add）。

首先，从癫痫机制出发对多粒度融合进行分析，癫痫可以造成脑网络的局部粒度和全局粒度上的

病变。在局部粒度上，Royer 等［33］发现癫痫患者的脑网络 hub 节点数量相比于对照组显著增加，并且

hub 节点的位置发生了改变。Johnson 等［34］通过 tACS 技术获取到了在 interictal状态下脑网络连接模式

的变化，发现癫痫会改变脑网络的连接模式，并且在某些局部连接中心出现较为显著的变化。在全局

粒度上，Leitgeb 等［35］探讨儿童癫痫患者的大脑电活动中的功能连接模式，发现不同的大脑区域之间相

互连接及其强度发生变化，导致脑网络处于一种紊乱状态，同时揭示了失神癫痫患者在全局和局部连

接网络特征上显著的差异。基于以上讨论，本文在脑网络上构造了局部和全局两种粒度来进行特征融

合，从而对癫痫进行诊断。

证明多粒度融合有效性的消融实验数据如表 2 所示。首先，将仅保留局部粒度融合模块的实验结

果与仅使用卷积操作然后进行相加融合和拼接融合的两个实验进行对比，Local⁃fusion 的识别准确率

图 2　证明多模态融合有效性的实验数据

Fig.2　Experimental data demonstrating the effectiveness of multimodal fusion
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ACC 为 81.49%，并在 ACC、SEN 和 NPV 三个评价指标上分别平均提高了 1.8%、3.63% 和 5.95%。

Global⁃fusion 的识别准确率为 81.42%，它的对比效果与 Local⁃fusion 类似，因此可以分别验证所提方法

在特征学习过程中的使用连接边和节点特征融合来进行的局部粒度融合和决策层使用多模态分解双

线性池化模块进行的全局粒度融合这两者的有效性。

下面将 MMFN 与分别保留局部粒度和全局粒度融合模块的两个实验进行对比，可以看出在 ACC、

SEN、SPE、PPV、NPV 和 BAC 六个评价指标上分别平均提高了 2.49%、2%、2.78%、3%、2.03% 和

2.4%。除此之外，消融实验的各个方差均在较小范围内，因此实验具有可靠性。通过以上对比，可以验

证进行多个粒度融合会比单一粒度的融合展现出更好的性能。基于以上讨论，可以验证多粒度融合的

有效性。

4. 2. 5　可解释性实验　

本文提出的方法可以识别出与癫痫病理机制有关的有判别力的脑区域。在这项研究中，本文通过

掩码操作［36］来评估每个区域的重要性分数。具体来说，如果将某大脑区域从输入中去除，显著降低了

分类精度，则认为该区域很重要。下面通过依次移除不同脑区之后的分类准确率来计算每个区域的重

要性分数识别重要脑区。该研究会在以下 3 种情况下进行：移除两种模态的脑区信息；移除结构脑网络

的脑区信息；移除功能脑网络的脑区信息。

采用 MMFN 方法选择了如表 3 所示的 10 个重要脑区，这 10 个重要脑区主要是根据同时移除两种

表 2　证明多粒度融合有效性的消融实验数据

Table 2　Ablation experimental data demonstrating the effectiveness of multi‑grained fusion %

模型

Local⁃fusion
Global⁃fusion

BrainNetCNN⁃cat
BrainNetCNN⁃add

MMFN

ACC
81.49±0.261 4
81.42±0.606 7
80.95±0.340 2
78.44±0.831 1
83.94±0.314 5

SEN
76.35±0.542 2
76.76±0.971 0
72.99±0.269 0
72.45±1.119 1
78.56±0.783 3

SPE
88.76±0.222 3
89.52±0.681 0
95.24±1.133 8
88.43±0.958 4
91.92±0.126 8

PPV
89.21±0.242 0
89.21±1.177 6
95.00±1.250 0
89.21±1.177 6
92.21±0.186 9

NPV
74.79±0.807 8
74.65±2.115 5
68.61±0.656 2
69.07±1.731 9
76.75±1.281 8

BAC
82.55±0.221 9
83.14±0.422 7
84.11±0.396 9
80.44±0.752 0
85.24±0.204 8

表 3　采用本文提出的癫痫识别方法选出的 10 个重要脑区

Table 3　Top 10 discriminant regions selected by the proposed method on the epilepsy identification

脑区名称

中央前回

丘脑

岛盖部额下回

三角部额下回

缘上回

角回

楔前叶

颞下回

中央前回

背外侧额上回

简称

Precentral_R
Thalamus_R

Frontal_Inf_Oper_L
Frontal_Inf_Tri_L
SupraMarginal_L

Angular_L
Precuneus_R

Temporal_Inf_R
Precentral_L

Frontal_Sup_R

Score⁃A
194.5
166.7
138.9
138.9
138.9
138.9
138.9
138.9
111.2
111.2

Score⁃B
55.5

0
27.8
27.8

0
0

27.8
0

83.3
55.5

Score⁃C
138.8
111.1

55.5
55.5
83.3
83.3
55.5
83.3
83.3
83.3
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模态的脑区信息得到的每个区域的重要性分数来选择，其中 Score⁃A 代表移除两种模态的脑区信息；

Score⁃B 代表移除结构脑网络的脑区信息；Score⁃C 代表移除功能脑网络的脑区信息。表 3 列出的 10 个

重要脑区可能是癫痫的关键生物标志物，可以区分疾病组和健康组。从表 3 可以看出中央前回脑区是

重要性分数最高的脑区，中央前回脑区是额叶癫痫患者最显著的病变区域［37］，所以 MMFN 方法选择该

区域是合理的。除此之外，MMFN 方法选择的其他区域（如丘脑［38］）与以往研究一致。这些结果可以

表明本文提出的方法具有准确定位癫痫病变区域的能力。根据列出的重要性分数可以进一步看出，同

时移除两种模态信息下的各个脑区的重要度更加突出，能够明显地找出重要脑区。相比之下，分别移

除两个单模态的脑区信息下的脑区重要度并不突出，这体现了融合两类脑网络信息对癫痫分类任务的

有效性。

5 结束语

本文提出了一种癫痫识别方法 MMFN，将功能磁共振成像对应的功能脑网络连接矩阵和弥散张量

成像对应的结构脑网络的连接矩阵作为多模态多粒度融合网络的输入。考虑脑网络的多粒度属性，分

别在特征学习过程中和决策层上进行局部粒度和全局粒度上的融合，并通过在南京大学医学院附属金

陵医院提供的额叶癫痫数据集进行实验，结果表明所提方法可以有效地对癫痫进行识别。今后会考虑

进一步寻找更多数据集来支撑本文提出的癫痫识别方法，并在多粒度构造解释上增加理论性推导。
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