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摘 要： 传统对话理解模型依赖对话历史识别用户意图，由于缺乏丰富的知识信息，对生僻或特有内容

的理解能力欠佳。通过隐式编码将知识加入模型的方法将知识注入与模型训练高度绑定，难以适应知

识库的更新迭代，也会导致知识噪声，引入无关知识破坏原有语义。为解决上述问题，本文提出一种显

式知识注入的多任务学习对话理解模型。将知识以自然语言形式插入到对话文本中，即插即用，满足

知识源动态发展的需要；通过对话理解的主任务，关联知识识别的辅助任务，进行多任务学习，减少知

识噪声。实验结果表明，与现有方法相比，本文提出的模型在意图识别和语义槽填充任务上的宏 F1 值

分别提升了 4.87% 和 2.09%。
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Abstract： Dialogue understanding aims to detect user intent given dialogue history. Due to the lack of 
domain knowledge， traditional dialogue understanding models fail to understand domain-specific entities. 
Knowledge-enhanced approaches are proposed to improve model performance with structured knowledge， 
where the knowledge is implicitly injected with knowledge embeddings. However， knowledge embeddings 
have to be updated with the update of the knowledge base， which brings extra costs. Besides， existing 
methods suffer from the knowledge noise and incorporate the context-irrelevant knowledge that changes the 
semantics of the utterance. To address the above issues， this paper proposes a multi-task learning dialogue 
understanding model with explicit knowledge injection（K-CAM）. K-CAM injects knowledge into the 
model using natural language knowledge without retraining the model for updated knowledge embeddings. 
A multi-task learning objective of joint intent detection， slot filling， and relevant knowledge recognition is 
further proposed to resist the knowledge noise problem. Extensive experimental results show that the 
proposed model K-CAM achieves a significant improvement of 4.87% and 2.09% in macro F1 on the intent 
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detection and slot filling tasks compared to other baselines.
Key words: task-oriented dialogue understanding; knowledge base; multi-task learning

引   言

任务型对话系统（Task⁃oriented dialogue system， TOD）通过人机交互协助用户完成预约、搜索等

事务，具有巨大商业价值，是当今热点研究方向之一［1］。其中，对话理解旨在识别用户意图和对话内容，

是任务型对话系统中的关键模块。如图 1 所示，任务型对话理解对用户当前的对话语句进行识别解析，

将其转换成机器可以理解的语义框架。一般而言，该过程主要包括对话意图识别和语义槽填充两个任

务［2］。在传统方法中，这两个任务被单独建模实现［3⁃4］，忽略了意图识别和语义槽填充任务间的强相关

性，难以充分利用所有的有监督信息。因此，一些研究工作［5⁃7］提出了意图识别和语义槽填充的联合训

练方式，并通过结合对话历史信息［8］提升模型的效果。

传统任务型对话理解模型只依赖对话内容进行分析，缺乏更加丰富的知识背景信息，导致很多时

候模型可能并不清楚用户在问或者说什么，尤其在垂直领域难以理解用户意图，造成对话乃至问答的

效果不佳。如图 1 中的当前对话语句“印度先生是什么类型？”，如果不增加“（印度先生，属于，电影片

名）”等领域知识对“印度先生”这一实体进行补充说明，模型就无法得知这句话是在询问一部电影的类

型，将直接影响对话理解的准确性。因此，有效地融合知识信息对提升任务型对话理解的效果起到了

重要的作用。为此，有研究工作［9⁃11］提出结合注意力机制，隐式地将知识编码加入对话理解模型训练过

程中，改善对话理解的效果。但此类方法将知识注入与模型训练高度绑定，面对新的知识，需要重新训

练模型来获取知识编码，难以适应知识库的更新迭代。同时，也会导致知识噪声，引入与对话内容无关

的知识破坏原有语义。

针对上述问题，本文将知识以自然语言形式插入到对话文本中，即插即用，满足知识源动态发展的

需要；此外，通过对话理解的主任务，关联知识识别的辅助任务，进行多任务学习，减少知识噪声，提出

一种显式知识注入的多任务学习对话理解模型（Knowledge⁃context augmented multi⁃task learning，
K⁃CAM）。具体地，该模型分为知识注入模块、对话编码模块和多任务学习模块。首先，知识注入模块

对匹配的知识三元组进行筛选，避免插入的知识三元组数量过多而破坏原始语义。受基于知识图谱的

语言表示模型 K⁃BERT［12］的启发，将筛选后的知识三元组以自然语言的形式显式插入到原句对应实体

图 1 对话理解任务示例

Fig.1 Example of dialogue comprehension tasks
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的位置以构建知识⁃句子树。其次，对话编码模块分别对知识⁃句子树和对话历史进行编码，并将两部分

的编码向量表示进行拼接，得到融合知识和对话历史的对话文本表征。最后，多任务学习模块通过意

图识别和语义槽填充的主任务，关联知识识别的辅助任务，进行多任务联合学习，区分原始语句和被插

入的知识，最终实现对当前对话语义的准确捕获。本文在目前规模最大的中文任务型对话数据集 Ri⁃
SAWOZ［13］上进行了实验。结果表明，本文提出的方法与基线方法相比，在意图识别和语义槽填充任务

上的宏 F1值分别显著提升了 4.87% 和 2.09%。

1 相关工作  

随着科学技术的发展和现实需求中训练数据的不断扩展，深度学习方法在对话理解领域被广泛应

用。任务型对话理解主要包括意图识别和语义槽填充两个任务。早期研究主要是对以上两个任务单

独建模。Yao 等［3⁃4］利用循环神经网络（Recurrent neural network， RNN） 及其变体强大的序列建模能力

对对话语句进行建模后，再分别完成这两个任务。此外，语义槽填充任务经常使用条件随机场（Condi⁃
tional random field， CRF）［14］与 RNN 相结合的方法以提升模型性能。但由于单独建模的方法阻碍了两

个任务间的信息共享，一些研究工作提出了意图识别和语义槽填充的联合模型。Liu 等［5］提出一种基于

注意力的序列到序列（Sequence to sequence， Seq2Seq）模型，用于联合训练。Goo 等［6］提出一种语义槽

门控结构，学习意图和语义槽向量之间的关系，并通过联合优化获得更好的理解效果。Chen 等［7］提出

一个基于大规模预训练模型 BERT［15］的联合意图识别和语义槽填充模型。

然而，这类对话理解模型由于缺乏相关的知识，在理解对话文本中的生僻或特有内容时常常出现

困难。为此，Wang 等［9］提出一种对话理解模型，基于 TransE［16］算法获取知识表征，计算对话历史编码

与知识编码的注意力，隐式融合知识。Hao 等［10］基于 BERT 编码知识，并通过注意力机制融合对话历

史表征、外部知识表征和句子表征，用于意图识别和语义槽填充的联合训练。Wu 等［11］在此基础上，进

一步使用门控机制过滤不相关的知识三元组。此类方法基于知识的隐式编码，每次更新知识库，都需

要重新训练对应的知识表征，拓展性差，训练成本高。

有研究工作尝试将知识显式加入到预训练语言模型中，避免对知识的重复编码，提升预训练语言

模型对特有内容的理解能力。Liu 等［12］提出一种知识增强预训练语言模型 K⁃BERT，将原始语句中的

实体所匹配的知识三元组与对应实体相连接，语句序列增广为树结构，再通过为这种树结构设置特定

的位置编码，树结构的输入可以重新被作为序列输入到预训练模型中。然而，这种方法未对知识进一

步筛选，过多的知识会改变原始语义。同时，显式注入知识的方式会增加原始语句的长度，导致语义槽

标签改变，混淆插入知识和原始语句，带来知识噪声，因此这种方法无法被直接应用到任务型对话理解

问题上。

本文从融合知识的方式入手，将知识以自然语言形式显式插入到对话文本中，实现了知识的可插

拔，以适应知识库的改变。同时，基于多任务学习策略，充分利用对话理解两大任务间的共享信息，并

添加辅助任务来区分被插入的知识和原始语句，减少知识噪声。

2 模型设计  

本文提出的显式知识注入的多任务学习对话理解模型 K⁃CAM 包括知识注入、对话编码和多任务

学习 3 个模块，如图 2 所示。其中，知识注入模块首先通过随机知识筛选限制候选知识数量，防止注入

过多知识而分割原始语义，并保证了注入知识的多样性。然后，将知识以自然语言的形式插入到原始

句子中，构建知识⁃句子树，实现对相关知识的显式融合；对话编码模块分别编码知识⁃句子树和对话历

史，并将两部分的向量表示进行拼接，形成融合知识和对话历史的当前对话表示；多任务学习模块基于
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当前对话的融合表示，通过意图识别和语义槽填充任务的联合训练，关联知识识别任务的辅助学习，最

终实现对当前对话语义的精准捕获。

2. 1　知识注入模块　

知识注入模块用于给当前对话语句加入合适的知识，提升模型对于生僻或特有内容的理解能力。

受知识增强预训练模型 K⁃BERT［12］的启发，本文将相关知识作为自然语言显式注入到当前对话文本

中。不同的是，本文对匹配知识进一步筛选，以限制知识的数量，防止加入知识过多带来噪声。知识注

入模块可以进一步分为随机知识筛选和知识⁃句子树构建两个环节，如图 2 A 模块所示。

2. 1. 1　随机知识筛选　

对于当前对话语句 ut，在领域知识库 KB 中检索出 ut 中的实体 w t
i 匹配的所有知识三元组 E all =

[( w t
i，r t

i0，w t
i0 )，( w t

i，r t
i1，w t

i1 )，…，( w t
i，r t

ik，w t
ik ) ]。由于 E all 中不是每一个三元组都与该轮对话相关，本文

在 E all 中随机选择 k个知识作为候选三元组 E，有

E = random_select_k ( E all ) （1）
2. 1. 2　知识⁃句子树构建　

为将知识以自然语言形式显式注入到对话语句中，本文将候选三元组与当前对话语句中的实体连

接，形成如图 2 A 模块所示的知识⁃句子树形式，表达式为

SentTree t =[ w t
0，…，w i [ ( ri0，wi0 )，( ri1，wi1 )，…，( rik，wik ) ]，…，w t

l ] （2）
同时，为每一个词元添加特定的位置索引，保存知识⁃句子树的结构信息，记为 P。

2. 2　对话编码模块　

对话编码模块用于获取融合知识和对话历史的当前对话表征，为多任务学习模块提供基础特征向

量。该模块选择预训练模型 BERT［15］作为基础编码器，包括知识⁃句子树编码和对话历史编码两部分，

如图 2 B 模块所示。

图 2 K⁃CAM 模型结构图

Fig.2 Framework of K⁃CAM model
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2. 2. 1　知识⁃句子树编码　

当前对话语句经过知识注入模块后，变为添加知识的句子树形式，因此需要将树结构转换为可供

BERT 输入的序列形式。知识⁃句子树展开形式如图 2 B 模块中的示例，其中起关键作用的是保留了知

识⁃句子树结构信息的位置索引。然而，将知识作为分支直接加入到句子中作为自然语言的一部分，会

分割原始语义，带来知识噪声。因此，需要构建合理的注意力矩阵，让分支上的知识只能影响关联它们

的实体，而不会影响原句中的其他词语。本文首先构建可视矩阵M，表示关联知识和原句之间的影响

关系。可视矩阵M的元素 M ij 定义为

M ij =
ì
í
î

ïï
ïï

0            w i ⊕w j

-∞     w i ⊗ w j

（3）

式中：w i ⊕w j 表示 w i 和 w j 在同一个分支上；w i ⊗ w j 表示 w i 和 w j 不在同一个分支上。

其次，为了充分利用M中的句子树结构可视关系，将M添加到 BERT 的自注意力机制中，其计算过

程为

Q i + 1，K i + 1，V i + 1 = hiW q，hiW k，hiW v （4）

Si + 1 = softmax ( )Q i + 1 ( )K i + 1 T

+M

dk

（5）

hi + 1 = Si + 1V i + 1 （6）
式中：Q、K、V分别为查询矩阵、关键值矩阵和值矩阵；S 为影响力因子；W q、W k 和W v 为可训练的模型

参数；hi 是第 i个掩码⁃自注意力块的隐藏状态；dk 为比例因子。

对于知识注入模块得到的知识⁃句子树 SentTreet，结合定义的位置编码 P 和可视矩阵 M，输入

BERT 中可以得到输出为

H knowSent = BERT ( SentTreet，P，M ) （7）
式中：H knowSent = { h s，0，h s，1，…，h s，l + k }表示知识增强的当前对话表征，其中 h s，i 表示第 i 个词元对应的隐

向量表示，l表示原句的长度，k表示插入知识的长度，因此 l + k为知识⁃句子树展开后的序列长度。

2. 2. 2　对话历史编码　

将对话历史 C =[ u1，u2，…，ut - 1 ]中的每一句话拼接起来，并在第 1 个词元前插入用于分类的特殊

令牌 [ CLS ]，得到更新后的对话历史文本为 C =[ [ CLS ]，w 1，1，w 1，2，…，w 1，n，…，w i，j，…，w t - 1，m ]。然

后，基于 BERT 编码，可以得到输出

H context = BERT ( C ) （8）
式中：H context = { h c，0，h c，1，…，h c，cl }表示对话历史的向量表征，其中 cl表示对话历史的长度。本文取第 1
个特殊令牌 [ CLS ]的隐藏状态 h c，0 作为对话历史的整体向量表示。

2. 3　多任务学习模块　

多任务学习模块基于融合知识和对话历史的当前对话表示，训练对话理解模型。意图识别和语义

槽填充是对话理解的两个基本任务。由于这两个任务的相互依赖性，使用统一的模型进行联合训练可

以学到更好、更丰富的表征，从而同时提升两个任务的效果。此外，为了防止关联的知识占据主要语

义，更好地发挥出知识的辅助理解功能，本文增加关联知识识别任务，与对话意图识别和语义槽填充两

个主任务一起进行联合训练，最终实现对当前对话语义的准确理解，如图 2 C 模块所示。该模块首先将

对话编码模块的输出，即知识增强对话表示H knowSent = { h s，0，h s，1，…，h s，l + k }和对话历史表示 h c，0 进行拼

接，获取融合知识和对话历史的当前对话表示。其次，结合不同任务进行多任务学习，提高对话理解的

准确性。
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2. 3. 1　意图识别任务　

意图识别任务旨在判断当前对话的目的，本文将其定义为一个多标签分类问题。将知识增强的对

话表示 H knowSent = { h s，0，h s，1，…，h s，l + k } 中特殊令牌 [ CLS ]对应的编码 h s，0 和对话历史编码 h c，0 进行拼

接，得到融合知识和对话历史的当前对话整体表示 h all，0。意图识别任务具体过程表示为

h all，0 = concat ( h s，0，h c，0 ) （9）
ŷ intent = sigmoid(W intenth all，0 + bintent ) （10）

式中：ŷ intent 表示当前对话语句在意图标签上的概率分布；W intent 为可训练的模型参数。

2. 3. 2　语义槽填充任务　

语义槽填充任务用于标记对话文本中有意义的内容，本文将其定义为 1 个序列标注问题。由于本

文将知识显式注入到对话语句中，当前对话语句内容发生改变，因此需要在语义槽填充任务中给属于

关联知识的词元增加标签“○”，区分于原句中的实体槽位，如图 3 中［主任务 1：新语义槽标签］所示。首

先，将对话历史编码 h c，0 和知识增强表示 H knowSent = { h s，0，h s，1，…，h s，l + k }中每个词元对应的编码 hs，i 进

行拼接，得到每个词元融合知识和对话历史的表示H all = { h all，0，h all，1，…，h all，l + k }。其次，在语义槽标签

上进行多分类，具体过程如下

h all，i = concat ( h s，i，h c，0 ) （11）
ŷ slot

i = softmax (W sloth all，i + bslot ) （12）
式中：ŷ slot

i 表示第 i个词元在语义槽标签上的概率分布；W slot 为可训练的模型参数；i ∈ { }1，2，…，l + k 。

2. 3. 3　关联知识识别任务　

关联知识识别任务旨在区分原句和被插入的知识，本文将其定义为一个序列标注问题。对属于关

联知识的词元，设定其标签为“［ENT］”，对于其他词元，设定其标签为“○”，如图 3 中［辅助任务：关联知

识标签］所示。与语义槽填充任务类似，将每个词元对应的融合表示 hall，i在关联知识标签上进行分类，即

ŷ entity
i = softmax (W entityh all，i + bentity ) （13）

式中：ŷ entity
i 表示第 i个词元在标签“○”和“［ENT］”上的概率分布；W entity 为可训练的模型参数。

2. 3. 4　多任务学习　

由于 3 个任务都属于分类问题，本文采用交叉熵损失函数作为 3 个任务的目标函数，即

L intent = -∑
i = 1

na

y a
i × log ( ŷ a

i ) （14）

式中：y a
i 为当前问句在意图识别任务上的标签；ŷ a

i 为当前问句在意图标签上的概率分布；na 为意图识别

任务中的问句数量。

图 3 多任务学习标签示例

Fig.3 Example of multi⁃task learning labels
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L slot = -∑
j = 1

l + k

∑
i = 1

nb

y bj
i × log ( ŷ bj

i ) （15）

式中：y bj
i 为当前问句中第 bj个词元的语义槽标签；ŷ bj

i 为当前问句第 bj个词元在语义槽标签上的概率分

布；nb 为问句实体识别任务中的问句数量。

L entity = -∑
j = 1

l + k

∑
i = 1

ne

y ej
i × log2 ( ŷ ej

i ) （16）

式中：y ej
i 为当前问句中第 ej 个词元的关联知识标签；ŷ ej

i 为当前问句中第 ej 个词元在关联知识标签上的

概率分布；ne为关联知识识别任务中的问句数量。

模型的损失 L all 由这 3 部分损失共同组成，即

L all = L intent + L slot + λL entity （17）
式中 λ为调和系数，用来调和意图识别和语义槽填充两个主任务和辅助任务关联知识识别之间的权重。

3 实验结果与分析  

3. 1　实验数据集　

实验数据来自目前最大的中文任务

型 对 话 数 据 集 RiSAWOZ［13］，共 包 含

1.12 万 组 人⁃人  （Human to human， 
H2H）多轮语义注释对话，超过 15 万轮

次，跨越 12 个领域。单领域对话和多领

域对话分别占 65% 和 35%。本文基于

该数据集的知识库，构建了 8 790 条知识

三元组，用以辅助对话理解。RiSAWOZ
数据集说明如表 1 所示。

3. 2　实验设置和评估指标　

本文使用下列基线模型进行对比

实验：

（1） Joint BERT［7］：基于 BERT 的意图识别和语义槽填充联合训练对话理解模型。

（2） K⁃BERT［12］：基于 BERT 的显式知识融合预训练模型。

（3） KnowBERT 模型：分别基于 BERT 获得问句表示和关联知识表示，并将两种表示进行拼接，用

以完成问句解析的任务。

（4） ERNIE 模型［17］：基于 BERT 模型进行优化，在预训练阶段增加了外部的知识，在各项中文 NLP
任务上取得了良好的结果。

（5） K⁃CAM：本文提出的融合知识和对话历史的多任务学习对话理解模型，显式注入知识获取增

强表示后，通过多任务学习减少知识噪声。

具体实验中，本文采用 AdamW［18］算法作为优化器，设置学习率为 3e-5，Dropout 比例为 0.1，批处

理大小为 32，并对 BERT 的参数进行微调。本文所采用的评价指标包括宏平均精度 Macro⁃P （Macro 
averaged precision），宏平均召回率 Macro⁃R （Macro averaged recall）和宏平均 F1 值 Macro⁃F1（Macro av⁃
eraged F1）。

3. 3 实验结果与分析

在相同的实验数据集、实验设置和评估指标下，模型对比实验结果如表 2 所示。由实验结果可以看

表 1　RiSAWOZ数据集说明

Table 1　Description of the RiSAWOZ dataset

类别

单领域

多领域

集合

训练集

验证集

测试集

训练集

验证集

测试集

对话

轮次

79 062
4 742
4 814

55 518
3 374
4 472

对话意图

标签种类/个

499

377

语义槽

标签种类/个

445

276

知识三元

组/条

8 490
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出，无论是在单领域数据上还是在多领域数据上，本文提出的 K⁃CAM 模型在对话意图识别和语义槽填

充两个任务上的 3 项评价指标均高于基线模型，有效提升了任务导向型对话理解的精度。实验结果表

明，本文提出的知识注入模块通过三元组的注入，将知识以自然语言的形式插入对话文本中，能够有效

提升模型的对任务型对话意图的识别能力；同时知识可即插即用，满足知识源动态发展的需要。在意

图识别和语义槽填充两个任务的宏平均 F1值在单领域数据上分别提升了 4.87% 和 2.09%，在多领域数

据上分别提升了 3.90% 和 1.42%。相比于不添加知识的 Joint BERT 模型，K⁃CAM 模型通过构建句子

树显式注入知识，增强了模型对特有内容的理解能力，适应知识源的动态更新。与同样采用显式添加

知识方法的预训练模型 K⁃BERT 相比，K⁃CAM 模型更适合任务型对话理解场景，首先对关联知识进行

筛选，限制三元组数量，从而减少不相关三元组注入的知识过多而破坏原始语义，并保证了添加知识的

多样性；其次，针对对话理解场景，更新语义槽标签，并设置关联知识识别的辅助任务区分插入的知识，

有效减少了知识噪声。

本文对 K⁃CAM 模型进行消融实验来进一步说明模型中各个模块的作用。消融实验通过单独去除

知识注入模块、对话历史编码模块、关联知识识别模块来验证各个模块的有效性。具体地，为了验证注

入知识的有效性，本文去除知识注入模块（w/o know），将当前对话语句直接作为对话编码模块的输入

进行了实验；为了验证添加对话历史信息的有效性，本文去除对话历史编码部分（w/o context）进行

了实验；为了验证关联知识识别辅助任务有效减少了知识噪声，本文构建了一个去除该任务的模型

（w/o entity task），只进行意图识别和语义槽填充两个任务的联合训练。最后，如果以上 3 部分均不考

虑（w/o all），即不注入知识，不融合对话历史，也不添加辅助学习任务，模型则与 Joint BERT 模型一致。

消融实验结果如表 3 所示，可以看出无论是意图识别还是语义槽填充任务上，单独去除知识注入、

对话历史融合以及添加辅助任务的多任务学习策略实验宏平均精度、宏平均召回率、宏平均 F1值均有

所下降，进一步证明本文所提模型的 3 个模块策略可以有效提高任务型对话理解的精度。值得注意的

是，针对多领域数据，在意图识别任务上，去除知识注入模块（w/o know）后的模型的宏平均精度值略高

于本文提出的模型 K⁃CAM，但其宏平均召回率远低于 K⁃CAM，能综合反映以上两个指标的宏平均 F1

值也低于 K⁃CAM。因此，不论是在单领域还是多领域，本文所提模型都能够很好地提升任务型对话理

解的精度，同时也证明了 K⁃CAM 各个模块策略的有效性。

表 2　不同模型对比结果

Table 2　Comparison results of different models %

任务

意图

识别

语义槽

填充

模型

Joint BERT
K⁃BERT

Know⁃BERT
ERNIE

K⁃CAM

Joint BERT
K⁃BERT

Know⁃BERT
ERNIE

K⁃CAM

单领域

Macro⁃P
84.82
84.93
84.40
84.74
92.45

(7.52↑)
88.52
88.64
87.65
88.83
94.58

(5.94↑)

Macro⁃R
88.25
89.52
87.00
90.52
91.63

(2.11↑)
69.42
68.56
66.48
69.96
70.86

(1.44↑)

Macro⁃F1

86.50
87.17
85.68
87.54
92.04

(4.87↑)
77.81
77.25
75.61
78.27
79.90

(2.09↑)

多领域

Macro⁃P
80.38
80.64
81.44
80.60
87.66

(7.02↑)
90.21
89.66
86.92
89.41
92.21

(2.00↑)

Macro⁃R
84.62
85.48
82.60
85.82
86.14

(0.66↑)
72.92
72.13
67.51
72.18
73.95

(1.03↑)

Macro⁃F1

82.45
82.99
82.20
83.13
86.89

(3.90↑)
80.65
79.95
76.00
79.88
82.07

(1.42↑)
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最后，本文对 K⁃CAM 模型的性能进行评估，以探究模

型的领域迁移能力。图 4 绘制了 K⁃CAM 模型和基线模型

Joint BERT 随训练轮次数的增加，模型预测对话动作的宏

平均 F1 值的变化情况。从图 4 可以看出，本文提出的显式

知识注入的对话理解模型 K⁃CAM 比基线模型 Joint BERT
达到相同精度所需要学习的时间更短。这证明了尽管

BERT 作为 K⁃CAM 模型和 Joint BERT 模型的基础编码

器，其本身不是基于对话文本进行的预训练，但当其应用到

对话领域时，显式注入知识的 K⁃CAM 模型可以帮助模型

更快地实现领域迁移。

4 结束语  

本文提出一种显式知识注入的多任务学习对话理解模型。将知识以自然语言的形式显式插入到

对话文本中，避免重复编码知识，增强模型对生僻内容的理解能力；此外，通过多任务学习策略，增加关

联知识识别的辅助任务，与对话理解的主任务一同进行联合训练，减少知识噪声。实验结果表明，本文

提出的模型 K⁃CAM 在任务导向型对话理解上具有更高的实验精度和更好的使用效果。未来工作将进

一步研究针对加入知识的筛选方法，以最大可能地减少知识噪声，发挥知识融合的正向作用。此外，将

研究如何将该模型迁移到开放型对话理解问题上，提升模型对常识知识的融合效果。
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