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多无人机网络边缘智能计算卸载算法

王心一， 陈志江， 雷 磊， 宋晓勤

（南京航空航天大学公共实验教学部，南京  211106）

摘 要： 为了解决大规模部署固定边缘计算节点成本高、机动性差和难以应对突发事件等问题，针对计

算密集型和延迟敏感型移动业务需求，提出了一种基于深度强化学习的计算任务卸载算法。考虑多架

无人机飞行范围、飞行速度和系统公平效益等约束条件，最小化网络平均计算延时与无人机能耗的加

权和。将该非凸性、NP（Non⁃deterministic polynomial）难问题转化为部分观测马尔可夫决策过程，利用

多智能体深度确定性策略梯度算法进行移动用户卸载决策和无人机飞行轨迹优化。仿真结果表明，所

提算法在移动服务终端的公平性、系统平均时延和多无人机的总能耗等方面的性能均优于基线算法。

其中，所提算法能够得到不同计算性能下的最佳功耗控制，当 CPU 频率为 12.5 GHz 时，能耗相比基线

降低 29.16%，相比随机策略梯度算法降低 8.67%。
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Abstract： In order to solve the problems of high cost， poor mobility and difficulty in coping with 
emergency in large⁃scale deployment of fixed edge computing nodes， a computing task offloading algorithm 
based on deep reinforcement learning is proposed to meet the needs of computing⁃intensive and 
delay⁃sensitive mobile services. Considering constraints such as the flight range， flight speed and system 
fairness benefits of multiple unmanned aerial vehicles （UAVs）， the method aims to minimize the weighted 
sum of the average computing delay of the network and the UAV energy consumption. This non⁃convex 
and non⁃deterministic polynomial（NP）⁃hard problem is transformed into a partially observed Markov 
decision process， and a multi⁃agent deep deterministic policy gradient algorithm is used for mobile user 
offloading decision and UAV flight trajectory optimization. Simulation results show that the proposed 
algorithm outperforms the baseline algorithm in terms of fairness of mobile service terminals， average 
system delay and total energy consumption of multiple UAVs. Especially， the proposed algorithm can 
obtain the optimal power consumption control under different computing performance. When the CPU 
frequency is 12.5 GHz， the energy consumption is 29.16% lower than the Cruise algorithm， and 8.67% 
lower than the advantage actor⁃critic（A2C） algorithm.
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引   言

随着移动网络技术和无线通信技术的快速发展，智能设备规模急剧增长，随之而来的是一系列创

新应用，例如增强现实（Augmented reality， AR）、人脸识别及自动驾驶等［1］。这些应用都有延时敏感、

计算复杂的特点，使得移动用户对设备的计算需求和服务质量（Quality of service， QoS）的要求不断提

高［2］。由于云计算架构难以满足移动设备的低延时和隐私需求，人们在其基础上提出了移动边缘计算

（Mobile edge computing， MEC）以缓解用户计算资源受限的问题［3］。通过将 MEC 服务器布置在移动

网络边缘，用户设备可以通过无线通信将计算任务卸载到 MEC 服务器从而降低计算延时［4］。

传统边缘基础设施由于其位置固定而受到高部署成本的限制，无人机技术与 MEC 的结合可以比

传统 MEC 系统在特定的场景上更具优势和灵活。当受到自然灾害导致网络基础设施不可用或移动设

备的突然增多超出了网络服务能力，无人机就可以作为临时的通信中继站或边缘计算平台在通信中断

或流量热点地区增强无线覆盖，提供计算支持［5］。为提供高质量通信链路，无人机经过航迹规划，可以

通过飞行调整自身位置，轻松建立与地面用户的视距（Line⁃of⁃sight， LoS）链路［6］。此外，由于单无人机

的计算和覆盖能力有限，多无人机能够让更多任务在网络边缘计算，以减少系统延时，提升可靠性［7］。

但是无人机的计算资源与电量受限，为提高 MEC 系统的性能，有许多关键问题还需解决，包括安

全性［8］、任务卸载、能量消耗、资源分配和各种信道情况下的用户延迟性能等，使得无人机辅助 MEC 模

式下的计算卸载研究受到国内外学者的广泛关注。在无人机 MEC 网络中，可以优化多种类型的变量

以实现期望的调度目标，相关的研究工作按照系统模型可分为单无人机和多无人机计算卸载，调度方

案可分为集中式和分布式两种，其中集中式常用的有凸优化算法和群智能算法，分布式多基于博弈论

方法。对于单无人机卸载模型，文献［9］设计了一种单无人机⁃边缘云系统，无人机作为移动边缘计算服

务器与远程中心云交互，为地面终端提供计算服务，通过块坐标下降算法（Block coordinate decent， 
BCD）对资源分配和无人机三维轨迹进行迭代优化来最小化无人机的整体能耗；文献［10］研究了物联

网（Internet of things， IoT）中的无人机辅助 MEC 系统，作者分别采用拉格朗日对偶法和逐次凸逼近算

法（Successive convex approximation， SCA）来处理非凸问题，着重通过时隙调度、无人机路径规划和功

率分配来降低整体能耗，进一步扩大了计算资源的规模。对于多无人机计算卸载，文献［11］提出了一

种两层联合优化方法，外层利用粒子群结合遗传算法（Genetic algorithm， GA）来优化无人机的部署，内

层采用贪心算法获得合理的卸载决策，以最小化平均任务响应时间；文献［12］提出了一种在城市场景

下多无人机的车辆辅助计算卸载架构，将无人机和车辆之间计算数据的交易过程建模为一个交易博

弈，通过分析交易过程，可以得到最优的交易策略。

文献［9⁃12］使用的传统优化方法由于需要大量迭代和先验知识来获得一个近似最优解，因此不适

用于动态环境中的实时 MEC 应用。随着机器学习在研究中的广泛应用，许多研究人员也在探索基于

学习的 MEC 调度算法［13］，鉴于机器学习的最新进展，深度强化学习（Deep reinforcement learning， 
DRL）现已成为研究热点。对于单无人机卸载模型，文献［14］提出了一种基于深度 Q 网络（Deep 
Q⁃network， DQN）的端到端模型来联合优化计算卸载和无人机轨迹控制，以降低整个系统的时延和能

耗，借助深度神经网络（Deep neural network， DNN）的拟合能力，DRL 可以有效地解决具有高维状态空

间的复杂决策问题；为了缓解 DQN 中典型的高估问题，文献［15］采用双深度 Q 网络优化无人机的飞行

轨迹和关联用户，在用户实时移动环境下实现最大化系统吞吐量；文献［16］提出了另一种改进型的深
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度确定策略梯度算法来寻求能够提高用户体验的最佳策略，通过重新设计 Critic 网络结构提升了算法

的稳定性和收敛速度。文献［14⁃16］虽然采用深度强化学习方法实现计算卸载，但算法用的是单智能

体，不适合具有复杂任务划分的系统。对于多无人机卸载模型，文献［17］使用多架无人机作为边缘服

务器，为物联网设备提供计算卸载的机会，采用随机优先重放机制的 DQN 算法加速训练时间，提高了

收敛的稳定性；文献［18］设计了一种基于多无人机的 IoT 边缘网络模型，提出了一种基于多智能体深度

强化学习（Multi⁃agent deep reinforcement learning，MADRL）的方法用于协同计算卸载和资源分配，通

过集中训练和分散执行的方式降低计算成本，提高分配效率。文献［17⁃18］进一步证明了深度强化学习

在无线通信网络中的有效性，但在综合能耗节省和延迟性能保障等方面仍存在一定的不足。

尽管现有的工作取得了很大的进展，但基于学习的方法仍需要进一步研究，以使其更适用于复杂

动态环境下的无人机辅助 MEC 系统。因此，本文试图通过多智能体深度强化学习的方法来求解无人

机轨迹和卸载优化问题，从而获得可扩展和有效的调度策略，主要的研究工作与创新点如下：

（1） 研究了一个多无人机辅助 MEC 模型，其中多无人机部署在三维空间，充当网络边缘设施。在

该系统模型的基础上，基于用户的位置和任务信息，联合优化多无人机的飞行轨迹和计算卸载策略以

最小化系统时延和无人机能耗，同时保证用户的服务公平。

（2） 将上述非凸计算卸载优化问题表示为一个部分观测马尔可夫决策过程（Partially observable 
Markov decision process， POMDP），将模型环境中的变量都转化为 POMDP 中的元素，并提出了一种端

到端的基于多智能体深度确定策略梯度（Multi⁃agent deep deterministic policy gradient， MADDPG）的

轨迹优化卸载算法来解决该优化问题。

（3） 设置不同的模型参数进行仿真试验，结果验证了该算法的有效性。在相同的仿真条件下，本文

提出的算法与其他基线算法相比，在降低系统时延和无人机能耗方面也有显著的优势。

1 无人机辅助计算卸载模型  

1. 1　系统模型　

无人机辅助用户卸载的移动边缘计算系统，如图 1 所示。该系统有 M 个移动用户设备（Mobile de⁃
vice， MD）随机分布在一块方形区域，区域边长设为 lmax，将移动设备的集合记为 m ∈ M=Δ { 1，2，…，M }。
同时有 U 架搭载 MEC 服务器的无人机，在目标区域上空以固定的高度 H u 飞行，用于给移动设备提供卸

载服务，无人机集合记为 u ∈ U=Δ { 1，2，…，U }。设无人机执行一次飞行任务的总时长为 T，总时长可被分

为 N 个等长的时隙，时隙的集合记为 τ ∈ T=Δ { 1，2，…，N }。每个 MD 在每个时隙 τ 有一个计算密集型任

图 1　无人机辅助计算卸载模型

Fig.1　Assisted computation offloading model of UAV
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务，任务记为 Sm( τ ) ={Dm( τ )，Fm( τ ) }，其中 Dm( τ )表示数据比特量，Fm( τ )表示每比特所需 CPU 周期。

每架无人机在每个时隙 τ 只为一个终端设备提供计算卸载服务，用户只需在本地计算任务的一小

部分，其余卸载到无人机辅助计算，以减少计算的延时和能耗，卸载计算量的比例记为 Δm，u ( τ )∈[ 0，1]。
无人机和用户设备之间的卸载决策变量可表示为

D ={αm，u ( τ ) |u ∈ U，m ∈ M，τ ∈ T} （1）
式中 αm，u( τ ) ∈ { 0，1}。当 αm，u( τ ) = 1 时表示设备 MDm 在时隙 τ 的计算任务由无人机 UAVu 辅助计算，

Δm，u ( τ )> 0，当 αm，u ( τ )= 0 时则表示只在本地执行计算任务，Δm，u ( τ )= 0。决策变量需要满足

∑
u ∈ U

αm，u ( τ ) ≤ 1      ∀m ∈ M，∀τ ∈ T （2）

1. 2　移动模型　

与之前的研究类似，移动设备会在每个时隙内随机移动到新的位置，每个设备的移动与其当前的

速度和角度有关。假设 MDm 在时隙 τ 的坐标记为 cm ( τ )= [ xm ( τ )，ym ( τ )]，则其下一时隙 τ + 1 的坐标

可表示为

ì
í
îïï

xm ( τ + 1 )= xm ( τ )+ cos ( 2πρ1，m ) dmax ρ2，m

ym ( τ + 1 )= ym ( τ )+ sin ( 2πρ1，m ) dmax ρ2，m

（3）

式中：dmax 代表设备移动的最大距离；移动方向和距离概率均服从均匀分布，ρ1，m，ρ2，m ~U ( 0，1 )。为了

简化模型，无人机服务终端时仅考虑其在该时隙的起始位置。

同样地，每架无人机在高度 H u 的水平面轨迹也可以用无人机在每个时隙的离散位置 cu ( τ )来表示，

假 设 UAVu 在 时 隙 τ 选 择 飞 去 服 务 MDm，则 其 飞 行 方 向 记 为 βu ( τ )∈[ 0，2π]，飞 行 速 度 为

vu ( τ )∈[ 0，V max ]，其中 Vmax为飞行最大速度，飞行时间为 t fly，无人机飞行消耗的能量为［19］

E fly
u ( τ )= μ ( ||cu ( τ )- cu ( τ - 1 )||

t fly )= μ||vu ( τ ) ||2 （4）

式中 μ = 0.5M u t fly，M u 为无人机总质量。

1. 3　通信与计算模型　

在本次设计的 MEC系统中，计算卸载采用可部分卸载策略，MDm 在时隙 τ的本地计算延时可表示为

T local
m ( τ )=

( )1 - ∑
u ∈ U

Δm，u ( τ ) Dm ( τ ) Fm ( τ )

fm
（5）

式中 fm 表示 MDm 的本地计算能力（每秒 CPU 周期数）。

本次实验采用视距链路（LoS link）模型模拟实际的无人机对地通信［20］，无人机和用户之间的信道

增益 hm，u ( τ )遵循自由空间路径损失模型，可表示为

hm，u ( τ )= g0

||cu ( τ )- cm ( τ ) ||2 + H 2
u

（6）

式中：g0 为每米信道功率增益；Hu为飞行高度。

由于每架无人机在每个时隙只服务一个用户，因此本次研究忽略信道间的通信干扰，则无人机和

地面设备之间的瞬时传输速率 rm，u ( τ )定义为

rm，u ( τ )= B log2 (1 + p̂m hm，u ( τ )
σ 2 ) （7）

式中：B 代表信道带宽；p̂m 为移动设备上传链路的发射功率；σ 2 代表无人机端的高斯白噪声。关联用户
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MDm 的传输数据延时为

T Trans
m，u ( τ )= αm，u ( τ ) Dm ( τ ) Δm，u ( τ )

rm，u ( τ )
（8）

在传输完计算任务后，无人机执行卸载计算任务，卸载计算的延时和能耗分别为

T off
m，u ( τ )= αm，u ( τ ) Dm ( τ ) Fm ( τ ) Δm，u ( τ )

fu
（9）

E off
m，u ( τ )= p̄uT off

m，u ( τ ) （10）
式中：fu 表示无人机计算能力；p̄u = κu f 3

u 表示无人机执行计算时的 CPU 功率，κu = 10-27 为芯片

常数［21］。

由于各种计算密集型任务的结果输出数据量都远小于输入，因此可以忽略下行链路传输所花费的

延时。基于以上通信与计算模型，MDm 在时隙 τ完成任务 Sm ( τ )的时延 Tm ( τ )可以计算为

Tm ( τ )= max (T local
m ( τ )，T trans

m，u ( τ )+ T off
m，u ( τ )) （11）

无人机 UAVu辅助计算卸载在时隙 τ的总能耗包括卸载计算能耗和飞行能耗，记为

Eu ( τ )= E off
m，u ( τ )+ E fly

u ( τ ) （12）
1. 4　优化问题　

在本文提出的无人机辅助 MEC 系统中，目标是通过优化无人机卸载决策和飞行轨迹最大限度的

减少无人机的能耗和系统平均计算延时。用户 MDm 的平均 m ∈ M=Δ { 1，2，…，M }延时可以表示为

T avg
m = 1

N ∑
τ = 1

N

Tm ( τ ) （13）

则系统平均计算延时可计算为

T avg = 1
N ∑

τ = 1

N 1
M ∑

m ∈ M
Tm ( τ ) = 1

N ∑
τ = 1

N

T mean ( τ ) （14）

同时为了保证服务的公平性，避免无人机在任务期间只服务某几个移动设备以减少能耗，而不服

务其他用户，可以使用公平指数 ξτ 来衡量这一情况，定义如下［22］

ξτ =
( )∑

m ∈ M
∑
τ '= 1

τ

∑
u ∈ U

αm，u ( τ ')
2

M ∑
m ∈ M ( )∑

τ '= 1

τ

∑
u ∈ U

αm，u ( τ ')
2 （15）

从任务初始到时隙 τ，如果所有用户的被服务累积次数相近，ξτ的值就接近 1。将优化问题总结如下

ì

í

î

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

min
{ }P，Z

∑
τ = 1

N

E [ ]ϕtT mean ( τ )+ ϕe Eu ( τ )

s.t. C1：∑
m ∈ M

αm，u ( τ ) ≤ 1    ∀u ∈ U，∀τ ∈ T

       C2：0 ≤ xu ( τ )，yu ( τ ) ≤ lmax    ∀u ∈ U，∀τ ∈ T
       C3：vu ( τ ) ≤ V max    ∀u ∈ U，∀τ ∈ T
       C4：βu ( τ )∈[ ]0，2π     ∀u ∈ U，∀τ ∈ T
       C5：Δm，u ( τ )∈[ ]0，1     ∀u ∈ U，∀τ ∈ T
       C6：||cu ( τ )- cu ' ( τ ) || ≤ d safe    ∀u，u '∈ U，∀τ ∈ T
       C7：ξN ≥ ξmin

（16）
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式中：P ={ βu ( τ )，vu ( τ )}；Z ={αm，u ( τ )，Δm，u ( τ )}；ϕt 和 ϕe 为权重参数；C1 限制无人机每个时隙只服务

一个用户；C2 和 C6 限制无人机的飞行范围；C3 和 C4 限制无人机的飞行速度和角度；C5 表示计算任务

可以被部分卸载；C7 保证系统的公平效益；d safe 和 ξmin 为预先设定的无人机之间最小安全距离和最低公

平指数。

2 无人机轨迹优化计算卸载算法  

上述提出的优化问题既包括了连续变量也包含了离散变量，由于系统需要在每个时隙做出决策，

很难用传统的方法求解这类混合整数非线性规划问题（Mixed integer nonlinear programming problem， 
MINLP）。由此本文提出了一种基于 MADDPG 的深度强化学习算法。

2. 1　POMDP建模　

在强化学习的方法中，可以将多无人机辅助计算卸载问题看作是一个部分观测马尔可夫决策过

程，由元组｛S， A， O， Pr， R｝构成［7］，如图 2 所示。通

常有多个智能体与环境交互，在当前状态 sτ ∈ S，每个

智 能 体 基 于 sτ 得 到 自 身 观 察 oτ ∈ O 并 做 出 动 作

aτ ∈ A，环境对动作产生即时奖励 rτ ∈ R 以评估当前

动作的好坏，并以概率 Pr ( Sτ + 1|Sτ，Aτ ) 进入下一状

态，新状态只取决于当前的状态和各个智能体的动

作。智能体的动作基于策略 π ( aτ |oτ )执行，其目标为

学习到最优策略以最大化长期累积奖励，可表示为

π * = arg max
π

Eaτ ~π ( aτ |oτ )
é

ë
ê
êê
ê ù

û
úúúú∑

τ '= τ

∞
γτ '- τ rτ ' （17）

式中 γ 为奖励折扣。在给定状态 sτ 下，策略的状态动

作价值函数用来评判每一个动作的表现，可以表示为

Qπ ( sτ，aτ )= Eπ
é

ë
ê
êê
ê ù

û
úúúú∑

τ '= τ

∞
γτ '- τ rτ ' |sτ，aτ

（18）

由于学习的目标是找到最优策略，可以由状态动作价值函数的最大值确定，即通过最大状态动作

价值就可以找到对应的最优策略，最优动作价值函数的贝尔曼方程可以表示为

Q * ( sτ，aτ )= E é
ë

ù
ûrτ + γ max

aτ + 1
Q * ( sτ + 1，aτ + 1 ) （19）

状态动作价值可采用时序差分（Temporal difference， TD）的方法不断迭代更新。

把每架无人机当作一个智能体，对本次模型的观测、动作、状态和奖励函数定义如下：

（1）观测空间。每架无人机都只有有限的观测范围，观测范围的半径设为 robs，因此只能观测到部分

状态信息，而全局的状态信息和其他无人机的动作都是未知的。单架无人机 UAV u 在时隙 τ 能观测到

的信息有自身的位置信息 cu ( τ )和观测范围内 K 个移动用户当前的位置信息、任务信息以及服务次数

ku ( τ )=
ì
í
î

cm ( τ )，Sm ( τ )，∑
τ '

τ

∑
u ∈ U

αm，u ( τ ') |m = 1，2，…，K
ü
ý
þ
，则智能体的观测值可记为

ou ( τ )= { cu ( τ )，ku ( τ ) } （20）
（2）动作空间。基于观测到的信息，无人机会选择相应的动作，首先需要确定在当前时隙 τ 服务哪

位用户以及卸载比例 Δm，u ( τ )，再决定自身的飞行角度 βu ( τ )和飞行速度 vu ( τ )，因此动作可记为

图 2　POMDP 决策过程示意图

Fig.2　Diagram of POMDP decision process
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au ( τ )={m ( τ )，Δm，u ( τ )，βu ( τ )，vu ( τ )} （21）
（3）状态空间。系统的状态可看作所有无人机观测结果的集合，包含所有无人机的位置，所有移动

设备的位置、任务以及其他信息，状态记为

s ( τ )= { ou ( τ ) |u ∈ U } （22）
（4）奖励。智能体执行动作后得到的反馈称之为奖励，用于判定动作的好坏，指导智能体更新其策

略。设计合适的奖励函数对智能体的学习起着重要作用，一般来说，奖励函数都与优化目标相对应，本

次优化的目标是最小化无人机的能耗和系统平均计算延时，与最大奖励回报正好呈负相关，因此将无

人机执行动作后的奖励定义为

ru ( τ )= Dm ( τ ) ⋅ ( - T mean ( τ )- ψEu ( τ )- Pu ( τ )) （23）
式中：ψ 用来对无人机能耗和用户平均时延进行数值对齐；Pu ( τ )为额外的惩罚项，如果无人机执行动作

后飞出场地或和其余无人机的距离小于安全距离，就需要增加惩罚；Dm ( τ )∈[ 0，1]为衰减系数，定义为

无人机处理移动终端卸载任务后得到的效益，具体计算如下

Dm ( τ )= 1 - exp

æ

è

ç

ç

ç

çç
ç

ç

ç
-

( )∑
τ '= 1

τ

∑
u ∈ U

αm，u ( τ ')
η

∑
τ '= 1

τ

∑
u ∈ U

αm，u ( τ ') + β

ö

ø

÷

÷

÷
÷÷
÷

÷

÷
（24）

式中 η 和 β 为相关常数，其函数图像为广义线性模型（sigmoid），输入为当前用户的累积服务次数，次数

越多，其值越大，奖励越小，效益越低。

2. 2　基于 MADDPG 计算卸载算法　

在多智能体的环境中，由于环境是动态变化的，单个智能体可能无法仅靠自身来适应动态环境，策

略梯度中的方差也会随着智能体数量的增多而变大。基于 MADDPG 的深度强化学习算法适用于具有

连续动作空间的多智能体策略学习，智能体可以协同学习，提高系统性能［23］。

MADDPG 基于 Actor⁃Critic 框架，每个智能体都有自己的 Actor 网络和 Critic 网络，以及各自的目

标网络，如图 3 所示。Actor 网络负责为智能体制定策略，θu 代表其网络参数；Critic 网络输出对最优状

态⁃动 作 价 值 函 数 的 估 计 ，用 于 评 估 训 练 阶 段 的 Actor 网 络 的 策 略 性 能 ，记 为

Q ( s ( τ )，a1 ( τ )，…，aU ( τ ) |w u )，w u 代表其网络参数。MADDPG 算法采用的是集中训练与分散执行的

模式，Critic 网络的输入包含一个时隙内所有智能体的观测值和动作，网络参数在集中训练模式下更新，

图 3　本文算法训练模型

Fig.3　Training model of the proposed algorithm
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但在分散执行时，Actor 网络的输入仅有自身的观测值。这样做的好处是 Critic 网络可以在训练过程中

参考其他智能体的行为，从而更好地评估 Actor网络的性能，提高策略的稳定性。

在每轮和环境的交互中，无人机基于当前环境状态 s ( τ )和观测范围，将观测值 ou ( τ )输入到 Actor网络

中得到即时动作 au ( τ )。为了能到达更好的探索效果，通常会在动作上人为增加一个服从正态分布的噪声

ne ~N ( 0，σ 2
e )，并随着训练以 0.999 5的速率慢慢衰减。等所有无人机执行完动作后，环境给每个无人机返

回 奖 励 ru ( τ ) 并 进 入 下 一 个 时 隙 的 状 态 s ( τ + 1 )，无 人 机 又 得 到 下 一 时 隙 的 观 测 值 ou ( τ + 1 )。
{ ou ( τ )，au ( τ )，ru ( τ )，ou ( τ + 1 )}称为一条经验组，无人机将其存放在经验池Bu中，用以网络参数训练更新。

当每架无人机的经验池里的记录达到足够数量的时候，就开始训练神经网络，在每轮的训练过程

中，随机从每个智能体的经验池中抽取 H 组记录，将同样时刻的每组拼接得到 H 条新记录，记为：

{ st，i，a1，i，a2，i，…，aU，i，r1，i，r2，i，…，rU，i，st + 1，i |i = 1，2，…，H }，此时为 off⁃policy 训练，与当前时隙 τ 无关。

算法同时对 Q 函数以及最优策略进行学习，首先使用时序差分集中训练每一个智能体的 Critic 网络，训

练 Q 值函数的损失函数定义为

L ( wu )= 1
H ∑

i = 1

H

( )yu，i - Q ( st，i，a1，i，a2，i，…，aU，i |w u )
2

（25）

yu，i = ru，i + γQ '( st + 1，i，a '1，i，a '2，i，…，a 'U，i |w-
u ) |a 'j，i = π ( oj，t + 1，i |θ-

j ) （26）

式中：Q '(⋅|w-
u )代表 Critic 目标网络；π (⋅|θ-

u )代表 Actor目标网络，它们都具有滞后更新的网络参数，使训

练变得更稳定。

Critic 网络需要尽量降低损失以逼近真实的 Q * 值，Actor网络则用 Q 值的确定策略梯度作梯度上升

更新网络参数以最大化动作价值

∇ θu
J ≈ 1

H ∑
i = 1

H

∇ θu
π ( ou，t，i |θu ) ∇ au，i

Q ( st，i，a1，i，a2，i，…，aU，i |w u ) （27）

最后在固定的间隔以更新率 φ 更新目标网络

ì
í
î

ïï
ïï

θ-
u ← φθu +( 1 - φ ) θ-

u

w-
u ← φw u +( 1 - φ ) w-

u

（28）

基于 MADDPG 的无人机辅助计算卸载训练算法代码详细描述如下：

输入输入：：用户的位置集合、任务集合和服务次数，无人机的位置集合以及信道参数

输出输出：：到达当前最优策略的动作向量

初始化初始化：：各智能体 Actor网络和 Critic 网络及其各自目标网络参数，经验池容量经验池容量 Bu，动作

噪声方差 σ 2
e ，软更新率 φ，奖励折扣 γ

（1） FOR Episode=1， 2，…， MAX_E DO：

（2） 重置环境，获得初始观测值 ( o1 ( 1 )，o2 ( 1 )，…，oU ( 1 ) )
（3） FOR τ=1，2，…，N DO：

（4） FOR u=1，2，…，U DO：

（5）  生成动作 au ( τ )= π ( ou ( τ ) |θu )+ ne

（6）  执行所有动作，如果飞出区域或距离太近，无人机将暂留在当前位置

（7）  根据式（19）获得即时奖励 ( r1 ( τ )，r2 ( τ )，…，rU ( τ ) )
（8）  获取新的观测值 ( o1 ( τ + 1 )，o2 ( τ + 1 )，…，oU ( τ + 1 ) )
（9） END FOR
（10） FOR u=1，2，…，U DO：
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（11） { ou ( τ )，au ( τ )，ru ( τ )，ou ( τ + 1 )}存储到 Bu 中

（12） IF 存储数量足够大  DO：

（13）  随机抽取 H 组记录，并与其余无人机的记录组合

（14）  根据式（25）最小化损失更新 Critic 网络

（15）  根据式（27）计算策略梯度更新 Actor网络

（16）  根据式（28）软更新目标网络

（17） END FOR
（18） END FOR
（19） END FOR

3 仿真结果与分析  

本节将通过代码仿真结果来评估所提出的基于 MADDPG 的计算卸载方案。首先介绍实验环境设

置，包括训练环境和神经网络超参数。然后分析模型中的参数设置对其收敛性能和系统性能的影响。

之后在各种环境设置下将所提出的算法和其他几种基线算法进行比较。

3. 1　仿真环境　

无人机辅助 MEC 系统由各种实体构成，包括无人机、用户和网络环境。本文将目标区域设置为边

长 lmax = 200 m 的方形区域，各架 UAV 的初始位置

设为（50，50），（150，50），（50，150），（150，150），飞

行高度设置 100 m，最大飞行速度为 30 m/s，初始

能量 500 kJ。MD 被随机放置在区域内，每次移动

的最大距离设为 5 m。对于数据传输，信道带宽为

1 MHz，为了提高信噪比，MD 都以最大发送功率

p̂m = 0.1 W 传输。其余主要参数如表 1 所示。

对 于 模 型 训 练 ，使 用 tensorflow1.10.0 实 现

MADDPG 算法，Actor 网络结构设计为［300，100，
4］的 3 层全连接神经网络，Critic 网络设计为［400，
300，100，1］的 4 层全连接神经网络，每个智能体都

是相同的 DNN 结构。Actor网络的隐藏层使用 Re⁃
LU 作为激活函数，输出层使用 tanh 作为激活函数，

可以使模型的动作输出固定在［-1，1］。在训练阶

段，batch⁃size 为 H=64，最大回合数为 3 000，Actor
和 Critic 的学习率分别为 0.001 和 0.002，神经网络都采用 Adam 优化器，经验池的大小为 10 000。对未

来奖励的折扣 γ 设为 0.8，目标网络的软更新率 φ 设为 0.01。  能耗与时延的比率设为 ϕe∶ϕt = 5∶ 6。

3. 2　参数分析　

图 4 显示了不同的探索噪声参数 σ 2
e 对模型收敛性能的影响，纵坐标为其中一架无人机的累积奖励，

横坐标为训练周期。噪声的影响主要集中在前 200 个 Episode，初始探索率较大可以尽力搜索动作空间

中的优秀策略，随着训练的继续，探索率逐渐变小，模型的最终性能并无特殊变化表示智能体学习到了

最佳策略。当噪声方差较小时 ( σ 2
e = 5 )，模型收敛的速度较快，但容易对动作空间探索不完全，所以会

在后面收敛阶段出现异常波动；当噪声方差较大时 ( σ 2
e = 20 )，智能体则需要花更多的时间来探索环境，

表 1　环境参数设置

Table 1　Environment parameter setting

参数
M
U
N

T/s
Dm ( τ )/ Mb

Fm ( τ )/ (cycle⋅bit-1)
M u/ kg

fm/ GHz
fu/ GHz
g0/ dB
σ 2/ dBm

d safe/ m
ξmin

描述
终端设备数量

无人机数量

总时隙数量
任务周期

任务数据量
任务计算复杂度
无人机总质量

移动端计算能力

服务端计算能力

信道功率增益

白噪声功率
最小安全距离
最小公平指数

取值
[8,20]

4
80

480
[2,4]
1 000
9.65
0.6
2.5

-50
-90

40
0.7

1294



王心一  等：多无人机网络边缘智能计算卸载算法

收敛速度较慢。综上，本文可以选择适中的方差 σ 2
e = 10 获得较为理想的效果。

图 5 显示了无人机不同的探测范围 robs 对用户服务公平的影响，纵坐标为系统公平指数，横坐标为

训练周期。使用衰减系数后，无人机倾向于选择服务次数少的用户以获得更多奖励。可以看到无人机

探测范围越大，能考虑的用户的数量越多，用户的服务次数越平均；但无人机探测范围越大，它们探测

重叠的范围就越多，也越容易发生决策冲突，如果同时选择同一用户反而降低系统性能。综上，robs =
40 为较合适的探测范围。

图 5　无人机不同探测范围对用户公平的影响 (M=
20)

Fig.5　Fairness under different detection ranges of 
UAV (M=20)

图 4　不同噪声参数对模型收敛性能的影响 (M=
20)

Fig.4　Convergence performance of different ex⁃
ploration noises (M=20)

图 6 显示了奖励衰减系数 Dm ( τ )对用户服务公平的

影响。如果不使用衰减系数，无人机从节省能耗的角度

最后只会一直服务最近的一两个用户来获取更高的奖

励，从图中可以看到 ξN 的值在探索一段时间后开始快速

下降，不能够满足约束条件，因此利用本次设计的衰减系

数能够有效分配计算资源给各个用户，保证服务的公平。

3. 3　性能比较　

为便于比较，本文采用如下两种算法：（1）巡航模式

（Cruise），基线算法，无人机以区域某中心为圆心，50 m
为半径，绕圈定点飞行，在每个时隙无人机随机选择用户

卸载，卸载比率为 Δm，u ( τ )= 0.8；（2）基于随机策略梯度

的强化学习算法（Advantage actor⁃critic， A2C）［24］，为了

实现连续的动作空间，策略由不相关的正态分布随机变

量组成的随机向量表示，Actor网络输出 2 个四维向量，第

1 个向量是动作分布平均值 μ a，第 2 个向量是动作方差 σ2
a，Critic 网络则输出状态价值并由此更新网络

参数。

图 7 比较了模型训练时不同算法对无人机能耗的收敛情况，纵坐标为无人机执行一次任务周期剩

余的电池能量，横坐标为训练周期。巡航模式下由于没有做任何其余的优化，每次都有固定的飞行消

耗，因此能量消耗的较多。A2C 由于是 on⁃policy 算法，相邻的输入之间存在相关性会导致网络收敛不

图 6　衰减系数对用户服务公平的影响(M=20)
Fig.6　Effect of attenuation coefficient index on 

fairness performance (M=20)
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稳定，使智能体输出动作的优化空间变小，而本次所提出

的基于 MADDPG 的算法则采用经验回放的方式打破相

关性，Critic 网络更容易从复杂的环境中获取信息，因此有

很好的收敛性。通过探索整个动作空间，并采用确定动

作，MADDPG 比其他模型消耗的能量更少，从而以端到

端的方式优化无人机轨迹和卸载任务，其最终效果也是

最好的。

图 8显示了无人机的计算性能对能耗的影响。固定用

户数量不变，随着无人机计算性能的提升，无人机处理计算

任务的时间减少，用户可以将更多的计算任务卸载上传，因

此在同一时隙内无人机的计算功耗增加，计算任务的处理

时延会适当降低。由图 8所示，基于 MADDPG算法能够得

到不同计算性能下的最佳功耗控制 ，当 CPU 频率为

12.5 GHz时，能耗相比基线降低 29.16%，相比随机策略梯度算法降低 8.67%。

图 9 比较了不同用户数量下各方法之间的系统平均计算延时 T avg。可以看到，随着用户数量的上

升，总计算任务量增加，但无人机的计算资源有限，平均处理延时随之增加，相比之下 MADDPG 可以实

现最低延时，它可以在连续动作空间中找到确定的最优卸载比例，从而减少任务处理时延。当用户数

量小于 12 时，用户的状态维度较少，MADDPG 算法可以获得最佳性能，系统时延比基线算法可以减少

360 ms，比基于随机策略梯度的强化学习算法减少了 276 ms；当用户数量变多，环境的状态信息变多，

决策的复杂度上升，MADDPG 的性能会降低，延时靠近随机策略梯度算法 A2C。

图 9　不同用户数量下平均处理延时对比

Fig.9　Comparison of processing delay under differ⁃
ent number of UDs

图 8　无人机计算能力对能耗的影响(M=10)
Fig.8　Effect of computing capabilities of UAV on ener⁃

gy consumption (M=10)

在用户数量不变的情况下，随着终端计算任务复杂度的增加，每种方法的系统平均时延也都在增

加，如图 10 所示。应用深度强化学习有利于在动态网络环境中做出最优策略，随着计算复杂度上升，时

延占奖励的比重越大，无人机会更优先考虑给计算任务分配更多资源，从而减小计算任务的时延。在

计算复杂度最高时，本文算法的计算任务平均时延与基线相比减少 1.14 s，与随机策略梯度算法相比减

少 244 ms。

图 7　不同算法在能耗方面的收敛情况(M=10)
Fig.7　Convergence of different algorithms in en⁃

ergy consumption (M=10)
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4 结束语  

本文研究了一个大规模多无人机辅助 MEC 网络计算

卸载问题，其中的移动设备 MD 可以将计算任务部分卸载

到无人机或在本地执行。在满足约束条件的情况下，通过

联合优化无人机卸载决策和飞行轨迹最大限度地减少无人

机的能耗和系统平均计算延时。对此，本文提出了一种基

于 MADDPG 的深度强化学习算法，无人机之间可以相互

合作并分享经验，以集中训练和分散执行的方式得到近似

最优策略。然后通过仿真实验分析了动作噪声和探测范围

对基于 MADDPG 模型的影响。最后与基线算法比较，仿

真结果表明，在能耗和平均任务延时方面，所提算法均具有

更好的性能。未来可以加入对计算和信道资源分配的研

究，让无人机可以服务多个用户，使场景更加细化。在深度

神经网络结构上可以利用神经语言程序学中的注意力机制

将注意力单元嵌入到网络中，使智能体能够自行筛选输入

中的重要信息，提高分布式算法的收敛性能。
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