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基于子图相似性的多动症患者脑网络分析

汪鑫欣 1， 宋笑影 1， 柴 利 2

（1. 武汉科技大学冶金自动化与检测技术教育部工程中心，武汉  430081；2. 浙江大学控制科学与工程学院， 杭州  
310058）

摘 要： 多动症会严重影响儿童发育，对多动症患者的有效诊断受到广泛关注。该文结合脑网络的拓

扑结构信息和图上的信号，提出一种基于稀疏表示的图相似性计算方法，从微观到宏观分析脑区之间

的差异。该方法使用 Pearson 相关系数构建全连通脑网络，基于稀疏表示从底层结构中提取节点子网

络，根据图核函数计算子网络相似性，最后给出了脑网络相似性的全局指标。以受试者间的相似性作

为特征在公共数据集 ADHD⁃200 上的分类实验结果表明，该方法能够以 93.1% 的准确度区分多动症患

者和健康对照者，分类性能明显优于其他已有算法。此外，结果表明多动症患者在中央前回、丘脑、海

马和脑岛等脑区之间有更强的连接。
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Abstract： Attention deficit hyperactivity disorder （ADHD） seriously affects children’s development， so 
extensive attention has been paid to its effective diagnosis. A new method for calculating graph similarity is 
proposed， which combines the topological information of brain networks with signals on the network. The 
Pearson correlation coefficient is used to construct the fully connected brain network. Based on the sparse 
representation， the node subnetwork is extracted from the underlying structure， and the similarity of the 
subnetwork is calculated according to the graph kernel function. Finally， the global index of brain network 
similarity is given. Experimental results of classifying ADHD-200 in the public dataset characterized by 
similarity between subjects show that the proposed method can distinguish ADHD patients and healthy 
people with 93.1% accuracy， and the classification performance is significantly superior than other existing 
methods. In addition， it is found that ADHD patients have stronger connections in brain regions， such as 
anterior central gyrus， thalamus， hippocampus and insula.
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引  　言

注意缺陷多动障碍（Attention deficit hyperactivity disorder， ADHD），又称多动症，是一种神经发育

障碍疾病，其症状主要表现为注意力不集中、注意力持续时间短暂、活动过多和情绪不集中，在全球儿

童中的总患病率超过 5%［1⁃2］。ADHD 会严重影响患者在社会、情感和认知领域的发展，并与其一生的

精神疾病相关联［3］。目前，ADHD 的致病原因还没有明确的定论，遗传因素、家庭因素、中毒因素及脑

组织损伤因素［4］等都可能导致 ADHD 的产生。本文试图从拓扑结构的角度量化受试者的脑网络，给出

脑网络相似性的计算方法，并进一步探索 ADHD 患者的异常脑区。

神经影像技术［5］为大脑疾病的诊断提供了新思路，使研究者能够从生物医学和信息技术角度对大

脑疾病进行分析。功能磁共振成像（Functional magnetic resonance imaging， fMRI）作为最重要的神经

影像技术之一，在脑网络研究中起着关键作用［6］。 fMRI 技术以无创的方式获取大脑的功能连接信

息［7］，根据血液动力学变化间接测量大脑神经元之间的交流，使用血氧水平依赖（Blood oxygen level de⁃
pendent， BOLD）信号表征大脑神经元的电活动［8］，是研究脑网络的有力工具。

fMRI大数据的采集允许研究者们使用图论［9］和机器学习［10］等方法探索大脑内部的连接，根据不同

的功能大脑可被划分为多个区域，不同的大脑区域之间存在一定的联系，图模型可以从拓扑结构方面

抽象地体现大脑不同区域之间复杂的交互［11］。目前，已有许多工作从图论的角度分析 ADHD 患者的脑

网络，如文献［12］对脑网络中与执行功能相关的子网络进行研究，发现 ADHD 患者的连接密度和网络

效率显著降低，表明 ADHD 患者大脑的功能网络不太完整，这可能是该疾病执行功能障碍的根本原因；

文献［13］使用图度量来描述大脑之间的连接模式，发现 ADHD 患者的脑网络在局部结构上更加模块

化，而且在整个大脑中远程通信更少，表明 ADHD 患者在局部脑区之间的通信减少；文献［14］使用 fM ⁃
RI信号构建脑网络，与健康对照者相比，ADHD 患者的拓扑特征发生改变，包括整体效率和局部效率减

小以及路径长度增长。

综上所述，现有研究大多侧重于分析 ADHD 患者脑网络在拓扑结构上的定性差异，而很少关注脑

网络之间的定量比较［15］。与传统可以用特征空间直接表示的数据不同［16］，对图进行定量表示需借助于

图相似性，即采用图相似性定量分析不同受试者脑网络之间的结构差异。现有研究主要从以下两个角

度来定义图的相似性：（1）图论方法，从全局、局部、节点和边切入，通过计算图度量来比较两个图的拓

扑结构；（2）基于距离的方法，如图和子图同构［17］、图编辑距离［18］和核方法［19］等。

在众多计算图相似性方法中，核方法为相似性计算提供了便利，其中基于图构造的核函数被证明

是最有效的，并已广泛应用于大脑网络［16］、社交网络［20］和网络异常检测［21］等。文献［22］提出了使用多

种核函数分别计算阿尔兹海默症患者和健康对照组核相关性的方法，并通过计算全局特征来比较两组

之间的核相关性，发现核相关性在组间表现出显著差异；文献［23］提出基于主成分分析（Principal com ⁃
ponents analysis， PCA）核的方法来判别阿尔兹海默症和 ADHD 患者，使用 PCA 核从重建的脑网络中

提取拓扑特征，并将脑网络特征映射到另一个空间中，对重建前后脑网络的拓扑结构进行量化。上述

采用核函数对大脑网络的分析都是基于网络的底层结构构建阈值网络，使得部分信息丢失，此外在计

算相似性的过程中只用到了大脑的拓扑结构信息，而没有考虑图上的信号，即脑区上的 BOLD 信号。

针对上述问题，本文同时考虑脑网络的拓扑结构信息和节点上的 BOLD 信号，提出了一种新的图

相似性计算方法，基于 BOLD 信号之间的 Pearson 相关系数构建大脑底层网络，采用稀疏表示从底层网

络中提取节点子网络，根据节点子网络的相似性给出脑网络相似性的计算方法，定量分析 ADHD 患者

脑网络的改变。在公共数据集 ADHD⁃200 上的实验结果表明，本文方法能够以 93.1% 的准确度区分

ADHD 患者和健康对照者，性能明显优于其他已有的算法。
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1 本文方法  

基于图模型的脑网络可以使用三元组表示为 G = (V，E，W )，其中V为节点（脑区）的集合，|V |= N

为图的大小（节点数量），Ε⊆ V× V为边的集合，| E |为图 G 中边的数量，W ∈ RN × N 为 G 的加权邻接矩

阵，w ij 为节点 i 和节点 j 间连接的权重。定义 x i ∈ RT 为第 i 个节点上的 BOLD 信号，所有节点的 BOLD
时间序列构成 G 上的信号矩阵 X=[ x1，x2，⋯，xN ]∈ RT × N。

图 1 显示了本文方法的流程图。根据脑图模板从 fMRI 数据中提取受试者的 BOLD 信号矩阵 X，基

于受试者的 BOLD 信号使用稀疏表示的方法，将脑网络中的一个节点用其余节点进行表示，选取较大

系数对应的节点。根据 BOLD 信号之间的 Pearson 相关系数构造受试者的全连通矩阵W，提取稀疏表

示得到的节点之间的权重，选取权重最大的前 4 个节点，即连接最密切的脑区，结合全连通矩阵W和选

取的节点，构建每个节点的子网络。将子网络映射到 q 阶 Krylov 子空间［24］中，采用其协方差矩阵描述

该子网络的内部连接。计算每个子网络的相似性，基于此定义受试者的脑网络相似性，以相似性为特

征采用支持向量机（Support vector machine， SVM）方法对受试者进行分类。接下来具体介绍本文方法

的主要步骤。

图 1　本文方法流程图

Fig.1　Flow chart of the proposed method

1144



汪鑫欣  等：基于子图相似性的多动症患者脑网络分析

1. 1　子网络构建　

本文提出一种基于稀疏表示构建网络中节点子网络的方法，节点子网络可以从局部反映网络的多

层次结构。对于具有 N 个节点的脑网络，定义 X i =[ x1，x2，⋯，x i - 1，0，x i + 1，⋯，xN ]∈ RT × N，采用稀疏

表示算法用脑网络中其他 ( N - 1 )个节点上的 BOLD 信号表示当前节点 vi 上的 BOLD 信号，即

x i = X iα i + error （1）
式中：α i ∈ RN，error为误差项。稀疏表示可以被视为一个标准的 l1 范数正则化优化问题，其目标函数为

min
α
 x i - X iα i

2

2
+ λ α i 1

（2）

式中：λ为正则化参数，控制模型的稀疏性。λ越大，模型越稀疏。

选取稀疏表示系数 α i 中前 m 个最大系数所对应的节点以及中心节点 vi 构成节点 vi 子网络的节点

集合V vi
，V vi

中节点在底层结构中对应的边构成节点 vi 子网络的边集合 E vi
。结合V vi

和 E vi
，可以得到节

点 vi 的子网络 Gvi
= (V vi

，E vi
，W vi

)，其中，vi ∈V vi
，|V vi |= m + 1，W vi

∈ R ( m + 1 )×( m + 1 )。

令 G = (V，E，W )和 G' = (V，E'，W ' )分别表示两个受试者的脑网络，由于使用同一脑图模板，所有

受试者脑网络的节点集合完全相同。在图 G 和 G'中，为每个节点 vi 构造子网络，由局部节点子网络描

述受试者的全局脑网络，得到

G = { Gv1
，Gv2

，⋯，GvN
}= {(V v1

，E v1
，W v1

)，(V v2
，E v2

，W v2
)，⋯，(V vN

，E vN
，W vN

) }
G' = { G 'v1

，G 'v2
，⋯，G 'vN

}= {(V 'v1
，E 'v1

，W 'v1
)，(VG 'v2

，EG 'v2
，WG 'v2

)，⋯，(V 'vN
，E 'vN

，W 'vN
) }

（3）

1. 2　协方差矩阵　

为更简便而有效地表示子网络 Gvi
的连接，引入对称半正定协方差矩阵 C Gvi ∈ R q × q ［24］

C Gvi
a，b = cov ( )NW a

vi
e

 W a
vi
e

1

，
NW b

vi
e

 W b
vi
e

1

（4）

式中：cov 为两个向量之间的协方差，q 为幂迭代的最大次数 ( q < m )，a，b ∈ { 1，2，…，q }为协方差矩阵的

索引，e∈ 1N，W a
vi
e∈ RN 为W vi

在向量 e上的第 a 次幂迭代， ⋅ 1 为计算向量的 l1 范数。

对于幂迭代序列 { e，We，W 2e，⋯，W qe }所张成的 q 阶 Krylov 子空间，给定合适的 q，加权邻接矩阵

W可以用包含足够信息的 Krylov 子空间表示为半正定协方差矩阵 C ∈ R q × q。该映射方法可以很好地

捕捉图的底层结构，同时具有图不变性的特点。

1. 3　子网络相似性　

基于以下核函数算法计算两个受试者相同节点对应子网络 Gvi
和 G 'vi

间的相似性［16］

s ( Gvi
，G 'vi

)= exp
æ

è

ç
çç
ç

ö

ø

÷
÷÷
÷- 1

2 lg ( )|| Svi

||C Gvi ||C G 'vi

（5）

式中：C Gvi ∈ R q × q 和 C G'vi ∈ R q × q 分别为子网络 Gvi
和 G'vi

的协方差矩阵，Svi
= (C Gvi + C G 'vi ) 2，| ⋅ |表示行

列式计算。该算法定义了子网络 Gvi
和 G'vi

基于巴氏距离［25］的相似性。

通过计算图 G 和 G'所有节点对应子网络的相似性，给出以下定量比较图 G 和 G'相似性的指标

k ( G，G' )= 1
N ∑

i = 1

N

s ( Gvi
，G 'vi

) （6）
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2 实验结果及分析  

2. 1　实验数据及预处理　

所用数据来自公共数据集 ADHD⁃200（http：//fcon_1000.projects.nitrc.org/indi/adhd 200/），99 名实

验受试者包括 44 名健康对照者和 55 名 ADHD 患者。

从各个方面考虑受试者的身体信息，包括诊断状态、

年龄、性别、多种 ADHD 症状测量、智商和药物使用

情况。所有的 fMRI 数据均通过 3T Siemens Tim 
Trio 全身扫描仪获取，扫描参数为：TR=2 500 ms，
TE=15 ms，Flip=90°，每名受试者 BOLD 信号时间

序列长度 T = 123。受试者的具体信息如表 1 所示。

使用 CONN 工具箱［26］对 fMRI 数据进行预处理，预处理流程包括：功能校正和切片时间校正，用于

校正不同切片之间功能性数据的时间失调；异常值识别，根据观察到的全局 BOLD 信号和扫描仪中的

对象运动量来识别潜在的异常扫描；直接分割、归一化和功能平滑，将解剖数据在蒙特利尔坐标系中进

行标准化，并使用统计参数映射工具箱进行统一分割和标准化程序分割。

根据 CONN 工具箱中的 Atlas 模板，将受试者的大脑空间划分为 132 个感兴趣区域（Region of inter⁃
est， ROI），即 N=132。对于每个单独的 ROI，将所有体素的 fMRI BOLD 时间序列进行平均得到该

ROI 上的时间序列。以 ROI 为节点，以 ROI 上 BOLD 信号之间的 Pearson 相关系数为连通权值，为每个

受试者构建全连通脑网络。

2. 2　实验设置　

使用 SVM 算法进行分类，采用留一法进行交叉验证，基于 LIBSVM 库［27］（默认参数）实现 SVM 算

法。依据准确度、敏感性、特异性和接收机工作特性（Receiver operating characteristic， ROC）曲线下面

积（Area under curve， AUC）评价算法的分类性能，并与其他已有流行算法进行比较。具体而言，准确

度衡量所有受试者中正确预测的受试者比例，敏感性表示正确预测的阳性比例，特异性表示正确预测

的阴性比例，ROC 曲线是反映敏感性和特异性连续变量的综合指标。

2. 3　分类性能　

本文基于稀疏表示和全连通矩阵构建所有节点子网络，通过计算节点子网络相似性，得到任意两

名受试者的相似性，以相似性矩阵作为特征进行分类。在同一数据集 ADHD⁃200 上，对 ADHD 患者和

健康对照者进行分类，表 2 显示了不同方法的分类性能。现有方法分类的最高准确度为 82.76%，敏感

性为 93.30%，特异性为 83.45%，AUC 为 0.935 6；使用本文方法分类的准确度为 93.10%，敏感性为

93.33%，特异性为 92.86%，AUC 为 0.981 0。由实验结果可知，本文所提方法的准确度、敏感性和特异

表 1　受试者相关信息

Table 1　Subject related information

受试者

健康对照者

ADHD 患者

人数

44
55

性别(男/女)
27/17
37/18

惯用手(左/右)
7/37
1/54

表 2　不同方法分类性能比较

Table 2　Comparison of classification performance of different methods

方法

Shortest path[28]

Pyramid match[29]

Random walk[30]

MST kernel[23]

本文方法

准确度/%
68.96
62.06
80.31
82.76
93.10

AUC
0.695 2
0.742 9
0.890 5
0.935 6
0.981 0

敏感性/%
73.33
80.00
93.30
80.64
93.33

特异性/%
64.28
42.86
64.28
83.45
92.86
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性都明显优于其他方法，说明本文所提子网络相似性

方法能够充分捕捉受试者的信息，并在分类任务中表

现出良好的分类性能。图 2 显示了不同方法的 ROC 曲

线，根据 ROC 曲线也可以看出本文方法具有更好的分

类性能。

在本文方法中，使用 Pearson 相关系数构建脑网

络，得到全连通矩阵，保留脑网络的全部结构信息，并

在此基础上基于稀疏表示提取节点的子网络。大脑是

一个非常复杂的系统，细小的差异可能导致巨大的变

化，传统构建阈值网络的思想没有充分考虑脑网络的

结构信息，阈值的设置会在一定程度上影响分类性能。

本文方法兼顾脑网络的拓扑结构信息和节点上的

BOLD 信号，因此可以得到更好的分类性能。

2. 4　异常脑区分析　

根据式（5）可以得到两组受试者在同一脑区上子网络的相似性。为了探索具有统计学意义的异常

脑区，对两组受试者在同一脑区上的相似性进行 t检验，将 p 值最小的 10 个脑区视为异常脑区。实验所

发现的异常脑区及对应的 p 值如表 3 所示，包括脑岛皮层、肾上腺素皮层、海马和丘脑等脑区。根据两

组受试者的平均连通网络，图 3 显示了上述得到的 10 个脑区分别在健康对照组和 ADHD 患者组中的连

接。观察图 3 发现，相较于健康对照者，ADHD 患者脑区之间的连接更多，表示 ADHD 患者脑部活动更

活跃，这与 ADHD 患者注意力不集中和执行功能障碍密切相关。

根据本文实验得到的异常脑区结果与已有的工作是一致的，包括文献［31］采用 Meta 技术发现，中

央前回与注意力不集中、多动且易冲动的表现有关；文献［32］发现在肾上腺素内皮层中，ADHD 患者在

不同的年龄段有不同的脑活动模式，该脑区异常会导致注意力不集中，同时发现 ADHD 患者在丘脑和

补充运动皮层表现出很强的活动性，这与 ADHD 患者的运动控制和执行功能障碍有关；文献［33］的研

究表明，脑岛和海马是 ADHD 发展早期最先遭受损伤的脑区，可以通过对这两个脑区的检测对 ADHD

图 2　不同方法的 ROC 曲线

Fig.2　ROC curves for different methods

表 3　异常脑区及对应的 p值
Table 3　Abnormal brain regions and corresponding p 

values

ROI 标号

4
48

101
3

93
106

1
92
13
51

ROI名称

脑岛皮层左侧

肾上腺素内皮层左侧

海马左侧

脑岛皮层右侧

丘脑左侧

脑干

右额极

丘脑右侧

中央前回右侧

补充运动皮层左侧

p 值

6.83×10-13

1.36×10-11

1.08×10-10

2.96×10-9

8.30×10-9

8.86×10-9

2.49×10-8

2.51×10-8

1.88×10-7

1.96×10-7

图 3　健康组和患者组异常脑区连接对比

Fig.3　Comparison of abnormal brain area connectiv⁃
ity between healthy group and patient group
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进行诊断。

在大脑完成各种任务时，不同的脑区之间分工合作。中央前回主要参与注意力转移和眼球运

动［33］；脑岛通常被认为与意识有关，并在感知、运动控制、自我意识、语言、认知功能、情绪和人际关系体

验中发挥重要作用［34］；海马在空间记忆和从短期记忆到长期记忆的信息整合中起着重要作用［35］。研究

者们发现，ADHD 患者的异常脑区涉及中央前回、丘脑、海马和脑岛等脑区，这些脑区的病变可能是

ADHD 产生的主要原因。

2. 5　参数分析　

本文所提出的相似性方法涉及两个参数 m 和 q 的设置，其中 m 控制子网络的大小，q 控制子网络映

射为协方差矩阵时的迭代次数。为了分析不同参数设置对分类结果的影响，使 m 和 q 的取值范围分别

为 { 4，5，6，7 }和 { 2，3，4 }，图 4 显示了 m 和 q 取不同值时分类的准确度和 AUC。从图 4 可以看出，m 和 q

取不同的值时，得到的分类结果差别不明显。在本文实验中，选择 m = 5，q = 3。

3 结束语  

本文提出了一种基于稀疏表示构建子网络的相似性计算方法，并基于此采用 SVM 算法对 ADHD
患者和健康对照者进行分类。与现有的基于最短路径构造子网络的方法不同，本文使用基于稀疏表示

的方法结合 fMRI BOLD 信号捕获网络从局部到全局的结构特征，得到更具鉴别力的子网络相似性作

为分类特征。在公共数据集 ADHD⁃200 上的实验结果表明，与其他已有方法相比，本文方法能大幅度

提高分类性能。同时，基于 t检验，本文探索了导致疾病发生的异常脑区。
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