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摘 要： 便携式和可穿戴设备的低密度脑电图更便于实际使用，但会受到多种不可预知的噪声影响，给

去噪带来极大的困难。脑活动成分较为相似，在特征空间分布较为紧密，而噪声成分与脑电成分不同，

差异性大，在特征空间分布较为分散。本文提出了一种低密度脑电自适应去噪方法，采用小波分解和

盲源分离方法提取潜在成分，并基于脑电和噪声成分在特征空间的分布特性，采用单类支持向量机识

别并去除远离成分分布中心的异常成分。仿真数据的定量分析结果表明，提出的方法在肌电、眼电和

工频等噪声抑制方面均优于现有方法；通过对真实脑电数据的成分簇可视化分析，直观展示了低密度

脑电噪声有效去除的原因。结合盲源分离和异常检测的思路进行低密度脑电去噪，不需要设定特定噪

声相关的特征参数，能够自适应地去除多种类型噪声同时有效保留脑活动成分，具有优良的性能和实

用性。
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Abstract： Few-channel electroencephalogram （EEG） is more suitable and affordable for practical use as a 
portable or wearable device， but it is subject to a variety of unpredictable artifacts， making removal of 
artifacts extremely difficult. In the feature space， the artifact-related components are dispersed while the 
components related to brain activities are closely distributed. We propose an outlier detection-based method 
for artifact removal under the few-channel condition. The underlying components （sources） are extracted 
using wavelet decomposition and blind source separation methods， and the artifact-related components far 
from the center of distribution of all components are considered as outliers and are identified using one-class 
support vector machine. In the quantitative analyses with semi-simulated data， the proposed method 
outperforms the threshold-based methods for various artifacts， including EMG， electro‑oculogram（EOG） 
and power line noise. The visualization of the clusters of components demonstrates the effectiveness of the 
hypothesis. This study innovatively combines the ideas of blind source separation and outlier detection， 
without setting artifact-specific parameters， and is capable of adaptively removing various artifacts while 
effectively retaining brain activities， showing excellent performance and usability.
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引   言  

脑电（Electroencephalogram， EEG）测量神经元群体活动的同步电活动［1］，具有时间分辨率高、成本

低、无创等优点，已被广泛用于神经系统疾病的诊断［2‑3］、脑机接口［4‑6］、神经反馈［7‑8］等。脑电的缺点是

很容易被各种噪声污染，包括电生理噪声，如眼电（Electro‑oculogram，EOG）、肌电（Electromyogram，

EMG），以及机械振动和工频噪声［9］等。便携式和可穿戴设备的低密度脑电图（3~8 通道）更便于实际

使用，但会受到多种不可预知的噪声影响，给去噪带来了极大的困难，一直是脑电技术应用的瓶颈

问题。

盲源分离（Blind source separation，BSS）从混合的脑电信号中提取潜在的源成分，包括脑活动和噪

声成分，常用方法包括独立成分分析（Independent component analysis，ICA）和典型相关分析（Canonical 
correlation analysis，CCA）。各种与噪声相关的 IC 可以根据其频率和头皮分布特性进行识别，典型的方

法包括 ICLabel［10］、MARA［11］。与 ICA 相比，CCA 方法的约束条件更弱，但运算速度快并且输出确定性

结果。目前基于自相关系数阈值的 CCA 方法多应用于去除肌电噪声［12‑13］；然而，如 Janani 等［14］研究显

示，模拟脑活动分量的自相关系数在 0.4~1 之间变化，如果阈值 CCA 方法拒绝低于 0.4 以下的成分，将

过度去除有效脑电成分；此外，工频噪声的自相关值在 0.8 以上，无法通过设定阈值去除。

由于低密度脑电不能满足 BSS 方法分解条件，因此 BSS 方法不适合低密度脑电的噪声去除。为

此，现有研究常采用信号分解方法来满足 BSS 方法对脑电通道数量的要求，如小波分解［15］、变分模态分

解［16］、经验模式分解（Empirical mode decomposition，EMD）［17］和多变量经验模式分解（Multivariate 
EMD，MEMD）［12］。分解‑盲源分离（DEC‑BSS）是目前常用的脑电去噪方案，已有多种技术方法的组

合，包括 EMD‑ICA［18］、MEMD‑CCA［19］、小波分解‑ICA［20］以及小波分解‑CCA［21］等。然而，大多数是基

于阈值的识别和剔除噪声，导致对脑电过度抑制，且可能无法去除特定的噪声［13］。

综上所述，低密度脑电更便于实际使用，但会受到各种噪声的影响，去噪较为困难，而目前常见的

DEC‑BSS 去噪方案的参数设定复杂，有效性较

低。因此，本文提出了一种基于异常检测的低

密度脑电自适应去噪方法。

1 基于异常检测的低密度脑电自适应

去噪方法  

实践发现：不同脑电活动之间差异不大，多

个与脑电活动相关的成分分布紧密；大部分噪

声与脑电活动之间差异显著，在特征空间上噪

声成分与脑电成分分布分散；不同噪声之间也

存在较大的差异，如肌电噪声与工频噪声，多种

噪声相关的成分在特征空间上也呈现分散分

布。本文提出一种基于异常检测的脑电去噪方

法，称为 MRA‑CCA‑OD，方法的完整流程如图 1
所示，包含 4 个步骤：信号分解与盲源分离、特

征提取、异常源成分检测和信号重建。其中信

号分解部分采用多分辨率分析将低密度脑电分

图 1　MRA-CCA-OD 方法流程

Fig.1 Workflow of MRA-CCA-OD 
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解为各个子频带成分，并采用 CCA 方法计算源成分；特征提取部分提取每个成分的多个特征；异常检测

部分采用基于径向基函数的单类支持向量机识别异常成分；信号重建则在去除噪声成分后，对上述步

骤进行反变换，获得去噪后的干净脑电。

信号分解部分，本方法提出采用基于小波分解的多分辨率分析，来替换常用的 MEMD，以加快海量

信号的处理。现有研究主要使用 MEMD 对少通道脑电进行分解。但主要局限是时域迭代计算的计算

成本很高。启发于 MEMD 二元滤波器组的性质［22］，离散小波变换可用于信号分解，同时为保持平移不

变性，最大重叠小波变换的多分辨率分析（Maximal overlap wavelet transform based multi‑resolution 
analysis，MODWTMRA）用于分解脑电数据。在离散小波变换（Discrete wavelet transform，DWT）中，

使 { hj，l：l = 0，1，…，L - 1 }和  {gj，l：l = 0，1，…，L - 1}为第 j层的长度为 L 的小波和尺度滤波器，信号 X

通过这两个滤波器产生近似和细节系数，随后进行 2 进制降采样并进入下一层的计算中。但是由于降

采样操作导致 DWT 并不是平移不变的，而最大重叠小波变换（Maximal overlap wavelet transform，

MODWT）［23‑24］则表现出平移不变性，且能够保持分解系数与输入数据的同等长度。MODWT 的小波

和尺度滤波器定义为 DWT 滤波器的归一化
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在第 j0层的 DWT 要求信号长度必须为 2 的幂次，而 MODWT 则对于任意长度数据都适用，具有适

合多种长度脑电数据的优势。第 j0层包含了 j0+1 个向量 W
~

1，W
~
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其中，若 j0≥1 和 N≥1，则 ‖X‖2 = ∑
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最终，输入信号 X 在第 j0层的多分辨率分析（MODWTMRA）为

X= ∑
j = 1

j0

D
~

j + S
~

j0
（3）

值得注意的是，MODWTMRA 是信号的零相位滤波，也就是说 D
~

j 和 S
~

J0
与输入信号是时间对

齐的。

在本方法中，考虑到噪声去除和脑活动重建的时频定位需求，选用 Symlets（消失矩为 4）作为小波

母函数［25‑27］；MODWTMRA 分解层数为最接近 log2（N）的整数， N 为信号长度。MODWTMRA 将单通

道脑电时间序列分解为多层细节系数和近似系数，从而完成脑电时间序列通道数的提升。相较于时域

迭代分解的 MEMD，采用式（2）进行频谱分解的 MODWTMRA 方法具有明显的性能优势，并且可以根

据信号时频特征选择合适的母函数及分解层级，更为灵活。

盲源分离部分，相较于 ICA 等方法，CCA 采用矩阵运算，分解速度要快一个数量级以上，并且输出

的结果是确定性的，能够进一步保证结果的稳定性。 CCA 采用二阶统计（Second‑order statistics，
SOS），使得变换后对应位置变量互相关性最大化，而不同位置间变量互相关性最小。设 Sx =
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( x1，x2，…，xn ) 及 Sy = ( y1，y2，…，yn )。 CCA 计 算 wx 和 wy，使 得 相 关 性 最 大 化 ，即 ρ =
max
w x，w y

corr ( Sx wx，Sy wy )。ρ 也可以写为

ρ =
wT

x Cxyw
T
y

wT
x Cxxw xw

T
y C yyw y

（4）

式中：Cxx 和 C yy 分别为组内方差；Cxy 为组间协方差矩阵。当式（4）中对wx和wy导数为零时，得到 ρ 的最

大值，此时

C-1
xx CxyC

-1
yy C

T
yx ŵ x = ρ2 ŵ x

C-1
yy C yxC

-1
xx C

T
xy ŵ y = ρ2 ŵ y

（5）

通过计算 C-1
xx CxyC

-1
yy C

T
yx 和 C-1

yy C yxC
-1
xx C

T
xy 的特征向量，得到w x 和w y 作为混合矩阵；其特征值 ρ2按

照递减的顺序排列，是互相关性的平方［28］。  在本研究中，使用 MODWTMRA 将脑电信号分解为子频

段时间序列，将分解后的子频带成分及其延迟 1 个点的成分作为输入进行 CCA 分析，即可提取到最大

化自相关、最小化互相关的潜在信号源成分。

特征提取部分，为构造一个合理的特征空间，以同时容纳脑活动成分和噪声成分，并突出噪声识别

和去除的合理性，本方法选择了噪声和脑活动所共有的特征，或者有明确的证据表明有特定的来源特

征，共计 6 种：自相关系数、总功率、分形维度、偏度、峰度以及峰值频率。自相关系数由 CCA 得到；总功

率定义为成分的平方和；分形维度用于量化复杂度；偏度和峰度在时域计算成分的分布特性；峰值频率

定义为成分功率谱达到最大值的频率点。

异常源成分检测部分，采用核函数为径向基函数的单类支持向量机（One‑class support vector ma‑
chine， OCSVM），优势在于能够以较少参数实现非线性映射，从而保证噪声成分与脑电成分在高位空

间线性可分，同时 OCSVM 相较于其他异常检测算法，运行速度较快，能够缓解本研究中源成分数据过

多导致的运算速度问题。支持向量机（Support vector machine，SVM）是一种用于二元分类问题的监督

机器学习算法［29］。它构建了一个高维超平面wT x+ b = 0，这个超平面通过最大化超平面和支持向量

（离超平面最近的数据点）之间的间隙将数据点分成两类，SVM 的优化目标为

min
w，b，ζ i

‖w‖2

2 + C ∑
i = 1

n

ξi （6）

式中：ξi 为松弛变量，C为平衡参数，两者用于允许少量支持向量落在决策平面边缘。当数据点在该空

间中不可线性分离时，采用核函数 K ( x，xi )= ϕ ( x )Tϕ ( xi )将有限维空间的数据映射到一个高维甚至是

无限维的空间中，在这个空间中，数据点是可以线性分离的，这样 SVM 就可以对这类数据进行分类，而

不需要明确计算在新空间中数据点的坐标［30］。单类 SVM 试图构造一个最小的超平面，这个平面集中

了大部分的训练数据点，而边界上的数据点是支持向量［31］。

本研究中，采用径向基函数作为核函数

K ( x，x') = exp ( - ‖x- x '‖2

2σ 2 ) （7）

式中：‖x- x '‖2度量了两个特征向量间的平方欧式距离，σ 2 为自由参数，一般设置为特征的数量。本研

究将 MRA‑CCA 得到的成分特征输入 OCSVM，根据对脑电数据中污染程度的初步估计，异常成分的

比例设置为 20%。此外，为确保每个被拒绝的成分与噪声相关，被拒绝的成分需满足以下条件之一：成

分的平均自相关维数或平均分形维度小于平均值，平均偏度或平均峰度的绝对值大于平均值。

信号重建部分，使用上述方法去除异常 CCA 源成分，随后进行 CCA 反变换将信号还原至各个通道

对应的多层细节系数和近似系数，将每个通道的子频带时域波形进行累加即获得去噪后的少通道脑电
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数据。

本方法中，采用小波分解和典型成分分析方法实现源成分的分离，并构造合理特征空间容纳脑活

动和噪声成分，同时采用单类支持向量机识别和去除噪声成分，所选用方法均考虑到了低密度脑电成

分的时频特性以及海量数据的运算速度需求，保证了本方法的性能和有效性；同时，本方法创新提出将

盲源分离与异常检测算法结合，根据所有成分总体分布识别和去除远离分布中心的异常成分，不需设

定特定噪声的参数阈值，单次过程可以自适应地去除多种噪声，保证了方法的实用性。

2 实验和分析  

2. 1　实验数据采集和生成　

2. 1. 1　真实脑电数据　

所有数据采集均经北京师范大学认知神经科学与学习国家重点实验室伦理委员会批准。招募了

32 名大学生或研究生（右利手，15 名男性，年龄 24~31 岁）并签署了知情同意书。使用 8 通道脑电系统

（Jielian Co. Ltd）进行数据采集，Ag/AgCl电极放置在 8 个位置：F3、F4、C3 、C4、T3、T4、O1、O2，所有脑

电通道均以 Cz电极作为物理参考，阻抗保持在 5 kΩ 以下；两个水平眼电电极放置左眼和右眼的外眼角

1 cm 处；垂直眼电的两个电极放置在左眼上方 1 cm 和下方 1 cm 处。脑电和眼电均以 1 kHz 采样率和

16 位分辨率进行数字采样。

采集过程中，指导被试产生各种类型的噪声，包括眨眼、咀嚼、皱眉、眼球运动和头部运动。收集的

脑电和眼电数据使用巴特沃兹滤波器（0.5 Hz，零相位）进行滤波。从发出指令的时间到之后 2 s 的时

间，数据切分为 2 s 的数据段。基线数据也被切分为 2 s 的数据段，段之间没有重叠，选取每名被试前 30
段的静息数据。经过 6 个数据采集周期，收集了 32 名被试，每人 360 个数据段。

2. 1. 2　半仿真脑电数据　

从第一个数据集中挑选了 600 段干净的数据作为基准，生成各种仿真噪声，以 20% 的概率随机添

加至干净数据中，生成了半仿真脑电数据。噪信比（Noise‑to‑signal ratio，NSR）定义为噪声数据的均方

根（Root mean square，RMS）与脑电数据的均方根之比。设置了 4 种噪声强度：NSR=1，2，4，8。每段数

据长为 2 000 点，MODWTMRA 的 level=10。
肌电噪声通过对白噪声进行随机 20~60 Hz 高通滤波生成［32］，产生了 8 个肌电源 SEMG，肌电污染的

脑电数据：EEGsim=EEGclean+A*SEMG，其中 A 代表肌电源在头皮的地形分布［32］，设置为 0~1 的随机值。

为了进一步引入肌电源的空间结构，将 A 的随机的 3 列设置为 0，使得每个独立的肌电源同时污染 5 个

脑电通道。

脑电活动在头皮的传播途径不同，眼电对不同的脑电通道有不同的影响，传播因子为脑电和眼电

之间的多重线性相关系数：Acorr=Corr（EEG， EOG）。从真实数据集中选取了 600 段眨眼数据，其中包

括 8 个脑电通道和 2 个眼电通道。脑电和眼电经过了截止频率 7.5 Hz 的低通滤波［33］，使用最小二乘法

计算多重相关系数 Acorr，EOGsim=Acorr*EOG；EOGsim 中有 8 个通道，表示从眼电通道到脑电所有通道传

播的噪声，眼电污染数据可以模拟为 EEGsim=EEGclean+EOGsim。

工频噪声使用 50 Hz 的正弦波来仿真，对每个脑电通道添加了相同的正弦波，每段数据中所添加的

正弦波的起始相位是随机的。工频噪声可能是间断性的，为了测试提出的方法对非稳定的工频噪声的

有效性，工频噪声随机两处长为 0.2 s的段设置为 0。
2. 1. 3　ERP 数据　

本研究采集持续表现任务（Continuous performance task，CPT）的脑电［34］，共招募了 12 名大学生或

研究生（右手，6 名男性，年龄在 20~26 岁）。使用 Neuroscan Q‑cap AgCl‑62 cap（Neuroscan Inc.， El 
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Paso， TX， USA）在 62 个头皮位置记录了脑电，所有的脑电通道物理参考设置为 Cz电极，阻抗保持在

5 kΩ 以下。脑电 62 个通道都被重参考为平均参考，降采样至 250 Hz。脑电数据根据刺激出现的前后

1 000 ms切分为 2 s的段，并进行 z分数归一化，每名被试共采集 440 个数据段。

2. 2　脑电和噪声成分分布可视化　

真实脑电数据中包含多种噪声，为了验证特征空间中脑电信号成分分布规律，采用 K‑Means 对所

有成分聚类为 20 个簇，将两个簇的所有成分之间的欧氏距离平均作为簇间的距离，其分布如图 2 所示。

每个簇的颜色表示该簇中被去除的成分的比例，圆圈的直径代表簇中成分数的对数，簇间连接线的宽

度与簇间距离成反比，其中第 2、3、6、8、12、13、
15、16 和 20 个簇的 100% 的成分被去除，第 7 个

簇中 57.44% 的成分被去除。总体而言，脑电成

分的分布更接近，被拒绝的噪声成分所形成的簇

分布更为分散，而保留较多的脑电成分簇分布紧

密。此外，被拒绝的簇中的成分数量较少，这也

符合脑电中主要成分是脑活动的事实。

2. 3　脑电去噪性能的量化分析　

本文与现有的信号分解方法及噪声去除方

法进行了对比分析。以往的研究［12‑13］ 认为自相

关系数低于阈值的成分都是肌电成分，阈值一般

设置为 0.6~0.9，本方法设置为 0.8，并比较了 4 种去噪的方法：基于阈值的 MEMD‑CCA‑thres、基于阈

值的 MRA‑CCA‑thres、基于异常检测的 MEMD‑CCA‑OD 和本文提出的方法 MRA‑CCA‑OD。针对眼

电去除，基于分形维度（Fractal dimension，FD）量化每个 CCA 成分复杂度［35］，并去除 FD 值低于阈值的

眼电［36‑38］。由于实际 FD 值受数据的采样率和成分的滤波参数影响，很难为每个数据找到一个固定的

阈值。本方法采用了 Gómez‑Herrero 提出的自适应方法［36］，并与基于阈值的 MRA‑CCA‑thres、基于 FD
阈值的 MRA‑CCA‑FD 和 MRA‑CCA‑OD 比较。工频去除主要采用 48~52 Hz 陷波的巴特沃兹滤波器

（零相位，非因果），同时对比 EEGLAB 插件 Cleanline［39‑40］，带宽设置为 4 Hz（频率中心 50 Hz）。

对于半仿真脑电数据，使用相对均方根误差（Relative root mean squared error，RRMSE）来量化去噪

误差。为了保证 RRMSE 值对噪声种类的特异性，将干净的脑电和去噪后重建的脑电滤波到相应的频

率范围。对于肌电污染数据，干净的脑电和去噪后重建的脑电进行高通滤波，截止频率为 20 Hz，同时

进行带阻滤波，截止频率为 48~52 Hz；对于眼电污染

数据，两者进行低通滤波，截止频率为 7.5 Hz；对于工

频污染数据，两者进行带通滤波，截止频率为 48~52 
Hz。同时，比较去噪前后的每个通道的功率谱密度，

展现去噪前后频率成分的变化，使用 Welch's 方法计

算，频率分辨率为 0.5 Hz。
2. 3. 1　肌电噪声　

在半仿真脑电数据上，4 种去噪方法在不同噪声

强度条件下的 RRMSE 值如图 3 所示。当 NSR≥4
时 ，基 于 阈 值 的 方 法（MEMD‑CCA‑Thres 和

MRA‑CCA‑Thres）误差要小于基于异常检测的方法

图 2　脑电数据成分的聚类分布

Fig.2 Distribution of the clusters of EEG components

  图 3　在不同噪声强度条件下的 4 种肌电去噪方法

的 RRMSE 值

   Fig.3　RRMSE values of four methods for EMG 
artifact removal in different NSR conditions 
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（MEMD‑CCA‑OD 和 MRA‑CCA‑OD），而当肌电污染强度降低时（NSR=2），基于异常检测的方法误

差会降低，当 NSR=1 时，基于阈值的方法甚至会引入其他的误差。

脑电数据中共有 8 个通道，所有通道噪声去除前后的功率谱平均值如图 4 所示。4 种方法都能在一

定程度上抑制肌电噪声，但是由于肌电噪声污染的频带较宽，基于异常检测的方法也无法完全去除所

有肌电噪声，尤其是当污染强度较大时（NSR≥4）。值得注意的是，基于阈值的方法过度去除了 30 Hz
以上的脑电活动，导致频域失真严重，这解释了图 3 中 NSR=1 时基于阈值的方法所造成的更高的

误差。

从图 4 中低频成分可以发现，基于异常检测的方法在去除肌电成分的同时，对眨眼活动也有所抑

制，而基于阈值的方法无法去除眨眼活动。MRA‑CCA‑OD 去噪后功率谱更接近干净脑电，并且基于小

波分解的 MODWTMRA 的计算要比 MEMD 快 10 倍以上。考虑到精度和计算效率，在后续分析中使

用 MODWTMRA 进行信号分解。

2. 3. 2　眼电噪声　

在不同眼电噪声强度条件下，4 种去噪方法的 RRMSE 值如图 5（a）所示。由于眼电相关成分具有

较高的自相关值，基于自相关阈值的 MRA‑CCA‑Thres 几乎没有去除眼电噪声。其他两种方法在各种

噪声强度条件下，能有效地去除了眼电噪声，当 NSR≥2 时，基于 FD 的方法误差小于基于异常检测的

方法。如图 5（b）所示，由于眼电相关的成分和低频 EEG 活动都有较低的 FD 值， MRA‑CCA‑FD 过度

抑制了低频 EEG 活动，特别是在 delta 和 theta 频段（低于 7 Hz）。作为对比，使用 MRA‑CCA‑OD 去除眼

图 4　脑电所有通道在去噪前后的平均功率谱（10 Hz以下的功率谱用红色矩形标记，并放大放置在每个子图的右上角）

  Fig.4　Average PSDs of all EEG channels before and after EMG artifact removal (PSDs below 10 Hz are marked in 
red rectangle, and are emphasized at right-top of each subfigure) 
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电后，数据功率谱最接近于真实值，说明在去除大部分眼电相关成分的同时保留了实际的脑电活动。

基于异常检测的自适应方法比使用 FD 阈值的方法，更有效地识别了眼电相关的成分。

2. 3. 3　工频噪声　

针对脑电中的连续性工频噪声，3 种去噪方法在不同噪声强度条件下的 RRMSE 值以及各通道去

噪前后的功率谱如图 6 所示。3 种方法均能有效降低工频噪声，但陷波滤波会对功率谱产生较大的扰

动；另外两种方法对功率谱没有产生过多的失真。在较高工频强度下（NSR≥4）陷波滤波器取得的

RRMSE 值最低，而 MRA‑CCA‑OD 方法误差则小于 Cleanline，并且工频的功率谱抑制更强。在较低工

频强度下（NSR=1），3 种方法 RRMSE 没有明显区别，MRA‑CCA‑OD 和 Cleanline 能够很好地去除工

频污染，功率谱接近干净脑电。

针对间断性工频噪声，3 种去噪方法在不同噪声强度条件下的 RRMSE 值以及各通道去噪前后的

功率谱如图 7 所示。3 种方法表现与连续性工频污染去除类似，陷波滤波器的 RRMSE 最低，但对功率

谱扰动最大，而 MRA‑CCA‑OD在较高工频强度下能够有效抑制工频功率谱。值得注意的是，Cleanline通
过从工频污染数据中减去重构的正弦波来去除工频噪声，这点不适用于间断性工频污染，因此 Cleanline的
RRMSE值明显高于图 7（a）中连续工频污染的情况。同时，如图 7（b）所示，Cleanline无法去除泄漏的工频

污染，导致 46~49 Hz和 51~54 Hz频率的噪声仍然较高，MRA‑CCA‑OD则有效降低了泄漏的工频污染。

图 5　不同方法对眼电噪声去除效果对比

Fig.5 Comparison of different methods for EOG artifact removal
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图 6　不同方法对连续工频噪声去除效果对比
Fig.6　Comparison of different methods for continuous power line artifact removal

图 7　不同方法对间断性工频噪声去除效果对比。
Fig.7　Comparison of different methods for intermittent power line artifact removal
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2. 4　ERP数据的去噪分析　

采用 ICLabel和人工挑选两种方法，识别并去除被试 ERP 中的噪声成分。为了比较方法性能，选择

3 个通道进行去噪（Cz，Pz，Oz），每段数据长为 500 点，MODWTMRA 的 level=7。所获取的数据进行

0.5~30 Hz 的带通滤波，并且比较 ERP 波形。采用 Kruskal‑Wallis 检验比较被试的 ERP 成分（N1、P2、

P3）的振幅。去噪后的 ERP 波形如图 8 所示，3 种去除噪声方法，N1、P2、P3 的幅度没有显著差异

（Kruskal‑Wallis test，P<0.05），结果表明，本文提出的方法也适合 ERP 数据，与高密度脑电的分析工具

性能相当。

3 结束语  

脑电记录中，不同脑电活动之间差异不大，大部分噪声与脑电活动之间差异显著，在特征空间上噪

声成分与脑电成分分布分散；不同噪声之间也存在较大的差异，多种噪声相关的成分在特征空间上也

呈现分散分布。基于异常检测的思路，本文提出了一种低密度脑电自适应去噪方法，采用信号分解和

盲源分离的方案提取潜在成分，然后根据其在特征空间中的分布情况，采用单类支持向量机识别并去

除噪声相关的成分。仿真数据和真实 EEG 数据的定量分析结果表明，提出的方法在处理脑电数据中的

肌电、眼电和工频等噪声方面，均优于现有方法。本文提出的低密度脑电自适应去噪方法，也适用 ERP
数据分析。该方法不需要调整参数，具有优良去噪性能和适用性。此外，本方法针对低密度脑电图的

图 8 3 种方法去噪后的 ERP 波形(阴影部分表示被试间 ERP 幅值的四分差)
Fig.8 ERP waveform after artifact removal using three methods (Gray area represents the interquartile range (IQR) of 

each waveform of all participants at each time point)
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噪声去除而设计，但只要满足对特征空间中成分分布的假设，也可以应用于多通道脑电或其他模态的

信号。
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