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基于深度学习的自动睡眠分期研究综述
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摘 要： 睡眠分期是为了分析多导睡眠图记录而进行的重要过程，在睡眠监测和睡眠障碍诊疗中发挥

着关键作用。传统的手动睡眠分期需要专业知识，繁琐且耗时；而深度学习通过模拟人脑解释信息的

机制来构建模型，具有强大的自动特征提取及特征表达功能。将深度学习方法应用于睡眠分期研究，

不依赖于手工特征设计，能够实现睡眠分期的自动化。本文着眼于 2017 年以来的一些典型的自动睡眠

分期研究，重点从单视图和多视图输入两个方面系统回顾了应用于自动睡眠分期中的深度学习模型，

并分析了多视图模型存在的难点，指出了其具有的潜在研究价值。最后，对自动睡眠分期未来的研究

方向进行了探讨。
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Automatic Sleep Staging Based on Deep Learning: A Review

LIU　Ying， CHU　Haoran， ZHANG　Haowei

(School of Health Science and Engineering, University of Shanghai for Science and Technology, Shanghai 200093, China)

Abstract： Sleep staging is a vital process for analyzing polysomnographic recordings， which plays a key 
role in sleep monitoring and diagnosis of sleep disorders. Traditional manual sleep staging requires 
expertise， which is cumbersome and time-consuming. Deep learning constructs models by simulating the 
mechanism of human brain to interpret information， and has powerful automatic feature extraction and 
feature expression functions. Applying deep learning method to the research of sleep staging does not rely 
on manually designed features and can realize the automation of sleep staging. This article emphasizes on 
some typical automatic sleep staging studies since 2017， and conducts a systematic review of deep learning 
model applied in automatic sleep staging from two aspects of single-view and multi-view input. Then， the 
difficulties of deep learning model based on multi-view input are analyzed and its potential research value is 
pointed out. Finally， possible future research direction is discussed.
Key words: automatic sleep staging; polysomnography; deep learning; single‑view; multi‑view

引   言

睡眠是维持个人身心健康的重要行为，但它易被忽视，这会导致患有睡眠相关疾病的患者日渐增

加［1‑3］。有调查表明，在中国超过 3亿国人患有睡眠障碍，如睡眠呼吸暂停、失眠等［4］，且在中国由睡眠不足
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引起的突发性疾病每年会造成超过 50万人死亡。因此，监测睡眠状况对保护人们的身心健康具有重大意

义。在此背景下，在医院环境中对睡眠相关疾病患者进行及时有效的睡眠评估以及在日常环境中对睡眠

监测仪器携带者进行睡眠监测的需求日益增加［1， 5］，这导致采集而来的睡眠数据量愈加庞大。睡眠分期

是睡眠监测和睡眠障碍诊疗的关键，然而，传统的手动睡眠分期不仅需要医师的经验知识，既繁琐又耗

时，而且难以处理大规模的睡眠数据。为了解决上述问题，自动睡眠分期势在必行。

多导睡眠图（Polysomnography， PSG）是睡眠分期最常用的信号采集方法，PSG 用于采集包括脑电

图（Electroencephalogram， EEG）、眼动图（Electrooculogram， EOG）、肌电图（Electromyogram， EMG）、

心电图（Electrocardiogram， ECG）及血氧饱和度在内的多种与睡眠相关的生理信号。在生理信号采集

完成后，睡眠专家以 30 s 为一个时期（epoch）对 PSG 记录进行解释分析，并根据美国睡眠医学学会

（American academy of sleep medicine， AASM）提出的 AASM 标准对每个“epoch”进行标注，来划分睡

眠阶段，具体包括 5 个睡眠阶段：清醒期（Wake， W）、非快速眼动期（Non‑rapid eye movement， NREM， 
N1， N2， N3）和快速眼动期（Rapid eye movement， REM）［6‑7］。

在自动睡眠分期的研究进程中，研究者首先引入机器学习，如随机森林模型［8］、隐马尔可夫模

型［9‑10］等。但机器学习模型在处理诸如 PSG 记录这类高维数据时，通常需要事先根据人为经验进行特

征提取等数据简化步骤，以避免模型过拟合［7］。然而，这一过程涉及到将高维 PSG 记录转换为低维向

量，转换过程中可能存在信息丢失的风险［11］；且机器学习模型不能更加深入地挖掘出 PSG 记录中蕴含

的其他丰富信息。因此，机器学习模型无法进行高精度的睡眠分期。随后，研究者引入深度学习，深度

学习是机器学习中的新分支领域，通过模拟人脑解释数据信息的机制来进行分析和学习［12］。相较于自

然语言处理及语音识别等领域，深度学习应用于自动睡眠分期研究的时间较为短暂，然而，在这短暂的

时间内，深度学习模型所取得的成就巨大，且这些成就是传统的机器学习方法在相当长的时间内无法

企及的［13］。一方面，深度学习模型通过大量原始的 PSG 记录来驱动，使模型学会自动从 PSG 记录中提

取特征，进而根据提取的特征推理出相应的睡眠阶段，不需要进行数据简化；另一方面，深度学习模型

对 PSG 记录的各个 epoch 之间的交互关系也能进行很好地捕捉分析。因此，深度学习模型更适合处理

PSG 记录，被认为是目前自动睡眠分期的最佳方法。

现有的自动睡眠分期研究根据睡眠数据的输入形式分类，主要分为两类：单视图输入和多视图输

入。单视图输入表现为直接处理原始的一维（1D）信号［14‑23］或将一维信号转换为二维（2D）时频图像作

为输入［24‑33］，而多视图输入一般表现为结合一维信号和二维时频图像这类多元输入形式［1， 34‑38］。通常

情况下，二维时频图像被认为是一维信号的另一种表现形式，但由于深度学习模型的性能取决于诸多

因素，如网络层数、模型参数量、输入形式等［1］，所以没有证据直接证明采用一维信号输入的模型性能优

于采用二维时频图像输入的模型性能。但有研究表明，采用一维信号输入的模型在 N3 阶段分类性能

更优，而采用二维时频图像输入的模型在蒙特利尔睡眠研究档案上对 N1 和 REM 阶段的分类性能更

优［1］。因此，研究者尝试结合一维信号和二维时频图像作为输入，联合一维信号和二维时频图像的不同

特征互为补充，也就是多视图输入。

本文首先总结了常用的深度学习模型；然后重点从单视图和多视图输入两个方面对应用于自动睡

眠分期的典型方法进行技术见解；最后对自动睡眠分期存在的挑战进行分析，并对其未来的研究方向

进行展望。

1 常用深度学习模型的构建  

1. 1　卷积神经网络　

卷积神经网络（Convolutional neural network， CNN）设计之初主要应用于模式识别及目标检测等
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二维领域，且表现优异［39‑41］。为了推动自动睡

眠分期的研究，Arnaud 等［42］借鉴 CNN 的思路，

设计出专门用于处理一维信号的一维  CNN 模

型；而 Phan 等［25］利用傅里叶变换将原始一维信

号转化为二维时频图像，然后导入构建的二维  
CNN 模型中训练。

一般地，在 CNN 中，睡眠数据作为输入数

据被导入，在卷积层通过滤波器逐层学习，以提

取重要特征，并构建特征图［7， 43‑44］，其中 o（1）代表

一维特征，o（2）代表二维特征，o（1）+o（2）代表联合

特征，见图 1。通常在卷积层之间会跟随一个用

于降低特征图维度的池化层，以降低特征图的

复杂性，同时有效控制过拟合［44‑45］。在经过多

个卷积层和池化层之后，最终生成的特征图被

输入全连接层，以整合特征图中具有类别区分

性的局部信息，并由 Softmax 分类器进行分类，

以输出睡眠数据中每个 epoch 对应的睡眠阶段。

1. 2　循环神经网络　

CNN 在自动睡眠分期上的应用取得了巨大成功，但其也存在局限，如 CNN 对诸如睡眠数据等序列

数据的时序关系捕捉分析能力较弱。为了解决 CNN 存在的局限，研究者提出循环神经网络（Recurrent 
neural network， RNN），RNN 主要用于语音识别［46‑47］、生物信号处理［1， 13， 15， 48］等序列数据的处理。但早

期的 RNN 存在“梯度消失”问题，无法有效学习序列数据的长期依赖关系。为了解决 RNN 存在的局

限，Hochreiter 等［49］开发了长短期记忆神经网络（Long short‑term memory，LSTM），Chung 等［50］提出了

门控循环单元（Gated recurrent unit，GRU）。LSTM 与 GRU 的最大优势就是它们能够处理长序列，与

LSTM 相比较，GRU 中使用更新门替代了 LSTM 中的遗忘门和输入门，内部门控数量减少了，但性能

与 LSTM 相当。最近的几项研究［1， 14， 25］证明了 LSTM 和 GRU 在分析诸如 PSG 记录这类生物信号的时

序信息方面的有效性。

1. 3　混合模型　

研究者初期以构建单一神经网络为主，然而单一神经网络在具备其自身优势的同时，也具有

一定的局限［39］，如 CNN 在睡眠数据的特征提取方面虽然具备一定优势，但对睡眠数据的各个 ep‑
och 之间时序关系的分析能力弱于 LSTM/GRU。此外，单一神经网络在分期准确率方面的提高

也达到了瓶颈。因此，研究者尝试结合 CNN 和 LSTM/GRU 在睡眠数据的特征提取和时序关系

分析方面的优势，以构建混合模型。此外，文献［14，23，25，33］还尝试引入注意力机制（Atten‑
tion）以从大量特征中快速筛选出最相关的特征，进而以提高构建模型的分期准确率。 Sundar
等［14］亦提出结合条件随机场（Conditional random field， CRF），利用其条件特性，减少数据集中 N1
阶段类不平衡的影响，见图 2。

图 1　用于 PSG 记录分析的基本 CNN 架构

Fig.1　Basic CNN architecture for PSG recordings analysis
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2 深度学习模型在自动睡眠分期中的应用  

深度学习应用于自动睡眠分期的基本流程框架如图 3 所示。首先，对 PSG 记录进行数据预处理，

如归一化、标准化或数据表现形式转换处理；接着，根据研究需求，可采用单视图输入或者多视图输入

的输入形式；随后，PSG 记录被划分为训练集、验证集和测试集，训练集用于训练模型，验证集用于微调

模型超参数，测试集用于评估模型的泛化性能；训练有素的模型能够将 PSG 记录划分为 5 个睡眠阶

段［7］。本文回顾了 2017 年至 2022 年间基于单视图输入和多视图输入的多项自动睡眠分期研究，以期能

够对自动睡眠分期的未来研究方向进行展望。

2. 1　数据集及性能评估　

2. 1. 1　睡眠的不同阶段　

1968 年被提出的 Rechtschaffen and Kales 标准（R&K 标准）将人的睡眠划分为 6 个阶段，即 W、

NREM（S1， S2， S3， S4）、REM，其中 S1 与 S2 属于浅睡眠期，S3 与 S4 属于深睡眠期［7］；随后，美国睡眠

医学学会在 R&K 标准的基础上，合并深睡眠期 S3 与 S4 并定义为 N3 期，以形成 AASM 标准。上述各

个睡眠阶段均与特定的大脑神经活动相关，因为在不同睡眠阶段大脑的自主神经活动会发生变化，目

前大部分自动睡眠分期研究都是基于 AASM 标准进行的。

本文以 EEG 的波形特征来阐述不同睡眠阶段的特点［7， 39］。

（1）W：这一阶段表现为睡眠前后的清醒状态，也包括睡眠过程中的短暂清醒。该阶段的代表波形

为闭眼时的 α 波（8~13 Hz），一般 α 波所占比例大于 50%，同时睁眼时会伴有 β 波（13~30 Hz）。

（2）N1：这一阶段为 W 期向其他阶段的过渡阶段，EEG 波形为低波幅的混合频率波，该阶段 α 波减

图 2　CNN-BiLSTM-CRF 结构示意图 [14]

Fig.2　Structure of CNN-BiLSTM-CRF[14]

图 3　深度学习应用于自动睡眠分期的基本流程框架图

Fig.3　Basic flow diagram of deep learning applied to automatic sleep staging

762



刘 颖  等：基于深度学习的自动睡眠分期研究综述

弱，θ波（4~8 Hz）占据主导地位。

（3）N2：这一阶段 EEG 波形为相较于 N1 期频率更慢的低波幅混合频率波，出现睡眠梭形波（12~
14 Hz）及 K‑复合波，K‑复合波持续时间大于 0.5 s。

（4）N3：这一阶段人体进入深度睡眠，δ 波（0.5~2 Hz）占据主导地位，其所占比例大于 20%。

（5）REM：这一阶段通常位于 N3 期之后，其 EEG 波形与 N1 阶段类似，间断出现 α 波和锯齿波（2~
6 Hz），快速眼球运动出现在该阶段。

2. 1. 2　数据集介绍　

挖掘类别更为平衡、更为标准化的数据集一直是研究者尝试提升自动睡眠分期模型准确率的一个

方向。目前已经有诸多开源或私有数据集应用于自动睡眠分期模型的训练，本文主要介绍其中的 5 个

主流数据集：蒙特利尔睡眠研究档案（Montreal archive of sleep studies， MASS）［51］、Sleep‑EDF 数据

集［52］、Sleep‑EDF 扩展数据集（Sleep‑EDFX）［52］、麻省理工学院贝斯以色列医院数据库（MIT‑BIH Poly‑
somnographic database， MIT‑BIH）［53］及 睡 眠 心 脏 健 康 研 究 PSG 数 据 库（Sleep heart health study， 
SHHS）［54］，其中，获取 MASS 与 SHHS 数据集需要许可。

上述睡眠数据集中，仅有 MASS 数据集部分遵循 AASM 标准，其余数据集遵循 R&K 标准。睡眠

专家基于 R&K 标准对数据集进行标注，一般分为 8 类：W、S1、S2、S3、S4、REM、运动期（MOVE‑
MENT）及未知时期（UNKNOWN），在使用这类数据集时，需要对 PSG 记录进行预处理，以合并 S3 与

S4 期，并剔除 MOVEMENT 与 UNKNOWN。

（1）MASS 数据集包括 200 名来自不同睡眠实验室的受试者的 PSG 记录，PSG 记录包含 EEG、

EOG、EMG、ECG 及呼吸信号，其采样频率为 256 Hz。MASS 数据集的标注由睡眠专家基于 AASM 标

准（SS1 和 SS3 子集）或 R&K 标准（SS2、SS4 和 SS5 子集）完成。

（2）Sleep‑EDF 数据集包括 8 个未服用药物的健康受试者的 PSG 记录，受试者分为日常监测 SC 与

医院监测 ST 两组。SC 组包含以 100 Hz 采样的 EEG 与 EOG，以及以 1 Hz 采样的口鼻气流、直肠体温

与事件标记等；ST 组包含以 100 Hz采样的 EMG，以及以 1 Hz采样的事件标记。

（3）Sleep‑EDFX 数据集包括  197 条 PSG 记录，PSG 记录包含以 100 Hz 采样的 EEG、EOG、EMG，

以及以 1 Hz采样的呼吸信号与事件标记等。

（4）MIT‑BIH 数据集包括来自 16 个怀疑患有慢性阻塞性睡眠呼吸暂停的男性受试者的 PSG 记录。

PSG 记录包含 EEG、ECG 及呼吸信号，其采样频率为 250 Hz。
（5）SHHS 数据集是旨在探究睡眠障碍与心血管疾病之间关系的大型睡眠数据库［54］，其包括两个

子集 SHHS1 与 SHHS2，每个子集中的 PSG 记录包含以 125 Hz 采样的 EEG 与 EMG、以 50 Hz 采样的

EOG 以及以 1 Hz采样的心率等生物信号。

2. 1. 3　评估指标　

自动睡眠分期涉及多标签分类问题，评估模型性能时，每个类都是通过将类本身作为正样本，将其

他类作为负样本来评估的。对于每个类，常用的指标有准确率（Accuracy）、精度（Precision）、召回率

（Recall）及 F1 分数（F1），最后将每个类的指标整合平均得到一个整体指标。上述指标分别定义如下

Accuracy = TP + TN
 TP + TN + FP + FN （1）

Precision = TP
TP + FP （2）

Recall = TP
TP + FN （3）
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F1 = 2TP
2TP + FP + FN = 2 × Precision × Recall

Precision + Recall （4）

式中：TP 表示被模型预测为正的正样本个数；TN 表示被模型预测为负的负样本个数；FP 表示被模型

误判为正的负样本个数；FN 表示被模型误判为负的正样本个数［55］。精度，也称查准率，代表模型预测

为正的样本中预测结果正确的比例；召回率，也称查全率，代表实际为正且预测结果正确的样本占实际

为正的样本的比例；F1 分数为精度与召回率的调和平均数，以兼顾精度与召回率的综合评判。

同时为了评估模型的整体性能，研究者还引入宏平均 F1 分数（Macro‑F1， MF1）与 Cohen’s Kappa
系数 κ［56］。上述指标定义如下

MF1 = ∑F1 i

C
（5）

κ = p0 - pe

1 - pe
，pe = ∑aibi

n2 ，p0 = ∑yi

n
（6）

式中：i表示类，C 表示类的数量（一般情况下，C=5），MF1 是相对于如睡眠分期这样的多标签分类问题

而言的，代表每个类的 F1 分数总和的平均值；Cohen’s Kappa 系数是用于评估专家与拟议方法之间一致

性的统计度量，yi表示每个类中预测结果正确的样本数量，ai表示每个类真实的样本数量，bi表示每个类

预测出的样本数量，n 表示样本总数量。在大多数睡眠数据集上，Cohen’s Kappa 系数大于等于 0.81，表
示模型的预测效果与专家之间具有高度一致性［56］。

2. 2　基于不同视图输入的自动睡眠分期　

在现阶段的自动睡眠分期研究中，从原始一维信号或由其导出的二维时频图像这类单视图中学习

已经相对普遍，然而，从多个视图（例如，结合原始一维信号和二维时频图像）中学习并进行睡眠分期尚

未得到广泛应用。

2. 2. 1　单视图输入　

原始一维信号与二维时频图像代表了相同数据的两种不同分布，研究者针对不同的数据表现形式

分别构建了相应的模型。部分研究者认为尽管 CNN 主要应用于二维领域，但它已经成功应用于一维

信号的处理，且与传统的二维 CNN 要求输入数据为矩阵格式不同，一维 CNN 可以使用简单数组运行。

因此，使用一维 CNN 可以降低计算复杂度，现阶段大多数自动睡眠分期研究依赖于一维 CNN 方

法［7， 14‑23， 42］。另一部分研究者尝试构建二维 CNN 进行研究，现有研究中存在许多一维到二维变换方

法，如短时傅里叶变换（Short‑time Fourier transform， STFT）［24‑26， 29‑30， 32‑33］、快速傅里叶变换（Fast Fourier 
transform， FFT）［27］、希尔伯特‑黄变换（Hilbert‑Huang transform， HHT）［28］、小波变换（Wavelet trans‑
form， WT）［31］。但在一维到二维变换的过程中可能会存在信息丢失的风险［7］，因此应谨慎执行将一维

信号转换为二维时频图像的过程。表 1 和表 2 总结了部分采用单视图输入的自动睡眠分期研究，其中，

“-”代表相关论文没有使用或给出。

（1）直接处理原始一维信号

近年来，研究者构建的模型主要使用与目标 epoch 相邻的一个或几个 epoch 这类短上下文输入来预

测目标 epoch 对应的睡眠阶段，上述架构虽可以提取到有用的特征，但由于输入的上下文较短，构建的

网络无法捕捉到睡眠数据各个 epoch 之间的长期依赖关系。然而，鉴于睡眠阶段所对应的生理过程本

身具有缓慢过渡特性，建立具有长期依赖关系的模型对自动睡眠分期至关重要［13］。为了弥补长期依赖

关系建模的不足，Supratak 等［15］提出了 DeepSleepNet，见图 4。该模型采用了两阶段训练：epoch 层次建

模和序列层次建模。在 epoch 层次建模阶段利用多尺度 CNN 来提取时序及频谱特征，在序列层次建模

阶段利用 BiLSTM 从相邻的 epoch 中学习睡眠阶段之间的转换规则。两阶段训练模型的设计使得
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DeepSleepNet 从同期的其他模型中脱颖而出，但 DeepSleepNet 存在网络层数较多，且需要在大型数据

集上训练的局限，这与现有的大多数模型存在的局限相同。

表 1　一维信号输入睡眠分期研究性能汇总

Table 1　Summary of sleep staging on 1D signal input

文献

[15]2017
[15]2017
[17]2020
[21]2020
[21]2020
[21]2020
[14]2021
[19]2021
[20]2021

[22]2021

[22]2021

[22]2021

[16]2022
[23]2022
[23]2022

信号

EEG
EEG

EEG+EOG+EMG
EEG
EEG
EEG
EEG
EEG
EEG

EEG

EEG

EEG

EEG
EEG
EEG

数据集

MASS
Sleep‑EDF

Sleep‑EDFX
MASS

Sleep‑EDF
Sleep‑EDFX
Sleep‑EDFX
Sleep‑EDFX
Sleep‑EDF

Sleep‑EDF

Sleep‑EDFX

SHHS

Sleep‑EDF
Sleep‑EDF

Sleep‑EDFX

模型基础

CNN‑BiLSTM
CNN‑BiLSTM

多分支 CNN‑Attention
CNN‑LSTM
CNN‑LSTM
CNN‑LSTM

CNN‑BiLSTM‑CRF
BiLSTM‑Attention

多尺度 CNN
多尺度 CNN+自适应特征重新

校准 AFR
多尺度 CNN+自适应特征重新

校准 AFR
多尺度 CNN+自适应特征重新

校准 AFR
CNN‑BiRNN‑Attention
多尺度 CNN‑Attention
多尺度 CNN‑Attention

分类效果

准确率

0.862 0
0.820 0
0.858 0
0.875 0
0.854 0
0.831 0
0.907 0
0.837 8
0.861 0

0.856 0

0.829 0

0.866 6

0.840 4
0.917 4
0.903 5

κ

0.800 0
0.760 0
0.800 0
0.820 0
0.800 0
0.770 0

-
0.766 0
0.805 0

0.809 0

0.770 0

0.810 0

-
0.872 3
0.828 4

表 2　二维时频图像输入睡眠分期研究性能汇总

Table 2　Summary of sleep staging on 2D time-frequency image input

文献

[24]2019
[24]2019
[24]2019

[25]2019

[28]2020
[30]2021
[30]2021
[31]2021
[27]2022
[33]2022
[33]2022

信号

EEG
EEG+EOG

EEG+EOG+EMG

EEG+EOG+EMG

EEG
EEG
EEG
EEG

EEG+EOG
EEG
EEG

数据集

Sleep‑EDF
Sleep‑EDF

MASS

MASS

MIT‑BIH
SHHS

Sleep‑EDFX
成功大学

Sleep‑EDFX
SHHS

Sleep‑EDF

模型基础

CNN
CNN
CNN

BiGRU‑Attention‑
BiLSTM

CNN+SENet
CNN
CNN

Ensemble CNN
CNN

Transformer
Transformer

分类效果

准确率

0.819 0
0.823 0
0.836 0

0.871 0

0.876 0
0.867 0
0.837 0
0.937 8
0.940 0
0.877 0
0.849 0

κ

0.740 0
0.750 0
0.770 0

0.815 0

0.800 0
0.813 0
0.775 0
0.911 8

-
0.828 0
0.789 0
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随后，Supratak 等［21］提出了 TinySleepNet，以
解 决 DeepSleepNet 等 模 型 的 局 限 。 与 Deep‑
SleepNet 不同，TinySleepNet 使用单向 LSTM，并

不需要如 BiLSTM 一样缓冲大量 epoch 以进行反

向处理，如此大约可以减少一半序列学习所需的计

算资源。此外，与其他模型相比，TinySleepNet 最
大的优势在于其参数尺寸较小。但 TinySleepNet
也存在不能完全捕获 EEG 信号不同尺度的显著波

形特征的局限，类似地，Arnaud 等［42］所提出的模型

亦是如此。

EEG 信号中用于区分睡眠阶段的多个显著波

形具有不同的尺度，因此，不同尺度波形特征的提

取具有重要意义。为此，DeepSleepNet［15］利用了双

尺度卷积来分别提取时序及频谱特征。 Wang
等［23］提出了 MSDAN，见图 5。MSDAN 利用 3 种

不同尺度的卷积将不同层次的特征联合起来得到

全局特征，更具有代表性，优于大部分现有方法（见

表 1），达到了最先进的水平层次。但相较于 MS‑
DAN 所使用的单通道 EEG 信号，多模态信号所包

含的用于识别睡眠阶段的特征更多，可相互补充使

用 ，有 助 于 提 高 分 期 的 性 能 ，MSDAN 与 Deep‑
SleepNet［15］ 、 AT‑BiLSTM［19］ 、 SingleChannel‑
Net［20］、TinySleepNet［21］、AttnSleep［22］等大多数自

动睡眠分期模型类似，存在上述局限。

对于多模态信号（EEG、EOG、EMG 等）的研

究，Zhu 等［17］提出一种多分支 CNN 模型，该模型利

用不同的分支来提取不同模态的信号，并利用基于

自我注意力机制的通道融合方法调整各个通道的权重，以平稳模型。但由于该文献所使用的数据集 N1
阶段中的过渡时期所占比例远高于其他阶段，且该模型对过渡时期的预测性能较弱，因此，该模型存在

N1 阶段分类效果较差的局限。

Zhao 等［18］提出了一种双模态多尺度模型结构，见图 6。在 EEG 特征提取模块中，利用多尺度特征

融合方案，将不同层次的特征传输至映射块中，并将不同映射块的输出叠加到全局池化层之前，以获得

EEG 的全局特征；在 ECG 特征提取模块中，在 CNN 中结合残差块提取特征，如此通过双模态结构的设

计提取 EEG 和 ECG 两种不同信号所包含的特征，以提高模型的分期性能，但该模型泛化能力较弱。

（2）将一维信号转换为二维时频图像作为输入

早期的两阶段训练模型产生的效果显著（如 DeepSleepNet［15］、HATSN［32］等），但这些模型仍存在

一些局限。早期两阶段训练模型的序列层次建模阶段通常被构造为一次只对唯一一个目标 epoch 进行

预测的架构，但实际上，其可以被构造成接受一系列 epoch 输入的架构。若是序列层次建模阶段被构造

成接受一系列 epoch 输入的架构，那么在一系列 epoch 输入的情况下，上述唯一预测通常被认为是输入

序列中的最后一个 epoch，这种情况下，序列层次建模阶段会对目标 epoch 的左侧上下文进行编码，然而

图 4　DeepSleepNet结构示意图 [15]

Fig.4　Structure of DeepSleepNet [15]
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与同时对目标 epoch 的左侧及右侧上下文进行编码相比，上述仅仅利用目标 epoch 的左侧上下文一般会

导致分类准确率降低［13］。受此启发，Phan 等［25］提出了 SeqSleepNet，见图 7。SeqSleepNet 采用了“多对

多”架构，即将多个相邻 epoch 作为输入，并在输出中联合确定目标 epoch 标签及其相邻 epoch 的标签。

“多对多”架构能够有效解决其他架构（如 MultitaskSleepNet［24］中的“一对多”架构等）不能适应长序列

的缺点，例如几十个 epoch，可以充分利用相邻 epoch 之间的长期依赖性［25］。SeqSleepNet使用二维时频

图像作为输入，其表现优于同等采用多模态信号输入条件下的模型（见表 2），在基于 LSTM/GRU 的模

型中最高。

图 5　MSDAN 结构示意图 [23]

Fig.5　Structure of MSDAN[23]
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随后，Phan 等［33］提出了 SleepTransformer，见图 8。该模型采用与 SeqSleepNet［25］相似的“多对多”

架构。但与 SeqSleepNet不同的是，SleepTransformer基于 Transformer架构，不同于传统的编码器‑解码

器架构必须使用 RNN/CNN，Transformer 架构完全基于自我注意力机制。在 epoch 层次建模阶段，其

注意力评分被编码为热图，以突出模型从输入的 EEG 信号中获得的睡眠相关特征；在序列层次建模阶

段，其注意力评分被解释为输入序列中目标 epoch 的不同相邻 epoch 对其自身的交互作用，以模仿专家

手动睡眠分期的过程［33］。SleepTransformer 同样使用二维时频图像作为输入，其表现优于同等条件下

的大部分序列到序列模型（见表 2）。自动睡眠分期模型未来需要实际应用于日常生活中进行睡眠监

测，这就需要模型的快速运行。与 SeqSleepNet 类似，SleepTransformer 采用了“多对多”架构，这表示模

型需要访问多个 epoch 组成的整体序列来进行分类，这在一定程度上会导致实时睡眠监测软件的延迟。

图 6　双模态多尺度结构示意图 [18]

Fig.6　Structure of dual-modal and multi-scale[18]
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图 7　SeqSleepNet结构示意图 [25]

Fig.7　Structure of SeqSleepNet[25]

图 8　SleepTransformer结构示意图 [33]

Fig.8　Structure of SleepTransformer[33]
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此外，Kuo 等［31］提出一种集成模型（Ensemble CNN），用于对睡眠阶段进行分类，见图 9。该模型通

过训练 13 个构建好的 CNN 模型并选取其中分类准确率最高的 3 个 CNN 模型进行集成，从而得到集成

CNN 模型，并在自己采集的数据集上取得的总体准确率为 93.78%，在基于 CNN 的模型中最高，但该集

成 CNN 模型泛化能力有待增强。

2. 2. 2　多视图输入　

与单视图输入相比，从多个视图中获取信息的方式更有助于模型的识别性能［57］，究其原因，一维信

号与二维时频图像代表了相同数据的两种不同分布，且一维信号在时序特征上的表示能力较强，二维

时频图像在空间频谱上的表示能力较强，它们包含的信息应存在差异［1］，与单独使用相比，它们可以相

互补充使用，组成联合特征，以提高模型的分期性能。但相较于从单视图中学习，从多个视图中学习较

为困难，究其原因，研究者构建多视图输入模型时，需要综合考虑多个视图的互补性、多视图模型的有

效性及从多个视图中有效学习的灵活性。

对于多个视图的互补性而言，已有研究表明，采用一维信号输入的模型在 N3 阶段分类性能更优，

而采用二维时频图像输入的模型在 MASS 数据集上对 N1 和 REM 阶段的分类性能更优［1］，因此，联合

原始一维信号和二维时频图像的特征具有合理性。

对于多视图模型的有效性而言，多视图输入模型包括多个基础网络，每一个基础网络专门用于一

种视图的处理。为了保证多视图模型的有效性，各个基础网络的网络结构应具有多样性，即针对不同

视图需专门设计相应用于处理该视图的网络结构。然后，将来自不同基础网络的特征进行组合（例如

通过简单连接［34， 37］或者特征加权联合［1， 36］，见图 10），形成联合特征，并利用其对睡眠阶段进行分类。

图 10 中实线代表特征传输方向，虚线代表梯度流，ω 代表权重，L代表损失值，*代表联合特征分支。

对于从多个视图中有效学习的灵活性而言，在不同基础网络上对相应视图的学习速率可能不同，

即对某一视图的学习在模型泛化良好时会加快，在模型过拟合时会减慢。见图 10，在现有的两种特征

组合方式中，通过简单连接的组合方式直接混合不同视图的特征，并没有对不同视图的特征进行特定

处理，获得的联合特征冗杂，具有高相关性的特征无法得到更多关注。而通过特征加权联合的组合方

式为了保证模型的分期性能，对每个视图上的学习速率基于它们的泛化/过拟合程度进行调整，即对每

个视图对应的基础网络的泛化/过拟合程度进行计算，进而基于它们的泛化/过拟合程度对不同基础网

络的梯度流进行特征加权，从而使泛化良好的特征获得较大权重，而过拟合的特征获得较小权重，如

此，能够在获取的联合特征中更好地保留不同视图的表示能力。因此，相较于单视图特征和通过简单

图 9　Ensemble CNN 结构示意图 [31]

Fig.9　Structure of Ensemble CNN[31]
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连接方式获取的联合特征，通过特征加权联合方式获取的联合特征能够更好地代表原始信号的底层数

据分布，使用这些联合特征进行睡眠阶段分类的模型相对会产生更高的分期性能。表 3 总结了部分基

于多视图输入的自动睡眠分期研究。

Phan 等［1］提出了 XSleepNet，其采用了与 SeqSleepNet［25］类似的“多对多”架构，见图 11，图中 yi
（*）代

表了第 i 个 epoch 对应预测的睡眠阶段。在 epoch 层次建模阶段设计有两个基础网络：一维信号的特征

提取由一个全卷积神经网络（Fully convolutional neural network， FCNN）完成，二维时频图像的特征提

取由一个融入注意力机制的 BiLSTM 完成；在序列层次建模阶段，两个基础网络提取的特征分别被输

图 10　多视图输入模型特征提取的组合方式 [1]

Fig.10　Combination of feature extraction in multi-view input models[1]

表 3　多视图输入睡眠分期研究性能汇总

Table 3　Summary of sleep staging on multi-view input

文献

[34]2017

[35]2019

[1]2021

[1]2021

[1]2021

[1]2021

[1]2021

[1]2021

[1]2021

[36]2021

信号

EEG

EEG+EOG+EMG

EEG

EEG+EOG

EEG+EOG+EMG

EEG

EEG+EOG

EEG+EOG+EMG

EEG

EEG

数据集

马萨诸塞州

综合医院

MASS

MASS

MASS

MASS

SHHS

SHHS

SHHS

Sleep‑EDF

Sleep‑EDF

模型基础

CNN‑RNN

1D CNN+
2D BiGRU‑Attention

1D CNN+
2D BiLSTM‑Attention

1D CNN+
2D BiLSTM-Attention

1D CNN+
2D BiLSTM‑Attention

1D CNN+
2D BiLSTM-Attention

1D CNN+
2D BiLSTM‑Attention

1D CNN+
2D BiLSTM‑Attention

1D CNN+
2D BiLSTM‑Attention

1D CNN+2D CNN

分类效果

准确率

0.857 6

0.880 0

0.852 0

0.869 0

0.876 0

0.876 0

0.888 0

0.891 0

0.863 0

0.943 1

κ

0.794 6

0.828 0

0.788 0

0.813 0

0.823 0

0.826 0

0.843 0

0.847 0

0.813 0

-
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入对应的 BiLSTM/BiGRU 中。此外，XsleepNet 通过对两个基础网络采用了特征加权联合的方式，以

最大程度联合不同视图的特征，从而提高模型的分期准确率。XsleepNet 无论在单通道输入条件还是

多通道输入条件下，均优于同等条件下的其他单视图输入模型，泛化能力强。但与 SeqSleepNet 及
SleepTransformer类似，XSleepNet亦存在相同的局限，其训练时间更为缓慢。

Siddharth 等［36］提出了 SpectroTemporalNet，见图 12。该模型包括两个基础网络：一维信号的特征

提取由基于自回归生成网络（WaveNet）的一维  CNN 网络 TemporalNet完成，二维时频图像的特征提取

由基于 VGG‑16 架构的二维  CNN 网络 SpectralNet 完成。通过堆叠泛化的方式集成两个基础网络，以

能够同时联合 EEG 的频谱以及时序特征，堆叠模型可以利用基础网络的预测作为特征，从而获得更多

的特征信息，并对其进行条件加权，以获得更好的预测性能［36］，其性能达到最先进的水平，但由于类不

平衡问题，该模型在 N1 阶段分类效果较差。

3 挑战与未来方向  

如上所述，基于 PSG 记录的自动睡眠分期已经经历相当一段时间的发展，睡眠阶段分类问题基本

得到解决，但仍有挑战需要克服，当然，这些挑战均可以被视为创新的机会［13］。本文概述了几个关键的

挑战，如多视图模型的优化、更标准化的大型睡眠数据集的构建及纵向睡眠监测等问题，以及未来研究

图 11　XSleepNet结构示意图 [1]

Fig.11　Structure of XSleepNet[1]

图 12　SpectroTemporalNet结构示意图 [36]

Fig.12　Structure of SpectroTemporalNet [36]
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的方向，以应对这些挑战。

3. 1　多视图模型的优化　

多视图模型的构建使得一维信号与二维时频图像这两类视图的差异信息得到利用，但如何保证模

型从不同视图中学习到高相关性的特征并进行联合，即如何保证从多个视图中有效学习的灵活性，这

是一个相对困难的问题。现有的文献中提出通过简单连接［34， 37］或者特征加权联合［1， 36］联合不同视图

的特征，并取得了一定的成就，但该问题值得研究者在未来进行更加深入的探索。

此外，现有的多视图模型（如 XsleepNet［1］）与 SeqSleepNet［25］及 SleepTransformer［33］等类似，存在训

练时间缓慢的局限，可能是由于 XsleepNet 采用的是“多对多”架构。考虑到模型未来需要实际应用于

日常生活中进行睡眠监测，可能会对实时睡眠监测软件产生延迟的影响，因此未来需要对多视图模型

架构的深入研究，尽可能提升模型的运行速度。

3. 2　更标准化的大型睡眠数据集　

基于深度学习的自动睡眠分期模型是需要数据驱动的，它只有在大型睡眠数据集（即数百甚至数

千受试者的 PSG 记录）上才能达到与专家一致的性能。但现有的大多数睡眠数据集规模相对较小，即

自动睡眠分期算法通常必须使用相当小的睡眠数据集进行训练。现有的解决方案是使用迁移学习，其

本质是使用少量数据进一步训练在一个大型睡眠数据集上预训练过的模型。虽然通过迁移学习产生

了不错的效果，但由于数据较少，微调时若没有对模型适当正则化，易导致过拟合，尤其是当源域与目

标域存在显著差异的时候［13］。这虽然可以通过微调预训练模型来进行补救，但如何确定微调层仍是一

个相当困难的问题。此外，现有的数据集采集生理信号的标准存在差异，不能实现统一标准。因此，更

为标准化的大型睡眠数据集的建设依旧是相当严峻的挑战。

3. 3　纵向睡眠监测　

自动睡眠分期模型未来需要切实应用于日常生活中，在构建自动睡眠分期模型时，应考虑在基于

云的处理系统中实现。通过可穿戴睡眠监测设备收集携带者的睡眠数据，并实时传输至云端的模型

中，在云端处理后反馈至携带者或临床医生。在这一过程中，可穿戴睡眠监测设备的信号质量、数据的

隐私性、多模态信号等一系列问题均需要解决［7］。一旦克服上述挑战，未来基于深度学习的自动睡眠分

期工具将在日常生活或医院环境中发挥重要作用，实现精准睡眠相关疾病的治疗与预防，使需要准确

睡眠评估、监测和睡眠障碍治疗方案的人受益。

4 结束语  

睡眠分期是睡眠监测和睡眠障碍诊治的关键，准确且高效的自动睡眠分期方法至关重要。本文系

统回顾了 2017 年至 2022 年间的多项自动睡眠分期研究，重点从单视图和多视图输入两个方面对应用

于自动睡眠分期的典型方法进行了技术见解，为未来的研究提供思路。与单视图输入相比，从多个视

图中获取特征的方式可以联合多个视图的特征，以将不同视图所包含的差异特征信息相互补充，如此

更有助于模型的识别性能。将多视图输入模型应用于自动睡眠分期得到的模型分期准确率尚未达到

峰值，未来的研究可更多地关注多视图输入模型在自动睡眠分期中的应用，并进一步评估这类模型在

不同数据库上的分期性能，以提高多视图输入模型的泛化能力，减少实际应用中的偏差。
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