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基于超像素块聚类与低秩特性的高光谱图像降噪

张明华 1， 武 玄 1， 宋 巍 1， 梅海彬 1， 贺 琪 1， 苏 诚 2

（1. 上海海洋大学信息学院，上海  201306；2. 自然资源部东海预报中心，上海  200136）

摘 要： 高光谱图像通常受到高斯噪声、脉冲噪声、死线和条纹等干扰，因此去噪必不可少。现有基于

低秩特性的降噪方法通过引入空间信息改善了降噪效果，但由于其只利用了局部相似性或非局部自相

似性，而对在光谱维度存在一定结构信息的稀疏噪声去除效果较差。本文提出了基于超像素块聚类与

低秩特性的高光谱图像降噪方法，实现了分块的自适应划分与聚类，在较好地保留了局部细节的同时

又充分利用了非局部空间自相似性，且实验表明聚类后的超像素块组成的同物分块具有良好的空‑谱双

重低秩属性。该方法首先对高光谱图像进行超像素分割，再对超像素块进行聚类，得到同物分块；然后

对其建立低秩矩阵恢复模型并求解，最终得到降噪后图像。本文分别在模拟数据和真实数据上进行实

验，并与其他基于低秩特性的方法进行比较，结果表明：本文方法对混合噪声，尤其是具有一定结构信

息的稀疏噪声具有较好的降噪性能。
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Hyperspectral Image Denoising Based on Superpixel Block Clustering and 
Low‑Rank Characteristics
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Abstract： Hyperspectral images are usually contaminated by Gaussian noise， impulse noise， dead lines 
and stripes. So， denoising is an essential step. The existing denoising methods based on low-rank 
characteristics introduce spatial information to improve the noise reduction effect. But because they often 
only use local similarity or non-local self-similarity， it has poor removal effect of sparse noise with 
structural information in the spectral dimension. Therefore， we propose a hyperspectral image denoising 
method based on superpixel block clustering and low-rank characteristics. The method realizes the adaptive 
partition and clustering of blocks， and makes full use of the non-local spatial self-similarity while retaining 
the local details. The experiments show that the same object block composed of clustered superpixel blocks 
has a good spatial-spectral dual low-rank attributes. Firstly， a superpixel segmentation method is applied to 
hyperspectral images， and the superpixel blocks are clustered to obtain the same object blocks. Secondly， 
the low-rank matrix restoration model is established and solved， and finally the denoised image is obtained. 
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We conduct experiments on simulated data and real data respectively， and compare with other methods 
based on low-rank characteristics. The results show that this method has better denoising performance for 
mixed noise， especially sparse noise with structural information.
Key words: hyperspectral image processing; denoising; low-rank matrix restoration; superpixel 
segmentation; clustering

引   言

近年来，得益于成像光谱技术的发展与成熟，高光谱遥感领域得到了快速发展［1］。高光谱图像

（Hyperspectral image， HSI）最大特点就是每幅图像都包含了数百个连续窄波段，这为高光谱图像在农

业、医疗、遥感和军事等领域的应用提供了大量重要信息。但由于各种内外部因素的影响，如电磁干

扰、仪器故障等，引起了不正常的斑点和条纹，导致高光谱图像质量的严重下降，为后续的应用带来了

影响。因此，高光谱图像降噪工作通常作为其他高光谱图像处理与分析操作的预处理步骤，其重要性

不言而喻。

高光谱图像是一个三维数据立方，由两个空间维度和一个光谱维度组成。在高光谱图像降噪研究

之初，研究者们就想利用已有的图像降噪方法来实现降噪，即将一幅高光谱图像看作是若干个灰度图

的组合，依次对每一幅图像进行降噪处理，一些经典方法［2‑3］被用在了逐波段的高光谱图像降噪方法中，

并取得了一定的效果。但是，这完全忽略了高光谱图像波段间的高相关性，使得许多被噪声严重污染

的波段无法通过相邻波段的信息进行恢复。自然地，研究者们开始结合光谱维度信息来降噪。一般图

像中存在着大量冗余，使得其具有低秩属性。2009 年 Wright等［4］考虑了从损坏的矩阵中恢复出低秩矩

阵的问题，提出低秩矩阵恢复（Low‑rank matrix restoration，LRMR）模型，证明了大多数这样的低秩矩

阵能够通过求解一个简单的凸函数获得。该方法被广泛应用在了图像去噪领域，随后研究者们也很快

发现在高光谱图像丰富的光谱信息中也具有这种低秩属性。因为，来自同一局部区域的像素更有可能

是相同材料，相同材料光谱特征更有可能是相似的，这也启发了研究者们探索高光谱图像的局部低秩

属性，分析高光谱图像以空间局部块方式而不是全局方式。2013 年 Zhang 等［5］较早地将低秩理论应用

到了高光谱图像降噪领域并取得了相较于传统方法较大的提升效果，其将高光谱图像划分为了若干个

相互重叠的正方形局部块，并将该局部块内所有波段像素值重新排列成二维矩阵，发现了该二维矩阵

的低秩属性，以此建立低秩矩阵恢复模型并求解。但该方法只考虑了光谱维度信息，忽略了空间信息。

2018 年 He 等［6］在文献［5］的基础上，提出了一种空‑谱结合的降噪方法，同时考虑了局部低秩特性和全

局空‑谱全变差（Spatial‑spectral total variation， SSTV）正则化模型，利用 SSTV 较好地保留边缘信息及

空‑谱分段平滑性。

随后，研究者们开始更多地考虑空‑谱结合的降噪方法。一种常见的做法就是对高光谱图像进行超

像素分割，随后对超像素块建立低秩模型［7‑8］。此类方法利用了空间局部相似性，依据位置、颜色与纹理

将像素组成形状自适应的均匀区域，但其忽略了更为重要的非局部空间自相似性。于是，Zeng 等［9］在

2020 年提出了结合局部低秩和非局部自相似性的降噪方法，对高光谱图像进行分块处理，再对分块进

行分组，将每组作为一个整体处理以获取非局部空间自相似性。Liu 等［10］则进一步加入更复杂的四维

块匹配（Block matching 4D filtering，BM4D）模型以此充分利用非局部空间自相似性。Zeng 等与 Liu 等

都实现了局部低秩与非局部自相似性地结合，但对空间的局部相似性利用得不够充分，使得降噪后图

像缺乏纹理细节，且分块尺寸也较难确定，较大则分块之间相似性下降，较小则噪声影响增大。此外，

他们都无法有效去除光谱维度上具有一定结构信息的稀疏噪声，例如稀疏噪声出现在某些波段甚至全
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部波段的相同位置。2020 年 Huang 等［11］提出结合地物类别和低秩特性的高光谱图像降噪算法，引入了

地物类别的强先验信息，充分利用了高光谱图像的空间低秩特性。但算法所需的地物类别的强先验信

息不易获取，其是通过官方数据得来的，而实际情况中大部分数据都未经过此类处理，这就使该算法的

通用性和易用性具有一定限制。

本文综合考虑了局部相似性和非局部自相似性，将超像素分割同局部分块聚类相结合，提出了一

种新的基于超像素块聚类与低秩特性（Superpixel block clustering and low‑rank， SCLR）的高光谱图像

降噪方法，有效地克服了上述缺点，实现了分块的自适应划分与聚类，避免了对强先验信息的依赖，在

较好地保留局部细节的同时又充分利用非局部空间自相似性，且聚类后的超像素块组成的同物分块不

仅具有了良好的空间低秩属性，也具有更好的光谱低秩属性。该方法首先使用简单线性迭代聚类算法

（Simple linear iterative clustering， SLIC）［12］进行超像素分割，捕获局部相似性，再使用 K‑means 算法对

超像素块聚类，以此更为充分地利用非局部空间自相似性。再将同物块展开为二维矩阵，使用 SSTV
重建这些低秩的同物分块矩阵，进一步去除高斯噪声。在模拟数据和真实数据上的实验结果表明，本

文方法能有效去除混合噪声，尤其是具有一定结构信息的稀疏噪声，与其他基于低秩特性的方法相比，

在平均峰值信噪比（Mean peak signal to noise ratio，MPSNR）上分别提升 1.12 dB 和 1.05 dB，在平均结

构相似性（Mean structural similarity index measure，MSSIM）上分别提升 0.046 和 0.038。

1 基于低秩的高光谱图像降噪模型  

高光谱图像往往受到高斯噪声、脉冲噪声、死线和条纹等混合噪声的干扰，因此高光谱图像的退化

模型可表示为

Y= L+ S+ N （1）
式中：Y、L、S、N∈ Rw × h × b；Y表示观察到的高光谱图像；L表示干净的高光谱图像；S表示稀疏噪声；Ν

表示高斯噪声。高光谱图像的尺寸为 w × h × b。

将 LRMR 模型应用到高光谱图像降噪中，核心就是构建包含低秩信息的矩阵D。由于高光谱图像

波段间具有高相关性，这意味着可以很容易根据这些相关性构造出所需的矩阵。文献［5］给出了一种

简 单 而 有 效 的 构 造 方 法 ，其 将 高 光 谱 图 像 Y 划 分 为 了 若 干 个 相 互 覆 盖 、大 小 相 同 的 局 部 块

p i，j ∈ R q × q × b，即以 i 行 j 列像素为中心覆盖全波段的一个子数据立方。再将局部块每一个波段的数据

按 先 行 后 列 顺 序 展 开 为 一 个 大 小 为 q2 × 1 的 矩 阵 ，接 着 按 波 段 顺 序 拼 接 起 来 ，得 到 二 维 矩 阵

P i，j ∈ R q2 × b。可以证明，矩阵 P i，j 可分解为一个低秩矩阵和一个稀疏矩阵，即具有低秩属性。对矩阵 P i，j

建立 LRMR 模型

min
X，S

 X * + λ S 1 s.t.


 


D- X- S

2

F
≤ δ，rank ( X ) ≤ r （2）

式中：X为低秩矩阵；λ 为平衡两者的正则化参数； · * 为矩阵的核范数，即矩阵的奇异值之和； · 1 为矩

阵 L1范数，即矩阵中的每个元素绝对值之和； · 2
F 为矩阵的 F 范数的平方，即矩阵的各个元素平方之和；

δ 是高斯噪声方差；D= P i，j；rank ( A )为矩阵A的秩；r表示矩阵A秩的上限。

因此，对于上述方式构造的完整模型可表示为

arg min
X i，j，S i，j

∑
i，j
( ) X i，j *

+ λ S i，j 1
s.t.  Y i，j - X i，j - S i，j

2

F
≤ δ，rank ( X i，j ) ≤ r （3）

式中Y i，j 为按上述方法构造出来的二维矩阵。

研究者们提出了许多式（3）的求解算法［13‑15］，本文所使用的是非精确增广拉格朗日乘子法（Inexact 
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augmented Lagrange multipliers，IALM）［16］，它在传统 ALM 算法的基础上进行改进，是目前比较主流的

求解算法之一。

2 本文方法

图 1 是本文方法的总体流程图。首先，依据信息熵选取质量最高的波段，利用 SLIC 算法进行超像

素分割，再对这些超像素块应用 K‑means 算法进行聚类，并将结果应用于所有波段，从而实现局部块的

自适应划分以及非局部块的联合，将同物分块展开后的二维矩阵通过秩约束分离出其中的低秩部分，

随后，使用 SSTV 来重建这些低秩的同物块矩阵，最终得到降噪后的高光谱图像。

2. 1　高光谱图像超像素块划分与聚类　

空间上的物体总是连续的，因此图像通常具有局部相似性。同时，图像空间中也存在着大量相似

矢量，因此存在许多相似的非局部块，它们往往包含相同的地物，从而具有相似的光谱信息。有效利用

这些先验信息有助于提高降噪效果。本文通过将两种算法相结合，实现了局部相似块的自适应划分与

非局部相似块的联合，因此有效地提取了高光谱图像的局部相似性与非局部自相似性。

首先，计算各波段图像的信息熵，公式为

H ( I )= -∑
i = 1

m

pi log2 ( pi ) （4）

式中：I表示灰度图； m 为灰度级；pi 为各个灰度级的出现概率。信息熵可以在一定程度上反应图像受

到高斯噪声和稀疏噪声污染的程度，信息熵越大，图像质量越高，包含噪声越少，且在模拟数据和真实

数据上均可应用。根据信息熵选取质量最高的波段用于 SLIC 算法的超像素分割，SLIC 算法是目前比

较流行的超像素分割算法，使用此算法可以得到边界划分清晰的超像素块。得到超像素块后，用超像

素块内像素值的均值作为代表，再次利用信息熵选取图像质量较好的 n 个波段，这样每个超像素块就是

一个 n 维向量，第 i个超像素块构成的向量可表示为

图 1　本文方法总体流程图

Fig.1　Flowchart of the proposed method
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s i = ( -x i1，
-
x i2，…，

-
x in ) （5）

式中 xij 为第 i个超像素块的第 j个波段的像素均值。以此作为 K‑means 聚类的一个点，先从中随机选取

k个数据作为初始的簇中心，依据距离公式

d = ( )-
x i1 - -

x 1
2

+ ( )-
x i2 - -

x 2
2

+ … + ( )-
x in - -

x n

2
（6）

将每个超像素块分配到距离其自身最近的族中心所在的簇，随后再计算新的簇中心，迭代更新每个超

像素块所属的簇，无超像素块更新所属簇之后，说明算法已收敛。通过上述过程即可实现高光谱图像

非局部自相似块的联合，该过程简单且有效，既较好地保留了 SLIC 提取的边缘信息，又实现了全局上

的聚合，同时得到的同物分块具有良好的空‑谱双重低秩属性。

为了验证同物分块的有效性，绘制了高光谱图像局部分块和同物分块两种方式的奇异值（Singular 
value， SV）曲线对比图［11］，如图 2 所示。两条曲线都急剧衰减的趋势表明，同物分块方式与局部分块方

式一样具有较强的行列间相关性。文献［17］给出了一种定量分析低秩属性的公式，采用前 k 个奇异值

累积能量，定义为

AccEgyR =
∑

i

k

σi

∑
i

n

σi

（7）

式中：σi 代表第 i个 SV；n为所有 SV 矩阵的总个数。图 2为 HSI低秩特性图。图 2 （a） 中标出的两个值分

别为是 0.952 2和 0.990 3；图 2 （b） 中标出的两个值分别为 0.952 0和 0.990 2。这些定量值也表明，同物分

块具有良好的空间低秩属性。对同物分块构建低秩矩阵恢复模型，可以充分地利用高光谱图像空间低秩

特性，从而使得光谱维度上具有一定结构信息的噪声依旧能在构造出的矩阵中表现出稀疏属性，进而很

好地去除掉这些噪声。

图 2　HSI低秩特性

Fig.2　Illustration of HSI low-rank characteristic
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图 3 是 Washington DC Mall 的第 85 波段图像和根据上述算法所得的非局部块联合后的图像，可以

看到算法将地物大致分成了 10 类左右，道路、建筑和阴影等部分都较为清晰地被分割出来，较好地获取

了全局空间信息。

2. 2　结合超像素块聚类的低秩降噪模型　

假设经过超像素分割和聚类后的同物分块个数为 k，则引入了该方法后的 LRMR 模型可改写为

min
X，S

∑
i = 1

k

(  X ( i )
*
+ λ S( i )

1
) + τ  X SSTV s.t. Y ( i ) - X ( i ) - S( i ) 2

F
≤ δ，rank ( X ( i ) ) ≤ ri （8）

式中：τ 为正则化参数；Y ( i )、X ( i )、S( i ) ∈ R num ( i )× b 为第 i 个地物类别块按字典序展开成的二维矩阵；

τ|| X ||SSTV 为 SSTV 正则化，其能够有效地保留边缘信息，为去除高斯噪声提供帮助，表达式为

 u SSTV = τx D xu 1
+ τy Dyu 1

+ τz Dzu 1
（9）

式中 Dx、Dy、Dz 为空间和光谱维度上的一阶正向有限差分算子，其定义为

ì

í

î

ïïïï

ï
ïï
ï

D xu ( x，y，z )= u ( x + 1，y，z )- u ( x，y，z )
D yu ( x，y，z )= u ( x，y + 1，z )- u ( x，y，z )
D zu ( x，y，z )= u ( x，y，z + 1 )- u ( x，y，z )

（10）

使用 IALM 算法求解式（10）时，首先需要增加 3个辅助变量： J、、A∈ Rw × h × b 和U∈ Rw × h × b × 3，且有

ì
í

î

ïïïï

ïïïï

J= X
A= J
U= D⊗ A

（11）

式中

D=[ τx Dx，τy D y，τz D z ] （12）
2. 3　优化算法　

式（8）可用拉格朗日乘子法求解

arg min
X，S，J，A，U

L ( X，S，J，A，U )= arg min
X，S，J，A，U

∑
i = 1

k ( X ( i )
*
+ λ S( i )

1
+   

        < Y ( i )
O ，Y ( i ) - X ( i ) - S( i ) > + μ

2  Y ( i ) - X ( i ) - S( i ) 2

F
+ < Y ( i )

L ，X ( i ) - J ( i ) > +

)μ
2  X ( i ) - J ( i ) 2

F
+ τ  U 1 + < y，U- DA> + < YA，J- A> + μ

2 ( ) U- DA
2
2 + J- A

2
2   （13）

式中：YO、YL、y、YA为拉格朗日乘子；μ 为惩罚因子；< ·，· > 为矩阵内积，即两个大小相同的矩阵元素

图 3　Washington DC Mall第 85 波段超像素分割和聚类后图像

Fig.3　Image after superpixel segmentation and clustering in band 85 of Washington DC Mall
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一一对应相乘并相加。

式（13）的求解，通常是固定其余参数，一次只更新一个变量，对于第 n+1 次迭代，可以将更新分为

以下两个子问题

( X n + 1，Sn + 1 )= arg min
X，S

L ( X，S，J n ) s.t. rank ( X ) ≤ r （14）

( J n + 1，An + 1，U n + 1 )= arg min
J，A，U

L ( X n + 1，J，A，U ) （15）

上述两个子问题需要通过式（14）求解出全部类别块矩阵的低秩部分，再利用式（15）的 SSTV 正则

化重建高光谱图像。

首先求解式（14），逐一更新变量 X和 S。固定其余变量，更新 X，对关于 X ( i )的函数化简可得

( X ( i ) )n + 1 = arg min
X ( i )

 X ( i )
*
+ 1

2 × 2μ × X ( i ) -((Y ( i ) - S( i ) + J ( i ) ) /2 +(Y ( i )
O - Y ( i )

L ) / ( 2μ ) )
2

F
    （16）

式（16）可通过奇异值分解求得

(U，S，V )= svd ((Y ( i ) - S( i ) + J ( i ) ) /2 +(Y ( i )
O - Y ( i )

L ) / ( 2 × μ ) ) （17）
式中 svd 函数内的参数均为第 n 次迭代的结果，则

( X ( i ) )n + 1 = UT 1/( 2μ ) ( S )V T （18）
式中：V T 为矩阵 V的转置矩阵；Tε ( x )为软阈值运算符，ε 为阈值，即 x>ε 时，运算结果为 x-ε，x<-ε
时，结果为 x+ε，其余情况则为 0。

同样地，对于式（14）固定其余变量，更新 S，对关于 S( i )的函数化简可得

( S( i ) )n + 1 = arg min
S( i )

λ S( i )
1

+ μ
2  Y ( i ) - X ( i ) - S( i ) + Y ( i )

O /μ
2

F
=

                      Tλ/μ (Y ( i ) -( X ( i ) )n + 1 + Y ( i )
O /μ ) ( 19 )

对于第 n+1 次迭代得到 X和 S之后，即求解式（15）。同样地，逐一更新变量 J、A和 U。固定其余

变量，更新 J，对关于 J的函数化简可得

J n + 1 = arg min
J

μ
2  J- A+ YX/μ

2

2
+ ( )μ

2  X ( i ) - J ( i ) + Y ( i )
L /μ

2

F
=

               ( ( X+ YL/μ )+( A- YX/μ ) ) /2
( 20 )

固定其余变量，更新A，对关于A的函数化简可得

An + 1 = arg min
A

μ
2  U- DA+ y/μ

2

2
+ μ

2  J- A+ YX/μ
2

2
（21）

式（21）可通过式（22）求解

( D*D+ 1 ) A= D* (U+ y/μ )+( J+ YX/μ ) （22）
式中D* 为D的伴随运算符，采用快速傅里叶变换求解式（22），得

An+ 1 = F-1
é

ë

ê
êê
ê
ê
ê ù

û

ú
úú
úF ( ( J+ YX/μ )+ D* (U+ y/μ ) )

1 +( F ( τx Dx ) )2 +( F ( τy D y ) )2 +( F ( τz Dz ) )2 （23）

式中：F [ • ]为快速傅里叶变换；F-1 [ • ]为其逆变换。固定其余变量，更新U，对关于U的函数化简可得

U n + 1 = arg min
U

τ  U 1 + μ
2  U- DA+ y/μ

2

2
（24）

进而有

ì

í

î

ïïïï

ï
ïï
ï

U 1 = Tτ/μ ( τx D xA- y1 /μ )
U 2 = Tτ/μ ( τy D yA- y2 /μ )
U 3 = Tτ/μ ( τz D zA- y3 /μ )

（25）

最后更新YO、YL、y、YX和 μ，即
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ì

í

î

ï

ï
ïïï
ï

ï

ï

ï

ï
ï
ïï
ï

ï

ï

YO = YO + μ (Y- X- S )
YL = YL + μ ( X- J )
y= y+ μ (U- DA )
YX = YX + μ ( J- A )
μ = ρμ

（26）

综上所述，本文方法主要步骤如算法 1 所示，所用参数值为：k = 12 000，c = 30，λ = 1.2，τ = 0.005，
r = 2，maxiter = 50。
算法算法  1 利用 SCLR 算法进行高光谱图像降噪

输入：待降噪图像Y ∈ Rw × h × b，超像素块个数k，K‑means聚类簇数 c和参数 λ、τ、r，最大迭代次数maxiter；
输出：降噪后图像 J∈ Rw × h × b；

（1） 初始化：X为符合正态分布的w × h × b矩阵，J=X，A= J，S、YO、YL、y、YX均为w × h × b的零矩阵；

（2） 利用 2.1节所提方法对Y进行划分聚类，获得各个像素点的类别矩阵C∈ Rw × h，和类别数 kinds；
（3） for iter=1 to maxiter do
（4）   for n=1 to kinds do
（5）     根据式(18)更新 X n + 1；

（6）   end for
（7）   根据式(19)更新 Sn + 1；

（8）   根据式(20)更新 J n + 1；

（9）   根据式(23)更新An + 1；

（10）   根据式(24)更新U n + 1；

（11）   根据式(26)更新YO、YL、y、YX和 μ；

（12） end for

3 实验结果及分析  

为了验证本文所提方法的有效性，在模拟数据和真实数据上进行了实验，并与5种降噪方法进行了比较，分

别 为 BM4D［18］、LRMR［5］、局 部 低 秩 矩 阵 恢 复 和 全 局 空‑谱 全 变 差 方 法（Local low‑rank and global 
spatial‑spectral total variation，LLRSSTV）［6］、平滑波段超像素分割降噪方法（Superpixel segmentation of 
smooth band，SSSB）［8］、结合非局部自相似性和局部低秩正则化降噪方法（Spatial non‑local and local 
rank‑constrained low‑rank regularized plug‑and‑play，NLRPnP）［9］，其中 BM4D 是十分经典的一种方法，而

LRMR和LLRSSTV则是基于低秩特性降噪方法的代表，SSSB利用空间局部相似性，NLRPnP则利用了非局

部自相似性。所使用的对比方法的相关参数均参照所在文献给出的最优参数进行模拟和仿真。具体参数如下：

（1） BM4D：立方块尺寸L = 4，组尺寸M = 32，步长N step = 3，搜索块尺寸NS = 11，相似度阈值τmatch = 0.4。
（2） LRMR：局部块尺寸 q = 20，步长 step = 4，低秩矩阵秩上限 r = 7，稀疏矩阵基数 k = 4 000。
（3） LLRSSTV：局部块尺寸 q = 20，正则化参数 λ = 0.2、τ = 0.005、τb = 0.5。
（4） SSSB：超像素个数 K = 45，正则化参数根据超像素块尺寸自适应确定。

（5） NLRPnP：局部块尺寸 q = 20，步长 step = 10，正则化参数 λ = 0.2、τ = 0.005，低秩矩阵秩上

限 r = 2。
3. 1　模拟数据实验　

模拟实验使用经典的 Washington DC Mall 数据集（https：//engineering. purdue. edu/biehl/Multi‑
Spec/hyperspectral.html/），由于原图过大，为方便实验与展示进行了裁剪，得到 256 像素×256 像素×
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191 的数据立方，即长宽均为 256 像素，含有 191 个波段。

本实验为模拟真实的含噪图像，添加了混合噪声，包括高斯噪声、脉冲噪声和死线等，通过

PSNR［19］、SSIM［20］、特征相似性（Feature similarity index measure，FSIM）［21］及它们在所有波段上的均值

MPSNR、MSSIM、MFSIM 作为评价指标。具体添加噪声情况如下：

（1） 噪声情况 1。为每个波段添加相同强度的高斯噪声（G）和脉冲噪声（P），高斯噪声方差分别

取 G=0.025、G=0.075，脉冲噪声强度分别取 P=0.05、P=0.15。
（2） 噪声情况 2。为每个波段添加不同强度的高斯噪声和脉冲噪声，高斯噪声方差范围为 0~0.1，

脉冲噪声强度范围为 0~0.2。
（3） 噪声情况 3。在情况 2 的基础上，在 Washington DC Mall的 60~110 波段添加死线，死线数目在

3~12 之间随机变化，宽度在 2~6 之间随机变化。

（4） 噪声情况 4。在情况 3 的基础上，在 Washington DC Mall的 80~95 波段的固定位置添加大小为

20 像素×20 像素的斑块噪声。

本文首先做了算法自身对比实验。图 4~6 分别为 SLIC 算法形成的超像素块个数 k、K‑means 聚类

簇数 c 和参数 λ 的变化对 MPSNR 的影响。图中结果表明，模拟数据实验中 k 值达到 12 000 之后 MP‑
SNR 逐渐平稳，也就是高光谱图像单波段像素总数的 5% 左右，能够较好地处理图像边界问题，基本能

够将相同地物划分到同一个超像素块内。c 值在图 5（a，b）两个情况下与实际地物类别个数相接近或略

大时，效果较好，在图 5（c）情况下则无明显规律属于特殊情况，本文模拟数据实验中真实地物类别数为

15。正则化参数 λ则在 0.3 之后变化趋于稳定，其代表了稀疏噪声的权重。

图 4　SLIC 形成超像素块个数对 MPSNR 的影响

Fig.4　Influence of the number of superpixel blocks formed by SLIC on MPSNR

图 5　K-means聚类个数对 MPSNR 的影响

Fig.5　Influence of the number of K-means clusters on MPSNR
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图 7 为 4 种不同方法去噪后各波段 PSNR 值。图中 4 种方法分别为只使用 LRMR、使用 LRMR 加

SSTV 约束、使用 SLIC 加 LRMR 以及本文方法。其 MPSNR 分别为 25.59、25.67、24.82、26.41 dB。使

用 LRMR 可以较好地去除稀疏噪声，加上 SSTV 约束则进一步去除了高斯噪声，利用 SLIC 构建低秩矩

阵则与 LRMR 接近，而对 SLIC 划分结果进行 K‑means 聚类则能够构建出具有良好空‑谱双重低秩属性

的矩阵，使得低秩矩阵恢复模型的降噪结果进一步提升。对高光谱图像进行 SLIC 超像素分割，只需要

提供一个波段信息，这就需要对数据降维或选择。图 8 给出了 3 种波段选取方法对 PSNR 的影响，图中

Ysmooth 为平滑波段即取全波段的平均值，PCA 为主成分分析法，Entropy 则为本文所使用的信息熵。

因为 SLIC 是依据空间信息划分，各个波段的不同地物都会表现出差异，所以选择一个噪声较少的波段

即可获得较好的分割结果。图 8 结果表明 3 种方法的效果相差不大。

图 9 是噪声情况 3 和 4 下各降噪方法去噪结果的 PSNR 和 SSIM 对比图，表 1 给出了各噪声情况定

量评价结果。可以看出本文方法随着高斯噪声强度的增加，降噪能力逐渐弱于 LLRSSTV 算法；但对

于稀疏噪声强烈的混合噪声，如大量的死线和大面积连续波段数据缺失的情况，本文方法表现优异，在

MPSNR、MSSIM 和 MFSIM 等定量指标上，相较于其他方法都有较大的提升。

图 10、11 是 Washington DC Mall 第 85 波段在噪声情况 3、4 下各降噪方法去噪前后对比图。图 11
显示了在严重混合噪声影响下，原图基本难以分辨出，并且还有一块连续多波段的大面积像素丢失，为

降噪工作带来了较大困难。从降噪结果上可以看出，BM4D 无法去除死线和斑块，其余几种方法较好

图 6　参数 λ对 MPSNR 的影响

Fig.6　Influence of the parameter λ on MPSNR

图 7　4 种不同方法去噪后各波段的 PSNR 值

Fig.7　PSNR of each band after denoising using four dif‑
ferent methods

图 8　不同波段选取方法对 PSNR 的影响

Fig.8　Influence of different band selection methods on 
PSNR
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图 9　不同方法在噪声情况 3、4 下降噪后的图像 PSNR 和 SSIM 对比图

Fig.9　Comparison of PSNR and SSIM with different methods after denoising in noise cases 3 and 4

表 1　模拟实验中的定量评价结果

Table 1　Quantitative evaluation results in simulation experiments

Noise case

Case 1

Case 2

Case 3

Case 4

Level

G=0.025
P=0.05

G=0.075
P=0.15

Gaussian+Im ‑
pulse

Gaussian+Im ‑
pulse+

Deadline

Gaussian+Im ‑
pulse+

Deadline+Block

Evaluation index

MPSNR/dB

MSSIM

MFSIM

MPSNR/dB

MSSIM

MFSIM

MPSNR/dB

MSSIM

MFSIM

MPSNR/dB

MSSIM

MFSIM

MPSNR/dB

MSSIM

MFSIM

BM4D

24.675 0

0.655 4

0.857 5

19.712 3

0.485 7

0.769 7

22.262 5

0.581 5

0.819 8

20.451 6

0.507 2

0.777 7

20.634 0

0.524 1

0.783 2

LRMR

31.117 0

0.902 8

0.949 4

27.022 0

0.795 5

0.903 6

29.264 4

0.866 8

0.939 6

26.178 2

0.801 1

0.888 2

26.287 1

0.818 6

0.901 0

LLRSSTV

31.747 6

0.925 4

0.954 6

29.081 3

0.860 2

0.925 0

29.836 1

0.879 2

0.930 3

26.016 3

0.802 6

0.894 3

26.091 7

0.814 3

0.894 6

SSSB

27.708 1

0.794 3

0.950 3

23.138 1

0.593 7

0.821 0

26.421 9

0.744 0

0.882 5

23.679 3

0.669 7

0.844 2

23.852 7

0.677 7

0.847 0

NLRPnP

27.837 7

0.805 5

0.896 5

27.530 9

0.799 1

0.899 1

27.095 4

0.783 8

0.885 0

25.187 8

0.708 6

0.836 2

25.291 1

0.724 0

0.844 9

SCLR

31.929 7

0.927 6

0.955 4

28.085 2

0.838 9

0.912 7

30.826 0

0.914 8

0.949 1

27.296 7

0.848 5

0.916 8

27.334 6

0.856 9

0.919 6
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地去除了高斯噪声、脉冲噪声和宽度较短的死线，但也无法去除较宽的死线和斑块噪声。本文方法通

过引入空间相似性的先验知识，对非局部块构建 LRMR 模型，充分地利用了高光谱图像空间低秩特性，

从而使得光谱维度上具有一定结构信息的噪声依旧能在构造出的矩阵中表现出稀疏属性，进而能够较

好地恢复出斑块内损失的数据。

在模拟噪声情况 1 下的各算法运行时间对比如表 2 所示，其余噪声情况与之接近不再列出。其中，

BM4D 需要经过硬阈值化和维纳滤波两个阶段，包括了大量复杂运算，耗时较高。其余基于低秩的方

法运行时间则主要取决于需要求解低秩矩阵的局部块的个数及大小，LRMR 与 LLRSSTV 接近，

NLRPnP 则因为引入了 BM4D 导致运行时间较长，本文由于局部块大小较大且需要进行超像素块划分

与聚类，运行时间较 LRMR 和 LLRSSTV 要长。

图 10　模拟实验噪声情况 3 下 Washington DC Mall数据第 85 波段的降噪结果

Fig.10　Denoising results of the 85th band of Washington DC Mall in simulated noise case 3

图 11　模拟实验噪声情况 4 下 Washington DC Mall数据第 85 波段的降噪结果

Fig.11　Denoising results of the 85th band of Washington DC Mall in simulated noise case 4
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3. 2　真实数据实验　

真实数据实验同样使用经典的 Indian Pines 数据，它是由机载可见红外成像光谱仪 AVIRIS 采集而

得。该图像大小为 145像素×145像素和 220个波段，一些波段被混合高斯噪声和脉冲噪声严重污染，而

其他一些波段质量较高。本文对 Indian Pines的第 1、2和 103波段分别使用上述几种降噪方法，降噪结果

如图 12~14所示。本文方法在视觉上，相比于其余 5种方法均有所提升。

表 2　噪声情况 1下的各降噪方法运行时间

Table 2　Running time of each noise reduction method in noise case 1

方法

运行时间/s
BM4D
543.28

LRMR
236.80

LLRSSTV
123.21

SSSB
45.18

NLRPnP
1 052.7

SCLR
431.23

图 12　Indian Pines图像在波段 1 的降噪结果

Fig.12　Denoising results of Indian Pines image in band 1

图 13　Indian Pines图像在波段 2 的降噪结果

Fig.13　Denoising results of Indian Pines image in band 2
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在定量评价方面，图 15、16 是 Indian Pines 第 103 个波段的垂直均值剖面图和水平均值剖面图，该剖

面图波动越小图像质量越高［22］。可以看到，降噪方法对波动有一定程度的抑制，且本文方法相比于

其他方法更加平滑，这表明噪声得到了更有效的去除。真实数据实验的各降噪算法运行时间对比如

表 3 所示。运行时间相对关系与表 2 基本相同，由于该图像大小仅为 145 像素×145 像素，基于低秩方

法生成的局部块个数减少，而本文方法生成的局部块尺寸也有所减小，这都使得运行时间进一步

减少。

图 14　Indian Pines图像在波段 103 的降噪结果

Fig.14　Denoising results of Indian Pines image in band 103

图 15　Indian Pines图像在第 103 波段的垂直均值剖面图

Fig.15　Vertical mean profiles of band 103 of Indian Pines image
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4 结束语

为了充分利用空间局部相似与非局部自相似性，以有效去除光谱维度上具有一定结构信息的稀疏噪

声，本文提出了一种基于超像素块聚类和低秩特性的高光谱图像降噪方法。通过超像素分割与聚类相结

合，构造出具有良好空‑谱双重低秩特性的矩阵。在模拟数据集和真实数据集上进行实验，结果表明，相较于

其他基于低秩特性的方法，本文方法在去除混合噪声能力上有一定提升，尤其对于稀疏噪声强烈和存在具

有一定结构信息稀疏噪声的情况，对比 LLRSSTV 算法在 MPSNR指标上分别提升了 1.12 dB和 1.05 dB。
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图 16　Indian Pines图像在第 103 波段的水平均值剖面图

Fig.16　Horizontal mean profiles of band 103 of Indian Pines image

表 3　Indian Pines图像上各降噪方法运行时间

Table 3　Running time of each denoising method on Indian Pines image
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