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摘 要： 具有噪声的基于密度的空间聚类（Density ‑based spatial clustering of applications with noise， 
DBSCAN）能够发现不同密度和大小的类簇，对噪声也有很好的鲁棒性，被广泛地应用到数据挖掘的任

务中。DBSCAN 通常需要调整参数 MinPts 和 Eps 以达到更优的聚类效果，但往往在搜索最优参数的过

程中会影响 DBSCAN 的性能。本文从两个方面优化 DBSCAN，一方面，提出一种无参的方法优化

DBSCAN 全局参数选择。无参方法利用自然最近邻获得数据集的自然特征值，并将自然特征值作为参

数 MinPts 值。然后，根据自然特征值计算自然特征集合，利用自然特征集合中的数据分布特性，分别采

取统计最小值、平均值和最大值 3 种方式得到 Eps 值。另一方面，采用集成数据科学实时加速平台（Real‑
time acceleration platform for integrated data science，RAPIDS）的图形处理器（Graphics processing unit，
GPU）计算加快 DBSCAN 算法的收敛速度。实验结果表明，本文提出的方法在优化 DBSCAN 参数选

择的同时，取得了与密度峰值聚类（Density peaks clustering， DPC）相当的聚类结果。
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Abstract： Density-based spatial clustering of applications with noise （DBSCAN） can find clusters of 
different densities and sizes， is also robust to noise， and is widely used in data mining tasks. DBSCAN 
needs to adjust the parameters MinPts and Eps to achieve a better clustering effect， but it often affects the 
performance of DBSCAN in the process of searching for the optimal parameters. This article optimizes 
DBSCAN from two aspects. On one hand， a parameter‑free method is proposed to optimize DBSCAN 
global parameter selection. The parameter‑free method uses the natural nearest neighbor to obtain the 
natural feature value of the data set， and uses the natural feature value as MinPts. Then， the natural feature 
set is calculated according to the natural feature value， and three strategies （i. e. statistics of minimum， 
mean and maximum） are used to obtain the Eps values by using the data distribution characteristics of the 
natural feature set. On the other hand， it uses the graphics processing unit （GPU） of the real-time 

基金项目：重庆市教委科学技术研究项目（KJQN202103109）。
收稿日期：2022‑09‑30；修订日期：2022‑12‑12



卢建云  等：基于 RAPIDS 的无参 DBSCAN 算法

acceleration platform for integrated data science （RAPIDS） platform to accelerate the convergence of 
DBSCAN algorithm. The experimental results show that the proposed method can optimize DBSCAN 
parameter selection while obtaining the comparable clustering results of density peaks clustering （DPC） 
algorithm.
Key words: real-time acceleration platform for integrated data science (RAPID); graphics processing unit 
(GPU); density ‑ based spatial clustering of applications with noise (DBSCAN); natural nearest neighbor; 
clustering

引　  言

具有噪声的基于密度的空间聚类（Density ‑based spatial clustering of applications with noise， DB‑
SCAN）能够识别不同大小和密度的类簇，并且对噪声也有很好的鲁棒性，一直是数据挖掘和机器学习

研究的热点，被成功地应用到众多领域如车联网目标识别［1］、船舶轨迹聚类［2‑3］、离群检测［4‑5］、隐私保

护［6］等。DBSCAN 通过定义数据集的核心数据对象，利用核心数据对象之间的直接密度可达，密度可

达和密度相连实现数据对象的聚类和噪声检测。DBSCAN 利用参数 MinPts和 Eps定义核心数据对象。

参数 MinPts 指在数据对象邻域半径为 Eps 内的最少邻居数目。MinPts 和 Eps 之间具有一定的关联性，

在实际应用中，可以设置好 MinPts，然后调整 Eps，也可以设置好 Eps，再调整 MinPts。为了获得更优的

聚类效果，DBSCAN 往往会搜索最优的参数值，但在这个过程中大量的计算会影响算法的性能。

为了提高 DBSCAN 的性能，本文从两个方面对其性能进行优化。第一，利用自然最近邻获得数据

集的自然特征值作为 MinPts。然后，根据自然特征值计算自然特征集，利用自然特征集中数据对象的

分布特性计算 Eps 候选值。第二，利用集成数据科学实时加速平台（Real‑time acceleration platform for 
integrated data science，RAPIDS）的图形处理器（Graphics processing unit，GPU）计算加快 DBSCAN 收

敛。将得到的 MinPts和 Eps参数输入基于 GPU 的 DBSCAN 算法，输出聚类结果。实验结果表明，本文

提出的 DBSCAN 优化方法是有效的，并且取得了与密度峰值聚类（Density peaks clustering， DPC）相当

的聚类结果。

1 相关工作  

DBSCAN 提出以来一直是数据挖掘和机器学习领域的研究热点。研究学者从参数选择、性能提升

和工程应用 3 个方面对 DBSCAN 进行了研究。

在 DBSCAN 参数选择方面，Uncu等［7］提出了一种基于网格的三级聚类方法。首先，利用网格将数据

集进行划分，尽量使同密度的数据对象处于同一个网格中；其次，对密度相似的网格进行合并，然后找出

最合适的 MinPts和 Eps；最后，将得到的参数输入 DBSCAN 对数据集进行聚类。Ram 等［8］提出了一种增

强的 DBSCAN 以解决同一类簇内部密度变化较大导致生成多个类簇的问题。Enhanced DBSCAN 通过

跟踪每个核心对象的 Eps邻域的变化从而实现局部密度检测，如果核心对象的局部密度变化不大于设定

的阈值并且满足均质化指标，则允许核心对象进行扩展，进而实现聚类。Varied DBSCAN［9］利用 k‑dist图
选择多个 Eps值，依次对每一个 Eps值进行聚类，已被聚类的对象不参与下次聚类。有研究人员对 Varied 
DBSCAN 中 k 值的选择进行了改进，提出了一种根据数据集特征自动化确定 k 值的方法［10］。另外，文献

［11］提出了一种自动确定 MinPts和 Eps的方法，首先，初始化一个随机的 Eps值进行 DBSCAN 聚类，如果

没有发现类簇，则对 Eps值增大 0.5。反之，如果数据集中 10% 的数据对象被聚类，则将得到的类簇从数

据集中移除，再调整 MinPts和 Eps的值进行 DBSCAN 聚类，直到数据集中 95% 的数据对象被聚类，其余
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的数据对象则认为是噪声。ADBSCAN 的一个不足是需要指定数据集聚类的数目。王志和等［12］对 DB‑
SCAN 聚类初始点和 Eps进行优化，通过反向 k最近邻和相似度矩阵找出密度最大的数据对象作为聚类

初始点，然后对当前类簇的密度进行分析，采用自适应的方式计算当前类簇的 Eps。
在 DBSCAN 性能提升方面，Wang 等［13］提出了一种鸟群优化方法寻找全局最优的 Eps 值，以降低

高维大数据对计算 Eps 值的影响。文献［14］提出了一种近似 DBSCAN 算法， KNN‑BLOCK DBSCAN
利用 K 最近邻（K nearest neighbors， KNN）块来确定核心数据对象，认为一个数据对象如果与他的邻居

具有相同的密度分布，则他们属于同一种类型即核心数据对象、边缘数据对象或者噪声。通过快速的

近似 KNN 算法检测核心区块，非核心区块和噪声区块，再将核心区块进行合并，最后把非核心区块中

的数据对象聚类到合适的核心区块。Luo 等［15］提出了基于 Spark 的 DBSCAN，首先，采用随机采样的方

法将数据集进行划分，其次，在本地并行地进行 DBSCAN 聚类，最后，基于聚类中心将本地的聚类结构

进行合并。文献［16‑17］将改进的 DBSCAN 与 Spark 平台并行聚类计算理论相结合，大幅减少了 DB‑
SCAN 对内存的占有率，并且与基于 Hadoop 平台进行了对比分析。

在 DBSCAN 工程应用方面，文献［1］将 DBSCAN 应用到交通场景中的多目标跟踪，对毫米波雷达

采集的数据进行聚类，解决多径噪点难以去除和纵向的交通目标点云难以区分的问题。DBSCAN 也被

应用到船舶轨迹聚类［2‑3］，得到船舶运动典型轨迹，对船舶的行为和自动识别系统进行研究。文献［6］和

文献［18］将 DBSCAN 应用到隐私保护中，以降低数据外包聚类运算过程中存在的隐私泄露风险。除

此之外，DBSCAN 还被应用到离群检测［4‑5］、电力负荷预测［19］、城市时空数据挖掘［20］等。

2 RAPIDS平台  

2. 1　RAPIDS概述　

RAPIDS 是英伟达公司推出的一款针对数据科学和机器学习的 GPU 加速平台，为研究学者提供在

GPU 上执行端到端的数据分析和机器学习的管道。RAPIDS 依赖 CUDA 原语进行底层计算优化，但为

用户提供了友好的 Python 接口利用 GPU 并行性和高带宽内存速度。除此之外，RAPIDS 还支持数据

预处理任务，利用 DataFrame 接口与各种机器学习算法集成以实现端到端的管道加速，而不需要关心

数据输入输出所需要的序列化工作。RAPIDS 还支持多节点、多 GPU 部署，从而能够极大地加速处理

和训练大规模数据。

RAPIDS 平台有 4 个特点：（1）轻松集成，开发者能够以最少的代码修改量，将 Python 数据分析代码

轻松集成到 RAPIDS 平台；（2）模型精度高，通过对模型进行快速地迭代和调整，或者不断地部署模型

来提高机器学习模型的准确性；（3）降低训练时间，通过近乎交互式的方式使用户尽早调整模型，以降

低模型的训练时间；（4）平台开源，RAPIDS 基于 Apache Arrow 构建，由英伟达维护，具有可定制、可扩

展、可互操作特性。

2. 2　RAPIDS架构　

RAPIDS 平台架构如图 1 所示。

RAPIDS 平台架构分 3 层，最底层是

基于 Apache Arrow 内存计算的数

据结构层；中间层是包含用于加速

数据处理和分析库 cuDF、机器学习

库 cuML、图分析库 cuGraph、深度

学习库 cuDNN 和可视化库 RTX；

最上层是基于中间层的数据应用

图 1　RAPIDS 平台架构图

Fig.1　RAPIDS architecture diagram
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层，包括数据清洗、模型训练、模型推理。下面主要对中间层包含的工具库进行介绍。

（1）cuDF 是一个基于 Python 的 GPU DataFrame 库，用于执行数据加载、连接、聚合和过滤等操作，

为机器学习模型训练做准备。

（2）cuML 是为研究人员提供在  GPU 上运行传统的结构化 ML 任务，而无需深入了解 GPU 编程的

细节。通常情况下，cuML 的 Python 接口与 scikit‑learn 的接口相匹配。对于大规模数据，基于 GPU 的

模型训练可比 CPU 快 10~50 倍。

（3）cuGraph 是 GPU 加速图算法的集合，用于处理 GPU DataFrames 中的数据。cuGraph 让研究人

员注重图的分析，而不用关心技术或框架。cuGraph 允许在 cuDF 中的数据清洗任务和 cuML 中的机器

学习任务之间无缝传递数据。

（4）cuDNN是 GPU加速的用于深度神经网络的原语库。cuDNN为标准例程提供了高度优化的实现，

比如向前和向后卷积、池化、规范化和激活层。cuDNN 使研究人员专注于训练神经网络，而不必关心底层

GPU性能调整上。cuDNN加速深度学习框架包括Caffe2、Keras、MxNet、PyTorch和TensorFlow等。

（5）RTX 可视化使研究人员能够创建  AI 增强型应用。智能图像处理、自动处理重复作业和计算密

集型流程优化有助节约时间和资源，从而加快机器学习模型应用的速度。

3 无参 DBSCAN算法  

3. 1　参数MinPts选择　

首先，给出 DBSCAN 中数据对象局部密度的定义

ρ ( x ) = | N Eps( x ) | （1） 

式中： ρ 为数据对象 x 的函数映射，ρ 的取值范围是［0， n-1］， n 表示数据对象 x 所在数据集中数据对象

的数目；| N Eps( x ) |表示数据对象 x 在 Eps邻域内的邻居数目。下面给出数据集中核心对象的定义

ρ ( x ) ≥ MinPts （2）
由式（2）可知，在已知数据对象的局部密度时，数据集中的核心对象由参数 MinPts决定。如果数据

对象 x 的局部密度大于等于 MinPts，则 x 为核心对象。

对于 DBSCAN 算法，在不考虑绝对局部密度时（即不考虑参数 Eps 的值），数据集中大部分数据对

象都应该是核心对象，只有少部分是边缘对象和噪声。这决定了设置参数 MinPts 的值不能过大，也不

能偏小。因此，在不考虑参数 Eps值时，先确定参数 MinPts的值，使大部分对象都拥有至少 MinPts个邻

居。为了确定参数 MinPts的值，文本采用自然最近邻概念，利用自然特征值替代 MinPts的值。

定义 1（自然最近邻） 给出包含 n 个对象的数据集 S = { x1，x2，…，xn - 1，xn }，对于数据对象

xi，xi ∈ S，若有数据对象 xj，xj ∈ S，xj ≠ xi 的最近邻路径经历 xi，且当 S 中最离群的数据对象都有最近邻

路径到达时，则称 xj 为 xi 的自然最近邻。

从自然最近邻的定义可知，求解自然最近邻时，最近邻路径是指一个对象是另外一个对象的 k 最近

邻，但参数 k 的值不需要指定，通过 k 的值从 1 开始动态的增加，直到数据集中任何一个对象都至少是另

外一个对象的近邻。因此，自然最近邻不需要指定最近邻个数或者邻域半径，它是一种无尺度的最近

邻概念。在实际求解中，数据集中往往存在离群点，导致 k 的值很大，为了避免这种情况发生，核心思想

是设置计算的终止条件，整个计算过程是对给定数据集的一个自适应过程，当迭代计算终止时，得到数

据集中每个对象的自然最近邻。自然最近邻数目是一种量化的度量方法，能够反映数据集疏密分布情

况。自然最近邻与密度结合被成功应用到聚类和离群检测中［21‑22］。下面给出自然特征值的定义：

定义 2（自然特征值） 给出包含 n 个对象的数据集 S = { x1，x2，…，xn - 1，xn }，对于数据对象
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xi，xi ∈ S，若有数据对象 xj，xj ∈ S，xj ≠ xi 的 supk 最近邻路径经历 xi，且 supk 恰好满足 S 中最离群的数据

对象都有最近邻路径到达时，则 supk 为自然特征值。

supk = min { k|∀x ∈ S，∃y ∈ S，x ≠ y，s.t.x ∈ NNk ( y ) } （3）
式（3）给出了自然特征值的形式化定义，supk为满足 S中最离群的数据对象都有 k最近邻路径到达时的

最小 k值。根据式（3）中的定义，当数据集中包含离群点时，则为最离群的数据对象搜索最近邻路径时，supk

的值会不断增加。为了降低求解 supk时间复杂度，当离群点的数量连续几次不再变化时，则停止搜索［22］。

因为 supk 表示数据集中所有数据对象的平均自然邻居个数，数据集中大部分数据对象都拥有 supk

个自然最近邻，在不考虑噪声和局部绝对密度时，数据集中大部分数据对象都是核心对象，所以将 DB‑
SCAN 中的参数 MinPts的值设置为 supk。

MinPts = supk （4）

3. 2　参数 Eps选择　

图 2 给出了数据集自然最近邻数目分布（图 2（b））
以及自然邻居个数为 supk 的数据对象的分布（图 2
（a））。由图 2（a）可以看出，自然邻居个数为 supk 的数

据对象（标识为红色）几乎遍布了数据集的每个区域，

也就是说覆盖了数据集中的不同密度区域，将满足这

种特性的数据对象定义如下。

定义 3（自然特征集）　给出包含 n 个对象的数据

集 S = { x1，x2，…，xn - 1，xn }，supk 为数据集 S 的自然特

征值，对于数据对象 xi，xi ∈ S，若 xi 的自然最近邻个数

为 supk，则 xi 为自然特征对象，由自然特征对象组成的

集合为自然特征集，记为 Ssupk
。

Ssupk
= {xi |xi ∈ S，| RNN ( xi ) |= supk} （5）

为了降低变密度对 DBSCAN 的影响，一个直观的

办法是获取数据集中不同密度区域的 Eps值。由于 Ssupk

中的数据对象的分布覆盖了数据集中的不同密度区域，

因此，能够利用 Ssupk
中的数据对象获取数据集中不同密

度区域的 Eps值。下面给出选择 Eps值的 3种策略。

策略 1（自然特征集 Eps均值） 给出包含 n 个对象的数据集 S = { x1，x2，…，xn - 1，xn }，supk 为数据

集 S 的自然特征值， Ssupk
为 S 的自然特征集，数据集 S 的自然特征集 Eps均值定义为

mean ( Ssupk
)= 1

|Ssupk
|supk

∑
xi ∈ Ssupk

∑
xj ∈ RNN ( xi )

d ( xi，xj ) （6）

策略 2（自然特征集 Eps最大值） 给出包含 n 个对象的数据集 S = { x1，x2，…，xn - 1，xn }，supk 为数

据集 S 的自然特征值， Ssupk
为 S 的自然特征集，数据集 S 的自然特征集 Eps最大值定义为

max ( Ssupk
)= maxxi ∈ Ssupk

{ minxj ∈ RNN ( )xi
( d ( xi，xj ) ) } （7）

策略 3（自然特征集 Eps最小值） 给出包含 n 个对象的数据集 S = { x1，x2，…，xn - 1，xn }，supk 为数

据集 S 的自然特征值， Ssupk
为 S 的自然特征集，数据集 S 的自然特征集 Eps最小值定义为

min ( Ssupk
)= minxi ∈ Ssupk

{ maxxj ∈ RNN ( )xi
( d ( xi，xj ) ) } （8）

图 2　自然最近邻分布

Fig.2　Distribution of natural nearest neighbors
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在式（6~8）中，xi 表示自然特征集中的数据对象，xj 表示 xi 的自然最近邻，d ( xi，xj )表示计算 xi 和 xj

之间的距离，文中采用欧氏距离。min ( Ssupk
)表示数据集密集区域自然特征对象 supk 自然邻域的最大半

径中的最小值，max ( Ssupk
)表示数据集稀疏区域自然特征对象 supk 自然邻域的最小半径中的最大值，

mean ( Ssupk
)则表示整个自然特征集中数据对象 supk 自然邻域的平均半径。

对于图 2 中的自然特征集（红色标识的数据对

象），图 3 给出了 3 种策略选择 Eps 值（mean ( Ssupk
)， 

min ( Ssupk
)，max ( Ssupk

)）的分布情况。从图 3 可以看出，

左 侧 自 然 特 征 集 的 距 离 分 布 min ( Ssupk
)=

0.474 3，mean ( Ssupk
)= 0.918 4， max ( Ssupk

)= 2.400 5）
要 小 于 右 侧 自 然 特 征 集 的 距 离 分 布（min ( Ssupk

)=
1.414 2，mean ( Ssupk

)= 2.516 9，max ( Ssupk
)= 5）。 同 时

也说明右侧数据集的密度分布差异要大于左侧数据集的密度分布差异。当然，这样的密度分布差异也

会受到噪声点的影响。在计算 supk 时，可以考虑将噪声点移除再计算 supk。

3. 3　无参 DBSCAN算法　

基于 RAPIDS 的无参 DBSCAN 算法如算法 1 所示。在算法 1 中，共有 5 个步骤。第 1 步，计算数据

集的自然特征值 supk，该步骤主要是查找每个数据对象的自然邻居以及统计自然最近邻数目，时间复杂

度为 O（nlgn+supkn）。第 2 步，根据 supk 值，查找满足自然最近邻数目为 supk 的数据对象，也就是计算自

然特征集，时间复杂度为 O（n）。第 3 步，利用自然特征集根据式（6~8）计算 3 种策略下的自然特征集

Eps 值，时间复杂度为 O（mlgm），m≪n。第 4 步，设置参数 MinPts 和 Eps 的值，然后运行 RAPIDS 平台

DBSCAN 算法进行聚类。第 5 步，返回聚类结果。算法 1 总的时间复杂度为 O（nlgn）。

算法1 Rap_freeDBSCAN（）

输入： 数据集 S；

输出： 聚类结果  C = ｛C1， C2， …， Cm｝。

开始

1. 计算数据集 S 的自然特征值 supk；

2. 根据 supk 计算自然特征集 Ssupk
；

3. 根据 Ssupk
和自然最近邻域，分别计算 mean ( Ssupk

)、min ( Ssupk
)、max ( Ssupk

)；
4. 设置 MinPts和 Eps，运行基于 RAPIDS 的 DBSCAN 算法；

5. 返回聚类结果 C = ｛C1， C2， …， Cm｝；

结束

4 实验结果与分析  

4. 1　实验设置　

实验采用本地和公有云两种实验环境，本地实验环境用来进行算法有效性实验，采用 MAT‑
LAB2019a 实现，公有云实验环境用来进行算法性能实验，采用 Python3.6 实现。两种实验环境的详细

配置信息如表 1 所示。

用于有效性实验的数据集如表 2 所示。采用 ARI［23］和 NMI［24］作为聚类结果评价指标。用于性能

实验的数据集如表 3 所示。实验数据集包含人工数据集和真实数据集［25］。

图 3　3 种选择 Eps值策略

Fig.3　Three strategies for selecting the value of Eps
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4. 2　算法有效性实验结果与分析　

用于算法聚类有效性实验的数据集有 14 个

（表 2），其中 9 个数据集带有类别标签，通过聚类

评价指标 ARI 和 NMI 进行实验结果分析，其他 5
个数据集通过聚类结果可视化进行实验结果分

析，如表 4 所示。

在表 4 中，给出了数据集名称、参数 MinPts 和

Eps 的取值，NC 表示聚类结果的数目（噪声点也

计算为一类）。从表 4 可以看出，本文算法在

Eps= mean ( Ssupk
) 或者 Eps= max ( Ssupk

) 时，能够

识别出正确的聚类数目，除了数据集 t4 比实际类

别数目多出一个类别。当 Eps= min ( Ssupk
)时，由

于 Eps 值相对较小，MinPts 值不变，DBSCAN 会

将数据集划分成更多的类簇（如 x4 和 t4）或者将

数据集中更多的数据对象划分为噪声点（如 O_1、
data_uc_cv_n、data_uc_n 和 Compound）。 Eps=
 min ( Ssupk

) 时，能够识别数据集中密集区域的类

簇，而 Eps= max ( Ssupk
) 时，能够识别数据集中稀

疏区域的类簇，也可以将二者进行结合识别不同

密度的类簇。整体来看，当 Eps= mean ( Ssupk
)时，

数据集获得比较好的聚类结果。

表 5 给出了算法聚类有效性的 ARI和 NMI结
果，由表 4 可知，8 个数据集在 Eps= mean ( Ssupk

)
或者 Eps= max ( Ssupk

)时取得了最好的聚类结果。

而数据集 R15 在 Eps= min ( Ssupk
)时取得了最好的

聚类结果（ARI=0.86，NMI=0.91），原因是数据

集 R15 中数据对象的分布非常密集，只需很小的 Eps 就能满足邻域内至少包含 MinPts 个邻居的要求。

从 ARI 指标来看，数据集 Jain 取得了最高的 0.91，有 5 个数据集的 ARI 大于等于 0.81，数据集 Iris 和

Seeds 的 ARI 分别是 0.67 和 0.36，数据集 Digit 的 ARI 为 0.38。再从 NMI 指标来看，数据集 R15 取得了

最高的 0.91，有 4 个数据集的 NMI至少取得了 0.82，数据集 Jain 的 NMI为 0.79，数据集 Iris、Seeds 和 Dig‑
it 分别取得了 0.71、0.44 和 0.63。从 ARI 和 NMI 的均值来看，有 6 个数据集的均值大于等于 0.835，最高

为 0.885，数据集 Iris、Seeds和 Digit的均值分别为 0.69、0.40 和 0.51。

表 1　实验环境设置

Table 1　Settings of experiments

实验环境

本地

公有云

CPU
i7 8 核

Intel Xeon(Skylake) 
Platinum 8163 4 核

主频/GHz
3

2.5

内存/GB
16

15

GPU

1*NVIDIA T4 16 GB 
8.1TFLOPS

实例规格

ecs.gn6i‑c4g1.xlarge

表 2　有效性实验数据集信息

Table 2　Information of datasets for effectiveness ex‑
periment

数据集

Aggregation
Compound

Flame
Jain

Pathbased
R15
Iris

Seeds
O_1

data_uc_cv_n
data_uc_n

x4
t4

Digits

样本数

788
399
240
373
300
600
150
199
74

127
192
610

8 000
3 823

维度

2
2
2
2
2
2
4
7
2
2
2
2
2

64

类别数

7
6
2
2
3

15
3
3
4
3
3
3
6

10

表 3　性能实验数据集信息

Table 3　Information of datasets for efficiency exper‑
iment

数据集

Avila
Worms

3D_spatial_network
Household_power_consumption

样本数

20 867
105 600
434 874
350 000

维度

10
2
3
7
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表 4　算法聚类有效性实验结果

Table 4　Experimental results of clustering effectiveness validation

数据集

O_1

data_uc_cv_n

data_uc_n

x4

t4

Compound

MinPts

supk=5

supk=6

supk=5

supk=6

supk=11

supk=4

Eps
 min ( Ssupk

)=1.414 2

NC=1
min ( Ssupk

)=0.232 7

NC =2
min ( Ssupk

)=0.199 2

NC =3
min ( Ssupk

)=0.135 1

NC =6
min ( Ssupk

)=4.219 5

NC =18
min ( Ssupk

)=0.474 3

NC = 4

mean ( Ssupk
)=2.516 9

NC=4
 mean ( Ssupk

)=0.367 7

NC =3
 mean ( Ssupk

)=0.389 3

NC =4
 mean ( Ssupk

)=0.237 6

NC =2
 mean ( Ssupk

)=4.924 0

NC =8
min ( Ssupk

)=0.918 4

NC = 6

 max ( Ssupk
)=5

NC =4
 max ( Ssupk

)=0.576 4

NC =4
 max ( Ssupk

)=0.615 8

NC =3
 max ( Ssupk

)=0.588 4

NC =3
 max ( Ssupk

)=13.832 3

NC =2
min ( Ssupk

)=2.400 5

NC = 4
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表 6 给出了本文算法与 K ‑means，DPC，DBSCAN 和 SC 算法 ARI 和 NMI 的对比实验结果。K ‑
means、DPC、DBSCAN 和 SC 都在 R15 数据集上取得了最好的聚类结果，因为 R15 数据集服从规则高

斯分布，数据相对集中，没有噪声点的影响。DPC 和 DBSCAN 在 Aggregation 数据集上取得了最高的

ARI 和 NMI，SC 在 Jain 和 Digit 上取得了最好的聚类效果。本文算法和 DBSCAN 在数据集 Compound

表 5　算法聚类有效性实验 ARI和 NMI结果

Table 5　ARI and NMI results of clustering effectiveness validation

数据集

Aggregation

Compound

Flame

Jain

Pathbased

R15

Iris

Seeds

Digit

MinPts

supk=5

supk=4

supk=4

supk=5

supk=7

supk=10

supk=5

supk=5

supk=19

Eps

min ( Ssupk
)=0.474 3

mean ( Ssupk
)=0.918 4

max ( Ssupk
)=2.400 5

min ( Ssupk
)=0.570 1

mean ( Ssupk
)=0.701 7

max ( Ssupk
)=0.813 9

min ( Ssupk
)=0.570 1

mean ( Ssupk
)=0.701 7

max ( Ssupk
)=0.813 9

min ( Ssupk
)=0.583 1

mean ( Ssupk
)=0.820 4

max ( Ssupk
)=1.612 5

min ( Ssupk
)=0.992 5

mean ( Ssupk
)=1.377 4

max ( Ssupk
)=1.520 7

min ( Ssupk
)=0.279 4

mean ( Ssupk
)=0.243 5

max ( Ssupk
)=0.222 6

min ( Ssupk
)=0.2

mean ( Ssupk
)=0.351 1

max ( Ssupk
)=0.346 4

min ( Ssupk
)=0.487 4

mean ( Ssupk
)=0.656 8

max ( Ssupk
)=0.756 6

min ( Ssupk
)=21.91

mean ( Ssupk
)=21.57

max ( Ssupk
)=20.81

聚类数目

NC=3

NC=6

NC=7

NC=4

NC=6

NC=4

NC=3

NC=6

NC=3

NC=6

NC=9

NC=5

NC=3

NC=3

NC=3

NC=16

NC=14

NC=13

NC=3

NC=3

NC=4

NC=5

NC=4

NC=3

NC=4
NC=4
NC=6

评价指标

ARI

0.10

0.58

0.81

0.03

0.87

0.74

0.07

0.23

0.88

—

0.12

0.91

0.45

0.84

0.65

0.86

0.57

0.34

0.06

0.67

0.49

0.18

0.30

0.36

0.11
0.11
0.38

NMI

0.37

0.68

0.87

0.11

0.87

0.80

0.21

0.41

0.82

0.10

0.33

0.79

0.56

0.83

0.69

0.91

0.83

0.74

0.22

0.71

0.59

0.38

0.42

0.44

0.40
0.40
0.63

均值

0.235

0.63

0.84

0.07

0.87

0.77

0.14

0.32

0.85

—

0.225

0.85

0.505

0.835

0.67

0.885

0.70

0.54

0.14

0.69

0.54

0.28

0.36

0.40

0.26
0.26
0.51
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和 Pathbased 上取得了最好的聚类结果。从整体实验的 ARI和 NMI均值来看，SC 取得了最好的聚类结

果，但 SC 需要预先指定聚类数目，DBSCAN 聚类效果仅次于 SC，但 DBSCAN 需要不断调整参数 Eps

和 MinPts 才能找出较优的结果。本文算法优于 K‑means，取得了与 DPC 相当的聚类结果，ARI 和 NMI
比 DPC 均低 0.02。本文算法的优势是能够在对精度要求不是非常高的自动化的场景中进行应用，同时

能够达到较好的聚类效果。

4. 3　算法性能实验结果与分析　

在 4 个数据集上对本文算法进行了性能实验，最小的样本数为 20 867，最大的样本数为 434 874，数
据集的维度最小是 2 维，最大是 10 维。算法的性能实验是在公有云平台进行，见表 1，分为无 RAPIDS
和使用  RAPIDS 加速两种环境，算法的性能实验运行时间（Wall time）结果如表 7 所示。

在表 7 中，数据集 Avila 获得了最高的加速比（无 RAPIDS 运行时间/有 RAPIDS 运行时间）7.37，数
据 集 Worms 和 Household_power_consumption 分 别 取 得 了 4.20 和 3.18 的 加 速 比 。 而 对 于 数 据 集

3D_spatial_network 取得了小于 1 的加速比，也就是说采用 RAPIDS 比不采用 RAPIDS 的运行时间要

多。出现这种情况的原因是，系统在 CPU 和 GPU 之间传递数据花费较多的时间。通过运行时间分析，

数据集 3D_spatial_network 采用 RAPIDS 的系统时间（System time）几乎是不采用 RAPIDS 的 5 倍，而算

法本身所需的时间几乎没有变化。

RAPIDS 平台加速本质是 GPU 计算，而 GPU 计算需要考虑 GPU 内存和带宽两个指标，这两个指

表 6　聚类算法对比实验 ARI和 NMI结果

Table 6　ARI and NMI results of compared clustering algorithms

数据集

Aggregation
Compound

Flame
Jain

Pathbased
R15
Iris

Seeds
Digits
均值

K‑means
ARI
0.77
0.78
0.51
0.33
0.46
0.99
0.73
0.74
0.74
0.67

NMI
0.88
0.80
0.48
0.37
0.55
0.99
0.75
0.72
0.78
0.70

DPC
ARI
0.99
0.64
1.0
0.71
0.47
0.99
0.76
0.75
0.46
0.75

NMI
0.99
0.84
1.0
0.51
0.54
0.99
0.81
0.71
0.72
0.79

DBSCAN
ARI
0.99
0.97
0.94
0.94
0.65
0.97
0.73
0.53
0.77
0.83

NMI
0.99
0.94
0.86
0.86
0.70
0.98
0.70
0.49
0.68
0.80

SC
ARI
0.96
0.62
0.95
1.0
0.53
0.99
0.88
0.73
0.93
0.84

NMI
0.96
0.83
0.89
1.0
0.60
0.99
0.87
0.71
0.93
0.86

本文算法

ARI
0.81
0.87
0.88
0.91
0.84
0.86
0.67
0.36
0.38
0.73

NMI
0.87
0.87
0.82
0.79
0.83
0.91
0.71
0.44
0.63
0.77

表 7　算法性能实验运行时间结果

Table 7　Runtime results of efficiency validation

数据集

Avila
Worms

3D_spatial_network
Household_power_consumption

运行时间 Wall time/s
无 RAPIDS 加速

3.76
11.5
37.2

104.3

有 RAPIDS 加速

0.51
2.74
53.7
32.8

加速比

7.37
4.20
0.69
3.18

435



数据采集与处理  Journal of Data Acquisition and Processing Vol. 38, No. 2, 2023

标会影响 CPU 和 GPU 之间的数据传输速度。当数据集的维度比较高时，RAPIDS 能够获得很好的加

速比（如 Avila 和 Household_power_consumption），当数据集的维度比较低时，样本量不是非常大时，

RAPIDS 也会取得不错的加速比（如 Worms），而随着数据集样本量的增加，RAPIDS 的加速性能出现

下降，甚至加速比会小于 1（如 3D_spatial_network）。整体来看，当数据集维度比较高时，能够在 GPU 实

现多核并行计算，会获得较好的加速比。

除了算法的性能实验外，对表 3 中数据集进行计算 DBSCAN 参数 MinPts 和 Eps 的性能实验，实验

采用本地实验环境，表 8 给出了计算参数时间的实验结果。从表 8 可知，对于数据集 Avila，计算参数

Eps需要 14 s，对于数据集 3D_spatial_network，计算参数 Eps需要 3 353 s。3D_spatial_network 数据量是

Avila 的约 21 倍，而计算参数 Eps 所需时间约 240 倍。对于 4 个数据集，计算参数 MinPts 所需时间均小

于 1 s。但在求 k最近邻时，需要花费更多的时间，最大的数据集 3D_spatial_network 需要 1 486 s，最小数

据集 Avila需要 15 s。整体来看，随着数据量的增加，计算参数 Eps需要更多的时间。

5 结束语  

本文提出了一种确定 DBSCAN 中 MinPts 和 Eps 参数值的方法，并且采用 RAPIDS 平台对 DB‑
SCAN 算法进行加速。本文方法利用自然最近邻获得数据集的自然特征值作为 MinPts。然后，根据自

然特征值计算自然特征集，基于自然特征集计算 Eps 候选值，最后基于 RAPIDS 平台运行无参 DB‑
SCAN 算法。综合实验结果表明，本文提出的确定 DBSCAN 算法参数值的方法是有效的，能够为进一

步优化 DBSCAN 算法找到更优的全局的 Eps 参数值提供优化方向，并且采用 RAPIDS 能够提升 DB‑
SCAN 性能。下一步工作将继续研究自然特征集的特性，获取数据集更多的知识。在算法性能方面将

优化计算参数的性能，并探索 RAPIDS 的 Dask 框架进行多 GPU 高性能计算。
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