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一种轻量级全频带语音增强网络模型

胡沁雯， 侯仲舒， 乐笑怀， 卢 晶

（南京大学声学研究所，近代声学教育部重点实验室，南京 210093）

摘 要： 基于深度神经网络的全频带语音增强系统面临着计算资源需求高以及语音在各频段分布不平

衡的困难。本文提出了一种轻量级全频带网络模型。该模型在双路径卷积循环网络模型的基础上，利

用可学习的频谱压缩映射对高频段频谱信息进行有效压缩，同时利用多头注意力机制对频域的全局信

息进行建模。实验结果表明本文模型只需 0.89×106的参数即可实现有效的全频带语音增强，验证了本

文模型的有效性。
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A Light‑Weight Full‑Band Speech Enhancement Model

HU　Qinwen， HOU　Zhongshu， LE　Xiaohuai， LU　Jing

(Key Laboratory of Modern Acoustics, Institute of Acoustics, Nanjing University, Nanjing 210093, China)

Abstract： Deep neural network based full-band speech enhancement systems face challenges of high 
demand of computational resources and imbalanced frequency distribution. In this paper， a light-weight full-
band model is proposed based on dual path convolutional recurrent network with two dedicated strategies， 
i. e.， a learnable spectral compression mapping for more effective high-band spectral information 
compression， and the utilization of the multi-head attention mechanism for more effective modeling of the 
global spectral pattern. Experiments validate the efficacy of the proposed strategies and show that the 
proposed model achieves competitive performance with only 0.89×106 parameters.
Key words: full-band speech enhancement; deep learning; multi-head attention mechanism

引   言

在过去 10 年中，基于深度神经网络  （Deep neural networks， DNN）的数据驱动语音增强方法取得了

较大的进展［1］，与传统的信号处理方法相比，这类方法在噪声抑制和语音保留上都具有更好的效果。大

多数语音增强系统专注于处理宽带（采样率 16 kHz）或窄带（采样率 8 kHz）语音，而全频段（采样率

48 kHz）语音增强方法仍有待探索，以便应用于需要高保真音频的场景。直接将宽带处理网络的频率

维度拓宽以应用于全频段语音增强是不可取的，这将导致内存需求和计算负担的显著增加，使得其无

法应用于计算资源有限的便携语音交互设备。此外，以统一的方式处理所有频带并非最优方式，因为
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语音的大部分能量和谐频信息均集中在中低频范围［2］。解决方案之一是用频谱包络来压缩频域特

征［3⁃4］，但采用该方案的网络模型受制于频域低分辨率。此外，使用针对不同频段优化的子网络［5］可以

专注于低频处理，以显著提高语音增强性能，但它在处理机制上很难减小模型尺寸。

本文基于宽带的双路径卷积循环网络模型（Dual path convolutional recurrent network， DPCRN）［6］，

提出了一种轻量级全频带语音增强网络模型。DPCRN 是一个非常有竞争力的轻量级语音增强模型，

在第 3 届深度噪声抑制挑战赛（Deep Noise Suppression⁃3，DNS⁃3）［7］中排名第 3 位，比前两名的模型具

有更少的参数和更低的计算负担：DPCRN 需要 0.8×106 参数和  3.7×109 乘加数（Multiply⁃accumulate 
operation，MAC），第 1 名模型需要 6.4×106 参数和  6.0×109 MAC，第 2 名模型需要 5.2×106 参数和  
52.5×109 MAC。DPCRN 模型分别在两条路径上，即处理频域信息的块内路径和处理时域信息的块间

路径上，均使用循环神经网络  （Recurrent neural network，RNN）进行建模。为了更好地利用频谱之间的

内在联系，本文模型中引入了注意力机制，即用多头注意力（Multi⁃head attention，MHA）网络［8］取代用于

块内处理的 RNN，而在块间处理上依然保留 RNN。为了更有效地处理语音分布稀疏的高频分量，本文还

将一个可学习的频谱压缩映射（Spectral compression mapping，SCM）及其反演变换分别添加到网络预处

理和后处理中，可以有效地压缩整个模型的大小。该模型被命名为频谱压缩映射双路径注意力循环网

络（Spectral compression mapping⁃dual path attention recurrent network， SCM⁃DPARN）。在只有 0.89×
106参数的条件下，SCM⁃DPARN 模型可以获得与其他高性能全频带模型类似的语音增强效果。

1 SCM‑DPARN模型  

1. 1　问题描述和模型结构　

时频（Time⁃frequency，T⁃F）域含噪语音可以描述为

X ( t，f )= S ( t，f )+ N ( t，f ) （1）
式中：t 表示时帧序数；f 表示频点序数；S ( t，f )、N ( t，f )分别表示该时频点的纯净语音和噪声成分，且

S ( t，f )是可能带有混响的信号。下文在指代整个频谱图时省略 t、f序数。

本文的处理目标不考虑去混响，因此模型的目标是对带混响语音 S 进行估计，其估计值为 S͂。具体

的方法是将输入的噪声语音 X 直接映射到 S͂

上，而非间接地进行掩膜估计。模型的训练由

最小化在 S͂ 和 S 上计算的损失函数 L 来实现，表

达式为

S͂ = F ( X ) （2）

L = Loss ( S͂，S) （3）

式中 F为作用于复频谱的网络函数。使用基于

映射的方法直接估计目标频谱的实部和虚部，

其好处在于即使输入信号经过低通滤波，网络

也可以恢复原始语音的部分高频段频谱。

与 DPCRN［6］类似，本文模型由 1 个编码

器、1 个双路径处理模块和 2 个解码器组成，如

图 1 所示。编码器连接在 1.2 节描述的频谱压

缩映射层之后，包含多个二维卷积层；而每个解

图 1 本文提出的 SCM-DPARN 模型整体结构图

Fig.1 Network architecture of the proposed SCM-DPARN 
model
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码器包含多个转置二维卷积层，其后分别连接一个逆频谱压缩映射  （inverse Spectral compression map⁃
ping，iSCM）层，用以重建频谱的实部或虚部。在编码器和解码器中的相应层之间使用残差连   接。编解

码器的结构示意图如图 2 所示。

1. 2　频谱压缩映射　

在全频带语音增强任务上，如果保持频谱的分辨率不变，将宽带网络直接扩展成全频带模型，模型

计算量将至少提高到原来的 3 倍，同时它会将三分之二的计算资源分配给信息量较少的高频段（8~
24 kHz），从而显著增加计算负担和学习困难。因此，有必要引入频谱信息映射策略来有效压缩高频

段。SCM 层的设计遵循梅尔尺度滤波器组的类似形式。梅尔尺度滤波器通过对数函数将频率转换为

梅尔尺度［9⁃10］。为了进一步保留关键的中低频段信息，模型完整保留低于 5 kHz 的频段信息，只对高于

5 kHz的频段以对数形式进行拉伸映射。映射曲线定义为
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ì

í

î

ï
ïï
ï

ï
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ê
êê
ê
ê
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úln ( )q ( m )- 2 500

2 500 + 2 5 kHz < q ( m ) ≤ 24 kHz
（4）

式中： m 为频点的索引；q ( m )为原始频谱中第 m 个频点的物理频率；qc ( m )为该频点在变换域对应的数

值 。 考 虑 将 一 个 F 维 谱 压 缩 成 F c 维 频 谱 ，在 变 换 域 中 重 新 采 样 F c 个 均 匀 分 布 的 点 qc( k ) ( k =

1，2，…，F c )。上述的对数映射和重新采样的变换过程可以描述为

x comp =W SCM x           x∈ RF， x comp ∈ RF c （5）

W SCM = é

ë
ê
êê
ê ù

û
úúúú

IK × K 0K × ( )F - K

G
∈ RF c × F （6）

G= [ gK + 1，gK + 2，…，gk，…，gF c ]
T

∈ R( )F c - K × F （7）

图 2　编码器结构和解码器结构示意图

Fig.2　Structures of the encoder and the decoder
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式中： x 为原始频谱；x comp 为变换后的频谱；K 为对应于 5 kHz 阈值的频点的索引；gk 为第  k 个三角滤波

器；q ( qc( k ) )为式（4）中对数函数的逆映射，即 q ( qc( k ) )= 2 500 (e qc( )k
2500 - 2 + 1)；m = 1，2，…，F；k = K +

1，K + 2，…，F c。

这种变换依然具有局限性。式（4）的对数映射能够更合理地在不同频段分配计算资源，但它并不

能有效匹配高频范围内语音频谱的稀疏分布。因此，直接采用这种压缩模式将导致高频部分不能得到

有效处理，在高频段有较大的噪声残留。

为了更有效地适应高频范围内语音的稀疏分布，模型中使用一个部分可学习的压缩矩阵 W͂ SCM 来

实现频谱压缩映射，并且该压缩矩阵由W SCM 来进行初始化。其中低频带映射 W͂ low
SCM =[ I  0 ] ∈ RK × F 是

固定的，高频带部分 W͂ high
SCM ∈ R( )F c - K × F 由网络进行学习，并且由式（7）中的 G来进行初始化。相应地，逆

频谱压缩映射 iSCM 也通过可学习矩阵 W͂ iSCM ∈ RF × F c 实现，且 W͂ iSCM 采用随机初始化。

1. 3　双路径注意力循环网络　

原始的  DPCRN 在两个不同的路径上使用了 RNN，即块内 RNN 和块间 RNN。这里的“块”指代单

帧的频谱。块内 RNN 作用于频域，用于对单帧中各频率之间的相关性进行建模；块间  RNN 作用于时

域，用于对时间依赖关系进行建模。考虑到全频带语音具有明显更宽的频率跨度，用 MHA 替换块内  
RNN，因为它可以更有效地模拟长序列的全局频谱模式。另一方面，时间轴上的全局信息对于语音增

强来说不是必需的，因此保留了块间  RNN。

图 3给出了 DPARN 处理模块的详细结构以及 MHA 的具体结构。在 SCM 层之后，编码器进一步对

频域进行压缩，并且在各时频点上提取维度为 C 的局部特征向量。在块内 MHA 的输入上添加三角位置

编码（Positional encoding，PE）［8］。在块内 MHA 中，时域方向上进行并行处理，注意力层的输入为序列长

度为 F '的 C 维向量，其中 F '表示 SCM 和卷积编码器压缩后的频率维度，F '< F c < F。查询向量

Q∈ RF '× C、键向量K∈ RF '× C 和值向量V∈ RF '× C 都是与注意力层输入相同的向量。注意力机制由 H 个平

行的注意力头来实现。在每个注意力头中，Q、K和V分别被线性地投影到 dq、dk ( dk = dq )和 dv维度上，即

Q h = QW Q
h  ， K h = KW K

h ， V h = VW V
h      W Q

h ∈ RC × dq， W K
h ∈ RC × dk， W V

h ∈ RC × dv （9）
式中  h 为注意力头的索引。之后将缩放的点积注意力计算应用于Q h、K h 和V h，即

Attention (Q h，K h，V h ) = softmax ( Q hK
T
h

dk
)V h （10）

式（10）计算每 2个频率点在投影空间中的相似性，并相应地为值向量的投影值V h分配权重，再加权求

和作为每个注意力头对应的输出。不同注意力头的输出连接起来，并被线性投影回一系列C维向量，即

MHA (Q，K，V ) = Concat ( head1，head2，…，headH )W O

headh = Attention (Q h，K h，V h )    W O ∈ R( )H × dv × C （11）
在 MHA 层之后，用一个前馈网络进一步处理每个频点的信息，该前馈网络包括 2 个全连接层和
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1 个 ReLU 激活函数层，即

FFN ( z ) = max ( 0，zW 1 + b1 )W 2 + b2 （12）
式中：z为前馈网络输入；W 1 ∈ RC × ( )4C ； W 2 ∈ R( )4C × C；  b1 ∈ R 4C； b2 ∈ RC。

将 1个 MHA 层和 1个前馈网络视为 1个  MHA 模块。B 个重复的 MHA 模块之后为 1个全连接层和

1 个实例标准化层（Instance normalization，IN）。进一步将输出张量转置之后传入块间 RNN 中。在块间

RNN 中，使用长短时记忆网络（Long⁃short term memory， LSTM）处理时序关系［6］，后面依然接有 1 个全

连接层和 1个 IN 层。在每个 MHA 模块内，以及块间处理部分与块内处理部分之间应用残差连接［6］。

1. 4　训练目标　

网络的学习目标是纯净语音频谱的实部和虚部 S = S real + iS imag，其中 S real 表示实部，S imag 表示虚

部。使用功率压缩损失函数［11］作为训练目标，可以更好地处理低功率时频点中的信息。复数谱在极坐

标下可以写为 S = | S |eiθS，其幂压缩谱可以描述为 SC = | S | γ eiθS，其中 γ 为压缩系数，上标 C 表示功率压

缩模式。因此，实部和虚部分别表示为

SC
real = | S | γ cosθS，  SC

imag = | S | γ sinθS （13）
网络估计得到的纯净语音的 S͂C

real 和 S͂C
imag 遵循相同的定义。用于恢复复数谱和幅度谱的损失函数

LRI( S͂，S)和 LMag ( S͂，S)分别定义为

LRI( S͂，S)= SC
real - S͂C

real
2

F
+ SC

imag - S͂C
imag

2

F
（14）

LMag ( S͂，S)=

 


|| S γ - || S͂ γ 2

F
（15）

式中 ||·||F 为矩阵的 Frobenius 范数，最终用于训练 SCM⁃DPARN 的损失函数为 LRI( S͂，S)和 LMag ( S͂，S)之
和，表达式为

L = LRI( S͂，S)+ LMag ( S͂，S) （16）

图 3　DPARN 模块和 MHA 模块的结构示意图

Fig.3　Structures of DPARN module and MHA module
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2 仿真实验与结果分析  

2. 1　消融实验　

2. 1. 1　数据集　

首先进行消融实验，以评估 SCM 层的作用以及 DPARN 与其他双路径模型相比的优势。所有模型

均在一个小数据集上进行训练，其中包括来自英语数据集 VCTK［12］和法语数据集 SIWIS［13］的纯净语

音，以及来自 DEMAND［14］和 QUT⁃NOISE［15］的噪声数据。所有音频都以 48 kHz 采样。纯净语音数据

集的大小总共约为 45 h。将音频随机分成 10 s 长的片段，总共生成 16 000 个纯净语音片段。其中

14 500 个片段用于训练，其余用于验证。首先将 10% 的纯净数据与从 openSLR26 和 openSLR28［16］中

随机选取的房间脉冲响应进行卷积，然后以-5~10 dB （间隔 1 dB）的信噪比（Signal⁃to⁃noise ratio，
SNR）将语音片段与噪声片段随机混合，从而生成带噪语音片段。对于带有混响的带噪语音，模型的训

练目标为带混响的纯净语音，即在本文的实验中仅以去除加性噪声为目标，不考虑去混响。

对于测试数据集，使用来自 DAPS［17］的纯净语音和来自 Saki［18］的噪声。测试数据的模拟生成方式

和训练数据相同。测试的 SNR 级别为｛-5 dB， 0 dB， 5 dB， 10 dB｝。

2. 1. 2　参数设置　

短时傅里叶变换（Short⁃time Fourier transform，STFT） 的窗口长度为 25 ms，帧移为 12.5 ms。离散

傅里叶变换长度为 1 200 个点，即输入网络的频率特征的维度为 601，执行 STFT 时使用汉宁窗。

在 SCM 层，F c = 256，K = 125。编码器包含 5 个二维卷积层。输出通道维度为｛16， 32， 48， 64， 
80｝，卷积核大小为｛（5，2），（3，2），（3，2），（3，2），（2，1）｝，步长为｛（2，1），（1，1），（1，1），（1，1），（1，1）｝，

其中第 1 个数字指代频率轴上的配置，第 2 个数字指代时间轴上的配置。解码器中的转置卷积层是反

向排序的。每个（转置）卷积层后皆为 1 个批标准化层（Batch normalization，BN）和 1 个 PReLU 函数层。

残差连接通过在通道维度上进行拼接来实现。在本实验中，DPARN 处理块仅由 1 个块内处理模块和 1
个块间处理模块组成。在块内 MHA 中，B = 2， H = 8， dk = dq = dv = C/H，其中 C = 80；在块间

RNN 中，LSTM 的隐藏层大小为 127。
采用预热训练法［8］来训练 SCM⁃DPARN。预热法调节学习率从一个很小的值开始，先上升再下

降，它能够防止网络权重在一开始波动太大，使其找到一个合适的收敛方向。学习率 α 随训练步长 ψ 而

变化：α = 1
C

× min ( 1
ψ

，
ψ

Ψ 3 )，其中预热步数 Ψ 为 40 000。实验中使用 Adam 优化器来进行学习，

具体参数 β1 = 0.9， β2 = 0.98， ϵ = 10-9；压缩参数 γ = 2
3。

2. 1. 3　基线模型和评价指标　

基线模型包括DPCRN［6］与4个变体：带SCM层的DPCRN（SCM⁃DPCRN）、使用块内RNN与块间MHA
的模型（SCM⁃DPRAN）、使用块内 MHA和块间 MHA的模型（SCM⁃DPAAN）。无 SCM 层的 DPCRN 模
型使用完整的 601维频率特征进行训练，不进行频谱压缩。块间 MHA中 MHA模块的数量 B = 2。评估指

标包括语音质量感知评估（Perceptual evaluation of speech quality，PESQ）、短时客观可懂度（Short⁃time ob⁃
jective intelligibility，STOI） 和尺度不变信号失真比（Scale⁃invariant signal⁃to⁃distortion ratios，SI⁃SDR）。

2. 1. 4　实验结果及分析　

消融实验中各模型在不同信噪比测试集上的 PESQ、STOI、SI⁃SDR 分数分别如表 1~3 所示。其中

PESQ、STOI 分数是将信号全部从 48 kHz 采样率降采样至 16 kHz 后测得的。SI⁃SDR 分数是在原始的

48 kHz 采样率信号上计算得到的。从各个指标来看，不进行任何频谱压缩的 DPCRN 模型性能比带有
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SCM 层的 DPCRN 模型性能相对更弱。由此可见，对于全频带语音增强模型，保持完整的频率信息不

仅在计算中是多余的，而且会恶化模型的性能。在这种设置下，模型分配了大量的计算资源用于学习

语音能量分布稀疏的高频部分，既无法在高频上提取有效的信息，又影响了模型对低频成分的建模。

本文提出的 SCM⁃DPARN 在各指标、各信噪比数据上性能皆为最佳，并且其优势在低信噪比下更加明

显。得益于 SCM 模块，SCM⁃DPARN 能够有效地提取中低频的谐波信息；同时由于多头自注意力网络

的 全 局 信 息 处 理 优 势 ，它 对 频 带 较 宽 的 辅 音 成 分 能 达 到 较 好 的 保 留 效 果 。 SCM⁃DPRAN 和

SCM⁃DPAAN 两个模型有性能下降，甚至劣于 SCM⁃DPCRN。说明至少对于轻量级网络而言，在

MHA、RNN 层数较少的情况下，仅沿频率轴应用多头注意力机制确实是最佳选择。

2. 2　增强实验　

2. 2. 1　数据集和参数设置　

为了将 SCM⁃DPARN 与近年的其他全频带、超宽带（采样率 32 kHz）语音增强论文模型进行比较，

在公开的 VCTK⁃DEMAND 数据集［19］上进一步训练和测试提出的模型。该数据集仅提供纯净语音与

表 1　不同信噪比测试集上的 PESQ 评分

Table 1　PESQ scores on test datasets with different SNRs

模型

原带噪语音

DPCRN
SCM⁃DPCRN
SCM⁃DPAAN
SCM⁃DPRAN
SCM⁃DPARN

SNR/dB
-5
1.15
1.45
1.69
1.47
1.54
1.84

0
1.23
1.94
2.33
1.84
2.04
2.42

5
1.37
2.07
2.53
2.15
2.32
2.61

10
1.64
2.36
2.99
2.58
2.78
3.03

表 2　不同信噪比测试集上的 STOI评分

Table 2　STOI scores on test datasets with different SNRs %      

模型

原带噪语音

DPCRN
SCM⁃DPCRN
SCM⁃DPAAN
SCM⁃DPRAN
SCM⁃DPARN

SNR/dB
-5
77.6
76.8
83.2
82.0
81.1
85.3

0
86.3
89.0
91.8
89.6
90.5
92.9

5
91.1
90.7
94.2
92.5
93.5
94.7

10
95.5
91.6
96.9
95.6
96.5
97.0

表 3　不同信噪比测试集上的 SI‑SDR评分

Table 3　SI‑SDR scores on test datasets with different SNRs

模型

原带噪语音

DPCRN
SCM⁃DPCRN
SCM⁃DPAAN
SCM⁃DPRAN
SCM⁃DPARN

SNR/dB
-5

-4.99
3.68
6.05
4.57
4.30
7.07

0
-0.01

8.64
10.66
9.08
9.25

11.51

5
5.00
9.79

12.20
10.92
11.53
12.82

10
10.00
11.65
15.06
13.79
14.14
15.41
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带噪语音，不提供原始的噪声数据。纯净语音来自 VCTK［12］数据集，其中 28 个说话人的数据用于训

练，2 个说话人的数据用于测试。噪声数据包括用于训练的 2 种人工生成的噪声类型（语音形噪声和咿

呀声）和来自 DEMAND［14］的 8 种真实噪声，以及用于测试的其他 5 种噪声。训练的 SNR 级别为｛0 dB，

5 dB，10 dB，15 dB｝，测试的 SNR 级别为｛2.5 dB，7.5 dB，12.5 dB，17.5 dB｝。训练数据总共大约 10 h。
STFT 配置、网络参数设置和训练策略与消融实验相同，预热步长为 5 000。
2. 2. 2　基线模型和评价指标　

基线模型包括：RNNoise［20］、PerceptNet［3］、DeepFilterNet［4］和 S⁃DCCRN［5］。基线模型的分数摘取

于相关论文中［3⁃5，20］。在这些模型中，只有 S⁃DCCRN［5］是在 VCTK⁃DEMAND 训练集上训练的，且在文

献［5］中应用于超宽带语音增强，对应的处理难度低于全频带语音增强。

2. 2. 3　实验结果及分析　

在公开的 VCTK⁃DEMAND 测试集上的结果如表 4 所示。虽然 RNNoise［20］只有 0.06×106 的参数，

但它在性能上相较其他模型有较大劣势。在训练数据集较小的情况下，本文提出的 SCM⁃DPARN 模型

在 PESQ、STOI、SI⁃SDR 三个指标上都取得了最好的分数，且模型大小只有 0.89×106 参数。结果表

明，利用 SCM 对全频带信息进行压缩、使用多头自注意力对频谱结构进行建模对于全频带语音增强模

型是有效的改进策略。

3 结束语  

本文提出了一种轻量级的全频带语音增强模型 SCM⁃DPARN。该模型利用可学习的频谱压缩映

射来更有效地压缩信息量较少的高频段频谱，用多头注意力网络取代循环神经网络对全频段频谱的全

局结构进行建模。本文通过消融实验验证了频谱压缩的有效性，并进一步确认了 DPARN 相较于其他

双路径语音增强模型的优势。在 VCTK⁃DEMAND 数据集上的实验显示，与几种全频带语音增强模型

相比，本文提出的 SCM⁃DPARN 仅使用 0.89×106 参数就实现了较好的语音增强效果。
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