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融合深浅特征和动态选择机制的行人检测研究
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摘 要： 针对无人驾驶场景下行人多尺度、小尺度造成漏检率升高，检测精度下降的问题，本文提出一

种融合深浅层特征和级联动态选择机制的行人检测方法。首先，在 YOLO v3‑tiny 的基础上基于密集连

接的卷积神经网络改进特征提取部分，融合行人的深层特征和浅层特征加强网络对行人的识别能力；

其次，在改进的主干网络上级联具有动态选择机制的注意力模块，使检测网络更加适应动态的行人尺

度变化；最后，本文选择 BDD 100K 数据集和 Caltech 加州理工学院行人数据集进行实验，在保证实时性

的 前 提 下（25 ms/张），本 文 模 型 在 BDD 100K 数 据 集 行 人 漏 检 率 降 低 11.4%，平 均 检 测 精 度 提 高

11.7%，在 Caltech 行人漏检率降低 10.1%，平均检测精度提高 6.7%，适用于无人驾驶行人检测领域。
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Abstract： Aiming at the problem that the multi-scale and small-scale of pedestrians in unmanned scenario 
causes the increase of missed detection rate and the decrease of detection accuracy， this paper proposes a 
pedestrian detection method that fuses deep and shallow layer features and cascade dynamic selection 
mechanism. Firstly， on the basis of YOLO v3-tiny， we improve the feature extraction part based on the 
densely connected convolutional neural network， and fuse the deep and shallow features of pedestrians to 
enhance the network’s ability to recognize pedestrians. Secondly， we cascade the attention module with 
dynamic selection mechanism on the improved backbone network to make the detection network more 
adaptable to dynamic pedestrian scale changes. Finally， we choose the BDD 100K dataset and the Caltech 
pedestrian dataset to conduct experiments. Under the premise of real-time performance （25 ms/sheet）， the 
missed detection rate of pedestrian is reduced by 11.4% and the average detection accuracy is improved by 
11.7% in the BDD 100K dataset， and the missed detection rate of pedestrian is reduced by 10.1% and the 
average detection accuracy is improved by 6.7% in the Caltech dataset， which is suitable for unmanned 
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pedestrian detection.
Key words: driverless; small scale; pedestrian detection; dense connectivity; dynamic selection mechanisms

引   言

行人检测［1］作为机器感知重要的一部分，在机器视觉、无人驾驶［2］等领域都有较强的应用价值。在

无人驾驶场景中，由于行人外观易受外部光照条件、姿态变化、目标遮挡等影响，在复杂的交通环境中

进行行人检测容易出现漏检、检测精度不佳等问题，所以行人检测一直是一项富有挑战且极具研究价

值的实际任务。因此，如何在提高行人检测效率的同时，提升面对复杂环境的鲁棒性具有深刻的意义。

当前行人检测的方法主要分为两类方法：基于图像本身特征进行提取的传统手工特征和机器学习方法

以及基于样本自动训练出行人特征分类器的深度学习方法。

（1）基于传统的特征提取方法：基于图像本身的手工特征进行提取

传统的目标检测方法主要是基于手工设计物体特征和选择分类器。主流的图像特征有 Haar 小波

变换［3］、尺度不变特征变换（Scale invariant feature transform， SIFT）［4］、方向梯度直方图（Histogram of 
oriented gradient， HOG）［5］等，通过提取完手工特征再结合具体对象选择分类器，主流的物体分类器有

支持向量机（Support vector machine， SVM）［6］、自适应增强（Adaptive boosting， Adaboost）［7］等。

2005 年 Xu 等［8］提出一种行人检测跟踪方法，针对行人外观非刚性的特点采用 SVM 实现分类。该

方法对于白天场景需要根据像素强度找出候选对象，通常需要对视频数据的每一帧进行详尽搜索，所

以算法实时性较差。2010 年 Cerri 等［9］提出基于 AdaBoost 级联元算法的全天候行人分类系统，基本思

想是使用基于 Haar 特征的 AdaBoost 和基于 AdaBoost 特征的 AdaBoost 系统，以达到更好的行人分类，

但是  AdaBoost 分类器对于异常值的鲁棒性较差。2012 年 Guo 等［10］采用 AdaBoost 算法和级联方法从

图像中分割行人候选，行人识别分类器使用 SVM 进行训练，在辅助驾驶系统中性能优于传统的单级分

类器，但是两阶段的方式增加了算法的复杂度。

基于传统的特征提取方法需要根据不同的检测对象设计出不同的手工特征，然后挑选适合的分类

器辨别行人，算法的实时性难以得到保证。

（2）基于深度学习的方法：设计不同的网络结构自动学习行人特征和实现分类

近年来，基于卷积神经网络的深度学习方法在无人驾驶领域实现了较多的成果，其中具有代表性

的目标检测方法主要分为两阶段检测器、单阶段检测器。两阶段检测器主要代表为快速区域建议网络

（Fast region proposal network， Fast R‑CNN）［11］、掩码区域建议网络（Mask region proposal network， Mask 
R‑CNN）［12］等，单阶段检测器主要代表为单个深层网络检测（Single shot multibox detector， SSD）［13］、一

次检测网络  （You only look once， YOLO）［14］等，单阶段检测器能实现更快的检测速度，但是检测精度

一般低于两阶段检测器。

2016 年 Zhang 等［15］发现 Faster R‑CNN 中的区域建议网络（Region proposal network，RPN）处理小

实例的特征图分辨率不足，提出首先使用 RPN 搜索行人区域，然后在高分辨率特征图级联增强森林对

行人进行分类，但是两阶段的方法导致行人检测实时性较差。2018 年 Lan 等［16］在实时性较强的原始

YOLO 网络中添加 3 个 Passthrough 层，可以很好地将网络的浅层行人细粒度特征传递到深层网络，使

网络更好地学习浅层行人特征，但是没有考虑行人复杂的尺度变化问题，导致该方法对行人的检测精

度较低。2019 年 Zhang 等［17］对经典的 LeNet‑5 卷积神经网络改进和优化，添加归一化层和动态自适应

池化模型增强网络对尺度变化问题的鲁棒性，但是改进后的 LeNet‑5 检测被遮挡行人、小尺度行人也会
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出现误判现象。2019 年 Zhang 等［18］考虑无人驾驶行人检测的实时性问题，借鉴 Resnet 的方法，在原有

YOLO v3‑tiny 网络的基础上添加了 3 个卷积层，提高模型提取行人特征的能力，并在网络中增加 1×1
卷积层以减少计算复杂度，但是在考虑网络检测速度的同时没有考虑增强对小尺度行人特征的能力，

该方法对小尺度行人存在漏检现象。

YOLO v3‑tiny［19］是 YOLO 系列的简化版本之一，具有对硬件要求低、检测速度快的特点。但是面

对行人检测小尺度容易漏检、多尺度复杂变化造成检测精度低的问题，如何在保证实时性的前提下，使

YOLO v3‑tiny 网络更适用于无人驾驶行人检测领域，仍值得进一步研究。针对以上问题，本文提出使

用深度学习方法对行人进行检测识别，主要贡献有：

（1）在 YOLO v3‑Tiny 的基础上，提出基于密集连接［20］的思想改进 YOLO v3‑tiny 的特征提取网络，

该方法通过卷积、池化和密集连接块生成不同的特征层，增强深层特征和浅层特征之间交互性，提高网

络模型对小尺度行人特征的提取能力。

（2）提出在主干网络中级联具有动态选择机制的注意力网络［21］（Selective kernel network， SKNet），

改进后的检测方法能动态地选择不同尺度的卷积核，使网络更加适应交通场景行人复杂的尺度变化。

（3）实验结果表明，相比较 YOLO v3‑tiny 网络，DK‑YOLO v3‑tiny 在保证实时性的前提下，在 BDD 
100K 数据集行人漏检率降低 11.4%，平均检测精度提高 11.7%；Caltech 行人数据集［22］的漏检率降低

10.1%、平均检测精度上升 6.7%，适用于无人驾驶的应用场景。

1 网络模型  

1. 1　YOLO v3⁃tiny网络分析

对于无人驾驶计算能力较弱的轻型嵌入式设备，YOLO v3‑tiny 相较 YOLO v3 具备完全的轻量效

应优势，被广泛运用在无人驾驶、无人机等实时性较高的应用场景。YOLO v3‑tiny 网络总共只有 24
层 ，相比较 YOLO v3 网络的 107 层精简很大 ，在检测端只有 2 个 YOLO 层 ，分别为 YOLO13 和

YOLO26，其大小分别为 13×13 和 26×26，每个网格产生 3 个 anchor box 的位置坐标和 1 个置信度，总

共有 6 个 anchors 值。在交通场景下整个网络在前向传播过程中，被遮挡与受背景干扰的小尺度行人特

征比较少，而 YOLO v3‑tiny 主干网络比较浅，不能充分提取复杂多变的行人特征，从而导致这些目标的

细节特征在整个模型的深层网络中消失。YOLO v3‑tiny 网络结构如图 1 所示。

图 1　YOLO v3-tiny 网络结构图

Fig.1　YOLO v3-tiny network framework
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1. 2　DK⁃YOLO v3⁃tiny 网络结构

YOLO v3‑tiny 没有类似 YOLO v3 设计残差层加深网络，特征提取网络只使用不同的卷积、池化分

开生成特征层，深层特征和浅层特征之间没有联系，导致特征层的利用率较低，不利于目标检测网络分

类回归物体。本文基于密集连接思想在卷积层连接方面进行改进，利用 Dense block 模块每一层都融合

其他层的特征输出，并在特征提取网络中结合具有自适应尺度的注意力网络 SK，设计全新的

DK‑YOLO v3‑tiny 行人检测网络，如图 2 所示。

2 研究方法  

2. 1　Dense 深浅层特征

密集连接网络（Dense network， DenseNet）在卷积层连接方面，主要思想在于建立不同层之间的连

接关系，让每一层都融合其他层的特征输出，通过直接将浅层的卷积层和深层的卷积层建立密集连接，

实现对特征的重复利用。在加深网络的同时，保存了低纬度的特征，使用不同层次的特征维度进行更

平滑的决策。在充分利用特征层的同时解决梯度消失问题，网络训练效果较好。

DK‑YOLO v3‑tiny 在原 YOLOv3‑tiny 网络基础上，采用 3 层 Dense block 设计全新的特征提取网

络，在加深卷积层的同时不会带来复杂的计算问题。行人的浅层特征与深层特征进行充分融合，在网

络的前向传播中不用尺度行人的有效特征不易丢失，

有利于回归预测中深层卷积层上采样与浅层卷积层

的结合，从而加强 DK‑YOLO v3‑tiny 网络对小尺度行

人特征的提取能力。在 Dense block 模块内，下一层的

卷积层会联系前面所有卷积层的输出，以 i 层为例，第

i 层卷积层的输出为

X ( i )= H ( [ x0，x1，x2，…，x ( i - 1 ) ] ) （1）
式中：x0 为输入特征图；xi 为第 i 层的特征图；H ( i )为
层间变换函数，具有密集连接思想的 Dense block 结构

如图 3 所示。

2. 2　具有动态选择机制的注意力网络　

交通环境复杂多变，无人驾驶汽车和待检测的行

人都处于运动状态，行人具有多尺度、小尺度的特点。

在 YOLO v3‑tiny 网络中，同一 CNN 单元激活函数的

图 2　DK-YOLO v3-tiny 网络结构图

Fig.2　DK-YOLO v3-tiny network structure

图 3　Dense block 结构图

Fig.3　Dense block structure
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感受野大小相同，不能适应动态的尺度变化，然而不同大小的感受野（卷积核）对于不同尺度的行人会

有不同的效果，所以检测网络需要更灵活的机制提高网络对局部和全局信息的提取能力。

DK‑YOLO v3‑tiny 级联上具有动态选择机制的注意力网络 SKNET，对输入的特征图可以自适

应选择卷积核大小，扩大网络感受野捕获图像的局部和全局信息，适应不同尺度的行人目标。在多

卷积核分支结构上，通过注意力机制赋予特征通道不同的权重，从而重新校准特征来提高网络的表

示能力，动态选择机制结构如图 4 所示，图中 X 表示特征映射，H、C、W 表示三维坐标，U1 为经过

3×3 卷积后的特征向量，U2 为经过 5×5 卷积后的特征向量，U 为  U1 和 U2 相加后的特征向量，Sc 表

示经过全局平均池化的特征，Z 表示经过全连接生成的特征，V 表示不同卷积核的注意力权重得到

的特征图。

网络主要由分离，融合，选取 3 部分组成。

第一步：分离部分采用不同大小的卷积核并行处理特征图。对于输入的特征映射 X ∈ RH × W × C ，并
行采用不同尺度的卷积操作，卷积核尺寸大小为 2i + 3 ，其中 i ∈ N。

F：X → U 2i + 3 （2）
第二步：融合部分是计算每个卷积核的权重大小。首先将每个特征维度信息进行聚合，然后 U c 通

过全局平均池化（Global average pooling， GAP）统计不同通道的信息，表达式为

U c = lim
i ∈ [ 0，2 ]

U 2i + 3 （3）

S c = F gp ( U c )= 1
H × W ∑

i = 1

H

∑
j = 1

W

U c ( i，j ) （4）

式中： S c ∈ RC × 1； Fgp表示全局平均池化。

经过全连接生成紧凑的特征 Z，即

Z = F fc ( s )= δ ( β (W s ) ) （5）
式中：Z ∈ Rd × 1 ；δ 为 RELU 激活函数；β 表示批标准化（Batch noramlization）；Ffc表示全连接；Z 的维度为

卷积核的个数；W s ∈ Rd × c ，其中 d 代表全连接后的特征维度，即

d = max ( C/r，L ) （6）
式中：L = 32；r为压缩因子。

第三步：选取部分是通过不同权重的卷积核计算得出新的特征图。首先，通过使用柔性最大值传

输函数（Softmax）对分支中的特征层（Feature map）设置权重，每个分支被赋予不同的通道权重。然后，

网络可以根据行人尺度大小自主选择合适的感受野通道大小，实现动态选择自适应的感受野大小，选

取部分示意图如图 5 所示，图中 A、B ∈ RC × d， a、b 表示软注意力向量。

图 4　动态选择机制注意力模块

Fig.4　Dynamic selection mechanism attention module
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2. 3　多尺度训练方法　

输入图片的尺寸对检测模型的性能影响相当明显。相比较单一尺度训练网络模型，在训练时设置

不同尺度的输入图片，可使多尺度训练出来的模型对物体大小鲁棒性更强。该方法训练出来的模型在

测试阶段不仅使小尺度的图片测试速度更快，而且大尺度的图片检测准确度更高。

多尺度训练方法对于卷积神经网检测分类任务可以提高模型的鲁棒性和提高检测精度。本文设

计的 DK‑YOLO v3‑tiny 模型是比较典型的卷积神经网络，数据维度通过网络中不同卷积层和池化层进

行传递，首先设置图片分辨率的输入范围，然后网络在每个 Epoch 的迭代训练前会随机选择范围内的一

个图片输入分辨率，让网络模型在迭代训练的过程中可以适应不同尺度大小的图片。本文网络每批次

训练的图片最小输入分辨率为 320像素 × 320 像素，最大输入分辨率为 640像素 × 640 像素，测试时选

择尺度为 640像素 × 640 像素进行测试。

2. 4　损失函数分析

在无人驾驶场景中，行人的物理尺寸较小且容易受到背景的干扰，DK‑YOLO v3‑tiny 网络主要在

于准确定位到小尺度行人的位置，减少背景干扰提高检测算法鲁棒性。因此，本文损失函数由 3 部分

相加得到，分别为行人目标中心坐标和宽高坐标误差 Lpos、置信度误差 Lobj 和分类误差 L cls，具体计

算为

Lpos = λcoord ∑
i = 0

S2

∑
j = 0

B

l obj
i，j { [ ( xi - x̂ j

i )2 +( yi - ŷ j
i )2 ]+[( ωj

i - ω̂ j
i )2 +( hj

i - ĥ j
i )2 ] } （7）

Lobj = λnoobj ∑
i = 0

S2

∑
j = 0

B

l noobj
i，j ( ci - ĉ i )2 + λobj ∑

i = 0

S2

∑
j = 0

B

l obj
i，j ( ci - ĉ i )2 （8）

L cls = ∑
i = 0

S2

l obj
i，j ∑

c ∈ class
( [ P̂ j

i lg ( P j
i )+( 1 + P̂ j

i ) lg ( 1 - P j
i ) ] ) （9）

式中：S×S 为特征图的大小；B 为先验框的数量；xi、yi为中心点的横坐标和纵坐标；ωi、hi为预测框的宽

度和高度；l obj
i，j 表示第 i个网格中的第 j个锚帧，如果有行人目标则为 1，否则为 0；类似地，l noobj

i，j 表示在第 i

网格中的第 j个锚框中不存在行人；ci表示预测框包含目标对象的概率得分，ĉ i 代表真实值；P j
i 表示预测

框属于类别 c 的概率，P̂ j
i 表示标签框所属类别的真实值；λcoord为协调不同大小矩形框对误差函数贡献不

一致的协调系数；λnoobj表示当预测框没有预测到目标时其置信度误差在损失函数中所占权重；λobj表示

当预测框预测到目标时其置信度误差在损失函数中所占权重。

图 5　选取部分示意图

Fig.5　Schematic diagram of selected part
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3 实验结果与分析  

3. 1　实验数据与处理　

3. 1. 1　BDD 100K 数据集　

本文研究无人驾驶领域行人检测问题，伯克利大学 AI实验室发布的 BDD 100K 数据集是目前内容

最具多样性的公开驾驶数据集，包含 10 万段高清视频，分辨率大小为 1 280像素 × 720 像素。采样每个

视频的第 10 s 关键帧，共得到 10 万张图片，其中存在大量不同时间、天气等复杂环境的图片。本文只针

对该数据集标签为行人（Person）的图片，并提取第 5 帧，共获得训练集 4 420 张，测试集 3 220 张，图 6 为

BDD 100K 数据集部分样例。

3. 1. 2　加州理工学院 Caltech 行人数据集　

加州理工学院 Caltech 行人数据集是无人驾驶领域规模最大的行人检测数据集，全部数据都是正常

行驶的车辆采用车载摄像头在城市环境中采集得到，分辨率大小为 640 像素 × 480 像素，其中包含了众

多难检测的小尺度行人、被遮挡行人以及不同尺度的行人。

数据集视频序列包括 set00~set10 共 11 个序列。其中，加州理工学院将前 6 个序列划分为训练集，

共有 61 439 张图片，其余为测试集，共有 60 748 张图片。因为数据集为视频流，相邻编号的图像具有较

大的相似，所以本文采取每 14 张取 1 张图片的方式降低视频数据集前后帧的影响，共获得训练集 4 389
张，测试集 4 340 张。图 7 为 Caltech 数据集部分样例。

3. 2　实验设备　

本 文 所 有 实 验 均 使 用 Ubantu16.04 作 为 主 系 统 ，工 作 站 处 理 器 型 号 为

Intel ( R ) Core ( TM ) i5‑9400F CPU @ 2.90 GHz，显卡型号为 NVIDIA Geforce GTX2060，内存为 16 GB。

深度学习框架采用工程使用较多的 PyTorch 框架和 OpenCV 图像处理库。

本文训练阶段初始输入大小为 416 × 416 × 3，批量大小（Batch size）设置为 4，实验的迭代次数均

设为 500 epochs。其中，网络参数动量 ( Momentum ) 为 0.9，学习率（Learning rate）为 0.001，权值衰减

图 6　BDD 100K 数据集部分样例

Fig.6　Partial samples of the BDD100K dataset

图 7　Caltech 行人数据集部分样例

Fig.7　Partial samples of the Caltech pedestrian dataset
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( Decay ) 为 0.005，实验相关设施与参数配置如表 1
所示。

3. 3　实验评价指标　

目标检测算法的评价指标主要有检测精度以及

检测速度。准确率 P 代表模型能够正确识别物体类

别，召回率 R 代表某一类别检测出来的识别框与真实

框的比例，漏检率在数学关系表示为 1 - R，召回率越

高越好，漏检率越低越好。平均精度（Average preci‑
sion， AP）代表某一类别正确识别的数量占该类别所

有 被 识 别 数 的 百 分 比 ，平 均 精 度 均 值

( Mean average precision， mAP )代表每个类别 AP 的和

除以总类别数，通常将 mAP 作为模型检测精度的最终指标。上述指标表达式为

P = TP
TP + FP （10）

R = TP
TP + FN （11）

AP = ∑
k = 1

n

( rk + 1 - rk )× pk （12）

mAP = 1
N ∑

n = 1

N

AP( n ) （13）

式中：TP( True positive )代表正样本被正确识别为正样本；FP( False positive )代表负样本被错误识别为

正样本；FN( False negative )代表正样本被错误识别出负样本，由于本文只针对无人驾驶场景的行人类

别，即 N = 1；rk、rk+1表示 PR 曲线定积分横坐标上两点，pk表示纵坐标；在检测速度方面，通常模型检测

处理速度 FPS（Frame per second）大于 30，符合实时检测的标准。

3. 4　消融实验　

为探究本文不同创新点对检测性能的影

响，本文在 Caltech 行人数据集进行了消融实

验。通过表 2 可以看出，在 Caltech 数据集上本

文的改进方式可以较大提升系统对行人的检测

性能。基于密集连接思想可以最大化网络中所

有层之间的信息流，增强提取行人特征时深层

信息和浅层信息的交互能力，改进的 YOLO 
v3‑tiny 虽然在检测精度上取得不错的效果，检

测准确度上升 11.4%，平均精度均值上升 6%，

但是在漏检率上仍有欠缺。特征提取网络通过

级联可以动态适应行人尺度的卷积核后，采用非线性的方法融合来自不同尺寸卷积核的特征，实现动

态调整模型感受野，捕获更多的行人特征，行人的漏检率进一步降低 3.6%，平均检测精度上升 0.7%，在

保证实时性的前提下（25 ms/张），无人驾驶场景中的行人检测性能得到较大的提高。

本文模型初始输入图片大小为 416 × 416 × 3，并对 DK‑YOLO v3‑tiny 的训练过程进行可视化，通

过图 8 可以看出，该方法在训练至 500 epochs 时基本处于饱和状态。在图 8 中，平均损失在训练过程中

表 1　实验相关设备与参数设置

Table 1　Experiment related facilities configuration

设备

操作系统

处理器

显卡

内存

编程语言

深度学习框架

图像处理库

相关配置

Ubuntu 16.04
Intel ( R ) Core ( TM ) i5‑9400F CPU @

 2.90 GHz
NVIDIA Geforce RTX2060

16.0 GB
Python 3.6
Pytorch 1.6
OpenCV 3

表 2　Caltech行人数据集消融实验

Table 2　Caltech pedestrian dataset ablation experi⁃
ment

Baseline
√
√
√
√

Dense

√

√

SK

√
√

P

0.657
0.771

0.508
0.71

R

0.594
0.659
0.712

0.695

mAP
0.63
0.69
0.654
0.697

FPS
120

50

90

40

注：加粗字体为每列最优值。

169



数据采集与处理  Journal of Data Acquisition and Processing Vol. 38, No. 1, 2023

平滑且稳定下降，到达 500 epochs 基于处于水平状态，说明本文模型的泛化性较强。DK‑YOLO v3‑tiny
的 mAP 持续上升，最终处于 0.6~0.7 的区间保持相对稳定。

3. 5　BDD 100K数据集对比实验　

BDD 100K 数据集包含黎明、白天和夜晚 3 个阶段，具有较高的挑战性。本文在 BDD 100K 采用 5
种方法对比，其中包含两阶段检测算法 PANet，编解码网络 ENet，经典目标检测算法 Densenet201、YO‑
LO v3‑tiny、YOLO v4‑tiny。Wang 等［23］提出 PANet在最先进的 Mask R‑CNN 基础上提高信息流的传递

效率，增强低层信息的利用率。ENet网络［24］由

一个大的编码模块和一个小的解码模块组成，

减少特征图分辨率引起的空间信息损失。陈立

潮等［25］使用深层次的 Dense 结构 Densenet201
网络对车辆目标识别，该模型实现特征提取网

络特征层的有效复用。实验结果如表 3 所示，

与这 3 种检测算法和单阶段目标检测算法 YO‑
LO v3‑tiny［19］和 YOLO v4‑tiny［20］相比，本文模

型 DK‑YOLO v3‑tiny 检测准确率，召回率、平

均检测精度可达到 0.621、0.397、0.401，验证了

本文模型在漏检率、检测精度方面的优越性。

3. 6　Caltech行人数据集对比实验　

为了进一步验证 DK‑YOLO v3‑tiny网络模

型的有效性，本文将 DK‑YOLO v3‑tiny 和具有

代表性的检测方法在 Caltech行人数据集进行对

比。其中包含两阶段检测器 Faster R‑CNN
（Resnet）［27］，单阶段检测器 SSD（VGG）［27］、YO‑
LO v3（Darknet53）、Densenet201（Densenet）以

及 YOLO 轻量化模型系列 YOLO v3‑tiny、YO‑
LO v4‑tiny，这些方法包含不同的特征提取网

络 。 实 验 对 比 结 果 如 表 4 所 示 ，可 以 看 出

DK‑YOLO v3‑tiny 检测准确率、召回率、平均

图 8　平均损失和 mAP 趋势图

Fig.8　Training average loss and mAP trend graphs

表 3　BDD100K常用检测算法性能对比表

Table 3　Comparison results of common detection algo⁃
rithms on BDD 100K

检测模型

PANet[23]

ENet[24]

Densenet201[25]

YOLO v3‑tiny[19]

YOLO v4‑tiny[26]

本文模型

P

0.529

0.541

0.562

0.576

0.330

0.621

R

0.384

0.322

0.29

0.283

0.377

0.397

mAP
0.373

0.305

0.272

0.284

0.306

0.401

表 4　Caltech常用检测算法对比表

Table 4　Comparison results of common detection algo⁃
rithms on Caltech

检测模型

Faster R‑CNN[27]

SSD[27]

YOLO v3[14]

YOLO v3‑tiny[19]

YOLO v4‑tiny[26]

Densenet201[25]

本文模型

P

-
-

0.596
0.657
0.445
0.787

0.710

R

-
-

0.564
0.594
0.695

0.676
0.695

mAP
0.685
0.596
0.574
0.630
0.644
0.686
0.697
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检测精度可达到 0.71、0.695、0.697，均达到最优性能。卷积神经网络不同卷积层具有层次性，浅层的

语义特征和深层的语义特征往往代表不用的行人特征，选用不同的层进行判别会带来不同的结果，简

单的特征提取网络（例如 YOLO v3‑tiny）不能有效地提取行人特征，所以造成检测效果较差。深层的

特征提取网络（例如 YOLO v3）在特征传递过程中，小尺度行人的浅层特征在信息传递过程中容易丢

失，造成漏检率升高。本文基于密集思想融合深层和浅层特征，并级联动态选择机制的注意力提高模

型局部感受野，模型检测时对多尺度变化、小尺度行人具有更强的鲁棒性，实验结果表明本文方法优

于当前常用的两阶段、单阶段目标检测方法，在保证实时性的前提下，较大地提升了检测精度并降低

了漏检率。

检测结果如图 9 所示，第 1 行是原始 YOLO v3‑tiny 实现行人检测的结果图，第 2 行是本文方法的检

测结果图。从图中可以看出 YOLO v3‑tiny 对于小尺度行人漏检较多，多尺度的行人检测精度较低，本

文方法在交通场景中面对多尺度、小尺度的行人目标具有更强的鲁棒性，甚至对于被车辆遮挡的行人

也可以有效地检测出目标，检测性能良好。对于 YOLO v3‑tiny 漏检、检测精度低的情况有较大的改进，

本文方法更加适用于无人驾驶领域，符合实验的预期结果。

4 结束语  

本文使用深度学习的方法对交通场景行人进行检测和识别，在 YOLO v3‑tiny 目标检测网络基础上

提出一种融合深浅层特征和级联动态选择机制的方法，在保证算法实时性的前提下，解决了无人驾驶

场景下行人复杂的尺度变化造成检测精度较低，小尺度行人容易漏检的问题。通过实验结果表明，本

文方法在 BDD 100K 数据集行人漏检率降低 11.4%，平均检测精度提高 11.7%，在加州理工学院 Caltech
行人数据集上漏检率降低 10.1%，平均检测精度上升 6.7%，为无人驾驶行人检测相关技术提供了不同

的思路。但是如果面对突变的恶劣天气，只通过摄像头传感器实现行人检测可能会面临巨大的挑战。

因此未来的工作包括：研究多模态融合技术，在模型中引入毫米波雷达传感器和视觉进行融合，用传感

器融合的方式减少特别恶劣环境对无人驾驶行人检测的影响。

图 9　两类模型检测效果对比图

Fig.9　Comparison of the detection effect of two models
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