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摘 要：概念漂移处理大多采用集成学习策略，然而这些方法多数不能及时提取漂移发生后新分布数

据的关键信息，导致模型性能较差。针对这个问题，本文提出一种基于串行交叉混合集成的概念漂移

检测及收敛方法（Concept drift detection and convergence method based on hybrid ensemble of serial and
cross，SC_ensemble）。在流数据处于平稳状态下，该方法通过构建串行基分类器进行集成，以提取代表

数据整体分布的有效信息。概念漂移发生后，在漂移节点附近构建并行的交叉基分类器进行集成，提

取代表最新分布数据的局部有效信息。通过串行基分类器和交叉基分类器的混合集成，该方法兼顾了

流数据包含的整体分布信息，又强化了概念漂移发生时的重要局部信息，使集成模型中包含了较多“好

而不同”的基学习器，实现了漂移发生后学习模型的高效融合。实验结果表明，该方法可使在线学习模

型在漂移发生后快速收敛，提高了模型的泛化性能。
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Abstract：Concept drift is an important and difficult issue in streaming data mining tasks. At present，the
concept drift processing methods adopt the ensemble learning strategy mostly. However，most of these
methods cannot extract the key information of the new data distribution after concept drift，leading to poor
model performance. To solve this problem，this paper proposes a concept drift detection and convergence
method based on hybrid ensemble of serial and cross（SC_ensemble）. When streaming data are in a stable
state，the method trains serial base classifiers for ensemble learning，to extract effective information
representing the overall data distribution. After concept drift occurs，parallel cross base classifiers are
constructed near the drift site for ensemble learning，to extract the local effective information representing
the latest data distribution. By ensemble learning of serial base classifiers and cross classifiers，the method
takes into account the overall distribution information contained in streaming data，and strengthens the
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important local information when concept drift occurs，so that the ensemble model contains more“good but
different”base learners，and realizes the efficient combination of learning models after concept drift. The
experimental results show that the proposed method can make the online learning model converge quickly
after concept drift，and improve the generalization performance of the model.
Key words: streaming data; concept drift; ensemble learning; serial classifier; cross classifier; hybrid
ensemble

引 言

大数据时代，动态数据不断在各大应用领域涌现，如交通数据、网页点击和股票预测等。与传统静

态数据相比，这些数据具有高速、实时、多变以及不可预知等特点，故将这样的数据称之为流数据［1⁃2］。

近年来，流数据挖掘受到了越来越多的关注，其目的是使学习模型能更准确地预测数据分布变化，提高

在线学习模型的泛化性能［3⁃5］。在流数据中，数据分布的不稳定性和动态变化等特征会导致数据分布以

及其中隐含的目标概念随着环境等因素的改变而发生变化，即概念漂移［6⁃7］。概念漂移是指在给定的输

入特征下，输出的目标概念发生了改变。其中，概念可以理解为某一时刻所有样本的空间分布，要学习

的概念或者函数被称为目标概念，可以用数据的联合概念分布 P ( x，y )表示，其中 x表示 d维特征向量，

y 表 示 相 对 应 样 本 的 标 签 。 若 当 前 时 刻 t 发 生 了 概 念 漂 移 ，可 以 将 其 形 式 化 表 示 为 ：∃x：
Pt- 1 ( x，y )≠ Pt ( x，y )。然而，在流数据挖掘中，由于概念漂移的存在，使得传统机器学习方法无法满足

高实时泛化性能的需求。如在垃圾邮件过滤中，客户喜好变化会改变垃圾邮件的定义，垃圾邮件的范

畴也可能会随时间而变化；在天气预报中，天气情况可能会随温度、压强和湿度等因素而改变。此时，

需要搜集大量的实时数据并不断调整模型，才可能提高模型的泛化性能［8］。因此，在流数据挖掘中，提

高概念漂移发生后在线学习模型的收敛性能具有重要意义。

概念漂移发生后，集成学习策略能够灵活更新基分类器，有效提高模型的泛化性能。因此，集成学

习是解决概念漂移的有效途径，然而由于漂移刚发生时得到的新分布数据有限，集成模型中会保留较

多携带旧分布数据信息的基分类器，大多数基分类器性能较差，不能达到“好而不同”的集成，导致集成

模型泛化性能较差。为提高概念漂移流数据挖掘的性能，本文提出了一种基于串行交叉混合集成的概

念漂移检测及收敛方法。在流数据处于平稳状态下，该方法通过构建串行基分类器进行集成，以提取

代表数据整体分布的有效信息。概念漂移发生后，在漂移节点附近构建并行的交叉基分类器进行集

成，提取代表最新分布数据的局部有效信息。

本文主要贡献包括：（1）通过串行基分类器和交叉基分类器的混合集成，该方法兼顾了流数据包含

的整体分布信息，又强化了概念漂移发生时的重要局部信息。（2）在集成模型中增加了较多“好而不同”

的基学习器，实现了漂移发生后在线集成学习模型的高效收敛，提升了模型泛化性能。在 10个数据集

上与 5种对比方法进行比较，实验结果显示大部分数据集上本文方法的平均实时精度和累计精度均高

于其他方法，能在概念漂移发生后具有较高的恢复性能，且相比于其他方法，本文方法的整体鲁棒性值

最大，有效提高了模型的泛化性能。

1 相关工作

目前，对于流数据挖掘中常存在的概念漂移问题，常见的处理策略主要包括基于实例选择的方法

和基于集成学习的方法。基于实例选择的方法通常采用滑动窗口技术来实现，即通过使用一个或多个

滑动窗口来存储数据，通过不断向前滑动窗口来判断是否发生概念漂移，选择最新的样本进行模型训

练和更新，以保证当前窗口的数据能够服从最新分布。典型方法如：基于双窗口滑动的漂移检测方
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法［9⁃10］，基于决策树算法调节分支节点模型方法［11］，基于信息熵判定的自适应滑动窗口方法［12］，基于霍

夫丁不等式的概念漂移检测方法［13］以及自适应滑动窗口概念漂移检测方法［14］。这些方法通过引入概

念漂移检测机制，在一定程度上提高了在线学习模型的实时性能，但滑动窗口大小的调节是一个困难

的问题，这在一定程度上影响了模型性能。

基于集成学习的方法通过构建一系列弱分类器，使用一定的相关组合规则将这些弱分类器进行组

合，通过投票或者加权集成方式得出非稳态环境下预测性能较好的强分类器。基于集成学习的方法又

可以分为基于数据块的集成与在线集成。

基于数据块的集成将流数据划分成固定大小的数据块进行处理，最常见的方式是构建有限数量的

基分类器，根据一定规则用最新数据块上创建的分类器替换集成分类器中表现性能较差的分类器，典

型方法包括：基于传统流数据的集成分类方法［15］，该方法在连续的数据块上构建基分类器，并且使用启

发式替换策略组合成固定大小的集成。基于动态调整基分类器权重的方法［16⁃19］，此类方法通过不断动

态调整各个基分类器的权重来适应概念漂移。基于选择性集成的在线自适应深度神经网络方法［20］，该

方法通过浅层次特征与深层次特征进行结合组成自适应深度单元，根据流数据的变化情况，动态调整

网络中的信息流。虽然基于数据块的集成分类方法在很大程度上能提高模型的整体预测性能，但在概

念漂移发生后，较多过时的基分类器会降低模型的效果。

在线集成是对样本进行逐一处理的集成方法。典型方法包括：基于动态加权投票的概念漂移适应

方法［21⁃22］，此类方法根据对新样本的预测准确性初始化权重，并且根据全局预测和局部预测来更新权

重，以此来动态更新基分类器。基于单样本增量模型方法［23］，该方法首先初始化一组基分类器，根据每

个时间戳到达的单个样本更新集成模型，并进行分类器的加权组合。基于混合标记策略的在线学习方

法［24］，该方法的集成分类器由固定基分类器和动态基分类器组成进行概念漂移的适应，以及对 Online
bagging方法［25⁃26］进行改进的 Leveraging bagging方法［27］。与基于数据块的集成方法相比，在线集成能

够有效提高模型的实时性能，但由于其需要对样本逐一处理，因此学习效率较低。

本文提出了一种基于串行交叉混合集成的概念漂移检测及收敛方法，和传统方法相比，该方法在

概念漂移发生后，有效提取了最新分布的关键信息；通过交叉分类器和串行分类器的集成方式进行模

型融合，在保证整体实时性能的同时加快了模型的收敛速度。

2 基于串行交叉混合集成的方法

本文提出基于串行交叉混合集成的概念漂移检测及收敛方法，借助集成学习技术提高概念漂移发

生后在线学习模型的性能。在平稳流数据环境下

使用串行集成进行数据分布的整体信息提取。反

之，在概念漂移发生后，使用交叉集成进行数据分

布局部有效信息的提取，在保持数据整体分布有效

信息的同时兼顾数据分布发生改变后的局部有效

信息，提高了模型的泛化性和收敛性。SC_ensem⁃
ble方法的整体框架图如图 1所示。表 1汇总了本

文使用的符号及对应描述。

2. 1 基分类器的串行集成

在流数据挖掘中，组合多个基分类器完成分类任务通常会比单个分类器得到更好的效果，这是由

于串行生成的多个基分类器可以提取不同位点的数据信息，避免了流数据的局部微小波动带来的性能

下降问题。对于串行的流数据集成学习过程，本文首先做以下约定：

图 1 SC_ensemble方法整体框架图

Fig.1 Overall framework of SC_ensemble algorithm
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（1）假定流数据 { x1，⋯，x t，⋯ }，对数据单元设定阈值为 w（即每个数据单元的样本容量），当样本

数量达到阈值时，自动划分为下一个数据块，当前时刻的数据块记为 Dt={( x tj，ytj ) }wt
j= 1，ytj为样本 x tj对

应的真实数据标签。

（2）设定当前时刻的基分类器组合为Ht（即在当前时刻发挥作用的基分类器组合），其中包含的基

分类器上限为 k。
当数据块 Dt到达时，首先根据当前的集成分类器Ht- 1对其进行预测，根据式（1~3）对集成中每一

个基分类器进行权重更新［17］，有

MSE tj=
1
|Dt | ∑{ x，y }∈Dt

( 1- hjy ( x ) )2 （1）

MSE r=∑
y

p ( y ) ( 1- p ( y ) )2 （2）

wtj=
1

MSE r+MSE tj
（3）

式中：MSE tj表示 ht中每个基分类器在当前时刻 t最新到达的数据块 Dt上的预测错误率；h为正确分类

的示性函数，然后对 Dt训练得到基分类器 ht；MSE r表示分类器的均方误差；p为各标签的分类概率；wtj

为当前时刻每个分类器的权重。

若最新训练得到的基分类器 ht具有较好的预测性能，应该给与较高的权重，根据式（4）对基分类器

进行权重初始化，有

wi=
1

MSE r
（4）

若此时Ht- 1中基分类器的个数没有超出分类器个数上限 k（j< k），则将 ht直接添加到Ht- 1中，否

则用新得到的基分类器 ht替换掉Ht- 1中权重最小

的基分类器，得到新的集成分类器Ht。

图 2展示了串行集成的学习过程，图中立方体

表示基分类器，带虚线的灰色立方体表示当前集成

分类器Ht- 1中权重最小的基分类器，当 k< K时执

行添加操作，否则执行替换操作。

2. 2 基分类器的交叉集成

当流数据处于平稳状态时，不同时刻数据分布

表 1 本文使用的符号汇总表

Table 1 Summary table of symbols used in this paper

符号

t

Dt

Ht

hj
k

P͂ t

wij

C

描述

当前时间戳

当前时刻的数据块

当前时刻的串行分类器组合

串行基分类器

串行基分类器的上限

漂移位点检测波动比

i时刻第 j个分类器的权重

惩罚因子

符号

w

D *
i

H *
t

h*j
f

Q͂ t

wi

δ

描述

数据块的大小

第 i个划分后的子数据块

当前时刻的交叉分类器组合

交叉基分类器

交叉基分类器的上限

漂移结束检测波动比

最新分类器的权重

概念漂移警告

图 2 串行集成学习过程

Fig.2 Serial ensemble learning process
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差异不大，因此采用串行集成即可达到较好的分类效果。当概念漂移发生后，由于数据分布发生了较

大变化，此时串行集成模型中存在大量分类性能很差的基分类器，在新数据块上训练表现较好的新分

类器难以与串行集成中大量性能很差的过时基分类器相抗衡，因此很难对新概念做出快速响应，导致

概念漂移发生后学习模型的泛化性能较差。因此，为了能够在概念漂移发生后提取到更多的新分布样

本信息，本文在概念漂移发生后创建交叉分类器，在保留数据整体分布信息的同时提取概念漂移位点

附近较多的局部分布信息，构建符合概念漂移环境下更好的集成学习模型，使在线集成学习模型在非

稳定的流数据学习中得到更好的泛化性能。

2. 2. 1 概念漂移检测

为了能够在概念漂移发生后充分发挥交叉分类器的作用，则需要检测概念漂移发生的位点。当数

据块 Dt到来后，本文通过前两个位点得到的串行

集成分类器 Ht- 2和 Ht- 1来检测是否发生概念漂

移，Ht- 2与 Ht- 1分别在数据块 Dt- 1和 Dt上进行

测试，得到测试精度 Acc t- 1和 Acc t来表示，得出

位点 t的漂移位点检测波动比，有

P͂ t=
Acc t
Acc t- 1

（5）

随着流数据中新数据块的不断到达，当 P͂ t<
δ（δ为概念漂移警告）时，表明集成模型在当前数

据块上的测试精度发生显著下降，即数据分布发

生了较大变化，因此触发概念漂移警告。图 3为
概念漂移检测过程。

2. 2. 2 交叉分类器创建

当检测到可能发生概念漂移的位点后，在最

新分布的数据上创建交叉分类器。该过程需要定义数据缓冲区和交叉集成，分别用 D *和Ht
*进行形式

化表示。当检测到概念漂移位点后，将当前数据块 Dt和前一个数据块 Dt- 1（Dt- 1的加入包含两个作

用：（1）方便交叉分类器构建；（2）避免概念漂移位点检测的时延，特别是对于渐变类概念漂移具有重要

作用）加入数据缓冲区，即D * = Dt- 1 ∪Dt，并在数据缓存区上构建交叉基分类器。

为了能够得到具有一定差异性的交叉基分类器，首先需要对数据缓存区D *划分为不同的子数据块

D *
i ( i= 1，⋯，f )，划分后的每个子数据块的大小也为w，且相邻的两个子数据块之间相隔一定数量的样

本数 s，其 f与 s之间服从式（6）的变化规律，然后对D *
i 进行训练得到基分类器 h*i，分别将其添加至H *

t 中，

得到交叉集成H *
t ={ h*1，⋯，h*j，⋯，h*f }，即

s=
ê

ë

ê
êê
ê ú

û
úúúú

w
f
+ 1 （6）

当发生概念漂移后，串行集成中过时分类器占比较大，因此可能会在持续的一段时间内无法更好

地适应新概念，此时需要不断构建交叉基分类器，以便模型更好地预测，直到数据变化较为平稳（即概

念漂移结束）。为了找出漂移结束位点，本文将概念漂移发生时前一个时间戳的集成用 HA表示，在其

对应数据块上的预测精度用 AccA来表示，从此时刻起，HA与 AccA保持静止。随着流数据中新数据块

的不断到达，需要进行漂移结束检测，其漂移结束检测波动比 Q͂ t为

Q͂ t=
Acc t
AccA

（7）

若此时满足条件 Q͂ t< δ，则对数据缓冲区 D *重新进行子数据块的划分，从而更新交叉集成中的每

图 3 概念漂移检测过程

Fig.3 Concept drift detection process
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个基分类器。直到满足条件 Q͂ t≥ δ时，清空D *，

不再进行交叉基分类器的创建。此时刻起，恢

复概念漂移的检测过程，根据漂移位点检测波

动比寻找下一个概念漂移位点。

图 4展示了交叉集成学习的过程。虚线框

里的柱形表示对数据缓冲区划分的各个子数据

块，分别由两部分组成，白色部分表示 Dt- 1中

的数据，灰色部分表示Dt中的数据，带网格的剪

角矩形和椭圆分别表示概念漂移位点的初始集

成和该位点对应数据块的预测精度。

当检测到漂移发生后，由于漂移类型未知，

漂移位点附近的样本都可能比较重要，因此本

文通过串行基分类器和交叉基分类器的混合集

成进行预测，即

H new ( x )= carg max ( )∑
i= 1

k

hci ( x )+∑
j= 1

f

h*j c ( x ) （8）

可以看出，若交叉基分类器过多，模型容易出现过拟合，反之模型整体性能会被控制全局性能的串

行集成所影响，未能达到预期的预测效果。

2. 3 SC_ensemble算法

本文所提出的 SC_ensemble算法借助集成学

习的思想来检测和加速概念漂移的收敛，即通过检

测是否有概念漂移的发生采用不同的处理方式，若

检测到有概念漂移发生，则对缓冲区数据进行划分

来创建交叉基分类器，很好地适应了流数据中的概

念漂移。整体算法实现过程如图 5所示。基于串

行交叉混合集成的概念漂移检测及收敛算法如下

所示。

算法 1 SC_ensemble算法

初始化：流数据序列 SD={ Di }ti= 1，其中学习

单元Di={( x ij，yij ) }wj= 1；数据块大小w；数据缓冲区D * = ∅；概念漂移警告为 δ；串行基分类器上限 k；交

叉基分类器上限 f；串行集成H=∅；交叉集成H * = ∅；概念漂移标记 flag=false。
输出：串行集成H={ h1，⋯，hk }；交叉集成H * = { h*1，⋯，h*f }；模型测试精度Acc。
（1） While 数据序列 SD未结束

（2） 使用集成Ht- 2与Ht- 1在对应数据块Dt- 1与Dt上预测，得到Acc t- 1与Acc t；
（3） 根据式（3）更新Ht- 1中基分类器的权重；

（4） if P͂ t
det < δ and flag = false

（5） flag = true；
（6） AccA=Acc t- 1；
（7） end if
（8） if flag = true
（9） if P͂ t< δ

图 4 交叉集成学习过程

Fig.4 Cross ensemble learning process

图 5 SC_ensemble算法的整体实现过程

Fig.5 Overall implementation process of SC_ensemble
algorithm
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创建数据缓冲区D *，划分得到子数据块D *
i，训练得到交叉基分类器 h*i；

（10） else
（11） flag = false；
（12） end if
（13） end if
（14） 在Dt上训练得到 ht，根据式（4）初始化权重；

（15） if串行分类器个数未达 k
（16） 将 ht添加到Ht- 1中；

（17） else
（18） 替换掉Ht- 1中权重最小的基分类器；

（19） end if
（20） end while

3 实验与性能分析

为验证所提 SC_ensemble算法的有效性，本文使用了具有不同类型的概念漂移数据集进行实验，分

别从不同的评价指标对实验结果进行分析说明。

3. 1 数据集

（1）合成数据集：为了检验算法对概念漂移的处理能力，本文使用大规模在线分析平台［28］中的流数据生

成器MOA产生了具有概念漂移的数据集。旋转超平面数据集通过改变数据样本特征的权值来改变超平面

的方向和位置，实验生成增量式概念漂移的数据集。LED数据集包含一个突变式漂移数据集LED_abrupt
（漂移位点位于 50 KB处）和一个渐进式漂移数据集（LED_gradual），漂移位点分别位于 25 KB、50 KB和

75 KB处。RBFlips数据集通过随机径向函数产生固定数目的随机中心，通过随机选择中心生成样本，该数

据集概念漂移位点位于 25 KB、50 KB和 75 KB处。Sea是经典的突变式数据集，实验生成包含 3次突变式

概念漂移的数据集，漂移位点分别位于 25 KB、50 KB和 75 KB处。Tree数据集利用决策树生成数据，通过

为每个子叶上的属性生成随机数的方式产生实例，该数据集的概念漂移位点位于25 KB、50 KB和75 KB处。

（2）真实数据集：实验中采用了网络入侵检测数据集 KDDcup99、电力价格分析数据集 Electricity、
森林覆盖分析数据集 Covertype以及天气数据集Weather。数据集的具体信息见表 2，式中“-”表示不

确定漂移位点数量或漂移位点位置。

表 2 实验采用的数据集

Table 2 Datasets used in experiment

数据集

Hyperplane
LED_abrupt
LED_gradual
RBFblips
Sea
Tree

KDDcup99
Electricity
Covertype
Weather

属性维数

10
24
24
20
3
30
41
6
54
9

样本类别数

2
10
10
4
2
10
23
2
7
3

样本数量

100 KB
100 KB
100 KB
100 KB
100 KB
100 KB
4.94 MB
45.3 KB
581 KB
95.1 KB

漂移类型

增量型

突变型

渐变型

突变型

渐变型

突变型

Unknow
Unknow
Unknow
Unknow

漂移位点数

-
1
3
3
3
3
-
-
-
-

位点位置

-
50 KB

25 KB,50 KB,75 KB
25 KB,50 KB,75 KB
25 KB,50 KB,75 KB
25 KB,50 KB,75 KB

-
-
-
-

1003



数据采集与处理 Journal of Data Acquisition and Processing Vol. 37, No. 5, 2022

3. 2 参数设置

为了充分验证所提出方法应对概念漂移的有效性，本文在不同参数下进行了实验研究。

（1）概念漂移警告 δ。为了能够准确检测出概念漂移位点，且较大的 δ会将波动稍大的点错误检测

为概念漂移位点，会发生严重的误检情况，较小的 δ无法检测到波动较小的位点，会发生检测不到概念

漂移位点的情况。因此，本文将 δ的值设置为 0.8。
（2）数据块大小 w。由于在过小数据块上无法得到足够多数据的样本特征，训练的分类器稳定性

较差，而过大的数据块可能会在数据块中包含概念漂移，影响模型的分类效果。因此本文将 w统一设

置为 100。
（3）交叉分类器个数 f。若 f过小，则创建的交叉基分类器越少，从而能提取到的局部有效信息会减

少，造成其交叉分类器的性能较低，这时交叉集成的性能会被控制全局性能的串行集成性能所抑制，导

致没有发挥出交叉集成的优势；若 f过大，则创建的交叉基分类器的个数越多，导致交叉集成中包含了

过多的强分类器，从而抑制了集成性能。因此，交叉分类器的取值起着决定性作用，本文将其设置为

f={ 5，10，20 }。
本文选择 LIBSVM作为基分类器来构建“同质”基分类器。核参数采用默认值（g=1/m，m为数据

特征维度），由于在复杂的非线性问题中，惩罚因子对模型性能的影响较大，因此，本文将惩罚因子设置

为 C={ 1，10，100 }。通过网格调参的方式，将不同的 C与 f相组合，比较不同参数组合下模型的分类性

能，从而找出对应的全局最优参数组合，使用该组合与对比方法进行比较。

3. 3 对比方法分析

为了更好地有效评估所提 SC_ensemble方法的性能，本文选取了以下 5种方法进行对比。

（1）SEA［15］（A streaming ensemble algorithm（SEA）for large⁃scale classification）。传统流数据集成

分类方法，是最早将集成学习应用到流数据分类中的方法，该方法使用固定大小的数据块构建基分类

器并进行集成学习以适应概念漂移。

（2）AUE2［17］（Reacting to different types of concept drift：the accuracy updated ensemble algorithm）。

精度更新集成算法，利用模型精度的变化情况不断更新基分类器，通过不断增量更新历史基分类器来

适应概念漂移。

（3）DWCDS［9］（A double⁃window⁃based classification algorithm for concept drifting data streams）。该

方法是一种基于双窗口机制的漂移检测方法，利用滑动窗口检测数据分布变化，动态更新学习模型。

（4）HBP［29］（Hedge backpropagation）。反向传播算法是一种处理流数据的在线深度学习算法。它

将深度神经网络的不同层次进行加权集成，并依据各个层次在各个时间步上的表现更新权值，以此来

适应流数据分布的变化。

（5）ResNet［30］（Deep residential network）。它是常见的深度学习算法，通过残差连接的方式构建深

度残差单元，叠加多个深度残差单元的方式构建残差网络，有效地适应了流数据的变化。

3. 4 评价指标

为了评估所提 SC_ensemble算法的性能，本文针对模型的分类准确、模型对概念漂移的适应性能以

及算法的稳定性，分别提出了以下 4种不同的评测指标。

（1）AvgRAcc（Average real accuracy）。AvgRAcc表示模型在每个时间戳的实时精度的平均值，该

指标用于反应模型的实时性能，是分类结果的有效衡量标准，其定义为

AvgRAcc= 1
T∑t= 1

T TP+ TN
|Dt |

（9）

式中：TP、TN分别表示正确分类的正类样本数和正确分类的负类样本数；|Dt |表示 1个数据块中的样本
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总数；T表示所有时间步的总和，越高的测试精度表明模型的分类性能越好。

（2）CumAcc（Cumulative accuracy）。CumAcc反应了模型在过去所有时间步上的性能，其定义为

CumAcc= 1
T× n∑t= 1

T

nt （10）

式中：nt表示时间步 t时预测正确的样本数量；n表示每个时间步的样本数。

（3）RSA（Recovery speed under accuracy）。RSA表示数据分布发生变化后，模型的恢复能力，其定

义为

RSA= step× avge （11）
式中：step表示模型从概念漂移位点到收敛位点所用的步数；avge表示整体错误率的均值。RSA的值

越小，表示在发生概念漂移后，考虑全局错误率较低的同时模型能够在较短的时间内做出快速恢复，表

明其模型的收敛性越好。

（4）鲁棒性［31］。鲁棒性是对模型稳定性能的评估，决定了学习模型的泛化性能，为了衡量不同算法

在不同数据集的表现性能，本文对不同算法进行了鲁棒性分析（Robust⁃ness analysis），具体定义为

RA ( D )=
AccA ( D )

minαAccα ( D )
（12）

式中：AccA ( D )表示算法 A在数据集 D上的分类准确率；minαAccα表示在数据集 D上所有算法的准确

率的最小值。由式（12）可知，有最小精度的算法在数据集 D上的 RA ( D )为 1，其余算法的 RA ( D )值均

大于 1。假设有 n个数据集 ( D 1，⋯，Dn )，A算法在所有数据集上的鲁棒性定义为

RA=∑
i= 1

n

RA ( Di ) （13）

由以上定义可知，RA值越大，表明其算法的稳定性越好（即泛化性能越好）。

3. 5 实验结果与分析

为验证本文所提出 SC_ensemble算法的合理性以及该方法检测概念漂移与适应概念漂移的性能，

本文从消融效果、模型测试精度、概念漂移适应情况以及鲁棒性方面分别进行测试分析。

3. 5. 1 消融效果分析

为了更好地验证本文在概念漂移后插入交叉基分类器的有效性，本节分别采用串行集成、交叉集

成和串行交叉混合集成的方式对流数据的分类情

况进行分析。表 3展示了不同情况下模型的平均

分类准确率，从表中可以看出只有交叉集成的模

型性能较差，串行和交叉混合集成的模型性能表

现最佳，其原因在于若在每一时刻都插入交叉分

类器，则会使得集成模型中的子模型都具有较好

的表现性能，而一批过强适应性的子模型反而会

对模型整体的集成效果起到一定的抑制作用，因

此，串行集成整体效果会好于交叉集成的整体效

果。而对于串行集成来讲，虽然没有较多的过强

子模型抑制整体集成性能，但是当数据分布发生

较大变化时，不能及时提取出代表最新数据分布

的局部有效信息，加入交叉集成可以在保持其整

体有效信息的同时提取局部有效信息，可以加快

模型对新数据分布的适应能力，以此来提高模型

表 3 消融效果比较

Table 3 Comparison of ablation effects

数据集

Hyperplane
LED_abrupt
LED_gradual
RBFblips
Sea
Tree

Kddcup99
Electricity
Covertype
Weather

串行集成

0.913 2
0.588 4
0.606 5
0.944 1
0.826 2
0.600 9
0.938 3
0.657 1
0.649 1
0.878 1

交叉集成

0.867 6
0.465 5
0.475 5
0.909 6
0.738 4
0.504 7
0.846 6
0.629 0
0.489 7
0.866 1

串行交叉

混合集成

0.913 3
0.589 6
0.605 9
0.948 6
0.826 3
0.604 3
0.938 3
0.715 1
0.658 0
0.892 5
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的泛化性能。LED_gradual数据集上出现串行集成性能稍好的情况可能由于该数据集是渐变型的数据

集，数据的波动小，造成概念漂移的漏检，导致没有提取到最新数据分布的有效信息，从而造成其模型

的性能下降。在其余所有数据集上，实验结果均与预期相符。这也充分验证了本文将串行集成和交叉

集成融合的有效性以及合理性。

3. 5. 2 模型精度分析

本节采用AvgRAcc评价指标，分别测试本文所提出的 SC_ensemble算法在不同参数下的分类准确

率情况，并与对比方法进行研究分析。

表 4给出了不同参数下的结果，在大部分数据集上，随着 C的增大，模型的平均测试精度随之增大，

这是由于过小的 C会导致欠拟合现象，并且为了防止 C过大造成过拟合现象，本文将 C的取值设定为

100。其次，随着交叉分类器个数 f的增大，模型精度出现下降趋势，这是由于 f值越大，会有较多的强分

类器抑制集成效果，导致过拟合发生。本文中取参数 f=10，C=100与对比方法比较，对比方法的参数

均采用默认值。

由于数据量较大，实时精度较为密集，为了方便观察，本文通过 CumAcc指标对不同方法的预测精

度进行分析。

图 6给出了不同方法在各个数据集上的 CumAcc值。从实验结果可以看出，在合成数据集上，本文

所提方法 SC_ensemble算法在初始时间点具有较高的精度，在概念漂移发生后 SC_ensemble下降趋势

低于其他方法，这是由于该方法在平稳流数据环境下使用串行集成进行在线学习，模型具有较高的泛

化性能，概念漂移发生后，在最新数据分布上创建了交叉基分类器，提高了模型的整体性能。从实验结

果可以看出，在真实数据集上，SC_ensemble算法的模型性能稍逊于 DWCDS，但是，相比于其他 4个算

法，本文算法的模型性能具有明显优势。

图 7为不同方法在各个数据集上的平均准确率变化情况，从实验结果可以看出，SC_ensemble算法

的模型整体性能在合成数据集上明显优于其他概念漂移检测及适应方法，这说明在包含突变式概念漂

移和渐近式概念漂移的数据集上，本文提出的算法取得最高的准确率，表现出了良好的整体模型性能。

在 Covertype真实数据集上也表现出了良好的模型预测性能，虽然在其余 3个真实数据集上本文所提方

法的平均精度略低于 DWCDS，这与数据集本身的特性有一定的关系，数据集 Kddcup99、Electricity、
Weather的分布极度倾斜，数据本身的波动变化较小，DWCDS方法采用双滑动窗口检测概念漂移，在

表 4 不同参数下的平均准确率结果

Table 4 Results of AvgRAcc under different parameters

数据集

Hyperplane
LED_abrupt
LED_gradual
RBFblips
Sea
Tree

Kddcup99
Electricity
Covertype
Weather

f=5
C=1
0.899
0.479
0.489
0.704
0.823
0.398
0.934
0.618
0.627
0.883

C=10
0.914
0.591
0.607
0.899
0.826
0.579
0.938
0.658
0.647
0.883

C=100
0.913
0.591
0.607
0.947
0.826
0.603
0.938
0.715
0.668
0.884

f=10
C=1
0.899
0.475
0.487
0.703
0.823
0.396
0.934
0.622
0.616
0.892

C=10
0.914
0.589
0.588
0.900
0.826
0.580
0.938
0.660
0.638
0.892

C=100
0.913
0.590
0.606
0.949
0.826
0.604
0.938
0.715
0.658
0.893

f=20
C=1
0.899
0.472
0.484
0.703
0.823
0.396
0.934
0.623
0.611
0.892

C=10
0.914
0.586
0.604
0.900
0.826
0.580
0.938
0.662
0.63
0.892

C=100
0.913
0.588
0.605
0.949
0.826
0.604
0.938
0.715
0.648
0.892
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数据波动较小时占有一定优势，而 SC_ensemble算法在数据倾斜或较小波动的情况下，可能会发生概念

漂移位点的漏检，会直接影响交叉分类器的插入，从而导致模型精度的下降。但是相比于其余 4个方法

而言，SC_ensemble算法仍表现出了较好的整体性能。

表 5给出了不同方法在不同数据集上的平均精度排名情况，排名最高的数据均由粗体标出。从整

体结果来看，SC_ensemble取得最高的准确率，HBP算法的整体排序与 AUE2相当，SEA紧随其后，

DWCDS与 Resnet排名最后。从表中可以看出，在合成数据集上，除了 RBFblips数据集上HBP算法取

得最优值外，其余合成数据集上 SC_ensemble算法均取得最高的准确率，这表明 SC_ensemble算法能够

有效处理各种类型的概念漂移，这是由于 SC_ensemble算法在概念漂移后有效提取了最新数据分布的

信息，充分发挥了交叉分类器的作用，使模型快速收敛，有效提高了模型的整体表现性能。在真实流数

据环境下，Covertype数据集上，本文算法表现最好，在其余 3个数据集上，DWCDS平均准确率最高，其

次是 SC_ensemble，这表明 SC_ensemble算法能够较好地处理真实流数据，但是对于具有倾斜数据分布

且数据本身波动较小的数据集的处理能力还有待提高。这主要是由于在波动较小的数据集上，比较容

图 6 不同方法的累计精度比较

Fig.6 Comparison of CumAcc of different methods

图 7 不同方法的平均准确率比较

Fig.7 Comparison of AvgRAcc of different methods
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易发生概念漂移位点的漏检，影响交叉分类器的插入，从而影响算法性能。

本文使用非参数检验方法 Friedman⁃Test［32］，对所提算法与对比方法的性能优势进行统计检验分

析。对于给定的 k种方法和 n个数据集，令 r ji 为第 j个算法在第 i个数据集上的秩，则第 j个算法的秩和

平均为 Rj=
1
n∑r ji。零假设 H 0假定所有方法性能是相同的。在此前提下，当 n和 k足够大时，Fried⁃

man统计值 FF服从第 1自由度为 k-1，第 2自由度为（k-1）（n-1）的 F分布，有

FF=
( n- 1) χ 2F

n ( k- 1)- χ 2F
（14）

χ 2F=
12n

k ( k+ 1)
é

ë

ê
êê
ê
ê
ê ù

û

ú
úú
ú∑

j

R 2j -
k ( k+ 1)2

4 （15）

若得到的统计值大于某一显著水平下 F分布临界值，则拒绝零假设H 0，表明各算法的秩存在显著

差异，反之接受零假设H 0，所有算法的性能无明显差异。对上述不同算法的平均准确率进行统计检验，

可得 Friedman在所有数据集上的统计值 FF= 3.995，在 α= 0.05的情况下 F分布临界值为 2.422，因此，

拒绝零假设H 0，所有方法性能存在显著差异。

本文还通过 Bonferroni⁃Dunn测试计算了所有方法的显著性差异，用于比较两个方法之间是否存在

显著差异。若两种方法的秩和平均差值大于临界差，则这两种方法的性能存在显著差异，有

CD= qα
k ( k+ 1)
6n （16）

式中：qα为显著水平 α下的临界值，经查表可得。

通过计算可得，在所有数据集上，显著性水平

α= 0.05的情况下 CD= 2.155 2。统计分析结

果如图 8所示。图中将没有显著性差异的方法

使用黑线连接起来。统计分析结果表明，本文

所提 SC_ensemble方法在平均准确率上显著优

于AUE2、SEA、DWCDS、HBP和 ResNet方法。

表 5 不同方法的平均准确率排序比较

Table 5 Ranking comparison of AvgRAcc on different methods

数据集

Hyperplane
LED_abrupt
LED_gradual
RBFblips
Sea
Tree

Kddcup99
Electricity
Covertype
Weather
平均排序

SC_ensemble
0.913(1)
0.590(3)
0.606(1)
0.949(1)
0.826(1)
0.604(1)
0.938(2)
0.715(2)
0.658(1)
0.893(2)
1.50

AUE2
0.885(5)
0.510(4)
0.513(4)
0.754(4)
0.814(3)
0.410(2)
0.906(4)
0.618(4)
0.631(3)
0.882(3)
3.60

DWCDS
0.635(6)
0.283(6)
0.294(6)
0.677(6)
0.718(6)
0.382(4)
0.971(1)
0.760(1)
0.511(6)
0.948(1)
4.30

SEA
0.899(2)
0.481(5)
0.491(5)
0.705(5)
0.823(2)
0.399(3)
0.934(3)
0.613(5)
0.624(4)
0.878(4)
3.80

HBP
0.890(3)
0.607(1)
0.565(3)
0.848(3)
0.806(4)
0.280(6)
0.767(5)
0.626(3)
0.639(2)
0.814(5)
3.50

ResNet
0.889(4)
0.591(2)
0.584(2)
0.859(2)
0.776(5)
0.288(5)
0.654(6)
0.601(6)
0.619(5)
0.803(6)
4.30

图 8 不同方法平均准确率的显著性差异分析

Fig.8 Comparison of AvgRAcc against other methods with
the Bonferroni-Dunn test
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3. 5. 3 模型收敛性能分析

为了验证 SC_ensemble算法在概念漂移发生后的收敛速度，本节比较并分析了不同概念漂移位点

处的恢复性能。本文选取已知概念漂移位点的 5个合成数据集进行分析。

表 6给出了不同方法在不同位点处的恢复度，表中每个方法在每个对应数据集下的 3个值分别表示

前期、中期和后期概念漂移位点处的恢复值，若数据集在对应位置无概念漂移位点，则将该处记为“-”。

考虑到不同模型对数据分布的表征能力不同，对于渐进式概念漂移的数据集，模型的性能波动会比较小。

对于此类数据集，本文将发生概念漂移后到下一个概念漂移位点期间的实时精度均值作为模型性能是否

恢复的参考值，否则对于模型性能波动较大的数据集将发生概念漂移前的精度作为其参考值。若某位点

的精度大于参考值的 80%，则将该位点视为收敛位点。从表中可以看出，SC_ensemble算法除了在 Sea数
据集的后期、Tree数据集的前期和中期上恢复性能略低于AUE2和DWCDS之外，在其他数据集上的恢

复性能明显优于其他 5种方法。这是由于当数据分布发生较大变化时，SC_ensemble算法及时有效提取

了最新数据分布的有关信息，以此来进行策略更新，加快了模型的收敛速度。

3. 5. 4 算法鲁棒性分析

为验证本文所提 SC_ensemble算法的稳定

性，本节从平均实时精度出发分析各算法的鲁

棒性。图 9给出了 SC_ensemble算法与其他 5
个对比方法在不同数据集上的鲁棒性以及各算

法的整体鲁棒性。图中，每个矩形的高度代表

该算法在一个数据集上的鲁棒性值，矩形上面

的数字代表对应算法的整体鲁棒性。从图 9可
以看出，本文所提算法在大部分数据集上的鲁

棒性值明显优于其他算法。从算法整体鲁棒性

来看，本文所提算法的整体鲁棒性值排名第一，

AUE2次之，SEA、HBP 和 ResNet紧随其后，

DWCDS的鲁棒性值最低，这是由于集成学习

的算法在在一定程度上提高了算法的泛化性

能。另外，SC_ensemble算法在平稳流数据环境

下，利用串行集成模型进行全局信息的提取，概

表 6 不同方法的恢复度比较

Table 6 Comparison of RSA of different methods %

数据集

LED_abrupt

LED_gradual

RBFblips

Sea

Tree

SC_ensemble
-/1.23/-
0.39/0.39/
2.73

0.05/0.10/
0.05

0.17/0.17/
0.68

0.80/0.80/
0.80

SEA
-/4.68/-
0.51/2.55/
3.57

0.60/0.90/
0.15

0.18/0.54/
0.72

3.60/4.20/
2.40

AUE2
-/1.47/-
0.49/2.45/
3.43

0.50/1.00/
0.25

0.19/0.19/
0.38

0.59/4.13/
3.54

DWCDS
-/1.44/-
2.84/2.13/
2.84

0.68/0.32/
0.32

0.56/0.28/
0.28

1.24/0.62/
1.24

HBP
-/38.11/-
29.22/18.89/

17.78

0.68/0.32/0.32

0.46/0.71/0.96

100.07/51.72/
61.68

ResNet
-/36.30/-
25.49/28.13/

15.72

1.40/2.19/0.80

2.07/0.25/0.50

80.09/41.05/
63.91

图 9 不同数据集上的鲁棒性分析

Fig.9 Robustness analysis on different datasets
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念漂移发生后通过串行集成与交叉集成的模型融合，在保持局部有效信息的同时兼顾全局有效信息，

有效提高了算法的稳定性。

4 结束语

由于流数据中存在的概念漂移问题，常导致模型在漂移发生后对新分布数据不能快速适应，导致

模型性能下降。本文提出了一种基于串行交叉混合集成的概念漂移检测及收敛方法，该方法借助集成

学习思想，概念漂移发生后在漂移位点附近创建交叉分类器，兼顾了流数据包含的整体分布信息，又强

化了概念漂移发生时的重要局部信息，使集成模型中包含了较多“好而不同”的基学习器，实现了漂移

发生后学习模型的高效融合，使在线集成学习模型在概念漂移发生后能快速适应新分布的变化。在后

续研究中，将针对不同类型的概念漂移问题，设计自适应的动态交叉分类器，即将交叉基分类器的个数

设置为一个可自行调节的变量，使其随着数据波动大小的改变而动态变化。
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