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摘 要：岩性识别是油藏地质解释中的关键问题和难点问题，人工智能特别是机器学习技术的发展和

应 用 为 岩 性 识 别 问 题 解 决 提 供 了 新 的 技 术 途 径 。 本 文 利 用 支 持 向 量 机（Support vector machine，
SVM）、多粒度级联森林（Multi⁃grained cascade forest，GCForest）、随机森林（Random forest，RF）以及

XGBoost（eXtreme gradient boosting）等机器学习模型建立一个异构多层集成学习模型，该集成学习模

型克服了单一模型对数据集要求高、泛化能力差以及识别精度低等缺点。本文分别利用集成模型和单

一模型进行了岩性识别实验。实验结果表明，本文集成模型在岩性分类测试集上平均精度达到

96.66%，高于 SVM的平均精度 75.53%、GCForest的平均精度 96.21%、随机森林的平均精度 95.06%
和 XGBoost的平均精度 95.77%。该集成模型能有效地用于油藏地质分析中的岩性识别和分类任务，

适应性强，识别精度高。
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Lithology Identification Method Based on Multi⁃layer Ensemble Learning
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Abstract：Lithology identification is a key and difficult problem in reservoir geological interpretation. The
development and application of artificial intelligence，especially machine learning technology，provides a
new technical way to solve lithology identification problems. This paper uses machine learning models such
as support vector machine（SVM），multi ⁃ grained cascade forest（GCForest），random forest（RF）and
eXtreme gradient boosting（XGBoost）to build a heterogeneous multi-layer integrated learning model. The
integrated learning model overcomes the shortcomings of single model such as high requirement for data
sets， poor generalization ability and low recognition accuracy. In this paper， lithology recognition
experiments are carried out using integrated models and single models. The experimental results show that
the average accuracy of the integrated model is 96.66%，higher than that of SVM（75.53%），GCForest
（96.21%），random forest（95.06%）and XGBoost（95.77%）. The integrated model can be effectively
applied to lithology identification and classification tasks in reservoir geological analysis with strong
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adaptability and high recognition accuracy.
Key words: lithology identification; SVM; GCForest; random forest; XGboost; integrated model

引 言

岩性识别是油藏描述、实时钻井监控、储层参数求解及储层评价的基础。传统上进行岩性识别时，

常用的方法是钻井取心，但是取心过程复杂、成本高，因此油田的取心井一般较少 [1]。测井是利用岩层

的电化学特性、导电特性、声学特性以及放射性等地球物理特性，测量地球物理参数的方法，即获得的

测井数据是地下岩石的物理响应信息，这些信息最典型的表现形式就是测井曲线。基于测井信息的岩

心分析、解释和识别，就是通过研究和分析岩性差异表现敏感的测井曲线，建立相应的解释模型（例如

响应方程、图版等），然后通过人工或计算机对获得的测井数据进行处理，应用解释模型对岩性进行解

释和识别，基于测井信息的岩性分析（地层评价）是油藏储层评价的重要手段之一，一直是人们研究的

重点 [2⁃3]。

多年来，人们提出和发展了很多利用测井数据进行岩性解释的方法，归纳总结可分为传统的基于

测井曲线响应特征的定性解释方法，基于测井响应方程的定量解释方法、图版法，基于机器学习的支持

向量机（Support vector machine, SVM）、人工神经网络以及随机森林（Random forest，RF）方法等。其

中定性解释方法和图版法的可靠性取决于解释人员的实践经验和剖面的复杂程度，而且需要人工方式

进行处理，受人为因素影响大，解释效率较低，另外图版法只能利用部分测井资料，不能实现全部测井

信息的有效利用；定量解释方法通过建立测井响应方程实现岩性识别，相比于定性方法可靠性更高，但

其受限于地层矿物成分种类，对致密储层的适用性较差；以人工神经网络为代表的基于机器学习的岩

性解释方法具有数据处理高度自动化、岩性识别智能化等特点，很早就受到研究者的关注，也取得了较

好的研究成果 [3⁃5]。近几年机器学习迎来了新的发展机遇，基于机器学习新技术的岩心识别方法成为新

的研究热点 [6⁃8]。机器学习发展出了很多方法，主要包括：（1）有监督学习，如决策树、回归、感知器、K近

邻、贝叶斯、人工神经网络以及卷积神经网络等；（2）无监督学习，如降维、聚类等；（3）强化学习，如策略

迭代、蒙特卡洛等。这些方法的模型和原理不同，在问题求解时的适用条件和表现差异比较大。因此，

单一学习器很难在数据量不足的情况下拟合为一个稳定、可靠的模型。为此人们提出将多个有偏好的

模型（在某些方面表现的较好）组合起来，以期得到一个更好更全面的模型，即集成学习。本文面向油

藏地质分析中的岩性识别实际问题，在分析和研究已有机器学习方法的基础上，提出了一种基于多层

集成学习思想的岩性识别模型。

1 预处理

使用机器学习方法所构建的岩性识别模型都需要多维数据作为样本进行训练，而 SVM和随机森

林作为一种有监督的机器学习方法还需要给样本加上准确可靠的标签，并且为模型提供合理的输入特

征。输入特征的好坏直接影响模型训练和预测精度 [9]。各个属性通常有着不同的量纲，并且数据特征

往往属于不同的正态分布，这会降低模型的训练速度，增加过拟合风险，因此需要对数据进行标准化

处理。

（1）数据的中心化。对于原始测井样本数据集，利用式 (1)进行处理，可得到均值为 0、标准差为 1的
数据，有
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x1 =
x- μ
σ

(1)

式中：x为样本数据；μ为样本数据均值；σ为样本标准差。

（2）数据的归一化。将测井数据样本集的所有属性值利用式(2)进行处理，将其归一化到(0,1)之间，

消除量纲的影响，有

x2 =
x1 - min ( x1 )

max ( x1 )- min ( x1 )
(2)

特征选择是指从原始特征集中按照某种评估标准找出最优的特征子集，即找到与标签高度相关的

特征，从而达到用较少的特征变量得到更好的实验结果的目标。随机森林是一种优秀的特征选择算

法，在进行包裹式特征选择时，随机森林中决策树生成阶段需要进行采样，所以可以使用袋外数据（Out
of bag，OOB）进行验证，不用单独划分测试集 [10]。本文使用随机森林算法进行特征选择。

（1）计算特征重要性

使用随机森林计算特征 f重要性的计算过程如下。首先，随机森林中的每一棵决策树，使用对应的

袋外数据计算它的袋外数据误差，记为 e1；然后随机地对袋外数据所有样本特征加入噪声干扰，再次计

算它的袋外数据误差，记为 e2。假设随机森林中有N棵树，那么特征 f的重要性 If的计算公式为

If=
∑
n= 1

N

( e2 - e1 )

N
(3)

若给某个特征随机加入噪声之后，袋外的准确率大幅度降低，则说明该特征对于样本的分类结果

影响很大，重要程度比较高。

（2）特征选择

前面虽然评估出单个特征的重要性，但是并没有去除冗余特征。基于特征重要性进行的特征选择

有很多方法，本文使用的是一种较为简单的方法，步骤如下：

(a)对随机森林中的特征变量按照式（1）计算其重要性，并进行降序排序；

(b)确定删除比例，然后剔除一定比例的特征，得到新的特征集；

(c)重复上述过程，直到剩下m个特征为止。

2 多层集成学习模型

通过深入分析和研究目前常用的单一或集成的机器学习模型，将它们有机融合，设计出适用于岩

性识别的多层集成学习模型。通过阅读岩性识别研究的相关文献，并结合实际需要，选择了 SVM、多粒

度级联森林（Multi⁃grained cascade forest,GCForest）、随机森林和 XGBoost（eXtreme gradient boosting）
4种机器学习模型组成新的集成学习模型 [11⁃12]。

2. 1 SVM模型

SVM是 20世纪 90年代中期发展起来的基于统计学习理论的一种可用于分类和回归的机器学习模

型 [13⁃14]。SVM用于分类时的基本原理是根据结构风险最小化原则寻找最优线性超平面将样本分开，使

其在未知的测试样本集上误差最小（即具有良好的泛化性能），且对于线性可分的数据，最优的分类超

平面一定存在；对于数据线性不可分数据，不能找到分类超平面，这时可以使用核函数将输入数据映射

到高维的特征空间，形成线性可分的稀疏数据。SVM 是一种有坚实理论基础的机器学习模型。该模

型的优点：（1）稀疏性好，即少量样本就可以获得较好的分类效果；（2）适应复杂的非线性问题；（3）无局
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部极小值问题（相对于神经网络等算法）；（4）可以很好地处理高维数据集；（5）算法简单，泛化能力比较

强，有较好的鲁棒性。该模型的缺点:（1）对于核函数的高维映射解释力不强，尤其是径向基函数；（2）解

决多分类问题存在困难；（3）对缺失数据敏感；（4）大规模数据计算复杂度大。

2. 2 GCForest模型

深度森林（Deep forest）又叫 GCForest[15]，是南京大学周志华教授提出的一种可以媲美深度神经网

络的基于决策树的集成方法，其结构主要包括级联森林和多粒度扫描。级联森林的每一层由若干个不

同类型的森林（即随机森林和完全随机森林）组成，每个森林由多个决策树组成，每个决策树都会得到

一个决策结果，综合所有决策树的决策结果，取其均值，得到每个森林的决策结果，然后将得到的每个

森林的决策结果通过 k折交叉验证形成类向量与样本的原始特征向量进行拼接，将其作为下一层的输

入。多粒度扫描通过使用多个大小不同的滑动窗口扫描原始特征，获得不同粒度的特征向量，以此来

增强级联森林的差异性。该模型的优点：（1）容易训练，计算开销小，效率高；（2）模型超参数较少，并且

对参数设置不敏感；（3）适用范围广，即使是小规模数据集，也可以获得较好的训练结果；（4）每个级联

的生成使用了交叉验证，降低过拟合风险；（5）相比深度神经网络更容易进行理论分析。该模型的缺

点：运行时间比较长；受计算资源限制，并未具体应用在大规模数据集上。

2. 3 RF模型

RF模型是 Breiman等提出的一种集成学习模型，它由多个决策树基分类器并行组合而成 [16]。它基

于 BootStrap 抽样原理从原始数据集中有放回的随机选择有差异的若干个训练样本子集；以无剪枝决

策树为基分类器对每抽样样本子集进行建模，并将生成的多个决策树集成，利用所构建的决策树森林

对测试数据进行分类投票，最后由投票结果决定样本的最终分类或预测结果。

随机森林中的随机性主要体现在：（1）随机采样。随机森林在计算每棵树时，从全部 n个训练样本

（样本数为 n）中选取一个可能有重复的、大小同样为 m的数据集进行训练。（2）特征选取的随机性。在

每个节点随机选取所有特征中的部分特征，用来计算最佳分割方式。该模型的优点：（1）所有的数据都

能够有效利用，不用人为的分出一部分数据来做交叉验证；（2）在少量参数的情况也可以实现很高的精

确度，对于分类和回归问题都适用；（3）不用担心过拟合的问题；（4）不需要事先做特征选择，每次只需

随机的选取几个特征来训练树。该模型的缺点：（1）解决回归问题的表现没有在分类问题中好；（2）难

以控制内部的运行；（3）对于小数据或者低维数据，效果可能不是很好；（4）决策树个数较多时，空间和

时间复杂度较大。

2. 4 XGBoost

XGBoost是 Chen在梯度提升树（Gradient boosting decision tree，GBDT）模型基础上提出的一种基

本的集成学习模型 [17⁃18]，因此其主要思想也是在降低残差的方向上训练一个新的模型，即不断地添加

树，不断地进行特征分裂来生长一棵树，每次添加一个树，就是学习一个新函数，去拟合上次预测的残

差。但 XGBoost模型将GBDT模型的代价函数进行了改进，将表达误差近似的一阶泰勒展开改进为二

阶的泰勒展开，同时使用代价函数的一阶导数和二阶导数来表达误差近似，并且在代价函数中加入了

正则化项。二阶导数的应用加快了模型的收敛速度，正则化项的加入降低了模型的复杂程度，从而避

免过拟合。该模型的优点：（1）使用许多策略防止过拟合，如正则化项、特征抽样等；（2）目标函数优化

利用了损失函数，只要满足二阶连续可导都可作为损失函数；（3）支持并行化，树与树之间是串行关系，

但是同层级节点可并行，训练速度快；（4）添加了对稀疏数据的处理；（5）支持设置样本权重。该模型的

缺点：时间和空间的复杂度高。

通过上面的分析可以看出每个单一机器学习模型都有自己的优势，同时也有不足。SVM可以在小
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数据集上工作良好，选取合适的核函数可使 SVM在非线性数据上有很好的表现；GCForest是一种基于

决策树的集成方法，易进行理论分析，适用范围广，无论是大数据集还是小数据集都适用；随机森林是

一种决策树并行集成学习模型，直观易于理解，可解释性好，适用于方差大、偏差小的数据集；XGBoost
是一种决策树串行集成学习模型，适用于方差小、偏差大的数据集。

2. 5 多层集成学习模型

融合 SVM稀疏性好、GCForest适用范围广、随机森

林适合高方差的数据和 XGBoost适合高偏差的数据等单

一机器学习模型的各自优势 [19⁃25]，本文基于多层（随机森

林和 XGBoost是决策树模型的两种基本集成模型）集成

的思想，设计了一个岩性识别多层集成学习模型，该模型

具有更强的抗干扰能力和特征组合能力。模型结构如图

1所示。

该多层模型集成多个异质模型 (其中包括 Bagging模型和 Boosting模型)，可以根据不同模型的特点

对数据特征有不同侧重，具有很好的泛化能力，同时这几种模型也是数值特征数据进行机器学习最常

用的模型。SVM适用于各种小样本状态，同时核函数使得它能拟合复杂数据；GCForest对于数据量没

有要求，只需要很少的训练数据就能够获得较好的性能，并且对参数设置不敏感；随机森林是并行集成

模型，适用于方差大、偏差小的数据集；XGBoost是串行集成模型，适用于方差小、偏差大的数据集；这

样集成可以减少数据分布震荡造成的模型效果不稳定。

多层集成模型在独立训练几个异质模型后，已经能拟合出较好的结果，因此最后只需采用一个简

单、高效的传统加权平均方法获得模型最终结果。

3 实验及分析

本文根据岩石物理测井响应机理和解释方法，对曲线稳定性较好的井段进行数据录入，优选出声

波时差 AC，补偿中子 CNL，感应电导率 COND，体积密度 DEN，自然伽马 GR，2.5 m底部梯度电阻率

R25，4 m底部梯度电阻率 R4，高分辨率深感应HRID，高分辨率中感应HRIM，电阻率 RT，冲洗带电阻

率 RXO，自然电位 SP等 16种对岩性特征响应敏感的岩石物探参数进行岩性识别。

本文的岩性样本包括 4类，分别是砂岩、泥岩、断层核部和诱导裂缝带，样本数共计 4 181个（由于篇

幅限制，这里只显示部分岩性类别数据），如图 2所示，将其划分为训练集和测试集，其中训练集样本

图 1 多层集成学习模型结构

Fig.1 Multi-layered ensemble learning model
structure

图 2 岩性类别数据

Fig.2 Lithology category data
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3 135个，测试集样本 1 046个，具体分布见表 1—2所示。

对单一学习模型和本文提出的多层集成学习模型分别使用训练样本集进行训练，得到岩性识别模

型，然后用训练得到的模型在测试样本集上进行岩性识别实验，验证模型进行岩性识别的准确性。

（1）使用 SVM模型进行识别，在测试集上的识别结果见表 3所示。

从表 3中可以看出：测试集中砂岩样本共 261个，识别正确（即识别为砂岩）214个，识别错误 47个
（其中识别为泥岩 35个，识别为断层核部 6个，识别为诱导裂缝带 6个）。识别准确率为 81.99%。测试

集中有泥岩样本共 540个，识别正确 532个，识别错误 8个（其中识别为砂岩 3个，识别为断层核部 2个，

识别为诱导裂缝带 3个），准确率为 98.52%。测试集中有断层核部样本共 124个，识别正确 76个，识别

错误 48个（其中识别为砂岩 39个，识别为诱导裂缝带 9个），准确率为 61.29%。测试集中有诱导裂缝带

样本共 121个，识别正确 73个，识别错误 48个（其中识别为砂岩 32个，识别为泥岩 1个，识别为断层核部

15个），准确率为 60.33%。

（2）使用GCForest模型，在测试集上的识别结果矩阵见表 4所示。

同样可以计算得出：砂岩识别准确率为 96.55%，泥岩识别准确率为 98.89%，断层核部识别准确率

表 1 训练样本集岩性类别分布

Table 1 Distribution of lithology categories in

training samples

岩性

类型

样本数

占比/%

砂岩

754
24.05

泥岩

1 584
50.53

断层

核部

400
12.76

诱导

裂缝带

397
12.66

总计

3 135
100

表 2 测试样本集岩性类别分布

Table 2 Distribution of lithology categories in test

samples

岩性

类型

样本数

占比/%

砂岩

261
24.95

泥岩

540
51.63

断层

核部

124
11.85

诱导

裂缝带

121
11.57

总计

1 046
100

表 3 SVM模型测试集结果矩阵表

Table 3 Result matrix of SVM model test set

模型：SVM

实际类型

识别类型

类型

砂岩

泥岩

断层核部

诱导裂缝带

砂岩

214
3
39
32

泥岩

35
532
0
1

断层核部

6
2
76
15

诱导裂缝带

6
3
9
73

表 4 GCForest模型测试集结果矩阵表

Table 4 Results matrix of GCForest model test set

模型：GCForest

实际类型

识别类型

类型

砂岩

泥岩

断层核部

诱导裂缝带

砂岩

252
2
4
3

泥岩

3
534
0
1

断层核部

5
2
117
2

诱导裂缝带

1
2
3
115
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为 94.35%，诱导裂缝带识别准确率为 95.04%。

（3）使用随机森林模型，在测试集上的识别结果矩阵见表 5所示。

可以计算得出：砂岩识别准确率为 95.40%，泥岩识别准确率为 98.70%，断层核部识别准确率为

91.94%，诱导裂缝带识别准确率为 94.21%。

（4）使用 XGBoost模型，在测试集上的识别结果矩阵见表 6。

同样可以计算得出：砂岩识别准确为 96.17%，泥岩识别准确率为 99.07%，断层核部识别准确率为

91.13%，诱导裂缝带识别准确率为 96.69%。

（5）使用本文提出的模型，在测试集上的识别结果矩阵见表 7所示。

可以计算得出：砂岩识别准确为 96.55%，泥岩识别准确率为 99.07%，断层核部识别准确率为

95.16%，诱导裂缝带识别准确率为 95.87%。

图 3—6是在识别不同的岩性时各模型的表现，图中 SVM代表支持向量机模型、Xgb代表 XGBoost
模型、GCF代表 GCForest模型、RF代表随机森林模型、MIEL代表本文提出的多层集成学习模型。其

表 5 随机森林模型测试集结果矩阵表

Table 5 Result matrix of random forest model test set

模型：随机森林

实际类型

识别类型

类型

砂岩

泥岩

断层核部

诱导裂缝带

砂岩

249
2
7
5

泥岩

8
533
0
0

断层核部

3
2
114
2

诱导裂缝带

1
3
3
114

表 6 XGBoost模型测试集结果矩阵表

Table 6 Result matrix of XGBoost model test set

模型：XGBoost

实际类型

识别类型

类型

砂岩

泥岩

断层核部

诱导裂缝带

砂岩

251
1
6
2

泥岩

5
535
0
0

断层核部

3
1
113
2

诱导裂缝带

2
3
5
117

表 7 本文多层集成学习模型测试集结果矩阵表

Table 7 Result matrix of multi⁃layer integrated learning model test set

模型：本文模型

实际类型

识别类型

类型

砂岩

泥岩

断层核部

诱导裂缝带

砂岩

252
1
4
3

泥岩

5
535
0
0

断层核部

3
0
118
2

诱导裂缝带

1
4
2
116
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中，图 3是 5个模型在砂岩上的识别准确率对比；图 4是 5个模型在泥岩上的识别准确率对比；图 5是 5
个模型在断层核部上的识别准确率对比；图 6是 5个模型在诱导裂缝带上的识别准确率对比。

图 7是 5个模型进行岩性识别的平均准确率对比。

从图中可以看出，本文提出的多层集成学习模型在 4
种岩性类别的识别上都具有较优表现，平均准确率为

96.66%，高 于 SVM 的 75.53%，GCForest 模 型 的

96.21%，随机森林模型的 95.06%，XGBoost模型的

95.77%。

4 结束语

本文研究机器学习用于油藏地质分析岩性识别，

在分析目前常用单一学习模型和基本集成模型优点和

不足的基础上，面向测井数据，利用多个异构的机器学

习模型，采用多层集成思想，建立了一个用于岩性识别

的多层集成学习模型。该模型具有泛化性能好、适应性强、稳定性和可靠性高以及准确率高等优点。

利用该模型进行了包括泥岩、砂岩、断层核部和诱导裂缝带 4种岩性类别的岩性识别实验，并与其他模

图 3 砂岩准确率对比图

Fig.3 Comparison of sandstone accuracy
图 4 泥岩准确率对比图

Fig.4 Mudstone accuracy comparison chart

图 5 断层核部准确率对比图

Fig.5 Comparison of accuracy of the fault core
图 6 诱导裂缝带准确率对比图

Fig.6 Comparison of accuracy of the induced crack
zone

图 7 集成模型平均准确率对比图

Fig.7 Comparison of average accuracy of integrated
models
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型的识别结果进行了对比分析。实验分析结果表明，本文的多层集成模型与其他模型相比具有更好的

表现，在测试集上识别准确率达到了 96.66%，为机器学习技术应用于复杂油藏地质分析提供了有益的

探索。
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