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摘 要：鸟类活动故障已经成为高速铁路的主要隐患之一，找出和清理接触网的鸟巢是一种应对手段。

传统的鸟巢目标检测方法需要人工提取特征，而手工设计的特征难以在复杂的接触网场景中保证泛化

能力。针对该问题，本文提出使用基于深度学习的目标检测算法识别接触网鸟巢，并提出一种基于一

阶段目标检测模型 RetinaNet的改进模型，增加 P2特征层，扩充网络的感受野范围，以更好地检测出目

标较小的鸟巢。最后使用高铁车载设备的数据集对基于深度学习的目标检测算法进行了训练和测试。

实验结果表明：基于深度学习的目标检测算法在接触网鸟巢检测任务上表现优秀，且改进 RetinaNet模
型的mAP值达到了 90.4%，优于原模型，对于高速铁路的避障任务具有参考和应用价值 .
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Detection of Birds’Nest in Catenary Based on Improved RetinaNet Model
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Abstract：At present，bird activity failure has become one of the main hidden dangers of high-speed
railway. Finding and cleaning the birds’nest of the catenary is a countermeasure. Traditional birds’nest
object detection methods require manual extraction of features，but hand-designed features are difficult to
ensure generalization in complex contact network scenarios. To solve this problem，this paper proposes to
use the deep learning based object detection algorithm to identify the birds’nest on catenary. At the same
time，an improved model based on the one-stage object detection model RetinaNet is proposed. The P2
feature layer is added to expand the receptive field range of the network，so that the smaller nest can be
better detected. Finally，these deep learning based object detection algorithms are trained and tested using
data sets collected by on-board equipment of high-speed railways. Experimental results show that the object
detection algorithm based on deep learning is excellent in the catenary birds’nest detection task，and the
improved RetinaNet model has a mAP value of 90.4%，which is better than the original model. This
algorithm has certain both reference and application value for the obstacle avoidance task of high⁃speed
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引 言

随着国内高速铁路近年来的快速发展，以及因生态改善导致的鸟类数量的大幅增加，鸟类活动带

来的接触网故障和安全隐患成为了不能忽视的铁路安全问题，由此产生了铁路上的鸟巢清理工作 [1⁃2]。

最传统的识别接触网鸟巢方法通过人工分析拍摄的铁路车载设备视频，耗费大量的人力和时间。通过

检测技术自动识别铁路接触网的鸟巢，具有重要的现实意义，对此国内进行了一些研究。段旺旺等 [3]对

可能存在鸟巢的位置进行初步提取，并进一步通过方向梯度直方图（Histogram of oriented gradient，
HOG）特征和支持向量机(Support vector machine，SVM)算法进行多次提取，算法精度不错，但自适应能

力差，在高铁的复杂路途环境下泛化能力略有欠缺。金炜东等 [4]提出了使用双判别器生成对抗网络来

解决鸟巢的数据不平衡问题，在判别上也取得了不错的效果，但对抗网络在训练时不容易把控两个网

络的平衡和同步，训练过程可能不稳定，而且还存在崩溃模式现象等问题。祝振敏等 [5]提出一种基于鸟

窝和硬横梁相对位置不变性的检测方法，将图像用 Sobel算子水平边缘检测和概率霍夫变换以及 Otsu
二值化等方法处理后进行识别，该方法不需要很多训练样本就能实现自动识别，但需要先验信息，其阈

值的设定直接影响最终识别效果。相比上述各算法所存在的不足，卷积神经网络在特征提取和归纳能

力上表现优越，使用深度神经网络的目标检测算法也已被广泛地应用到图像视觉领域，相比传统的目

标检测算法，其更加简洁高效。针对该现状，本文从深度学习的角度进一步地寻求解决高铁接触网鸟

巢识别问题的更优方案，其主要贡献有：（1）引入基于深度神经网络的目标检测算法用于接触网的鸟巢

检测，相比传统方法，无须人工提取特征，泛化性能更强；（2）将 RetinaNet模型针对接触网的鸟巢检测问

题进行了改进优化，检测效果有所提升。

1 相关工作

1. 1 深度学习

深度学习 [6]是目前计算机科学的一个热门方向，作为机器学习的一个子类研究方向，受益于计算性

能的提升和样本数据量的大增，在人工智能领域的很多方面都有所突破，如计算机视觉、自然语言处理

等领域，表现较传统方法突出不少，目前于各行各业都有着广泛的应用。

深度学习是人工神经网络的进一步发展。传统的人工神经网络使用反向传播算法进行迭代，但随

着神经网络层数的增加，这个迭代过程会存在梯度消失和梯度爆炸等问题，导致效果不佳。直到 Hin⁃
ton等 [7]首次提出深度网络和深度学习的概念，这个问题才慢慢得到解决，深度学习开始高速发展。He
等 [8]提出的深度残差网络解决了传统人工神经网络的层数问题，达到了 152层的深度。

1. 2 基于候选区域的目标检测算法

基于深度神经网络的目标检测算法按实现过程可分为两类：基于候选区域进行分类的二阶段方法

和基于回归进行分类的一阶段方法 [9]。Girshick等 [10]提出了 R⁃CNN（Region convolution neural network）
算法，也是深度学习第一次涉猎目标检测领域，此算法在使用传统 SVM进行判别前，在图像上产生候

选区域并使用卷积神经网络进行特征提取，效果提升明显。在其之后又发展出一系列的算法，如

SPPNET（Spatial pyramid pooling convolution networks）等 [11]使用了能接受任意尺寸输入的 SPPNet代
替 R⁃CNN的最后一层池化层，解决了 R⁃CNN对于每个区域都要将图像缩放所带来的性能瓶颈，在提

高准确率的同时大幅提升了 R⁃CNN的速度。Grishick等 [12]提出的 Fast R⁃CNN引用了 SPPNET的工
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作，并将 R⁃CNN原来的串行结构改成并行结构，在对图像分类的同时进行回归，提升了速度和精度。

Ren等 [13]提出的 Faster R⁃CNN建立候选区域网络的概念，与 Fast R⁃CNN相比，算法的生成方法大大提

高了所生成候选区域的质量。He等 [14]将图像的mask信息加入到 Faster R⁃CNN，算法精度得到了进一

步的提升。

1. 3 基于回归的目标检测算法

另一类基于回归的一阶段目标检测方法，由于直接对图像进行回归，相比前一类算法在速度上有

较大的优势。YOLO（You only look once）算法 [15]对图像进行预处理后放入网络并通过全连接层输出，

其结构简单且速度较快，但是最后的结果框有些粗糙。针对该问题，SSD（Single shot multibox detector）
算法 [16]在YOLO的基础上增加了来源于 Faster R⁃CNN的Anchor(锚)机制，同时融合不同卷积层的特征

进行预测，相比YOLO算法来说提高了识别精度，尤其是在小目标的情况下，另外 SSD算法没有全连接

层，相比 YOLO算法还有速度上的提升。YOLO9000[17]在 YOLO的基础上改进了网络，采用多尺度训

练方法，并综合了 ImageNet数据集和 COCO数据集，采用联合训练的方式训练，可以识别 9 000类物

体。基于回归的目标检测方法基本上都存在一个类别不平衡问题，原因是算法中产生的 bounding box
检测框太多，而其中只有少数是前景，大多数都是背景，这会导致精度的下降，而 RetinaNet[18]通过 Focal
Loss损失函数解决了这一问题。

2 RetinaNet

RetinaNet主要由 3部分构成：用于特征提取的深度残差网络 (Residual network，ResNet)、特征金字

塔网络(Feature pyramid networks，FPN) [19]、分类和回归子网络。图像经过深度 ResNet后特征被初步提

取，特征在 FPN中重组，最后被送入分类和回归子网络得出最后的检测结果。

2. 1 ResNet（残差网络）

神经网络的层数越多，对特征的提取抽象程度就越高，可供调节的参数就越多，也就能产生更好的

拟合效果。但随着网络层数的增加，会出现梯度爆炸和梯度消失等问题。针对这些问题，ResNet引入

如图 1所示的残差单元结构，由此构成残差网络。残差单元结构的表达式为

y l= h ( x l )+ F ( x l,Wl )
x l+ 1 = f ( y l ) (1)

式中：x l为第 l个单元的输入，x l+ 1为第 l+ 1个单元的输入，y l为第 l个单元的输出，F为残差函数，h (xl)
为恒等映射，f为 ReLu激活函数。

从浅层 l到深层 L的学习特征为

xL= x l+ ∑
i= l

L- 1

F ( x i,W i ) (2)

根据反向传播原理，假设网络损失函数为 loss，链式求导式(2)可得

∂loss
∂x l

= ∂loss
∂xL

⋅ ∂xL∂x l
= ∂loss

∂xL
⋅( 1+ ∂

∂xL ∑i= l

L- 1

F ( x i,W i ) ) (3)

若

h ( x l )= λl x l (4)
则

x l+ 1 = λl x l+ F ( x l,Wl ) (5)
将式(5)代入式(3)可得

图 1 ResNet残差单元结构

Fig.1 Residual unit structure
of ResNet
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xL= (∏
i= l

L- 1
λi) x l+ ∑

i= l

L- 1

F ( x i,Wi ) (6)

∂loss
∂x l

= ∂loss
∂xL ( )( )∏

i= l

L- 1
λi +

∂
∂x l ∑i= l

L- 1

F ( x i,Wi ) (7)

由式(7)可知，当系数 λ= 1时，网络不会产生梯度爆炸或消失的问题。

残差单元结构在卷积前馈网络中增加一个连接，由上述分析可知这种结构使得梯度不会消失，因

此使深层次的神经网络训练成为可能。

2. 2 FPN（特征金字塔网络）

在 FPN被提出之前，基于深度神经网络的目标检测算法一般使用特征提取网络的顶层特征作为预

测输入。特征提取网络顶层特征语义较为抽象，底层特征语义较为具体，FPN使用金字塔结构进行特

征融合，且每层都是独立进行预测。

在 RetinaNet模型中，FPN通过自下向上、自上而下的连接以及横向连接将 ResNet不同层的特征图

进行融合。自下而上和自上而下的路线分别生成 C3，C4，C5和 P3，P4，P5，P6，P7等特征图，P3到 P5
由 C3到 C5计算而得，P6和 P7分别由 P5和 P6使用步长为 2的 3×3卷积核卷积而得。增加 P6和 P7是
为了让模型更好地检测大物体，得益于更大的感受野。这样的操作可以保证每一层都有合适的分辨率

以及强语义特征，配合目标检测算法，从而提升物体的检测性能。

2. 3 分类和回归子网络

RetinaNet引入了 Faster R⁃CNN里的 Anchor思
想：当卷积核滑动到特征图的某一个位置时，以当前

窗口的中心点为中心，映射到原图的一个区域，以原

图上这个区域的中心对应一个尺度和长宽比，成为

一个Anchor。
分类和回归子网络对每个 Anchor进行分类和

回归，结构如图 2所示，将 FPN中某一层的特征图输

入到全卷积网络，最后通过 Sigmoid函数得出物体

的概率。对于框的回归也是类似的操作，区别仅在

于最后不经过 Sigmoid激活函数。

2. 4 损失函数

神经网络中常见的二分类损失函数为交叉熵损

失函数，即

CE ( p,y )= { -log p y= 1
-log ( 1- p ) 其他

(8)

RetinaNet针对样本不平衡的问题，提出了一种新的损失函数。为了平衡正负样本，RetinaNet最初

提出的方案是在少数类别的样本上增大权重，即

CE ( pt )=-αt log pt (9)
其中

pt= { p y= 1
1- p 其他

(10)

但是这并不能区分易分样本和难分样本，因此

FL ( pt )=-(1- pt )γ log pt (11)

图 2 分类和回归子网络结构

Fig.2 Classification and regression subnetwork
structure
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样本越容易被区分，则 pt 越大，对于损

失函数值的影响就越小，相应地提高了难分

样本的权重。在算法的实际应用中，由式(9,
11)可得 RetinaNet的损失函数为

FL ( pt )=-αt ( 1- pt )γ log pt (12)

2. 5 RetinaNet模型的改进

为使 RetinaNet模型更好地应用于接触

网的鸟巢检测任务，本文对其进行了改进。

原始的 RetinaNet模型并没有使用到由 FPN
所得到的 P2特征层，而根据对数据集的观

察，与一般的目标检测任务略有不同，接触

网的鸟巢大小占图像的比例较小，因此考虑

在 RetinaNet模型基础上增加 P2特征层的使

用，使得网络整体的感受野范围增加。增加

原理与 RetinaNet的 P6和 P7特征层的原理

类似，最终使其对目标较小的鸟巢的识别检

测能力增强，具体结构如图 3和图 4所示。

3 实验与结果

3. 1 数据集

实验数据集取自高铁车载设备拍摄视

频，选取其中有鸟巢的图像共 1 629张，尺寸

均为 1 620像素×1 220像素。根据实验需

求将其标注为 PASCAL VOC数据格式和

CSV格式，其中 60%作为训练集，40%作为测试集。图 5显示了数据集的部分图像。

3. 2 运行环境设置及参数设置

运行环境为 Ubuntu16.04，CPU为 Intel(R) Xeon(R) CPU E5⁃2640 v4，GPU为 Nvidia GeForce GTX
1080 Ti，编程语言为 Python。利用 SSD，Faster R⁃CNN，原始 RetinaNet模型及本文的改进模型对数据

集进行训练，其中 SSD模型有两种，分别为 SSD300和 SSD512。SSD300的输入图像尺寸为 300像素×
300像素，SSD512的输入图像尺寸为 512像素×512像素，它们都使用 VGG16网络结构作为特征提取

图 3 改进的 RetinaNet模型结构

Fig.3 Improved RetinaNet model structure

图 4 改进的 RetinaNet模型结构细节

Fig.4 Improved RetinaNet model structure details

图 5 数据集的部分图像

Fig.5 Partial images of the dataset
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网络。RetinaNet模型采用 ResNet50和 ResNet101等网络作为特征提取网络的不同模型种类，其中有

augment后缀的代表使用了数据增强方法，带 P2字样的模型表示本文提出的改进模型。

训练参数设置如下：SSD300和 SSD512的参数设置相同，冲量常数为 0.9，初始学习率为 0.002，权
值衰减系数为 0.000 5；Faser R⁃CNN的冲量常数为 0.9，初始学习率为 0.02，权值衰减系数为 0.000 1；
RetinaNet的梯度下降设置为随机梯度下降，冲量常数为 0.9，初始学习率为 0.02，权值衰减系数为 0.000 1；
改进 RetinaNet模型、数据增强 RetinaNet模型的参数设置与原 RetinaNet模型的相同。

3. 3 实验结果分析

使用训练好的 SSD，Faster R⁃CNN，RetinaNet及改进的 RetinaNet在数据集上进行测试，损失函数

值见图 6，结果如表 1所示。

针对鸟巢样本，TP（True positive)为存在鸟巢且被检测到的鸟巢样本数量，FP(False positive)为不

存在鸟巢且被检测到的鸟巢样本数量，FN（False negative)为存在鸟巢但没有检测出的鸟巢样本数量。

召回率 Recall和准确率 Precision可分别表示为

Recall= TP
TP+ FN (13)

Precision= TP
TP+ FP (14)

均值平均精度mAP(Mean average precision)的计算公式为

mAP= ∑AP
N ( Class ) (15)

图 6 训练的损失函数值

Fig.6 Loss function value during training
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式中：AP（Average precision）定义为根据准确率

和召回率绘制的曲线下方的面积大小。由于此数

据 集 只 有 一 个 样 本 类 别 ，因 此 样 本 类 别

N (Class) = 1，因此由式(15)得

mAP= AP= ∑Precision
N ( TotalImages ) (16)

在统计学中，mAP是不同种类样本 AP的平

均值，比较能反应全局性能，因此本文以 mAP作

为主要评价指标。

由表 1可知，RetinaNet模型在性能上总体优

于其他算法模型；使用数据增强（图像翻转、图像

剪切等）的 RetinaNet模型在 mAP上不但没有明

显 的 提 升 ，反 而 略 有 下 降 ；使 用 层 数 更 深 的

ResNet101作为特征提取网络同样在Map上没有提升，但召回率有所增加；而本文的改进 RetinaNet模
型将mAP值提高了近 1%。

考虑到数据集的样本数量有限，为充分利用

数据集的信息以及验证改进模型的有效性，设置

了三折交叉验证实验，结果如表 2所示。表 2的结

果为平均值，由结果可得，改进的 RetinaNet模型

在接触网鸟巢检测任务中各方面的效果都比原

RetinaNet模型更优，其中 mAP提升了 1.2%。综

合来看，本文方法是一种有效的接触网鸟巢目标

检测方法。

通过对数据集结果的观察，绝大多数的鸟巢

都能被检测出，如图 7中的 (a)— (d)的情况，在部分被水污遮挡的情况下也成功地检测出鸟巢，如图 7(d)
所示。同时也存在些许表现稍欠的情况，如图 7(e)和 (f)所示，鸟巢虽被检测出来但是有两个检测框，存

表 1 基于深度学习的目标检测方法在数据集上的实

验结果

Table 1 Experimental results of deep learning ⁃based
object detection methods on datasets

算法

SSD300
SSD512

Faster R⁃CNN
RetinaNet-Res50-augment

RetianNet-Res101
RetinaNet-Res50

RetinaNet-Res50-P2(Ours)

召回率

0.903
0.901
0.957
0.972
0.989
0.985
0.981

准确率

0.512
0.807
0.855
0.679
0.332
0.303
0.377

mAP
0.848
0.872
0.889
0.894
0.895
0.896
0.902

表 2 改进 RetinaNet模型和原始 RetinaNet模型的三

折交叉验证结果

Table 2 Tri ⁃ fold cross ⁃ validation results of the im⁃

proved and the original RetinaNet models

算法

RetinaNet-Res50
RetinaNet-Res50-P2(Ours)

召回率

0.989
0.991

准确率

0.545
0.572

mAP
0.892
0.904

图 7 改进的 RetinaNet模型的部分实验结果

Fig.7 Partial experimental results of the improved RetinaNet model
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在误检现象。另外还有少数漏检的情况，如图 7(g)和 (h)所示，漏

检的情况一般是因为鸟巢的筑巢进度较早，以至于鸟巢尚未完

全成型或鸟巢过于小，难以被算法所检测。

相比其他算法，改进 RetinaNet模型在检测未完全成型或体

积过小的鸟巢的结果上仍存在优势。这点既可以从更高的召回

率中看出，也可以从具体例子中得到验证，如图 8所示。橙色框

为真实数据 (Ground truth)，鸟巢体积偏小，Faster R⁃CNN算法没

有检测出鸟巢，SSD300(黄色框)和 SSD512(绿色框)算法虽然检

测出了鸟巢，但其检测框的精确度和平均置信度不如 RetinaNet
模型(紫色框)。

4 结束语

本文将基于深度神经网络的目标检测算法引入高速铁路接触网的鸟巢目标检测任务中，同时将

RetinaNet模型针对鸟巢检测任务的特性进行了优化，并使用主流的基于深度神经网络的目标检测算法

在高铁车载设备视频数据集上进行了训练和测试。实验结果表明，深度学习可以胜任高铁接触网鸟巢

检测的任务，且本文提出的改进 RetinaNet模型取得了最佳效果。
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