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摘 要：谱聚类将数据聚类问题转化成图划分问题，通过寻找最优的子图，对数据点进行聚类。谱聚类

的关键是构造合适的相似矩阵，将数据集的内在结构真实地描述出来。针对传统的谱聚类算法采用高

斯核函数来构造相似矩阵时对尺度参数的选择很敏感，而且在聚类阶段需要随机确定初始的聚类中心，

聚类性能也不稳定等问题，本文提出了基于消息传递的谱聚类算法。该算法采用密度自适应的相似性

度量方法，可以更好地描述数据点之间的关系，然后利用近邻传播（Affinity propagation，AP）聚类中“消

息传递”机制获得高质量的聚类中心，提高了谱聚类算法的性能。实验表明，新算法可以有效地处理多

尺度数据集的聚类问题，其聚类性能非常稳定，聚类质量也优于传统的谱聚类算法和 k⁃means算法。
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Abstract：Spectral clustering transforms data clustering problem into a graph partitioning problem and
classifies data points by finding the optimal sub ⁃ graphs. The key to spectral clustering is constructing a
suitable similarity matrix，which can truly describe the intrinsic structure of the dataset. However，
traditional spectral clustering algorithms adopt Gaussian kernel function to construct the similarity matrix，
which results in their sensitivity of selection for scale parameter. In addition，the initial cluster centers need
randomly determing at the clustering stage and the clustering performance is not stable. The paper presents
an algorithm based on message passing. The algorithm uses a density adaptive similarity measure，which
can well describe the relations between data points，and it can obtain high ⁃quality cluster centers through
message passing mechanism in affinity propagation （AP） clustering. Moreover， the performance of
clustering is optimized by the method. Experiments show that the proposed algorithm can effectively deal
with the clustering problem of multi ⁃ scale datasets. Its clustering performance is very stable，and the
clustering quality is better than traditional spectral clustering algorithm and k⁃means algorithm.
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引 言

聚类分析的一般过程是根据数据之间的相似度将其划分到不同的簇集中,使同一簇中的数据相似

度较大,不同簇间数据的相似度较小。传统的聚类方法，如 k⁃means算法等,缺乏处理复杂数据结构的

能力,当样本空间非凸时,算法容易陷入局部最优 [1]。

近年来,谱聚类由于其良好的表现,易于实现的特点,引起了学术界的关注 [2]。谱聚类能在任意形

状的样本空间上聚类,且收敛于全局最优,特别适用非凸数据集 [3]。谱聚类算法将数据集中的每个点都

作为图的顶点,任意两点之间的相似性值作为连接两顶点的边的权值,这样就构造了一个无向加权图。

然后根据某种图划分方法将图分割为若干不连通的子图,子图中包含的点集就是聚类后生成的簇 [4]。

传统的图划分方法有很多种,如最小割集法、比例割集法、规范割集法和最小最大割集法等 [5]。通

过最大化或最小化图割方法的目标函数得到最优割值,来获得聚类结果。但对于各种图分割方法来

说,求目标函数的最优解往往是NP⁃hard的。根据瑞利熵理论,将原问题的离散最优化问题松弛到实数

域,即可在多项式时间内解决 [6]。对于图的划分,可以认为某个点的一部分属于子集 A,另一部分属于

子集 B,而不是非此即彼。一般,在聚类过程中充分利用图的拉普拉斯矩阵的特征值和特征向量所包含

顶点的分类信息,就可得到良好的聚类结果 [7]。由于算法是基于矩阵谱分析理论来聚类的,因此称为谱

聚类。目前 ,谱聚类已广泛应用在计算机视觉、数据分析、图像处理、视频监控以及自动控制等

领域 [8⁃10]。

谱聚类算法尽管在实践中取得了很好的效果,但是作为一种新型的聚类方法,仍处于发展阶段,还
有很多问题值得进一步深入研究。例如,传统的谱聚类对初始值敏感,而且无法有效处理多尺度的聚

类问题 [11]。为了处理多重尺度的数据集,Zelnik⁃Manor等 [12]提出了自适应的谱聚类。它不再指定统一

的参数 σ,而是根据每个点自身的邻域信息,为每个点 xi计算一个自适应的参数 σi,其中 σi为点 xi到其第

p个近邻的欧式距离,该相似度度量称为自适应的高斯核函数。由于考虑了每个点邻域的数据分布,自
调节的谱聚类能够有效分离出稀疏背景簇中包含的紧密簇。刘馨月等 [13]通过局部密度获得数据中隐

含的簇结构特征，再与自调节的高斯核函数结合，提出了一种基于共享近邻的自适应相似度的谱聚类

算法。陶新民等 [14]提出了一种在流形结构数据点间相似度计算方法,提高算法的聚类性能。为了解决

传统谱聚类算法对尺度参数和聚类中心初始化敏感的问题,本文提出一种基于消息传递的谱聚类算法

(Spectral clustering algorithm based on message passing,MPSC)。

1 谱聚类算法的初始化敏感分析

谱聚类算法是将数据聚类问题转化为图的最优分割问题。最小化或最大化图割方法的目标函数,
均为NP离散最优化问题。幸运的是,谱方法可以为该最优化问题提供一种多项式时间内的宽松解 [15]。

这里的“宽松”指的是将离散最优化问题宽松到实数域,然后利用某种启发式方法将其重新转换为离散

解。图分割的本质可以归结为矩阵的迹最小化或最大化问题,而完成该最小化或最大化的任务需要依

靠谱聚类算法。

通常任何谱聚类算法都由 3个部分组成:预处理、谱表示和聚类 [16]。先构造相似图来描述数据集;然
后建立相关的拉普拉斯矩阵,计算拉普拉斯矩阵的特征值和特征向量,基于一个或多个向量,把每个数

据点映射到一个低维的代表点;最后,基于新的代表点,将数据点划分成两个或多个类。

在划分数据集或图时,有两个基本的方法 :递归 2⁃way划分法和 k⁃way划分法 [17]。递归 2⁃way划分

法是以一个层次的方式递归地调用 2⁃way划分算法,当把图划分成两部分之后,再对子图应用相同的过

程,直到聚类数目满足要求或不再符合递归条件为止;k⁃way划分法首先按照某种策略,将拉普拉斯矩阵

的含有聚类信息的特征向量挑选出来,然后直接利用这些特征向量对数据集进行 k⁃way划分。k⁃way划
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分的一个典型的谱聚类算法是由文献 [18]提出的 NJW算法。下面是汪中等 [19]就谱聚类算法中初始值

敏感进行的分析。

命题 1 设数据集 X={ x1,x2,⋯,xn },以不同顺序输入得到的相似矩阵为W1,W2,对角矩阵为 D1,
D2,拉普拉斯矩阵为 L1,L2,生成矩阵为 Y1,Y2,则W1和W2相似,D1和 D2相似,L1和 L2相似,Y1和 Y2
相似。

证明 :设数据集以 x1,x2,⋯,xn的顺序输入得到矩阵W1，以 xn,xn- 1,⋯,x2,x1的顺序输入得到矩阵

W2，矩阵W1经过若干次初等变换可得到矩阵W2,可证矩阵W1和W2相似。同理推出以任意顺序输入

得到的矩阵W2均与W1相似。由于矩阵 D1为对角矩阵,其主对角元素为相似矩阵W1的相应各行元素

之和,故矩阵 D1和 D2相似。又因 L 1 = D-1/2
1 W 1D-1/2

1 ,L 2 = D-1/2
2 W 2D-1/2

2 ,且 D1,D2为对角矩阵,由矩阵

W1和W2相似、L1和 L2相似,其对应的特征向量 x1经过若干次初等变换可以得到特征向量 x2，可证生成

矩阵Y1和Y2亦相似。故结论成立。

由命题 1可知,以不同的顺序输入数据点,得到的相似矩阵W和最终的生成矩阵Y都是相似的,所
以谱聚类算法对聚类中心的初始化敏感,本质上是因为在最后聚类阶段使用了 k⁃means算法。为了解

决这个问题,将 AP聚类中的“消息传递”机制引入到谱聚类中,用来确定聚类中心,以改善谱聚类算法

的性能。

2 AP聚类算法

近邻传播(Affinity propagation,AP)聚类是文献[20]提出的一种新的聚类算法。AP算法不需要事先

指定初始聚类中心。实验表明,AP算法具有很高的效率,例如,对数千个手写的邮政编码的图片,AP
算法只花费 5 min就可以找出能准确解释各种笔迹类型的少量图片,而 k⁃means算法要达到同样的精度

需要耗费 500万年。

AP算法以数据点之间的相似关系矩阵 S为基础,将 S的对角线上的数值 S(k,k)作为点 k能否成为

聚类中心的评判标准,这个值称作偏向参数,用 p(k)表示。如若 p(k)越小,则点 k成为聚类中心的可能性

就越小。然后通过在数据点之间传递消息,经过数次迭代来寻找最优的类代表点集合,使网络能量函

数达到最小 [21]。即有

E ( c )= -∑
i= 1

n

S ( i,ci ) (1)

式中：n表示数据的个数；ci表示点 i所在类的聚类中心点；S ( i,ci )表示点 i与聚类中心点 ci之间的相

似度。

在AP算法中数据点之间相互传播的信息有两种:一种信息被称为“吸引度”(Responsibility),简写为

R;另一种信息被称为“归属度”(Availability),简写为A。

R(i,k)是数据点 i向其备选代表点 k发出的信息,定义为

R ( i,k )= S ( i,k )- Max { A ( i,j )+ S ( i,j ) } j≠k (2)
它反映了在考虑数据点 i的其他备选代表点的情况下,数据点 k点适合作为 i点的代表点的累积

证据。

A(i,k)是备选代表点 k向数据点 i发出的信息,定义为

A ( i,k )= Min { 0,R ( k,k )+ ∑
j= 1

n

Max { 0,R ( j,k ) } } j≠i且 j≠k (3)

它反映了在考虑了其他数据点是否选择点 k作为自己的代表点的情况下,数据点 i选择点 k作为其

代表点的累积证据。
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R(i,k)与 A(i,k)的和越大,则 k点作为聚类中心的可能性就越大,并且 i点隶属于以 k点为聚类中心

的聚类的可能性也越大 [22]。这两种信息中包含了不同的竞争机制,在任何一个阶段根据这些信息可以

判断出哪些数据点是代表点,以及每个数据点被划分到哪个数据类。

另外 ,为了平衡前后两次迭代的吸引度和归属度 ,AP算法引入了阻尼系数 (Damping factor,即
damp)来调整吸引度 R(i,k)和归属度A(i,k),从而得到本次迭代最终的吸引度和归属度

RT= RT×(1- damp )+ RT- 1 × damp (4)
AT= AT×(1- damp )+ AT- 1 × damp (5)

式中：RT-1,AT-1表示第 T-1次迭代的吸

引度和归属度 ;RT,AT表示第 T次迭代的

吸引度和归属度 ;阻尼系数 damp的取值

范围是[0.5,l)。
AP算法聚类的过程如图 1所示 ,从

图中可以看到 n个样本点 x1,x2,⋯,xn,初
始时都被当作潜在的聚类中心。AP算法

在迭代过程中,根据相似关系矩阵 S(i, i)
不断更新每个点的吸引度和归属度值,并
且在网络节点之间不断地传递这两个信

息量,直到产生 m个高质量的聚类中心为

止(满足停止条件)。

3 本文算法

谱聚类的关键是选择一个恰当的距离度量方法,将数据集的内在结构真实地描述出来。相同类中

的数据点应该具有较高的相似性,并且要保持空间一致性。因此相似矩阵的构造非常重要,其优劣会

在很大程度上影响谱聚类的性能 [23]。度量数据点相似性的方法常用高斯核函数，但是在高斯核函数

中,尺度参数 σ通常是固定的,这样两个数据点之间的相似度只取决于它们的欧氏距离,而对其周围的

点没有适应性 [24]。当处理复杂数据集时,简单的基于欧氏距离的相似性无法准确地反映数据的分布情

况,会显著降低谱聚类的性能,导致较差的聚类结果。

Yang等 [25]提出了基于密度敏感的相似性度量方法,该方法可以处理多尺度的聚类问题,还相对对

参数选择不敏感。实验证明该算法能有效地描述数据的实际聚类分布。

定义一个密度可调节的线段长度

L ( xi,xj )= ( eρd( xi,xj ) - 1 )1/ρ (6)
式中：d ( xi,xj )为数据点 xi和 xj间的欧式距离,ρ>1称为伸缩因子。

数据点 xi和 xj间的密度敏感的距离定义为

Dij=Min ∑
k= 1

l- 1

L ( pk,pk+ 1) p ∈ Pij (7)

式中：p={ p1,p2,⋯,pl }表示从 pi到 pl的路径,其长度为 l= | p |;Pij表示连接数据点 xi和 xj的所有路径的

集合。

密度敏感的相似性度量可表示为

wij=
1

Dij+ 1
(8)

图 1 AP算法聚类过程

Fig.1 Clustering process of AP algorithm
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与高斯核函数相比,该相似性度量不需要引入核函数,可以在距离测度上直接计算相似度。密度

敏感的距离可以度量沿着流形上的最短路径,使得位于同一高密度区域内的两点可用许多较短的边相

连,而位于不同高密度区域内的两点要用穿过低密度区域的较长边相连,最终达到这一目的 :使不同高

密度区域的数据点间距离放大,同一高密度区域内的数据点间距离缩小。因此,这一距离度量是数据

依赖的,且可以反映数据的局部密度特征,即所谓的密度敏感。

在上述相似性度量方法的基础上,将“消息传递”机制引入到谱聚类中,提出了一种基于消息传递

的谱聚类算法 (Spectral clustering algorithm based on message passing,MPSC),其基本思想是 :首先使用

基于密度敏感的相似性度量方法计算相似性，构造相似性矩阵和拉普拉斯矩阵;然后选择拉氏矩阵的前

k个最大特征向量,构造特征空间并将原始数据集中的点映射到 Rk空间中;最后在 Rk空间中,用AP聚类

方法将数据点划分成 k个类。MPSC算法的详细步骤如下。

输入:数据集 X={ xi |i= 1,⋯,n },聚类数目 k。

输出:k个划分好的类。

Step 1 根据式(8),计算数据点之间的相似性值,建立基于密度的相似性矩阵W ∈ R n × n。

Step 2 建立图的度矩阵 D ∈ R n × n,D是一个对角矩阵 :对角线上的元素为 di,di= ∑
j= 1

n

wij称为顶

点 i的度,而对角线外的元素值为 0。
Step 3 根据相似性矩阵W和度矩阵D,构造拉普拉斯矩阵 L:L= D-1/2WD-1/2。

Step 4 计算矩阵 L的前 k个最大特征值所对应的特征向量 u 1,⋯,u k(重复特征值取其相互正交的

特征向量),然后将这些特征向量纵向排列,形成矩阵U，U=[ u1⋮⋯⋮uk ] ∈ R n × k。

Step 5 规范化矩阵U的每一行,将行向量转变成单位向量,得到矩阵Y:yij= uij
é

ë
êê

ù

û
úú∑

j= 1

n

u2ij

1/2

。

Step 6 将矩阵Y的每一行看作空间 Rk中的一个点,利用AP聚类方法将这些点划分成 k类。

Step 7 如果矩阵Y的第 i行被分配到第 j类,就将原始的数据点 xi划分到第 j类。

MPSC算法继承了AP聚类的优点,它在初始时将所有的数据点都看作候选聚类中心,在不断的迭

代过程中,选择某个数据点作为中心或每个数据点通过“消息传递”来竞争成为聚类中心,最终获得若

干个优化的聚类中心。为了克服传统划分算法中随机选择参数对整个数据聚类结果的影响,引入消息

传递机制优化传统谱聚类算法中初始化敏感的问题,得到更稳定的聚类结果。

4 实验分析

4. 1 仿真数据集聚类

文献 [26]给出了一些有“挑战性”的人工数据集,例如 :Blobs and circle，Four lines,Two moons,Two
circles,Two spirals和Three circles。用MPSC算法分别对这些数据集进行聚类,得到的聚类结果如图 2
所示 (伸缩因子 ρ=2,偏好参数 p取数据集全体样本相似度的中位数)。从图 2中可以看出,MPSC算法

可以有效识别不同尺度的流形数据结构,得到令人满意的聚类结果。这是因为该算法采用密度敏感的

相似性度量方法,通过拉普拉斯变换,将原始数据点映射到谱空间,使得相同类内的数据点更加紧凑,
而不同类间的数据点更加分离。在 2002年，Ng, Jordan和Weiss提出 NJW算法（算法以 3位作者名字

的首字母缩写命名），图 3给出了 NJW算法（分别取 σ=0.1和 σ=0.2）在 Blobs and circle,Two moons和
Two spirals人工数据集上的聚类结果,可见 NJW算法对尺度参数 σ的取值比较敏感,当数据结构复杂

时,无法得到准确的聚类结果。相比之下,MPSC算法在聚类过程中可以保持数据的全局一致性,从而
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克服了高斯核函数无法处理多尺度数据集的缺点。图 2，3中横纵坐标分别为人工数据集的第 1列和第 2列。

4. 2 真实数据集聚类

为了进一步验证MPSC算法的有效性,从UCI机器学习数据库中选取了 3个真实的数据集,它们的

数据特征如表 1所示。如果将聚类得到的结果和真实的划分情况进行比较,对于数据集中的每对数据

点,存在着下面 4种可能 :(1) SS:属于同一类的两个数据点在聚类时也被分到相同的类中 ;(2) SD:属于同

一类的两个数据点在聚类时却被分到不同的类中 ;(3) DS:不属于同一类的两个数据点在聚类时却被分

图 2 MPSC算法在人工数据集上的聚类结果

Fig.2 Clustering results of MPSC algorithm on artificial data sets
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到相同的类中 ;(4) DD:不属于同一类的两个数据

点在聚类时也被分到不同的类中。

ARI(Adjusted rand index)指标就是根据数据

点对的这 4种关系来评价聚类结果的,它可以定

量描述聚类的质量,客观反映聚类算法的优劣,是
一种常用的聚类评价准则 [27]。

设满足 SS,SD,DS,DD关系的数据点对的数

目分别是 a,b,c,d,则ARI的计算公式为

图 3 NJW算法在人工数据集上的聚类结果

Fig.3 Clustering results of NJW algorithm on artificial data sets

表 1 真实数据集的数据特征

Tab. 1 Data characteristics of real data sets

Dataset

Iris
Wine
Zoo

Sample num⁃
ber
150
178
101

Attribute
number
4
13
16

Class num⁃
ber
3
3
7
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ARI= 2( ad- bc )
( a+ b ) ( b+ d )+( a+ c ) ( c+ d ) (9)

式中ARI ∈ [0,1],如ARI的值越小,也就表明聚类的结果越差。

在实验中,以ARI指标作为衡量标准,分别在 Iris,Wine,Zoo数据集上,对比了MPSC算法、NJW算

法、AP算法和 k⁃means算法的聚类性能。实验结果如图 4所示。

在图 4中,NJW算法和 k⁃means算法的曲线都有明显的波动,说明它们对聚类中心的初始化比较敏

感。这两种算法都需要随机地确定初始聚类中心,当聚类中心的选择不合适时,就会产生较差的聚类

结果。AP算法和MPSC算法的曲线非常平稳,没有出现任何波动,说明 AP算法和MPSC算法的性能

很稳定，但AP算法表现不理想，本文提出的MPSC算法将AP算法中“消息传递”机制引入，以确定聚类

中心,有效地解决了传统谱聚类算法对聚类中心初始化敏感的问题。而且从图 4中也可以看出,MPSC
算法的ARI指标也要明显优于NJW算法、AP算法和 k⁃means算法,因此MPSC算法可以得到比较理想

的聚类结果。表 2给出了MPSC算法、NJW算法、AP算法和 k⁃means算法 10次聚类的平均准确率和

ARI指标。

5 结束语

本文分析了传统的谱聚类算法初始化敏感的原因,提出了一种基于消息传递的谱聚类算法。该算

法引入了“消息传递”机制,通过在数据点之间不断传递“吸引度”和“归属度”信息,可以获得高质量的

聚类中心。而且该算法使用了密度敏感的相似性度量方法,这样在度量数据点之间的相似性时,可以

更好地描述数据的分布情况,保持数据的全局一致性。为了验证MPSC算法的有效性,在人工数据集

图 4 4种算法在真实数据集上的实验结果

Fig.4 Experimental results of four algorithms on real data sets

表 2 4种算法的平均准确率和ARI指标

Tab. 2 Average accuracy and ARI index of four algorithms

Algorithm

MPSC
NJW
AP

k⁃means

Accuracy
Iris

0.906 7
0.853 4
0.681 7
0.727 3

Wine
0.977 5
0.966 9
0.620 3
0.896 7

Zoo
0.842 6
0.816 0
0.754 9
0.715 9

ARI
Iris

0.758 3
0.685 0
0.451 3
0.551 6

Wine
0.931 0
0.898 6
0.627 4
0.794 3

Zoo
0.788 5
0.744 1
0.515 8
0.635 9
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和真实数据集上分别进行了仿真实验。实验结果表明,MPSC算法不仅可以有效识别数据全局的和局

部的分布特征,而且对聚类中心的初始化不再敏感,其聚类准确率和稳定性都明显好于传统的谱聚类

算法和 k⁃means算法。

不过MPSC算法的计算复杂度较高,在处理大数据集时,会花费较长的时间,如何降低算法的时间

复杂度,提高聚类的效率,还有待进一步研究。现实的聚类问题中,除了含有大量无标记的数据,有时

也会含有一些标记数据,因此将半监督学习与MPSC算法相结合,利用少量的标记信息来指导聚类的

过程,也是一个有价值的研究方向。另外,MPSC算法也有着广阔的应用前景,可以用来处理图像分割、

语音分离和文字识别等实际问题。
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