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一种新的连续动作集学习自动机

刘 晓 毛 宁

(中航工业西安航空计算技术研究所,西安,710065)

摘 要:学习自动机(Learningautomaton,LA)是一种自适应决策器。其通过与一个随机环境不断交互

学习从一个允许的动作集里选择最优的动作。在大多数传统的LA模型中,动作集总是被取作有限的。
因此,对于连续参数学习问题,需要将动作空间离散化,并且学习的精度取决于离散化的粒度。本文提

出一种新的连续动作集学习自动机(Continuousaction-setlearningautomaton,CALA),其动作集为一个

可变区间,同时按照均匀分布方式选择输出动作。学习算法利用来自环境的二值反馈信号对动作区间

的端点进行自适应更新。通过一个多模态学习问题的仿真实验,演示了新算法相对于3种现有CALA
算法的优越性。
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NewContinuousAction-setLearningAutomaton
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Abstract:Learningautomaton(LA)isanadaptivedecisionmakerthatlearnstochoosetheoptimalaction
fromasetofallowableactionsthroughrepeatedinteractionswitharandomenvironment.Inmostofthe
traditionalLA,theactionsetisalwaystakentobefinite.Hence,forcontinuousparameterlearning
problems,theactionspaceneedstobediscretized,andtheaccuracyofthesolutionsdependsonthelevel
ofthediscretization.Anewcontinuousaction-setlearningautomaton(CALA)isproposed.Theaction
setoftheautomatonisavariableinterval,andactionsareselectedaccordingtoauniformdistributiono-
verthisinterval.Theend-pointsoftheintervalareupdatedusingthebinaryfeedbacksignalfromtheen-
vironment.Simulationresultswithamulti-modallearningproblemexperimentdemonstratethesuperior-
ityofthenewalgorithmoverthreeexistingCALAalgorithms.
Keywords:machinelearning;reinforcementlearning;onlinelearning;learningautomata;continuousac-
tion-setlearningautomata

引  言

学习自动机(Learningautomaton,LA)是一种可应用于未知的、随机环境的自适应决策单元[1-2]。
在任一时刻,LA根据某种概率分布从其动作集里选择一个动作,并输出给环境;环境则反馈回一个强
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化信号,作为对所选动作的评价。根据环境的评价,LA对其概率分布进行调整,以使表现好的动作的

被选概率逐渐增大。与有教师指导的监督学习不同,LA采用的是一种强化学习。其中环境并不直接

告诉自动机应该选择哪个动作,而只是对自动机选出的每个动作给出一个好或不好的评价,并且这种评

价通常都带有一定的不确定性或随机噪声。作为一种有效的机器学习方法,LA已经在许多领域得到

了应用,如汽车悬挂控制[3]、数字滤波器设计[4]、噪声容忍模式分类[5]、自适应网页爬取[6]、智能电网中

的电源管理[7]、无线传感器网络中的覆盖算法[8-9]以及糖尿病病人最佳胰岛素剂量的确定[10]等。
根据动作集的性质,LA可分为两大类[2]:有限动作集学习自动机(Finiteaction-setlearningautoma-

ta,FALA)和连续动作集学习自动机(Continuousaction-setlearningautomata,CALA)。FALA的动作

数是有限的,CALA则可以从一个连续区间甚至整个实数轴上选取动作。对于实值参数学习问题,若采

用FALA,首先要对动作空间进行离散化。离散化的颗粒度太粗,不能保证结果的精度;太细又会导致

动作数过多,学习速度减慢。LA也可以根据环境反馈的强化信号来分类[1]:若强化信号只有两种取值

(如用0表示成功,1表示失败),就称为P型的;若强化信号取值多于两种但又是有限的,则称为 Q型

的;如果强化信号可取连续的实数值,则称作S型的。上述LA从环境接收的信息只有强化信号。还有

一类LA,除强化信号外还可以接收来自环境的状态信息(称为情境输入)。这时,LA的任务是为每一

种情境输入选择最适合的输出动作。这种LA被称作联想型LA或者广义学习自动机(Generalized
learningautomata,GLA)[2]。本文将要研究的是一种P型的、非联想型CALA。

在FALA中,动作概率的表示只需一个维数与动作数相同的矢量即可。但对于CALA,由于有无

穷多个动作,动作概率如何表示就成为一个很棘手的问题。故相对于FALA,CALA的研究要困难得

多。Gullapalli[11]和Vasilakos等[12]分别提出了可产生实值动作的联想型CALA。这类带有情境输入的

GLA,主要用于随机神经网络的学习。目前已知的非联想型的CALA只有以下几种:由Santharam,

Sastry和Thathachar提出的模型[13](为区分起见,以下简记为CALA-SST,其中的后缀代表3位提出者

名字的首字母),Beigy和 Meybodi提出的模型[14](以下简记为 CALA-BM),Vlachogiannis提出的模

型[15](原文作者称其为R-CALA),以及由Frost,Howell,Gordon和吴青华提出的连续动作强化学习自

动机(Continuousaction-setreinforcementlearningautomata,CARLA)[3]。这些CALA都是S型的,其
中的环境反馈都可以取连续的实数值。

CALA-SST,CALA-BM和R-CALA都采用高斯分布作为动作选择的概率模型。R-CALA实际上

是一种截断高斯分布,因为其动作被限制在一个有限区间上。CALA-SST每次要输出两个动作,一个

根据高斯分布随机产生,另一个则直接取高斯分布的均值。算法根据这两个动作以及环境对它们的评

价信号,对高斯分布的均值μ和标准差σ进行更新。为防止σ减小到0甚至出现负值,算法引入一个参

数σL,使σ不能小于σL。与CALA-SST不同,CALA-BM和R-CALA每次只输出一个动作(按照高斯分

布随机产生)。CALA-BM在对高斯分布的均值进行更新时,要求强化信号必须处于0到1之间(如果

不在此区间,需先做归一化处理);R-CALA采用简单的贪婪策略对分布均值进行更新:当所选动作好于

迄今最好的动作时,将该动作作为新的均值,否则原均值保持不变。在CALA-BM和R-CALA中,高斯

分布的标准差直接根据学习步数来计算,其σ单调减小并最终趋于0。与前面几种CALA不同,CAR-
LA采用非参数化的概率模型,其初始概率分布为一个有限区间上的均匀分布。在学习过程中,算法通

过一个对称的高斯型邻近函数,将表现好的动作的奖赏“传播”给其相邻的动作。该算法的实现非常复

杂,需要大量的数值积分计算。另外,该算法也需要归一化的强化信号,为此需开辟一个参考存储器以

保存环境反馈的历史值。

1 本文提出的CALA

在本文提出的CALA模型中,自动机的动作集对应一个连续区间[xL,xR],该区间的位置和长度可
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以动态变化。在任一时刻n,自动机以均匀分布方式从当前区间上随机选择一个动作xn 并输出给环

境,环境则给出一个二值的评价信号βn∈{0,1},0表示成功,1表示失败。根据该评价信号,自动机对其

动作区间的两个端点进行调整更新。
算法参数:λ1 为大于0小于1的常数,控制区间外扩的幅度;λ2 为大于0小于1的常数(应小于λ1),

控制区间內缩的幅度;θ为大于0小于1的常数,控制在强化信号为失败的情况下区间端点调整的幅度;

ε为足够小且大于0的常数,控制解的精度,并防止区间长度无限缩小。
初始化:给动作区间的左右端点xL 和xR 分别赋初值,并置n=0。
学习过程:
(1)按照下式产生一个动作xn,并输出给环境:

xn=xL+rn(xR–xL),其中rn 为0到1之间均匀分布的随机数(每次都重新产生)。
(2)接收环境反馈的强化信号βn。
(3)更新动作区间(等价于更新概率分布):

令cL=x L+Δ,cR=xR-Δ,其中Δ= (xR-xL)/3;
当βn=0时:

若xn<cL 则令x L=xL-λ1(cL-xn),
否则令xL=xL+λ2(1-ε/Δ)(xn-cL);
若xn>cR 则令xR=xR+λ1(xn-cR),
否则令xR=xR-λ2(1-ε/Δ)(cR-xn);

当βn=1时:
若xn<cL 则令xL=xL+θλ2(1-ε/Δ)(cL-xn),
否则,若xn>cR 则令xL=xL-θλ1(xn-cL);
若xn>cR 则令xR=xR-θλ2(1-ε/Δ)(xn-cR),
否则,若xn<cL 则令xR=xR+θλ1(cR-xn);
(4)令n=n+1,转(1)。
上述动作区间更新的基本原理是:先确定区间的左右1/3分界点cL 和cR。然后,根据βn 的取值情

况和xn 落于3等分区间的哪一段,对区间的端点进行调整。当βn 为成功时,将两个端点均朝xn 所在位

置的方向移动(奖励xn);当βn 为失败时,若xn 落于中间的1/3段,两个端点均保持不变,否则均朝xn 所

在位置相反一侧的方向移动(惩罚xn)。区间端点移动的幅度与xn 跟相应分界点之间的距离成正比,具
体的比例系数由参数λ1,λ2,θ和ε控制。其中λ2 通常可取λ1/3,以使左端点向右、右端点向左的移动

(收缩)比左端点向左、右端点向右的移动(扩张)更谨慎一些。θ的作用是让对失败动作的惩罚比对成

功动作的奖励轻一些。
在区间左右移动时,由于两个端点移动的幅度不同,整个区间实际上是扩张的;而当两个端点均向

内移动时,区间会收缩。自动机正是通过对其动作区间的自适应调整(可形象地称之为调焦和变焦),以
发现和跟踪最好的动作,将其包围在一个长度逐渐缩小的区间的中心。故将该模型称作“聚焦区间学习

自动机(Focusedintervallearningautomaton,FILA)。为体现其对成功的动作进行奖励、对失败的动作

进行惩罚的“奖罚”式学习的特点,再在FILA的后面缀以RP,记作FILA/RP。

2 本文算法的分析

(1)FILA/RP选择动作的方法非常简单,只需产生一个均匀分布随机数,并将其映射到当前的动

作区间上即可。CALA-SST,CALA-BM和R-CALA则需要产生高斯分布随机数。对于没有现成的高

斯随机数函数的场合,则需要通过均匀分布随机数来生成高斯分布随机数,计算量将明显增加。至于
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CARLA,其动作选择需要计算数值积分,时间开销更大。
(2)FILA/RP对动作区间(对应概率分布)的更新也相当简单,像CALA-SST那样只涉及四则运

算,再加一些条件判断。而CALA-BM和R-CALA在计算高斯分布的标准差时,则需要进行开3次方

根的运算。CARLA就更加复杂,其对概率密度函数的更新、对概率密度和环境反馈的归一化处理,都
需要大量的数值计算。

(3)CARLA需要以离散化的方式存储其概率密度函数,为计算归一化的强化信号还要保存一个滑

动窗口内的历史环境反馈值(典型设置为500个)。而FILA/RP则只需保存动作区间的两个端点,存储

空间花费非常少。
(4)在FILA/RP中,当区间左端点向右、或右端点向左移动时,通过因子(1-ε/Δ)来调节移动的

幅度。在学习开始阶段,区间范围宽,ε/Δ很小,(1-ε/Δ)基本等于1,移动量几乎不受影响;而当区间

变得足够窄时,ε/Δ接近于1,(1-ε/Δ)几乎为0,相应端点的移动量将非常小。这样可防止区间收缩

为一个长度为0的“点”,以保持对环境变化进行跟踪的能力(CALA-SST通过引入σL 来达到这一点)。
而在CALA-BM和R-CALA中,由于高斯分布的标准差单调减小并最终趋于0,自动机将无法发现和跟

踪环境的动态变化。
(5)FILA的核心思想是:以一个可变区间作为动作集,按照均匀分布方式产生动作,再根据环境反

馈对动作区间的两个端点进行更新。在该框架下,根据环境反馈的性质、是否使用历史信息以及如何使

用,可以形成不同的学习算法。本文的FILA/RP是一种P型LA,直接利用环境的二值反馈信号对区

间端点进行奖罚式更新。对于环境反馈(即待优化的目标函数)取连续值的情况,则可以记忆历史目标

函数值,利用其中“最新”且“最好”的动作对区间进行“奖励”式更新,这样可以得到S型的学习算法。

3 仿真实验和结果分析

现在考虑这样一个随机学习问题,其中动作参数x可在(-∞,∞)上连续取值。对于每个x,环境

都会给出一个二值的强化信号β(x),其中β(x)以d(x)的概率取0(表示成功),以1-d(x)的概率取1
(表示失败)。不同动作参数的成功概率由下式确定

d(x)=0.4{exp[-0.15(x+4)2]+exp[-0.15(x-4)2]}+0.4 (1)

  这是一个多模态的非线性函数,在点-4和4处各有一个高度约为0.8的峰值,在x等于0处则有

一个高度约为0.47的“波谷”。在±4之外、随着x绝对值的增大,d(x)逐渐减小并趋近其下限0.4。分

别利用FILA/RP和3种基于参数化概率模型的CALA,即CALA-SST,CALA-BM和R-CALA对上述

问题进行仿真实验。CALA-SST的内部参数[5]经反复尝试选取如下的效果相对好的数值:λ=0.008,

K=0.7,σL=0.02;高斯分布的初始参数取μ0=0,σ0=5。关于CALA-BM,文献[14]指出可根据σn=1/
[floor(n/10)]1/3来计算n时刻高斯分布的标准差,其中floor为下取整函数。显然,当n<10时该式会

出现除法溢出。为此,floor替换为向上取整函数ceil。但即使这样,算法仍不能较好地工作,原因是σn

衰减过快。因此对该算法再次进行了“改造”,即像CALA-SST那样,引入一个新的参数σ0,并按照σn=σ0/
[ceil(n/10)]1/3计算n时刻高斯分布的标准差,使得σn 的衰减速度可以被控制。CALA-BM 的内部参

数,学习步长a取0.015,新引入的σ0 取5;高斯分布的初始均值μ0 取0。原始的R-CALA算法[15],保存

β的全程最小值βmin,当βn<βmin时将对应的xn 赋给μn 同时更新βmin。由于本文的β只有0和1两种取

值,若采用该规则,μn 和βmin最多只能被更新一次,无法实现学习。故在本研究中,以″≤″取代″<″。R-
CALA只有两个内部参数:动作参数的上、下限xmax和xmin,仿真中分别取7和-7。对于FILA/RP,相
关参数设置如下:θ=0.1,ε=0.02,λ1=3λ2 且λ2=0.01;初始动作区间取为[-5,5]。每次仿真均运行

20000步。图1给出的是4种算法各7次仿真过程中,动作空间的中心(对FILA/RP来说就是动作区

间的中点,对另外3种算法来说则是高斯分布的均值)随仿真时间n的演化轨迹。
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图1 动作空间的中心随仿真时间的变化轨迹(每种算法各仿真7次)

Fig.1 Centerofactionspacevs.timestep(7simulationsperalgorithm)

由图1可以看出,CALA-SST和R-CALA的高斯分布均值的演化轨迹非常杂乱,到仿真时间结束

时(n=20000),仍有部分μn 未能稳定于最优解-4或4。相比之下,CALA-BM则好很多,7次仿真全都

能收敛到两个最优解之一。不过,CALA-BM有一条μn 曲线向目标靠近的速度相当缓慢。这是由于其

高斯分布的标准差σn 衰减相对较快,限制了μn 的移动速度。增大新引入的参数σ0,可以加快μn 移动的

速度,但算法选择动作时的目标将不再集中,自动机选出的xn 的波动将会增大。4种算法中,表现最好

的还是FILA/RP,其动作区间的中心全都能很快移动到两个最优解之一。
图2给出的是每种算法一次典型的仿真中,自动机选出的动作序列xn 的演化轨迹。在图2所示的

仿真中,4种算法基本上都发现了最优动作-4,但不同算法的运行轨迹却有很大的差异。FILA/RP和

CALA-BM均能较快地定位目标,然后坚守,它们找到目标后的动作轨迹都很笔直。不过,CALA-BM
的轨迹要臃肿和粗糙得多,这表明其目标不够集中,选择的动作有较大的波动。减小新引入的参数σ0,
可以使轨迹变细,但这又会导致μn 的移动变缓(正如图1(b)中的那条移动缓慢的曲线)。再看CALA-
SST和R-CALA,二者的动作轨迹都相当曲折,很难稳定在最优解上。另外,CALA-SST的动作轨迹上

有一些明显的、几乎垂直分布的突跳点,这是由于其高斯分布的标准差变化剧烈,突然间增大,随即又快

速变小。相比之下,FILA/RP的表现最好,其先通过调整动作区间的端点,将最优解包围在区间的中

心,然后再使区间迅速收缩,此后则基本上只在该最优解的一个很小的邻域内选取动作。
为评估每种算法的在线学习性能,在仿真过程中的每一步,都计算截止当前自动机实际获得的成功

率Rn=sn/n,其中sn 为到n时刻的累计成功次数。这样,每做一次仿真,就会得到一条Rn 曲线。由d(x)
的定义不难知道,Rn 的理想的变化轨迹是逐渐逼近0.8(理论最大成功概率)。由于LA本质上是一种由

随机数序列驱动的随机搜索算法,每次运行不一定能得到相同的结果,故为全面、客观地评估各算法的性

能,对每一种算法各做了200次仿真。图3给出的是每种算法200次仿真中Rn 曲线叠加在一起的效果。
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图2 一次典型仿真中自动机选出的动作随时间的变化轨迹

Fig.2 ActionselectedbyLAvs.timestepintypicalsimulation

由图3可以看出,3种现有算法的学习轨迹都很散乱(尤其是CALA-SST和R-CALA),这表明它们

对随机数序列很敏感,算法每次运行结果的一致性很差。仔细观察不难发现,各算法的行为表现还存在

一些细节上的差异。在学习初期,CALA-SST反应较为迟钝,Rn 上升缓慢。R-CALA的某些Rn,从一

开始就处于相当高的水平(不过后面并没有进一步上升);但又有一些Rn 却几乎一直呆在很低的水平上

(CALA-SST也一样)。到仿真时间结束时,CALA-SST和R-CALA的Rn 都非常分散,分布范围很宽。
至于改造后的CALA-BM,有一些仿真相当不错,最好的结果显著好于前两种算法;但另一些则不好,Rn

上升缓慢,其中最差的一个在仿真结束时只到0.56。相比之下,FILA/RP的学习轨迹则显得相当紧凑,
上升趋势也很清晰,到仿真结束时其成功率全都集中于一个很窄的范围之内。表1给出了4种算法各

200次仿真(每次仿真20000步)的相关统计结果。
由表1不难看出,FILA/RP的最高、最低和平均成功率在4种算法中都是最好的,其最差结果不仅

远远好于3种现有算法的最差结果,甚至比CALA-SST和R-CALA的最好结果还要好,快赶上经改造

的CALA-BM的平均结果了。FILA/RP性能优异的根本原因,在于其独特的概率模型和模型参数的更

新机制。在现有的采用参数化概率模型的CALA-SST,CALA-BM 和R-CALA中,高斯分布的均值和

标准差分别进行更新或计算,容易造成分布位置和宽度的脱节,使得均值尚未移动到理想位置、方差就

已经很小,或者方差衰减过慢、算法迟迟不能收敛。FILA/RP对区间端点的更新,则同时实现了区间位

置和宽度的调整,其目标的准确度和集中度得到很好的统一。CALA-SST和R-CALA表现不好还有一

个原因,二者都基于对环境反馈(β)的比较来更新高斯分布的均值。对于环境反馈只有0和1两种取值

的P型环境,这种比较不能给算法提供足够的信息。
在算法的运行时间方面,CALA-SST耗时最少,其次是FILA/RP。CALA-BM 和R-CALA在确定
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高斯分布的标准差时都要计算三次方根,时间花费较长。在本文的仿真中,高斯随机数均通过调用

Matlab的randn函数产生。如果通过自编程序产生,则3种现有算法的耗时都将显著加长。

图3 在线学习性能(每种算法各仿真200次)

Fig.3 Onlinelearningperformance(200simulationsperalgorithm)

表1 最终的学习结果

Table1 Finallearningresults

学习算法 最高成功率 最低成功率 平均成功率 花费时间/s

CALA-SST 0.756 0.521 0.663 24.67
CALA-BM 0.785 0.560 0.766 28.64
R-CALA 0.742 0.561 0.668 28.76
FILA/RP 0.788 0.763 0.778 27.42

4 结束语

为解决备选动作取实数值的强化学习问题,本文提出一种新的连续动作集学习自动机,即基于奖罚

式学习的聚焦区间学习自动机(FILA/RP)。该自动机的动作集为一个实数区间,通过均匀分布方式选

择输出动作,并根据环境反馈对区间的端点进行自适应调整。跟现有的CALA相比,本文的FILA/RP
有一些显著的特点和优势。现有的CALA都是S型的,即环境反馈可以连续取值,FILA/RP则是P型

的,因而更适合具有二值反馈的随机环境。FILA/RP采用一种特殊的参数化概率模型,学习过程中需

要存储和更新的参数只有两个(即区间的两个端点),这使得与采用非参数化概率模型的CARLA相比,
该算法的实现非常简单,时间和空间开销都很小。现有的参数化CALA在选择动作时,都需要高斯分
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布随机数,新算法则只需要均匀分布随机数,其产生更为容易。由于动作区间不会无限收缩,FILA/RP
可以跟踪环境的动态变化;CALA-BM和R-CALA则不能,因为它们的高斯分布的标准差只能单调减小

并最终变为0。通过一个多模态的实值参数强化学习问题的仿真实验,演示了新算法的优异性能。与3
种现有的参数化CALA相比,本文提出的FILA/RP具有学习速度快、精度高和运行结果的一致性好等

优点。目前,已将该算法应用于联想强化学习问题,其效果仍然好于现有的CALA(相关内容将另文发

表)。进一步研究的方向,包括用更多、更复杂的问题对该算法的学习性能进行测试和评估,以及尝试将

其应用于模式识别、智能控制等实际工程领域。
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