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数据流聚类算法研究
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摘 要：许多应用程序会产生大量的流数据，如网络流、web点击流、视频流、事件流和语义概念流。数

据流挖掘已成为热点问题，其目标是从连续不断的流数据中提取隐藏的知识/模式。聚类作为数据流

挖掘领域的一个重要问题，在近期被广泛研究。不同于传统的静态数据聚类问题，数据流聚类面临有

限内存、一遍扫描、实时响应和概念漂移等许多约束。本文对数据流挖掘中的各种聚类算法进行了总

结。首先介绍了数据流挖掘的约束；随后给出了数据流聚类的一般模型，并描述了其与传统数据聚类

之间的关联；最后提出数据流聚类领域中进一步的研究热点和研究方向。
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Abstract：Nowadays，developments of technology have allowed the generation of huge amounts of
streaming data，such as network traffic flows，web click stream，video stream，event stream and semantic
concept stream. Therefore，data stream mining has become a hot research topic and its goal is to extract
hidden knowledge/patterns from continuous stream data. Clustering， as one of the most important
problems in stream mining，has been highly explored recently. However，data stream clustering algorithms
differ from traditional static data clustering algorithms in many aspects，and have more constraints such as
bounded memory，single-pass，real-time response and concept-drift detection. In this paper，we survey the
state-of-the-art data stream clustering algorithms. Firstly，mining constraints are identified. Then a general
model for stream clustering is given，and its association with traditional data clustering is described.
Finally，some further research issues in this domain are put forward.
Key words: clustering; data stream; data stream clustering; stream mining

引 言

随着技术的发展，包括传感器在内的越来越多的设备正在成为互联设备，并不断地生成数据流［1‑3］。

例如：每天 Google都要处理超过 35亿的搜索；NASA卫星产生约 4 TB的图片；沃尔玛超市每天产生超
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过 2 000万笔交易。数据流不事先存放在存储介质中，具有快速、时序和海量等特征。数据流的特性使

得传统数据挖掘方法无法用于数据流［4］。挖掘数据流即从连续不

间断的流数据中提取隐藏的知识/模式的过程，如图 1所示。数据流

挖掘包括数据流分类、数据流聚类和数据流上的关联规则挖掘

等［5‑7］。其中，数据流聚类是将数据对象集合中的相似对象划分为

一个或多个“簇”的过程［8‑18］，划分后同一簇中元素彼此相似，不同簇

中元素彼此相异。

不同于传统静态数据聚类问题，数据流聚类因数据本身的特性

造成了诸多限制，影响了传统算法的直接使用。例如：森林中安放

了数千个传感器，气象站从所有传感器连续不断、高速地接收有关

温度、风速、方向、湿度和传感器位置等天气状况信息。由于数据流

是无界且不断发展的，采用传统聚类算法进行批处理不可行。同

时，它也无法全部存储在内存中，而是需要增量存储并对数据进行快速处理。此外，现实场景中，传感

器暴露在各种不同的天气条件下，极有可能出现故障，如因电池电量不足、无网络连接或火灾引起的数

据缺失或者数据异常。聚类算法应能随着时间的推移提供有效聚类，并在出现异常需要采取行动时

“突出显示”这些异常值，如指示更换传感器、灭火等。故本文认为一个好的数据流聚类算法可应对以

下挑战：（1）简洁表示已发现的簇；（2）增量式且快速处理新到数据；（3）可快速检测孤立点。

近年来，越来越多的数据流聚类算法被提出，且由于设计出的算法种类繁多，为了方便后续的追踪

与研究，很多学者从不同角度对提出的算法进行综述［6，8，12‑15］。文献［6］研究了电网问题的一个实例。

由电网络传播的大约 4 000个传感器连续生成数据流，对电子负载进行每小时/每日/每周预测，使用

PiD算法进行数据预处理［19］，作用 ODAC聚类算法进行内部相关度量［20］，以及用 VFDT进行决策树分

类［21］。虽然该研究给出了数据流挖掘的实用性，但缺乏深入的分析，且其使用的算法已经过时。文献

［22］讨论了更多的挖掘任务和实际应用，但仍然没有对当前的数据流挖掘方法有足够的总结。文献

［8］描述了数据流聚类在网络入侵检测等领域的应用。文献［12］对 2016年以前的经典数据流聚类进行

了分析。文献［13］聚焦于数据流聚类算法在大数据集上的数据分析。文献［14］对 2017年提出的数据

流算法进行分类总结。文献［15］对基于距离的数据流聚类算法进行详细综述。不同于以上综述，本文

引入数据流聚类算法的一般框架，并给出有依据的分类指标，对 2002年至今最流行的数据流聚类算法

进行分类分析，同时给出数据流聚类的软件和工具以及常用数据集，为未来算法设计提供基础。

1 问题描述

1. 1 数据流聚类

设数据流DS={ x1，x2，⋯，xn }（n的取值可以无限大）为 1个带有时间戳的多维数据点集合，其中每

个数据点 xi=( x1i，x2i，⋯，xdi )是 1个包含 d维的数据记录，其到达时间为 ti。与传统静态数据聚类相比

数据流聚类具有以下不同。

（1）一遍扫描：数据的实时到达产生了巨大的数据量，受限于存储设备的大小和算法的时间复杂度

问题，数据流聚类应是单次扫描，按照流入顺序依次读取数据元素，而传统静态数据聚类可以扫描数据

多次。

（2）实时响应：数据流聚类的多数应用要求连续在线的挖掘且具有较短响应时间，而传统静态数据

聚类的时间可以无限。

（3）有限内存：数据流中的数据具有海量特征，内存及硬盘无法存储整个数据流集，而传统数据是

静态的，数据量一般相对较小，可存储。

图 1 数据流挖掘过程

Fig.1 Data stream mining process
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（4）概念漂移检测：数据流聚类过程中，因数据分布可能随时间的推移而发生变化，故产生概念漂

移。概念和概念漂移的定义如下。

定义 1 概念。产生数据流的过程可以被考虑为在随机变量Y和 X={ X 1，⋯，Xn }上的联合分布，

这里 y∈ dom (Y )表示类别标签，xi∈ dom ( Xi )表示属性值，其中 dom (⋅)表示随机变量的域。

数据流背景下，概念随时间变化，t时刻的概念可表示为

Pt ( X，Y ) （1）
定义 2 概念漂移。当 t时刻和 u时刻的分布发生变化，则概念漂移发生，有

Pt ( X，Y )≠ Pu ( X，Y ) （2）
（5）传统数据聚类的结果通常是精确的，但数据流聚类一般只能得到近似结果。

为了更有效了解数据流聚类过程，图 2给出一个通用数据流聚类框架。当数据流到达，使用缓冲区

存储最新数据。随后使用流聚类引擎读取缓冲区中数据创建内存中数据的概要。为了持续获得概要，

流聚类引擎可以应用不同的时间窗口和计算方法。接着用户请求被触发，流聚类引擎对概要进行处理

并输出近似结果。其中大多数数据流聚类算法都基于传统聚类算法。最后应用流聚类评估方法对数

据流聚类算法的性能进行评估。

1. 2 时间窗口

一般来说，数据流是无限的，所以某个时刻只能处理流的一部分，这里定义为时间窗口，表示为

W [ i，j ]=( xi，xi+ 1，⋯，xj )，其中 i<j。时间窗口旨在

“忘记”旧数据，以避免历史数据使分析偏向于过时的

模式。时间窗口模型主要有 4种：界标窗口、滑动窗

口、衰减窗口和倾斜时间窗口，如图 3所示。

（1）界标窗口

界标窗口根据事件将数据流分割成不连贯的块。

从开始时刻 1到当前时刻 tc的数据，记为W [ 1，tc ]，即
界标到达后的所有数据点都同样重要，没有过去和现

在之间的差异。每当出现新界标时，删除窗口中的所

有数据，并捕获新数据。但是，随着数据流的不断发

展，新数据点可能与之前旧数据点构建的模型出现不

一致，故可使用其他 3种窗口模型强调最近数据。

（2）滑动窗口

滑 动 窗 口 只 对 最 近 的 w 个 数 据 点 感 兴 趣 ，用

图 2 数据流聚类算法的一般框架

Fig.2 General frame of data stream clustering algorithm

图 3 时间窗口

Fig.3 Time window
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W [ tc - w+ 1，tc ]表示。其基于先进先出原则，即一旦有新数据点可用，窗口中最老的数据点就会被

删除，这样减少了对内存的需求。但挖掘结果依赖窗口大小 w，如果 w太大，可能出现概念漂移，并由

于窗口中包含了太多的过时信息，导致模型的精度下降。如果 w太小，窗口可能因数据贫乏而导致模

型过拟合或者大的方差。之前的工作使用了固定的窗口大小w，而最近的工作开始使用可伸缩的窗口

大小w，当模型精度较高时，放大w的值，当模型精度较低时，缩小w的值。

（3）衰减窗口

衰减窗口强调近期数据的重要性，衰减历史数据对计算结果的影响。每个数据元素对最终结果的

影响用权值来表示，并随着时间的推移而逐渐减小。每次迭代中，权重通过 1个因子（如 2-λ）衰减，其中

衰减因子 λ影响衰减速率。由于每次迭代中衰减权值的计算成本很高，所以权值可以在固定的时间间

隔内更新，也可以在更新簇时更新。如衰减函数可表示为 w ( Δt )= 2-λΔt，其中 Δt表示聚簇上次更新的

时间。

（4）倾斜时间窗口

倾斜时间窗口可在不同级别时间粒度层上进行分析和挖掘。通常人们感兴趣的是细粒度层上的

当前数据，而不是粗粒度层上的长期数据。为此，倾斜窗口计算中，在最细粒度层上记录和运算最近数

据，在较粗粒度层上记录和计算较久远数据。倾斜窗口在存储空间和精度上提供了良好的权衡，近似

存储了整个数据集。但随着长时间运行，模型稳定性仍可能下降。

1. 3 计算方法

数据流聚类通常采用以下两种计算方法。

（1）增量学习。增量学习方法中，模型逐渐发展以适应传入数据的更改。增量学习方法如图 4（a）
所示，可采用按数据实例和窗口两种方案进行更新，具有即时提供挖掘结果的优势，但需要更多的计算

资源。

（2）两阶段学习。两阶段学习，也称为在线‑离线学习。第一阶段（在线阶段），采用实时方式

更新数据概要。第二阶段（离线阶段），当用户发送请求时基于已存储的概要进行挖掘。两阶段

学习方法如图 4（b）所示。这种方法能够处理数据高速流，但是它的局限性在于用户必须等到挖

掘结果。

1. 4 流聚类评估方法

为了对各种数据流聚类算法的精度进行评估，常用以下 3项评价指标［23］：精确度（Accuracy，Acc）；

归一化互信息（Normalized mutual information，NMI）；兰德指数（Rand index，RI）。

图 4 计算方法

Fig.4 Learning method
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（1）精确度Acc［24］

精确度Acc计算公式如下

Acc=
∑
i= 1

K |C d
i |
|Ci |
K

× 100% （3）

式中：K表示聚簇个数；|C d
i |表示在聚簇 i中的样本点数；|Ci |表示聚簇 i中真实的样本个数。因此，Acc度

量了聚簇的精度，Acc ∈[ 0，1 ]，Acc越大表明聚类精度越高。

（2）归一化互信息［25］

归一化互信息 NMI是量化两个分布之间共享统计信息的对称策略。当聚簇标签和真实样本类别

一对一映射时，NMI值得到最大值 1。给定真实聚簇 A={ A 1，A 2，⋯，Ak } 和某聚类算法得到的聚簇

B={ B 1，B 2，⋯，Bh }，混淆矩阵 C中的元素 Cij表示既在Ai又在 Bj中的样本个数。NMI计算如下

NMI( A，B )=
-2∑

i= 1

CA

∑
j= 1

CB

Cij log (Cij N/Ci.C .j )

∑
i= 1

CA

Ci. log (Ci./N )+∑
j= 1

CB

C .j log (C .j/N )
（4）

式中：CA（CB）表示A（B）中样本个数；Ci.（C.j）表示 C中 i行元素和；N表示样本个数。

（3）兰德指数［26］

RI比较 n×( n- 1)/2个数据对，其中 n为数据集中样本个数，P1、P2表示两种聚类算法，n1为数据

对（xi，xj）在 P1、P2中划分为同一类的数据对数，n00则为（xi，xj）隶属不同类的数据对数，RI计算如下

RI= n11 + n00
C 2
n

（5）

由式（5）可得 RI ∈[ 0，1 ]，RI=1表示 P1与 P2划分完全一致。

2 数据流聚类算法

现有数据流聚类算法一般由传统聚类算法扩展而来，可将其根据所扩展的传统算法分为 5类：基于

划分的方法；基于层次的方法；基于密度的方法；基于网格的方法；基于模型的方法。表 1分别针对如下

特性对现有方法进行总结：（1）基算法；（2）时间窗口；（3）计算方法；（4）聚簇个数是否自适应；（5）是否

可挖掘拓扑结构；（6）是否可检测概念漂移；（7）是否适合高维数据。如表 1所示，基于划分的数据流聚

类方法易于实现且相对简单，但需预定义聚簇的个数。例如，STREAM算法［27］应用 K‑median算法，使

用中位数来计算中心，将聚类问题简化为数据点到最近聚簇的距离代价最小化问题，即找出代价最低

的聚簇的数量和位置。文献［28］基于 K‑Means算法聚类数据流，克服了基于划分的聚类算法需要给出

聚簇个数 k及适应概念漂移这两个问题。FEAC‑Stream算法［29］基于 K‑Means算法，使用进化算法自动

估计聚簇个数 k。完全在线时，FEAC‑Stream不存储数据概要，而是维护最终的聚类结果；运行时使用

Page‑Hinkley测试跟踪聚类质量，如果质量下降，算法自行调整。

基于层次的数据流聚类方法虽可发现有意义的聚簇结构，但其具有较高的计算代价，而且对流数

据到达的顺序敏感。例如，CluStream算法［30］允许在不同的时间范围而不是整个数据流上执行聚类。

它还通过存储所有时间戳的线性和以及平方和来扩展聚类特征（Clustering feature vector，CF）。为了

支持不同的时间范围，算法按照金字塔方案定期存储当前微聚簇的快照。虽然有些快照会定期更新，

但为了维护关于历史数据的信息，有些快照更新得不那么频繁。通过从存储的快照中减去当前的微聚

簇，可以近似地得到数据流的期望部分。然后，将提取的微聚簇运行 K‑Means的变体算法来生成宏观
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簇。基于 CluStream算法框架，许多改进算法被提出。HPStream［11］引入投影聚类，为每个聚簇（子空间

聚簇）选择最佳属性集，获得了比 CluStream更好的聚类质量。SWClustering算法［31］为滑动窗口创建了

时间聚簇特征解决了当微聚簇中心逐渐移动时，CluStream以不断增长的半径维持该微聚簇，而未将其

分裂成许多更小的微聚簇导致的聚类性能下降，在运行时间和内存使用方面具有更好的性能。

E‑Stream算法［32］将聚簇演化分为 5个类型：出现、消失、自演化、合并和分裂，并使用衰减模型和簇直方

图来识别簇进化的类型。受 CHAMELEON算法启发，REPSTREAM算法［33］是一种基于图的数据流

层次聚类方法。为了识别聚簇，REPSTREAM更新 2个稀疏图，这 2个稀疏图是通过连接每个顶点到

它的 K‑近邻顶点形成的。第 1个图捕获了到达数据点之间的连接关系，用于选择 1组代表性的顶点。

表 1 数据流聚类算法比较

Table 1 Comparison of various data stream clustering algorithms

算法

STREAM[27]

Adaptive Streaming
K‑Means[28]

FEAC‑Stream[29]

CluStream[30]

HPStream[11]

SWClustering[31]

E‑Stream[32]

REPSTREAM[33]

DenStream[24]

ACSC[34]

OPTICS‑Stream[35]

incPre‑Decon[36]

HDDStream[37]

MuDi‑Stream[38]

CEDAS[39]

Impoved Data Stream
Clustering[40]

I‑HASTREAM[41]

D‑Stream[42]

MR‑Stream[43]

CellTree[44]

SWEM[45]

GCPSOM[46]

SVStream[47]

G‑Stream[23]

RPGStream[48]

提出

年份

2002

2016

2017
2003
2004
2008
2007
2009
2006
2019
2007
2011
2012
2013
2017

2018

2016
2007
2009
2004
2009
2009
2011
2016
2020

分类

基于划分方法

基于划分方法

基于划分方法

基于层次方法

基于层次方法

基于层次方法

基于层次方法

基于层次方法

基于密度方法

基于密度方法

基于密度方法

基于密度方法

基于密度方法

基于密度方法

基于密度方法

基于密度方法

基于密度方法

基于网格方法

基于网格方法

基于网格方法

基于模型方法

基于模型方法

基于模型方法

基于模型方法

基于模型方法

基算法

K‑medians

K‑Means

K‑Means
BIRCH
BIRCH
BIRCH
BIRCH

CHAMELEON
DBSCAN
DBSCAN
OPTICS
PreDecon
DBSCAN
DBSCAN
DBSCAN

DBSCAN

OPTICS
DENCLUE
STING
STING
EM
SOM
SVM
GNG
GNG

时间窗口

界标窗口

滑动窗口

衰减时间窗口

倾斜时间窗口

倾斜时间窗口

倾斜时间窗口

倾斜时间窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

界标窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

衰减时间窗口

滑动窗口

衰减时间窗口

衰减时间窗口

增量

学习

√

√

√
×
×
×
×
√
×
√
×
√
×
×
√

×

×
×
×
×
√
√
√
√
√

自适应

聚簇

个数

×

√

√
√
√
√
√
√
√
√
√
√
√
√
√

√

√
√
√
√
√
√
√
√
√

发掘

拓扑

结构

×

×

×
×
×
×
×
×
×
×
×
×
×
×
√

×

×
×
×
×
×
√
×
√
√

检测

概念

漂移

×

√

√
√
√
√
√
√
√
√
√
×
√
√
√

√

√
√
√
√
√
√
√
√
√

适合

高维

数据

×

√

√
×
√
×
×
×
×
×
×
√
√
√
√

√

√
×
×
×
×
×
×
×
√
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第 2个图由具有代表性的顶点构成，有助于在更高层次上做出聚类决策。REPSTREAM应用衰减窗口

减少旧数据的影响。REPSTREAM跟踪代表性顶点之间的连接性，并根据它们的连接性进行合并或

拆分。

基于密度的数据流聚类方法可发现任意形状的聚簇，但算法预设参数太多是它的弊端。例如，

DenStream算法［24］与 CluStream一样使用微聚簇捕获数据流的概要信息。在线阶段每个微聚簇都具有

一个由聚类特征向量得到中心和半径。微聚簇可分为 3种类型：核心微聚簇、潜在微聚簇和孤立点微聚

簇。离线阶段，在 3种类型的微聚簇上应用DBSCAN算法。ACSC蚁群流聚类算法［34］提供一种对非平

稳聚簇进行总结的流聚类方法，同时解决聚簇个数变化问题。使用采样解决数据流聚类的速度要求，

点与聚簇的相似性评估仅使用这个聚簇中的一个点。随机抽样方法取代了传统的穷举搜索每个点合

适的微聚簇，然后搜索每个微聚簇的最近邻，使用蚂蚁启发的排序方法对这些聚簇进行细化。

OPTICS‑Stream算法［35］利用 OPTICS算法中的核心距离和可达距离进行聚类。 incPre‑Decon算法［36］

支持单个数据对象更新和块更新，可用于处理动态数据流。HDDSTREAM算法［37］是一个基于密度的

高维数据流投影聚类算法。HDDSTREAM算法提出了一种总结结构，即投影微聚簇，用于在相关维度

上总结一组对象。在流环境中，聚簇很可能会随着时间的改变成为离群点，故其提出了不同类型的微

聚簇，以便逐步形成真实的投影微聚簇并安全去除离群点。与HPStream相反，当 1个新数据到来，如果

它远离所有现有聚簇，则将成为 1个新聚簇的种子（即使它是 1个离群点），一些旧聚簇将被删除，以保

持聚簇的总数量不变。MuDi‑Stream［38］是一种在线‑离线数据流聚类算法。在线阶段，以核心微聚簇形

式保存多密度数据流演进的汇总信息；离线阶段使用自适应的基于密度的聚类算法生成最终的聚簇。

基于网格的方法作为离群值缓冲来处理噪声和多密度数据，并减少聚簇合并时间。CEDAS算法［39］可

聚类演变的概念漂移数据流到任意形状的簇。文献［40］提出一种基于密度的两阶段算法，适用于任意

形状的聚簇，其主要特点是根据输入的数据自动调整阈值。I‑HASTREAM算法［41］也是基于密度的两

阶段算法，是 HASTREAM算法的改进版本。在线阶段，它为数据概要创建为微聚簇；离线阶段，微聚

簇得到最小生成树，最后采用层次聚类进行聚类。

基于网格的数据流聚类方法不仅运行速度较快，也可发现任意形状聚簇，但其聚类质量取决于选

取的网格粒度。例如，D‑Stream算法［42］采用两阶段学习。在线阶段中将输入数据点映射到网格，离线

阶段中计算网格密度并基于密度对网格进行聚类。与其他算法不同，D‑Stream自动、动态地调整聚簇，

不需要用户指定目标时间范围和聚簇个数。MR‑Stream算法［43］通过使用单元网格（可以使用树状数据

结构动态地细分为更多单元）来促进在多种分辨率下发现聚簇。在线阶段，它将新传入数据分配给适

当的单元，并更新概要信息；离线阶段在固定高度 h获得树的一部分，并在 h确定的分辨率级别上执行

聚类。CellTree算法［44］首先将数据空间划分为一组互斥的大小相同的单元格。当单元格的权重大于

某一阈值时，采用混合划分方法即对 μ‑划分和 σ‑划分进行折中，将单元格动态划分为 2个中间单元。

μ‑划分通过最大化标准差选择维度，而 σ‑划分选择标准差最小的维度。

基于模型的数据流聚类算法包含了很多领域知识，强依赖于假设模型，例如：SWEM算法［45］基于

EM模型，GCPSOM算法［46］基于 SOM模型，SVStream算法［47］基于 SVM模型，G‑Stream［23］和 RPG‑
Stream［41］算法基于生长型神经气（Growing neural gas，GNG）模型。表 2给出了各类算法的优缺点比

较。图 5突出显示了算法之间的关系，并显示了随着时间的推移，概念是如何被完善和改进的。

2. 1 Adaptive Streaming K‑Means算法

Adaptive Streaming K‑Means通过扩展传统基于划分的 K‑Means算法聚类数据流。通常，基于划分

的聚类算法需要给出聚簇个数 k，且难以适应输入数据中的概念漂移。但 Adaptive Streaming K‑Means
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克服了这两个问题。

Adaptive Streaming K‑Means算法主要分为 2个阶段，即初始化阶段和连续聚类阶段。在初始化阶

段，l个数据点被累积，然后确定候选中心。为了找到聚簇个数 k并确定候选中心，通过使用核密度估计

（Kernel density estimation，KDE）计算数据的概率密度函数（Probability density function，PDF）。PDF
曲线形状的所有方向变化都被认为是新区域开始的标志。区域可以定义为 PDF曲线两个连续方向变

化之间的区域，将区域数量作为候选 k，区域的中心作为候选初始中心。由于不同的特征通常表现出不

同的分布，k值超过 1个，因此会找到不同的候选中心。对 k∈[ kmin，kmin + kmax ]进行聚类，根据轮廓系数

比较不同 k值的聚类结果，选择最好的 k以及与其对应的中心。在连续聚类阶段，先执行概念漂移检查，

如果没有发生概念漂移，则对输入数据进行聚类。如果存在概念漂移，则重新计算 k和中心（重新初始

化算法），然后继续使用新的 k和中心进行聚类。对于概念漂移检测，算法执行过程中存储输入数据的

标准差和均值。跟踪这 2个值如何随时间变化，并根据变化预测概念漂移。当 1个概念漂移被预测时，

当前的聚类中心不再有效，并触发重新初始化。使用这种机制，算法捕获概念漂移并适应输入流。鉴

于算法本质为K‑Means，该算法仍有只能检测到超球形簇的缺陷。

表 2 数据流聚类算法优缺点比较

Table 2 Advantages and disadvantages of partial data stream clustering algorithms

算法

基于划分方法

基于层次方法

基于密度方法

基于网格方法

基于模型方法

优点

简单且易实现

得到更有意义的聚簇结构

可发现任意形状聚簇且对噪声鲁棒

可快速发现任意形状聚簇且对噪声鲁棒

简单且包含领域知识

缺点

①需要预设聚簇个数 k;②只能发现球形聚簇

①高复杂性;②对输入数据点顺序敏感

①参数个数多;②难以检测到不同密度的簇

①聚类质量强依赖于网格粒度;②不适用于高维数据

流聚类

强依赖于模型

图 5 数据流聚类算法发展

Fig.5 Development of stream clustering algorithms
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2. 2 CluStream算法

CluStream算法通过扩展传统聚类方法 BIRCH聚类数据流，使用微聚簇来构造数据流的总结信

息。该算法扩展了 BIRCH的 CF，允许在不同时间范围而不是整个数据流上执行聚类。根据扩展 CF
定义微聚簇如下。

定义 3 微聚簇。带时间戳 Ti1，⋯，Tin 的 d维数据点集 Xi1，⋯，Xin，其中 Xij=( x1ij，x2ij，⋯，xdij )。微聚

簇被定义为（2∙ d + 3）元组（CF2x，CF1x，CF2t，CF1t，n）。其中，矢量 CF2x和 CF1x分别表示每维数据值

的平方和及累加和，如第 p维的 CF2x和 CF1x分别表示为∑
j= 1

n

( xpij )2 和∑
j= 1

n

( xpij )；标量 CF2t和 CF1t分别表

示时间戳的平方和及累加和；n是数据点的个数。

CluStream在线阶段通过收集数据并使用 K‑Means算法创建 q个簇进行初始化。当新的数据点到

达，它会被离它最近的微聚簇所吸收，否则创建新的聚簇。为了保持微聚簇的数量不变，过时的微聚簇

会根据其平均时间戳的阈值被移除或者合并两个最近的微聚簇。为支持不同的时间粒度，该算法应用

倾斜时间窗口定期存储当前 CF的快照。虽然有些快照会定期更新，但有些快照为维护历史数据的信

息而更新不频繁。通过从先前 CF的存储快照中减去当前 CF，可以近似得到流的所需部分。离线阶段

通过提取的微聚簇运行 K‑Means变体算法生成宏聚簇。CluStream虽可产生高质量的聚类结果，但不

能用于高维数据流聚类。

2. 3 DenStream算法

DenStream算法使用基于 CF向量的特征向量，通过创建两种类型的微聚簇（潜在微聚簇和孤立点

微聚簇）克服了 CluStream算法对噪声的敏感性。

在线阶段每个潜在微聚簇都具有 1个相关的权值 w表示其基于时间的重要性。通过衰减函数

f ( t )= 2-λt（λ> 0），每个数据点的权值随时间 t呈指数衰减。如果权值w=∑
j= 1

n

f ( t- Tij )大于阈值 μ，则

将该聚簇视为核心微聚簇，其中 Ti1，⋯，Tin是数据点 pi1，⋯，pin的时间戳。 t时刻，如果 w≥ βμ，则聚簇

是潜在微聚簇，否则它是孤立点微聚簇，其中 β是孤立点相对于核心微聚簇的阈值（0< β< 1）。当 1个
新的数据点到达，DenStream根据其更新的半径将其插入到最近的潜在微聚簇中。如果插入失败，尝试

将该数据点插入到最近的孤立点微聚簇中；如果插入成功，更新聚簇概要统计信息。否则，创建 1个新

的孤立点微聚簇吸收这个点。DenStream采用剪枝在孤立点缓冲区检查孤立点微聚簇的权重，以保证

能够识别出真正的孤立点。然而，当删除 1个微聚簇或合并 2个旧的微聚簇时，不释放分配的内存单

元，以及删除孤立点的剪枝过程相当耗时，这是DenStream算法的不足。离线阶段将在线阶段发现的潜

在微聚簇传递到DBSCAN算法，以确定最终的聚类结果。

2. 4 ACSC算法

ACSC蚁群流聚类算法［34］提供一种对非平稳聚簇进行总结的流聚类方法，同时解决聚簇个数变化

问题。该算法使用采样解决数据流聚类的速度要求，点与聚簇的相似性评估仅使用这个聚簇中的 1个
点。同时，随机抽样方法取代了传统的穷举搜索每个点合适的微聚簇，然后搜索每个微聚簇的最近邻。

单遍数据扫描后创建粗粒度的聚簇，第 1个数据点即为第 1个聚簇，后面的数据点被分配到 1个相似的

现有聚簇，如果与所有聚簇都不相似，则生成 1个新的聚簇。只有在每个点被分配到各自的聚簇之后，

才会创建微聚簇。每个点被转换为 1个微聚簇，这些微聚簇只尝试与同一聚簇中的其他点合并，合并操

作代价高。

因为单遍扫描后生成的聚簇通常粗糙且个数多，使用蚂蚁启发的排序方法对这些聚簇进行细化。
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这种方法是建立在蚂蚁行为上的模型，蚂蚁会把尸体聚集到“墓地”或分类，即孤立的数据点应该被捡

起来，然后丢在其他有类似数据点的地方。排序蚂蚁被分配到每个聚簇中，它们试图通过概率性地挑

选微聚簇并将它们放到更合适的聚簇中来精炼初始聚簇。这些操作倾向于解散较小的聚簇，将其内容

移动到相似的、较大的聚簇。直观地说，聚簇中所有数据点应放在一个大的聚簇中，而不是放在许多分

布的小聚簇中。DenStream算法中微聚簇由 2个参数定义：最大半径 ε和最小值。最小值表示 ε内密集

的微聚簇的最小数据点数。但ACSC中每个点最初被视为自己的微聚簇，因此参数最小值为 1，故不再

需要。这使得将微聚簇定义为核心、潜在或离群值的复杂性降低，从而每个微聚簇都被平等地对待。

为进一步简化，ACSC将密度可达、直接密度可达和密度连接的概念合并为仅密度可达 1个概念，其决

定 2个微聚簇是否连接，并被视为同一聚簇的不同部分。ACSC在创建和合并微聚簇之前会给聚簇分

配样本点，因此当 1个新的微聚簇直接密度可达时，它也会密度可达并密度连接到聚簇中的所有微聚

簇。这样降低了算法整体的复杂性，并允许有效采样。ACSC有如下改进：（1）将总结和聚类两个阶段

结合成 1个在线过程；（2）微聚簇使用单个参数 ε定义，总体只需要 3个参数；（3）使用单个密度概念形成

聚簇，将离群点识别为包含单个数据点的聚类；（4）通过对每个聚簇进行采样，本地进行排序操作，减少

了计算时间。

2. 5 D‑Stream算法

D‑Stream 算法结合了基于密度和网格的方法。在线阶段将接受到的每个数据点映射到某个网格

中，离线阶段计算网格密度，并基于密度将网格进行聚类。D‑Stream 算法进行了下列改进：

（1）为了获得簇的动态演变，提出了与每个数据点密度相关的密度衰减因子。衰减因子赋予近期

数据更大的权重，并且没有丢弃历史信息。

（2）由于数据流海量，完全保存每个数据记录的信息不可行，D‑Stream算法将数据空间划分成网格

单元，并将数据点映射到对应的网格单元中，同时更新网格的特征向量。使用网格作为概要数据结构，

不需要对原数据进行保存只需要对网格单元进行操作，具有较快的处理时间。

（3）采用基于密度的方法对网格单元进行聚类，可以发现任意形状的簇，能有效解决 CluStream 算

法等只能识别球形簇的问题。

（4）可动态调整簇，且不需要用户指定目标时间范围和聚簇的个数。

D‑Stream算法尽管存在多种优点，同时也存在一些不足之处，如：采用网格概要数据结构会丢失数

据的位置信息；当被应用于聚类高维数据流时，网格单元的个数可能会很大；对数据空间进行均匀网格

划分，网格的划分粒度将直接影响聚类的精度。使用基于密度的计算方法对当前的数据流聚类能产生

很多的聚类结果，不利于对历史信息查询。算法没有对低密度的网格单元进行处理，也会影响聚类的

精度。

2. 6 RPGStream算法

RPGStream算法基于随机投影理论，可用于解决高维大数据流聚类（n和 d均很大）。

定义 4 随机投影。原始的 d维数据使用随机矩阵 Rd× dc 被投影到 dc（dc≪d）维子空间。样本矩阵

X n× d（n个样本，d维）利用式（6）投影到 X RP
n× dc

，即

X RP
n× dc
= X n× dRd× dc （6）

JL引理［37］是随机投影的理论依据，即高维欧氏空间的点映射到低维空间，相对距离可得到一定误

差范围内的保持。

定理1［37］ 设样本矩阵 X ∈ R n× d包含 n个样本 d维特征，给定 ε，β> 0，则

903



数据采集与处理 Journal of Data Acquisition and Processing Vol. 37, No. 4, 2022

k0 =
4+ 2β

ε2/2- ε3/3
log n （7）

式中：参数 ε控制距离保持的精度；β控制投影成功的概率。随机矩阵 R为一个 d× dc矩阵，dc为正整

数，且 dc≥ k0，设 E=(1/ dc ) XR，f：Rd→ Rdc将 X的第 i行映射到 E的第 i行。

对所有的 u，v∈ X，在至少 1- n-β概率下，有

( 1- ε )  u- v
2 ≤ f ( u )- f ( v )

2
≤ (1+ ε )  u- v

2
（8）

从式（8）看出，理论上 JL界（k0）不依赖于原始空间的维度 d，为得到定理 1的结果，只需生成随机投

影矩阵 R并进行投影计算。随机投影矩阵 R ( i，j )= rij，rij为一个独立的随机变量，可以由以下 3种概率

分布生成

rij~N ( 0，1 ) （9）

rij=
ì
í
îïï

+1 with probability 1/2
-1 with probability 1/2

（10）

rij= 3 ×
ì

í

î

ïïïï

ï
ïï
ï

+1 with probability 1/6
0 with probability 2/3
-1 with probability 1/6

（11）

RPGStream算法首先依据 dc的大小生成随机投影矩阵 Rd× dc，当一个新的数据点 xi 到达时，用

Rd× dc将 xi投影到对应的 dc维（dc≪d）点 yi。从而整个数据流DSn× d={ x1，x2，⋯，xn }被投影到 Y n× dc=
{ y1，y2，⋯，yn }，再对 Y n× dc 使用 G‑Stream算法进行聚类。RPGStream生成了包含一系列神经元节点的

结构，每个节点的权值向量为w c=(w 1
c，w 2

c，⋯，wd
c )。

3 软件与工具

数据流聚类在实际应用中的一个重要方面是可用的软件和工具。只有少数作者为他们的算法提

供参考实现，例如，C、C++或 R实现可以用于实现 STREAM算法［49］和 REPSTREAM算法。

可用的数据流挖掘软件包括：

（1）WEKA①。WEKA是学术领域最知名的数据挖掘软件。WEKA包括数据预处理、回归、分类、

聚类和关联规则等 1组学习算法。

（2）大规模在线分析（Massive online analysis，MOA）②［50］。MOA是用于数据流挖掘流行的开源框

架，它包含了分类和聚类的离线在线集合，以及用于评估的工具。实现了流聚类算法 D‑Stream，Den‑
Stream和 CluStream。

（3）RapidMiner③。RapidMiner是另一个用于数据挖掘的开源软件。RapidMiner比WEKA更强大，

因为它包含了WEKA中的所有算法和其他高级算法，并且将挖掘过程定义为一系列操作人员，提供更

多可视化工具，更加直观。

（4）streamMOA。为了更快地创建原型，还存在统计编程语言 R的流包［51］。它包含处理数据流的

通用方法，还实现了 D‑Stream等算法。扩展包 streamMOA［52］接口对 DenStream和 CluStream算法进行

MOA实现。为了在高维空间中处理数据，子空间MOA框架［53］提供了HDDStream的 Java实现。同样，

①http://www.cs.waikato.ac.nz/ml/weka
②https://moa.cms.waikato.ac.nz/
③https://rapidminer.com/
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R‑语言子空间MOA框架也可接口两种方法，使它们可以被流包访问。

（5）streamDM华为诺亚方舟实验室 2015项目［54］提供了 Spark流数据挖掘方法，Spark 流是 Spark引
擎的扩展。目前它实现了 CluStream等算法，并计划用更多的流聚类算法扩展项目。

4 数据集

为了测试数据流聚类性能，常使用人工数据集。人工数据集让用户有机会指定流的属性，如噪声

比、概念漂移、聚簇形状和密度等。MOA有许多类不同的MOA流生成器，可生成不同形状、有或没有

概念漂移的人工数据流。除了人工数据集，其他流行的真实数据集如表 3所示。

5 结束语

本文系统地介绍了数据流挖掘的挑战，给出了数据流聚类的一般框架，并描述了其与传统静态数

据聚类之间的关联，对数据流挖掘中的各种聚类算法进行了综述。尽管已有大量数据流聚类算法被提

出，数据流聚类依然是极富挑战的研究热点。随着愈加广泛的应用领域中大量数据流的产生，越来越

多的研究主题不断涌现出来。

（1）隐私保护和保密。数据流对数据挖掘中的隐私和机密性保护提出了新的挑战和机遇。例如，

健康监测数据流、GPS数据流等多隐含用户的生理特征信息、位置信息，一旦数据遭暴露或滥用，严重

影响用户的隐私安全。因此，设计基于隐私保护的数据流聚类模型是一个可行且必要的研究方向。

（2）跟踪聚簇演变。数据流中的数据类型具有异质特性（文本、视频、音频、静态图像等），数据处理

能力具有差异性（结构化、半结构化、非结构化数据），以多视图视角同时处理这些数据，也将是一类极

具挑战性的研究场景。在该类场景下，数据流聚类的一个有趣的未来应用是社会网络分析。社交网络

成员的活动可以看作是一个数据流，聚类算法可以用来显示成员之间的相似性，以及这些相似的概况

（聚簇）是如何随着时间的推移而演变的。通过跟踪聚簇的演变情况获得有关数据流性质的更多且更

有价值的潜在模式。再如，在客户关系管理系统中，管理公司利用数据流聚类算法尝试挖掘新客户群，

或者更确切地说是否是现有客户的行为进行了转移。

（3）实时聚类。某些关键的应用领域对反馈时间有着严格的要求。诸如事故检测、航空交通控制

等应用领域必须实时给出数据流的聚类结果。虽然目前大多数的数据流聚类算法都已经实现了用户

的联机（在线）聚类查询，但这些算法在时间上远远无法满足实时应用的需求。因此，构建快速高效的

实时数据流聚类算法亦是十分必要的研究方向。

表 3 流行的真实数据集

Table 3 Statistics of popular datasets

数据集

Hyper Plane Stream
Network Intrusion Detection

Subset KddCup99

Forest Cover Type CoverType

The Daily and Sports Activities
Data Set ACT2
Sensor Stream

Power Supply Stream

网址

http://www.cse.fau.edu/~xqzhu/stream.html
http://archive.ics.uci.edu/ml/datasets/KDD+

Cup+1999+Data
https://archive.ics.uci.edu/ml/datasets/Cover‑

type
http://archive.ics.uci.edu/ml/datasets/Daily+

and+Sports+Activities
https://www.cse.fau.edu/~xqzhu/stream.html
https://www.cse.fau.edu/~xqzhu/stream.html

样本数

100 000

494 021

581 012

9 120

2 219 803
29 928

特征维数

10

41

54

5 625

5
2

类别数

5

23

7

19

54
24
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（4）分布式数据流聚类。现实场景中，数据流数据的采集存在地理位置上的限制，因此分布式数据

流聚类算法应运而生。在这类场景下，数据流聚类算法可与MapReduce和分布式计算进行结合，这将

加快算法的速度，并处理有限的内存问题。由于现在的存储成本很低，可以仅存储具有代表性的对象

（如中心或概要）。通过存储这些代表性对象可使最终用户关注特定的时间段，并通过宏聚类或应用其

他数据挖掘算法进一步分析汇总的数据。然而，许多数据聚类技术的并行化并不简单，为了开发一些

方法的分布式版本，需要大量的研究和理论分析，以提供新的方法。

（5）数据流概要。如何构建数据流数据信息概要是一个重要的研究方向。到目前为止，数据流聚

类最常见的概要是使用微聚簇及其变体。微聚簇通常创建凸形聚簇，而实际上聚簇可以以任何形状出

现，比如数据泡，在数据流场景下的“适应”并不那么简单。

（6）数据流算法评估。在数据流环境中，由于存在概念漂移、有限处理时间、验证延迟、多流结构、

删失数据等问题，使得单一指标度量动态变化的数据流环境的有效性较为困难。因此，更感兴趣的是

算法评估指标如何随着时间的推移而演变。
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