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摘 要：功能性连接（Functional connectivity，FC）可以表示脑区的协同工作能力，目前广泛采用动态功能性

连接（Dynamic functional connectivity，DFC）和聚类分析相结合的方法研究疾病的显著性差异分析和分类。

但现有研究，对于聚类个数的确定和聚类结果选用并没有明确的标准，且传统的DFC无法表示不同频率的

FC信息。因此，本文对轻度认知障碍（Mild cognitive impairment，MCI）磁共振信号中固有频率DFC聚类问

题进行研究。首先对被试的时间进程（Time course，TC）数据做噪音辅助的多元经验模态分解并计算DFC；

然后通过评判辅助的聚类方法做聚类分析，再采用最小二乘对聚类结果做拟合；最后采用分类器做分类。实

验采用阿尔茨海默病神经影像学（Alzheimer’s disease nearoimaging，ADNI）数据库的数据对本文算法进行

测试。实验结果表明，有监督聚类分类准确率高于无监督聚类；引入固有频率的DFC分类准确率要高于传统

的DFC；最小二乘拟合能提升分类准确率。
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Abstract：Functional connectivity（FC） can represent the ability of brain regions to work together. At
present，a combination of dynamic functional connectivity（DFC）and cluster analysis is widely used to
study the significant difference analysis and classification of diseases. However，in the existing study，there
is no clear standard for the determination of the number of clusters and the selection of clustering results，
and the traditional DFC cannot represent the FC information of different frequencies. Therefore，this paper
studies the clustering related factors of intrinsic frequency DFC in MRI signal of mild cognitive impairment
（MCI）. First，the noise-assisted multivariate empirical mode decomposition of the time course（TC）data
is performed and the DFC is calculated. Then，the cluster is analyzed through the evaluation-assisted
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clustering method，and the least square method is used to fit the clustering results. Finally，classifier is
used for classification. The contribution of this paper is to suggest a more reasonable clustering method and
a more number of clusters to obtain functional connections at different intrinsic frequencies. In the
experiment，we used the Alzheimer’s disease neuroimaging（ANDI） database to test the proposed
method. The experimental results show that the accuracy of supervised clustering used in this paper is
higher than that of unsupervised clustering；the classification accuracy of DFC with natural frequency is
higher than that of traditional DFC；the least square fitting can improve classification accuracy.
Key words: magnetic resonance imaging; empirical model decomposition; least square; dynamic functional
connectivity; K-means

引 言

静息态功能核磁共振成像（Rest⁃state functional magnetic resonance imaging，rs⁃fMRI）技术具有无辐

射性和无创伤性，且采集时不需受试者做认知任务，因此广泛应用于脑科学研究中［1］。通常，大脑的工作

是由不同脑区协作完成，即使在静息态时也是如此。由于通过 rs⁃fMRI所得到的功能性连接（Functional
connectivity，FC）可以表示脑区间相互作用强度，因此 FC可以适当地表示大脑的协同工作模式。已有研

究［2⁃4］表明，一些精神类疾病患者的脑区协同工作模式会发生改变，因此 FC对研究这些疾病诊断具有一

定的现实意义。例如，轻度认知障碍（Mild cognitive impairment，MCI）作为阿尔兹海默症（Alzheime’s
disease，AD）前期的必经阶段，已被证实其患者大脑的FC和正常人具有显著性差异［3⁃4］。

在 rs⁃fMRI信号中，有两种较常见计算 FC的方法。一种是通过自动解剖标签（Anatomical automat⁃
ic labeling，AAL）的兴趣区（Region of in terest，ROI）［5］提取血氧水平依赖（Blood oxygenation level de⁃
pendent，BOLD）信号，然后求其皮尔逊相关［6］。另外一种常见方法是对 fMRI信号进行盲分离得到时

间进程（Time course，TC）［7⁃8］，然后由静息网络（Resting state network，RSN）模板筛选出功能性脑区，

对脑区对应的 TC求皮尔逊相关。由于大脑 FC会展现一些非平稳性［9⁃10］，但基于皮尔逊相关的 FC无

法反映时变特性，因此可在 TC信号上加上若干时间窗口，在每个窗口内求 Person相关，得到动态功能

性连接（Dynamic FC，DFC）［11］。遗憾的是，人脑神经元的放电频率并不一定相同［12］，DFC方法虽能表

现信号的时变性，但却无法展现不同频率上的 FC信息。小波变换是在时频域上对信号进行变换，近年

来也被用于 rs⁃fMRI的 FC研究，其基本做法是对TC信号做小波变换后再分析其相关特性，以此得到相

应的 FC［13］。虽然小波的 FC方法可以得到频率上的信息，但众所周知，其相关值往往与选取的母函数

相关。经验模态分解（Empirical model decomposition，EMD）是一种无需依赖母函数非平稳信号处理方

法，通过不断迭代筛选将信号分解为有限个不同固有模态频率（Intrinsic mode functions，IMF）信号和

一个残差信号［14］，最近也被常用于 fMRI信号计算 FC［15⁃16］。但是直接对信号做 EMD分解会出现端点效

应和模态混叠现象。为解决这个问题，Huang等提出了集成经验模态分解（Empirical EMD，EEMD）［17］，该

方法是将原始信号加入幅度较小的白噪声，再进行分解，做多次试验求平均值。EEMD分解在一定程

度上缓解了端点效应和模态混叠的问题，但该方法以增加算法复杂度为代价，需要做多次试验才能消

除白噪声带来的影响。而且 EMD和 EEMD都是对受试者的每个TC信号进行独立分解，会导致各TC
的 IMF分量数和频率各不相同，就难以计算各个层上的相关系数。多元经验模态分解（Multivariate
EMD，MEMD）［18⁃19］是一种多通道的经验模态分解，可实现多个 TC时间序列的同步联合分析，确保多

个TC信号的 IMF在时间和频率上均保持匹配，从而利于在各层上做相关分析。但MEMD仍然会存在

模态混叠的问题，因此，2011 年 Rehman 等提出了噪音辅助的多元经验模态分解（Noise assisted
MEMD，NA⁃MEMD）算法，将额外的白噪声通道拼接到输入信号中，通过MEMD分解后再舍弃白噪
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声通道，保留原始信号的 IMF分量。NA⁃MEMD结合了 EEMD和MEMD的优点，可以多通道处理非

平稳信号，并有效减少了模态混叠现象，而且相比于 EEMD算法无需做多次分解求平均，具有更低的计

算复杂度，因此广泛应用于非平稳信号的处理中。

目前还存在一类利用无监督聚类来研究 FC动态性的方法，它们可将 DFC表达为一系列时间状态

序列特征［20⁃22］或聚类中心的线性组合的特征［23⁃25］，通过分析这些特征表达来寻找疾病的显著性差异，也

可以采用隐马尔科夫模型（Hidden Markov model，HMM）［26］和支持向量机（Support vector machine，
SVM）［27］等分类器对其分类。然而，无论是显著性差异的分析还是分类器分类，其性能与聚类结果紧密

相关，不同的聚类结果将得到不同性能。在无监督聚类中，设定不同的聚类数会得到不同的聚类结果，

现有的方法设定聚类数大多采用经验值，并根据类内距离和类间距离评判聚类数性能［28⁃30］。例如，在路

易体痴呆的研究中Ma等将聚类数设为 2［30］，在自闭症谱系障碍的研究中 Guo等将聚类数设为 5［31］，在
精神分裂症的研究中Miller等将聚类数设为 5［32］，在睡眠质量的研究中 Zhou等将聚类数设为 4［33］，认知

任务下的AD研究中 Lee等将聚类数设为 4［34］。合理的聚类数应设为多少，不同的聚类数会得到什么样

的性能，以上文献并没有进行详细描述。另外，无监督聚类即使设置聚类数，但其初始聚类中心随机产

生，聚类结果仍具有随机性，每一次聚类结果都不尽相同。从多个聚类结果中采用何种标准选用何种

也会影响 FC的分析，比如根据状态占有率（State occupancy rate，SOCR）［35⁃36］选取结果，根据正常对照

（Normal control，NC）组、疾病组占有率［37］等参数评价结果。

本文将以MCI与 NC的 rs⁃fMRI作为处理对象，关注动态 FC中有关聚类的相关问题，不仅研究加

窗的 DFC的聚类性能，而且研究了固有频率 DFC（DFC of intrinsic frequencies，IF⁃DFC）的聚类性能，

该 IF⁃DFC通过噪音辅助的多元经验模态分解和加窗皮尔逊算法得到。此外，利用提出的评判辅助聚

类方法（Evaluation assisted clustering，EA Clustering）对 DFC和 IF⁃DFC进行聚类，以评价各种聚类方

式的性能。进一步，本文还对比了由各种聚类所得特征来进行分类的性能，包括时间状态序列以及所

提出的最小二乘（Least square，LS）拟合特征。另外本文引入 K⁃means++算法［38］，相比于传统

K⁃means算法，K⁃means++通过优化初始聚类中心的选取，具有收敛更快、聚类效果更好的优点。

1 材料和方法

1. 1 数据采集和预处理

本实验采用（Alzheimer’s disease neuroimaging initiative，ADNI）数据库提供的 rs⁃fMRI公开数据，

其下载地址为 http：//adni.loni.usc.edu/，数据参数见表 1。首先，利用数据处理和脑成像分析（Data pro⁃
cessing & analysis of brain imaging，DPABI）工具

箱［5］对所下载的数据进行预处理，其下载地址为：

http：//rfmri.org/dpabi，具体过程如下：

（1）对原始数据去除前 10帧图像，保留 130
帧图像；

（2）以第 48个切片为基准对所有的切片进行

校准，使每个切片上的数据具有相同时间点；

（3）对所有被试进行头动校正，将头动校正

到同一位置，并为接下来的图像质量控制提供

数据；

（4）将与 rs⁃fMRI数据匹配的MRI数据进行

颅骨剥离，然后同功能图像进行配准，将MRI数

表 1 fMRI数据相关参数

Table 1 Parameters related to fMRI data

参数

数据库

磁场强度

采集设备

翻转角/(°)
TR/ms
TE/ms

像素大小/(mm×mm)
切片数量

时间点

描述

ADNI⁃2
3.0Tesla
Philip
80
3 000
30

3.3×3.3
48
140
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据变换到 rs⁃fMRI数据的空间，使得 rs⁃fMRI 数据可以被分割成脑脊髓液、灰质和白质信号；

（5）去除一些混淆因素，将 6个头动参数（包含 3个转动参数和 3个平动参数）、脑脊髓液和白质信

号被作为无关变量去除；

（6）评估被试者头部的旋转和平移，发现所有参与者都没有表现出过度的头部运动；

（7）进行归一化和平滑，并将所有数据都过滤到一个频率范围（0. 01~0. 08 Hz）。

再次，采用 GIFT（Group ICA of fMRI Toolbox）［7］软件从预处理数据中提取功能区，其下载地址为

http：//trendscenter.org/trends/software/gift/index.html。该软件将 fMRI信号视为空间信息经过时间进

程的混合，采用最小描述长度（Minimum description length，MDL）准则估计出独立脑区成分个数，通过

独立成分分析（Independent component analysis，ICA）算法分离出若干个独立脑区。实验中，Gift软件

分离算法选择 ICASSO方法，重复做 10次实验选取每个脑区的最佳估计，并与每个静息态网络（Rest⁃
ing state network，RSN）模板做空间多元回归分析，筛选出回归系数最大的 53个脑区，其中 RSN模板下

载地址为 https：//trendscenter.org/trends/data/neuromark/Neuromark_good.nii。该模板将 RSN分为 7
大类，分别为下皮层（Sub⁃cortical，SC）、听觉（Auditory，AUD）、感觉运动（Sensorimotor，SM）、视觉

（Visual，VIS）、认知控制（Cognitive⁃control，CC），默认模式网络（Default⁃mode network，DM）和小脑

（Cerebellar，CB）。

1. 2 IF‑DFC相关矩阵

本文采用 NA⁃MEMD来计算 IF⁃DFC，其可表征不同频率和时间的 FC强度，计算如图 1所示。若

每一个被试的TC数为N，添加的噪音序列数为M，执行N+M通道的MEMD后，每个通道将得到Q个

IMF，那么前 N个通道的 IMF即为分解结果。对分解得到的 IMF划分为若干个时间窗口，在每个窗口

内计算皮尔逊相关，即可得到第 i个序列和第 j个序列在 q层窗口w的 IF⁃DFC相关矩阵，有

R( )q，w = [ r ( q，w )ij ]∈ RN× N （1）
式中：N取决于 RSN模板，本文采用的模板 N为 53；M为噪音序列数，本文分别尝试使用不同的噪音序

列数做NA⁃MEMD分解，得到M= 5时能取得较好的效果。

1. 3 EA Clustering方法

由于 IF⁃DFC相关矩阵为对称阵，因此取其上三角部分来聚类，得到 IF⁃DFC矢量，表示为

d ( )q，w = tru ( )R( )q，w （2）
式中：d ( )q，w ∈ RV× 1；V=N×( N- 1) /2。

采用 EA Clustering对该相关矢量进行聚类，分别采用有监督聚类和无监督聚类两种方式。对于有

图 1 IF-DFC算法示意图

Fig.1 Schematic diagram of IF-DFC algorithm
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监督聚类方法，若聚 2类，第 1类的聚类中心为训练集所有MCI受试者在某一层 IF⁃DFC矢量的组平均，

第 2类聚类中心为训练集所有NC受试者在某一层 IF⁃DFC矢量的组平均；若聚 3类，则第 3类聚类中心

为训练集所有受试者在某一层 IF⁃DFC矢量的组平均。再将训练集和测试集所有被试 IF⁃DFC矢量分

别与聚类中心求欧氏距离，比较距离大小得到每个受试者在某一层的转态矢量。无监督方式对某一层

所有被试的 IF⁃DFC矢量采用 K均值聚类，分别将聚类数设为 2、3、4或 5。为避免大部分矢量只聚到少

量几类上，无监督方式在运行时还需设置最小 SOCR，定义为

o= n∗

Ns
× 100% （3）

式中：n∗=min｛n1，n2，…，nK｝，k=1，2，…，+K
为第 k个类上所聚的矢量数，Ns= n1+n2+ …+
nK。无监督聚类的最小 SOCR的设置可参见表

2。 另 外 ，通 过 聚 类 结 果 还 可 得 到 一 被 试 者

IF⁃DFC在第 q层的状态序列矢量，有

S( )q = [ s( q )1 ，s( q )2 ，…，s( q )W ] （4）

式中 s( q )w ，w=1，2，…，W表示为 IF⁃DFC在第 w

个窗口上所聚类的对应状态，用一系列数字表表

示，即 s( q )w ∈｛1，2，…，K｝。

EA Clustering将尝试不同的监督方式、聚类

数和 SOCR来得到不同的聚类结果，通过引入评判聚类性能指标，聚类时间 t和MCI与 NC占比差 Δ等

推断聚类的合理性，其中 Δ定义为

Δ= 1
K ∑k= 1

K |

|
|
||
||

|
|
||
| δk
nk
× 100% （5）

式中 δk为聚在第 k个类上MCI组和 NC组矢量之差，越少的聚类时间和越高的占比差视为较合理的聚

类，该算法步骤如表 3所示。

表 2 EA Clustering聚类方式和参数设置

Table 2 EA Clustering mode and parameter setting

聚类方式

有监督聚类

无监督聚类

聚类个数

2
3
2
3
4
5

最小 SOCR

>30%
>20%
>10%
>5%

表 3 EA Clustering算法步骤

Table 3 Steps of EA Clustering algorithm

输入: IF⁃DFC相关矩阵 R( )q,w

输出：第 q层的聚类中心，占比差 Δ及状态序列矢量 S( )q

步骤：

(1)由式(4)得到 IF⁃DFC矢量 d ( )q,w 。

(2)设定聚类数。

(3)若聚类方式设为有监督则转到(a);若设为无监督则转到(d)。
(a) 若聚类数设为 2转到(b);若聚类数设为 3转到(c)；
(b)分别计算训练组中MCI和NC的组平均作为聚类中心；

(c)分别计算训练组中MCI, NC和所有被试的组平均作为聚类中心；

(d)根据设定的聚类数由表 2设定最小 SOCR；
(e) K均值聚类；

(f)若聚类结果满足条件(d)则结束，否则重复(e)；
(g)得到聚类中心，并由式(6)和(7)分别得到状态序列矢量 S( )q 和占比差 Δ。
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1. 4 LS特征提取

为进一步评判 EA Clustering的聚类性能并进一步提取特征矢量，将每一被试在第 q层上的 IF⁃DFC
矢量表达为聚类中心的线性组合，通过 LS拟合求解该线性组合，所得拟合系数作为进一步分类的特

征，较高分类准确率对应的聚类方式被推断为有较好合理性，特征提取具体如下。

令 a( q )k ∈ RV× 1为 EA Clustering在第 q层上第 k个聚类中心矢量，则由K个聚类中心矢量组成的矩阵

表示为

A( q ) = [a( q )1 a( q )2 ，⋯，a( q )K ] （6）

若一被试在第 q层上第w个窗口的 IF⁃DFC矢量表示为聚类中心矢量的线性组合，即

d ( )q，w = A( )q θ ( )q，w + ξ ( )q，w （7）

式中 ξ ( )q，w 为误差矢量，那么系数 θ ( )q，w 可通过 LS拟合为

θ̂ ( )q，w = A( )q †d ( )q，w （8）
式中 ( · )†表示伪逆。最后将该被试W个窗口的拟合系数矢量合并，形成最终的特征矢量

Θ ( )q =[ θ ( q，1 )H，θ ( q，2 )H，…，θ ( q，W )H ]H （9）
上述计算步骤如表 4所示。

1. 5 分 类

HMM是常用于时间序列的分类模型，由表 3可以得到一系列的时间状态序列，因此本文采用

HMM对该状态序列做分类，通过期望最大化算法分别对MCI和 NC训练集受试者的时间状态序列

训练得到 2个 HMM模型，再分别求每个模型对测试集时间状态序列的对数似然，比较其大小做分

类。从另外一个角度看，MCI与 NC分类实际上是一种二分类过程，而 SVM通过寻找特征空间最优

决策超平面进行分类，是目前应用最为广泛的二分类模型，因此使用 SVM分类器对表 3得到的转态

矢量和表 4得到的 LS特征做分类。本文所采用的 HMM软件下载地址为 https：//www.cs.ubc.ca/
~murphyk/Software/HMM/hmm.html，SVM采用MATLAB自带程序，分类器的输入选用了 DFC和

IF⁃DFC聚类结果，即由式（6）得到的状态序列矢量和由式（9）得到的 LS特征，以下是各分类方法的

具体说明：

（1）UnHMM⁃DFC：由表 3对 DFC作无监督聚类得到转态矢量，其作为HMM的输入进行分类；其

中，DFC转态矢量特征提取来自文献［39］，HMM分类方法来自文献［40⁃41］，注意到表 3算法的处理对

象是 IF⁃DFC，需将其替换为DFC，下面的分类算法中若出现DFC，均是如此处理；

（2）SupHMM⁃DFC：由表 3对DFC作有监督聚类得到转态矢量，使用HMM分类。

（3）UnHMM⁃IF⁃DFC：由表 3对 IF⁃DFC作无监督聚类得到转态矢量，使用HMM分类。

表 4 LS特征提取步骤

Table 4 LS feature extraction steps

输入:第 q层 IF⁃DFC矢量 d ( )q,w , w=1, 2, …, W

输出：第 q层特征矢量Θ ( )q

步骤：

(1) 在第 q层上，由表 3的聚类得到式(5)中聚类中心矩阵A( q )；

(2)由式(7)拟合得到第 q层第w个窗口的系数矢量 θ̂ ( )q,w ；

(3)将W个窗口的拟合系数合并得到式(8)的特征矢量Θ ( )q 。
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（4）SupHMM⁃IF⁃DFC：由表 3对 IF⁃DFC作有监督聚类，使用HMM分类。

（5）UnSVM⁃DFC：由表 3对DFC作无监督聚类得到转态矢量，使用 SVM分类；其中，SVM分类模

型与文献［42］相同。

（6）SupSVM⁃DFC：由表 3对DFC作有监督聚类，使用 SVM分类。

（7）UnSVM⁃IF⁃DFC：由表 3对 IF⁃DFC作无监督聚类，使用 SVM分类。

（8）SupSVM⁃IF⁃DFC：由表 3对 IF⁃DFC作有监督聚类，使用 SVM分类。

（9）SupLS⁃SVM⁃DFC：由表 3对 DFC作有监督聚类，由表 4得到 LS特征，采用 SVM分类；同表 3
类似，表 4中的 IF⁃DFC需替换为DFC，后面的算法也是如此。

（10）SupLS⁃SVM⁃IF⁃DFC：由表 3对 IF⁃DFC作有监督聚类，由表 4得到 LS特征，采用 SVM分类。

（11）UnLS⁃SVM⁃DFC：由表 3对 DFC作无监督聚类，由表 4得到 LS特征，采用 SVM分类，其中，

采用无监督聚类，再表达为 LS拟合特征方法来自于文献［23］，后面的算法也是如此。

（12）UnLS⁃SVM⁃IF⁃DFC：由表 3对 IF⁃DFC作无监督聚类，由表 4得到 LS特征，采用 SVM分类。

（13）UnLS⁃SVM⁃IF⁃DFC++：将表 3的 K 均值方法替换为 K⁃means++算法［38］，再由表 3对

IF⁃DFC作无监督聚类，由表 4得到 LS特征，采用 SVM分类。

测试以上算法时，均采用 5折交叉验证，把总数据样本随机分为 5组，1组作为测试集，其他 4组作为

训练集，5组中每 1组都会作为 1次测试集。为了避免偶然性，实验中共做了 10次 5折交叉验证，因此最

终分类准确率为 50次实验结果的平均值。另外，在上述的分类算法中，无监督聚类方法对测试集和训

练集的所有数据进行聚类，有监督聚类算法仅对训练集数据进行聚类。

2 实验结果

2. 1 EA Clustering聚类结果

本节分别给出了 EA Clustering对 DFC和 IF⁃DFC的聚类结果，主要是占比差 Δ和聚类时间，共独

立做了 50次实验，实验结果为 50次实验的均值。另外，本节还给出了聚类中心所对应的 FC矩阵，由于

每一次聚类结果，聚类中心变化较大，因此该 FC矩阵为 50次实验中随机选取的一次结果，仅为了显示

较直观的结果。

表 5给出了DFC的聚类时间和占比差。从表 5可以看出，有监督 EA Clustering聚类时间要比无监督

聚类时间低得多，且占比差也比无监督大。对于无监督聚类，其占比差从高到低排列为聚类数 5、4、3和 2，
聚类时间从高到低排列为聚类数 5、4、3和 2。该结果表明，无监督设置的聚类数多，聚类中心间的差异

越大。

表 6给出了 IF⁃DFC的聚类结果。其中，由于该聚类需要在某一层的 IMF上进行，因此表 6给出了

IMF1、IMF3和 IMF4层上的聚类结果，选取原则是本文算法在这几层 IMF分类效果较好。从表 5可以看

到有监督聚类时间仍然远少于无监督，且占比差也高于无监督。对于无监督聚类，无论在何层 IMF，其

表 5 DFC EA Clustering聚类结果

Table 5 DFC EA Clustering results

聚类方式

聚类个数

占有率差/%
聚类时间/s

有监督聚类

2
100
0.02

有监督聚类

3
66.67
0.04

无监督聚类

2
13.26
1.74

无监督聚类

3
18.45
18.38

无监督聚类

4
23.15
27.63

无监督聚类

5
30.79
31.17
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占比差从高到低大约为 5类、4类、3类和 2类，聚类时间 4和 5类最长，3类次之，2类最少。该排列顺序

和表 5的结果类似，但表 6中某些 IMF层上的占比差却比表 5略有提升，例如表 6中 IMF1层上 4类的占

比差高于表 5。对于聚类时间，表 6的某些 IMF层上的聚类时间也略少于表 5，例如 IMF4的 5类。不

过，总体而言，表 5，6的占比差和聚类时间还是比较接近。

图 2和图 3分别给出了DFC和 IF⁃DFC在 IMF1层上各聚类中心的FC矩阵图。与表 5，6一致，有监督

聚类中，MCI占比高和NC占比高的聚类中心间显示的差异性更大。另外，还可以看到，NC占比高的聚类

表 6 IF‑DFC EA Clustering聚类结果

Table 6 IF‑DFC EA Clustering results

聚类方式

聚类个数

占有率差/%

聚类时间/s

有监督聚类

2

100

0.02

有监督聚类

3

66.67

0.04

无监督聚类

2
11.31/1
6.78/3
14.58/4
4.09/1
3.38/3
2.70/4

无监督聚类

3
12.68/1
17.08/3
17.63/4
46.87/1
16.30/3
19.27/4

无监督聚类

4
27.28/1
21.72/3
22.40/4
125.48/1
27.50/3
30.51/4

无监督聚类

5
27.46/1
31.63/3
28.88/4
185.65/1
19.75/3
23.42/4

注：/1、/3和/4分别表示 IMF1、IMF3、IMF4。

图 2 DFC在 IMF1层上 EA Clustering聚类结果图

Fig.2 Clustering result of DFC EA Clustering on IMF1 layer
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中心的连接性要强于MCI占比高的聚类中心，这个结果与MCI被认为是功能性丧失症的理论是一致的。

2. 2 LS特征分类结果

本节将给出引入了 LS特征后的分类结果，该 LS特征分别由 DFC和 IF⁃DFC利用 EA Clustering聚
类所得，并尝试用 SVM分类器做分类。同时，还将以上结果与仅用EA Clustering聚类后的状态矢量的分

类结果进行了对比。图 4先给出了 IF⁃DFC用 EA Clustering聚类的结果，该 IF⁃DFC选用 NA⁃MEMD
IMF1的分类结果，原因该层的分类准确率较高。从平均准确率看，大部分引入 LS特征的分类算法的准

确率要高于仅用转态矢量的分类准确率。特别地，对于 LS特征，采用有监督聚类的分类准确率要高于无

监督的，无论是将聚类数设为 2或 3均是如此，其准确率已到达 63%，而不再是接近 50%。而从标准差看，

大部分引入 LS特征的分类标准差要小于仅用转态矢量的标准差，这表明引入 LS特征再分类要更具稳定

性。此外，对于无监督的LS算法，还将K⁃means++算法与传统的K⁃means聚类算法作比较，可以看出将

聚类数设为 3，4和 5时，无论是分类准确率还是标准差，K⁃means++算法都要优于K⁃means算法，而将聚

类数设为 2时，K⁃means++算法分类效果略比K⁃means算法差。

图 5将分类器的输入由 IF⁃DFC换成了 DFC。可以看出，有监督聚类引入 LS特征的分类算法的准

确率高于其他算法，而分类标准差低于其他算法。除此之外，采用 IF⁃DFC的有监督的 LS分类准确率

已在 63%左右，已超过采用DFC分类算法 3个百分点。

图 4给出的 IF⁃DFC的分类结果是选取了具有较高准确率的 IMF层，而图 6给出了 IF⁃DFC在多个

IMF层的分类结果。同样地，将这些 IMF层上的 IF⁃DFC通过聚类后计算 LS特征，再用 SVM进行分

类。从图中可以看到，IMF1、IMF2和 IMF4层准确率较高，IMF1、IMF2和 IMF3层分类标准差较低，因此

图 3 IF-DFC在 IMF1层上 EA Clustering聚类结果图

Fig.3 Clustering result of IF-DFC EA Clustering on IMF1 layer
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这也是图 4中有监督 LS⁃SVM选取 IMF1的原因。

图 4 IF-DFC各算法分类结果图

Fig.4 IF-DFC classification results of each algorithm

图 5 DFC各算法分类结果图

Fig.5 Classification results of each algorithm of DFC
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2. 3 HMM和 SVM分类器结果

本节将分别给出HMM和 SVM采用式（9）中聚类状态序列矢量的分类准确率，该序列矢量分别由

DFC和 IF⁃DFC采用 EA Clustering获得。图 7给出 DFC和 IF⁃DFC 在设置不同聚类数时，采用 EA
Clustering聚类后获得的分类准确率，其中 IF⁃DFC选用的是 IMF层中较高准确率的分类结果。其中

SupHMM⁃IF⁃DFC是在 IMF4的计算结果，UnHMM⁃IF⁃DFC是在 IMF1的计算结果，从图 7（a）给出的平

均分类准确率看，平均分类准确率在 47%~59%，难以将MCI组和 NC组区分，但也应看到 IF⁃DFC的

分类准确率略高于传统 DFC，除聚类数为 5的情况除外，而有监督聚类分类准确率都略高于无监督聚

类。图 7（b~e）给出了 10次实验的分类准确率曲线。可以看出：将聚类数设为 2和 3时，分别有 1和 2次
实验有监督聚类 IF⁃DFC分类准确率低于DFC；将聚类数设为 3和 4时，也仅有 3和 2次实验无监督聚类

IF⁃DFC分类准确率低于DFC。
图 8给出了 SVM对 DFC和 IF⁃DFC EA Clustering无监督聚类后的分类结果。与图 7的结果类似，

图 6 LS-SVM有监督聚二类 IMF1~IMF6的分类结果

Fig.6 LS-SVM supervised clustering classification results of two classes IMF1—IMF6
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图 7 HMM算法分类结果图

Fig.7 Classification results of the HMM algorithm

图 8 SVM算法分类结果图

Fig.8 Classification results of the SVM algorithm
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IF⁃DFC的分类准确率略高于 DFC，除无监督聚类数为 3的情况除外，有监督聚类分类准确率略高于无

监督，除DFC聚类数为 3的情况除外。

3 讨 论

通过 FC研究MCI与 NC差异是较常见技术，因为MCI作为一种功能性连接丧失症，其在 FC的表

现与 NC组将有所区别。由于 FC的非平稳性，对其分段加窗后聚类也并不是种新技术，但现有文献似

乎并未过多关心该技术中的聚类方式，比如无监督方式还是有监督组平均，甚至聚类数也各不相同，从

2类到 5类都有。本文试图从聚类本身所展示特性来评估聚类的合理性，同时引入机器学习的分类方

法，从分类准确率进一步评估聚类方法的合理性，主要关心的仍是聚类方式及聚类数。

EA Clustering引入聚类参数来体现聚类的合理性，例如 SOCR，聚类数，聚类时间，聚类方式以及占

比差等指标。大部分无监督聚类中心指向并不明确，虽占比差超过 0，但由于所聚的类代表的簇既有

MCI被试也有 NC被试，因此其表现的特征归为何组就不易断定。同时，无监督聚类还需设定最小

SOCR条件，否则所聚的矢量只会集中到少数几类中，极端时只集中到一类，这将给分析带来极大困难。

但是，设置 SOCR条件又会使聚类时间增加，因为聚类结果不满足 SOCR条件，算法只能重新开始。这

说明若无监督聚类不受干预，聚类其实更倾向于聚较少类，而不是更多的类，由此可以猜测无监督的自

组织性存在一定欠缺。而通过组平均的方式得到的状态指向更加明确，且其运算只需要加法和除法而

已，而无需像无监督聚类求欧氏距离并反复迭代，因此计算组平均的时间要远小于无监督聚类。

从另外一方面，利用组平均或无监督聚类结果，可以将动态连接性看成一系列有限状态序列，该有

限状态序列其实就是所聚的类。因此，可以将该有限状态序列作为特征输入到分类器中，但由于该方

法的分类准确率均接近 50%，即接近二分类中 1/2的概率，因此考虑了另外一种特征提取的方法，把动

态功能性连接拟合为各有限状态的线性组合，将该拟合系数作为分类特征。采用这种方式的分类，同

样是采用组平均方式所得到的特征的分类精度要高于无监督聚类，且分类准确率可以达到 63%。另

外，本文在计算动态 FC时，考虑另外一种方式，即将 TC先经 EMD分解后再计算动态 FC，这样做的目

的在于可以计算每一层固有频率上的动态 FC。从实验结果看，在 IMF层上聚类后，总有一些层上的分

类准确率要高于未分层的动态 FC。一个可能的解释是，分层以后会把一些MCI组和NC组的共同噪声

进行分离，如原始 fMRI信号中来自于呼吸和心跳的共同噪声［43⁃45］，从而提高分类准确率。另外一个可

能的解释是，神经元放电频率并不一定相同，在不同的固有频率上进行聚类，以此寻找MCI组与 NC组

间的差异性应该具有更好的合理性。当然，本文在固有频率上的研究并不充分。首先，IMF信号聚类

在何层具有更好的性能，或者具有更好的分类准确率，需要进一步分析。从实验结果看，利用 LS特征

进行分类时，最好的分类准确率在第 1层，第 2层和第 4层，均具有超过 60%的分类准确率。然而，IMF
信号仅能体现信号在一固有频率的特征，该固有频率仅仅是一个频带，因此只能得到在中低频率上具

有较好性能的结论，而无法具体到频率点。下一步工作可采用希尔伯特变换计算 IMF信号的瞬时频

率，从而确定聚类具体在何频率带进行，这对完善 IMF聚类具有积极意义。比如，本文现在采用的多通

道 EMD仅能保证一个被试的各功能区在相同 IMF层上的固有频率匹配，但被试与被试间在相同的层

上匹配并不严格，因为该分解是独立对每一个被试分别进行。然而，计算出具体频带后，可根据该结果

选择被试与被试在何层具有最佳的频率匹配。

最后需要强调的是，本文并未将重心放在如何提高MCI与NC的分类准确率上。从以往的文献看，

大多对DFC进行聚类的方法［30⁃34］主要也是分析疾病组与控制组间的显著性差异，而较少地关心用其来

进行分类，有可能的一个原因在于用这种方法进行分类的准确率并不高。从本文的实验结果也可以看

到，其部分结果仅略超 60%。因此，本文也仅仅将分类准确率作为一种评价聚类性能的指标，而不是将
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聚类看成是一种分类方法。从该角度看，经 IMF的有监督聚类后，分析MCI组和 NC组间的显著性差

异的工作也是必要的，特别与加窗DFC的方法相比，这种差异性有何不同，这部分研究也将是未来工作

的重点之一。特别地，如果以提高分类准确率为目的来研究聚类方法，在未来也可以考虑利用提取特

征的方法，因为目前本文的分类准确率未得到大幅提升的原因之一是 FC的维度太高，至少是一个相关

阵的上三角部分，一些研究已经表明，特征数多将产生较多的冗余信息。

4 结束语

MCI与 NC在 FC上表现了较大的差异性，且 FC还具有一定的动态特性。对 FC进行聚类后再研

究其差异性是一种常用方法，遗憾的是现存方法并未过多讨论聚类方法本身。针对以上问题，本文提

出利用 EA Clustering、IF⁃DFC和 LS拟合特征等方法研究和评价聚类的合理性，得出如下结论：（1）从

聚类时间和占比差等聚类指标看，有监督聚类比无监督聚类具有更好的合理性，因为其聚类时间更少，

占比差更高，且有监督聚类数可设为 2或 3；（2）从分类准确率的实验结果看，实验结果仍支持有监督聚

类所展示的差异性比无监督聚类更显著，因为无论采用HMM和 SVM的分类器，还是采用聚类所得到

的状态序列和 LS拟合特征，有监督聚类的分类准确率均高于无监督聚类。（3）仍从分类准确率看，将动

态 FC在不同固有频率层上聚类，其显著性差异要好于不划分固有频率的聚类，因为无论采用HMM和

SVM的分类器，还是采用聚类所得到的状态序列和 LS拟合特征，引入固有频率的聚类分类准确率要高

于无固有频率层上的聚类。
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