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基于代价敏感 Faster R‑CNN的脑CT影像出血诊断方法
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摘 要：脑出血是一种在患者颅内突然发生的重急症，常伴随有强烈的症状和较高致死率，基于脑 CT
影像对脑出血进行自动化快速诊断具有重要意义。其中，临床上有效应用的实现不仅要求诊断结果的

准确性 、诊断速度和结果解释能力，尤其要重视出血漏检情形。因此本文提出代价敏感的 Faster
R‑CNN模型，通过自动调节模型中锚的训练样本比例以及在损失函数中引入衡量阳性样本重要性的超

参数等方式，更多地关注阳性样本和漏检情形提升检测效果，最后通过定位的具体目标区域来诊断脑

内出血情况。经多次实验选择性能最优的网络结构和合适的超参数，利用多项指标度量最终模型的检

测和诊断效果。实验结果表明，代价敏感的 Faster R‑CNN方法能够从减少漏检的角度上更好地识别出

血区域，进而提高不平衡代价下的脑出血诊断效果。
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Diagnosis of Intracranial Hemorrhage in Brain CT Images Based on Cost‑Sensitive
Faster R‑CNN
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Abstract：An intracranial hemorrhage（ICH） is a kind of severe emergency that occurs suddenly in
patients’brain with strong symptoms and high mortality. So it is of great significance to diagnose ICH
automatically and quickly based on brain CT images. However，effective clinical application requires not
only the accuracy，speed and interpretation ability of models，but also especially the emphasis given to the
missed detection of bleeding. Therefore，cost-sensitive Faster R-CNN is proposed in this paper to diagnose
ICH， through an automatic adjustment mechanism for the proportion of training samples and a
hyperparameter introduced to loss function to measure the importance of positive samples. It can pay more
attention to the missed detection situations to improve the detection effect，and diagnose ICH by located
target region. A network structure with optimal performance and appropriate parameter is selected for good
effect of detection and diagnosis through experiments. And then，results are measured by several indexes.
It is shown that the cost-sensitive Faster R-CNN model can detect bleeding well by focusing on missed
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checks，so as to improve the diagnosis effect under the unbalanced cost.
Key words: intracranial hemorrhage; CT images; cost sensitive; deep learning; disease diagnosis; objects
detection; Faster R-CNN

引 言

脑出血是一种发生在颅内的原发性脑实质内出血，发生后 1个月内死亡率可达 40%［1］，所以尽早有

效治疗至关重要。门急诊中主要基于非造影剂增强的头部 CT扫描成像进行脑出血的诊断工作，且依

赖放射科医生的阅片过程，这一重复且重要的步骤要求医生具有相当程度的专业知识、丰富的经验以

及一定的速度和效率。因此随着计算机技术和人工智能方法的不断发展，希望能将机器学习和深度学

习方法应用于医学影像上，对医生的诊疗工作进行辅助，对病症快速准确地识别以便尽快开始治疗。

值得注意的是，人工智能在临床医学中的应用存在许多问题。首先患者脑 CT影像中亮度不同程

度衰减的现象［2］和脑出血多种类型的存在，为脑出血的自动化识别带来了挑战［3］。另外，智能诊断的方

法不同于医生的诊断，作为黑箱模型存在可信度的局限，因此考虑到实际应用，需要提高模型的可解释

性，为诊断结果提供依据，同时方便医生对结果的正确性进行检查。更重要的是，临床上漏检的脑出血

将可能带来加重病情贻误治疗时机等严重的后果，也就是说，对于计算机辅助得到的结果，假阴性将产

生比假阳性的结果更大的危害，这种代价的不平衡也是医学问题中一大特点。因此实际应用时除了一

般地要求模型方法具有一定程度的准确性，尤其更要尽可能减少漏检的发生，也即更加注重提升模型

的敏感性。目前，许多前沿方法已被越来越多地应用在脑出血疾病中，基于 CT图像的脑出血智能筛检

的方式和途径主要包括直接给出有无出血或出血类型诊断结果，以及对出血区域提取和分割等。

在进行直接诊断的方法中，Dawud等［4］基于卷积神经网络（Convolutional neural network，CNN）、

AlexNet、AlexNet‑SVM三种深度学习模型将含有多种类型脑出血的 CT图像分为正常和出血两类，并

证明了在迁移学习中从自然图像到医学图像分类的知识转移是可行的；Togacar等［5］通过自动编码器从

原始数据集生成新的数据集，热力图处理并扩充后利用 AlexNet和 SVM分类器区分出包含出血的图

像；Grewal等［6］分析了三维的扫描级脑 CT图像数据，在断层图像中关注有出血潜力的区域后，利用长

短时记忆整合相邻图像中的上下文信息得到诊断结果；而Arbabshirani等［7］基于大型的头部 CT研究临

床数据库开发了一个三维 CNN模型，分析扫描级的 CT影像数据来识别脑出血，在临床中对放射学工

作列表进行排序，显著减少了门诊脑出血的平均诊断时间，优化了放射科的工作流程；Menon等［8］基于

Inception V3和DenseNet模型诊断脑出血的发生，并设计特殊的窗口技术对相对较小的出血进行关注，

取得了良好的效果。在识别多出血类型方面，Hu 等［9］提出一种植入灰度共生矩阵（Gray level
co‑occurrence matrix，GLCM）的 CNN模型，从感兴趣区域生成固定大小的 GLCM图像，与原始图像共

同通过 CNN模型提取特征，增加网络对重要病变区域的关注；而 Le等［10］则先对原始的 DICOM数据设

置特定的窗口，对生成的图像进行边界框标记，并分别训练 Faster R‑CNN和 R‑FCN两种模型来检测 4
种类型的脑出血；Mushtaq等［11］在研究中利用 CNN对脑出血分类任务进行研究，并构建了 CNN+
LSTM和 CNN+GRU混合模型，关注小的不平衡数据集，使模型在现实应用场景中能够更好地识别多

种脑出血的发生。

在对出血的具体区域进行识别分割的工作中，Singh等［12］利用传统方法进行颅内出血区域的分割

工作，改进距离正则化水平集进化算法，采用 FCM聚类初始化水平集函数，获得了较好的效果。Chang
等［13］提出了一种二维与三维混合的 DCNN模型，基于Mask R‑CNN关注每个出血区域的分割和分类，
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并利用图像周围上下文信息，对不同类型的脑出血进行了检测和量化。Hidayatullah等［14］提出了一种

快速自动分割 CT图像的方法，通过图像预处理消除图像中的噪声，使用传统的分割方法将颅骨和脑组

织分离，进一步分割出血区域，计算脑出血体积。Zhao等［15］则利用了在生物医学成像分割任务中表现

良好的 nnU‑Net建立分割网络架构，通过分割出血边界从而帮助进行脑出血及其亚型的识别和诊断。

目前已有工作考虑多种计算机辅助情形下的脑出血诊断问题，然而也存在着一些局限性。首先，

对具体出血区域进行分割的方法往往意味着更大的数据标注工作量，为了得到更优良的模型以及验证

模型分割是否精准，逐像素的边界标注是十分消耗时间和精力的。对于相比之下更加便捷的直接分类

方法来说，则不需要大量的复杂标记，但同时多数方法的诊断结果不如分割那么直观，并且由于模型方

法的黑箱特点，模型得到结果的过程和依据并不可视。而实际临床应用中模型对结果的解释能力往往

有很大的意义，增加结果的可信性，能够为医生基于诊断结果的进一步复核和细检有所帮助。除此之

外，目前关于脑出血疾病的工作普遍忽略了模型方法在疾病方面应用中的代价敏感问题，这使得模型

并不能够很好地符合医学场景。

考虑到综上临床应用的特定需求，本文主要基于头部 CT扫描得到的影像数据进行个体的脑部状

况判断，利用目标检测的方法对影像中的脑出血区域进行识别和提取，识别包含出血的断层图像。这

样可以直观地在图像中定位到有观察价值的特定区域，帮助医生快速锁定 CT扫描中的关键图像，并且

提高医生的效率，同时便于直接地进一步观察到出血的范围、形态和纹理等，方便医生发现更细致的问

题。同时模型方法得到有无脑出血发生的诊断结果下，显示具体出血能为诊断结果提供解释，使得结

果更有依据和可信度。最终提出的代价敏感 Faster R‑CNN方法，通过引入锚的前景背景比例自动化调

节机制和带有超参数的代价敏感损失函数，使模型用于脑出血诊断时能够更加警惕漏诊情况的发生。

为了提升模型的效果，在实验中对原始数据集进行了处理，并针对检测模型中锚的设计，采用一种聚类

的方式来得到适当的初始尺寸大小。在基于多个网络结构和超参数进行实验的基础上，得到最终的应

用模型。在检测和诊断多方面的指标考察下，该方法能够从代价敏感的角度提升脑出血检测效果，给

出直观可视的诊断依据和较为准确的诊断结果。

1 深度学习目标检测技术

Faster R‑CNN模型［16］在基于自然图像的检测问题中被提出，用于解决自然场景下的实物目标检测

和识别问题，主要通过 CNN、候选区域建议网络（Region proposal network，RPN）、感兴趣区域（Region
of interest，ROI）池化层、以及框分类和回归几个部分共同实现。

CNN对输入图像卷积以提取特征，生成的特征图提供给 RPN部分，特征图与原图像存在映射关

系。在输入图像每个位置生成 9个大小、形状不同的锚，计算每个锚对应包含目标的概率，再利用框回

归修正得到建议框。通过非极大值抑制算法（Non‑maximum suppression，NMS）根据分类的得分对这

些建议框进行排序，得分较高的建议框作为 ROI输出。将每个 ROI分块最大池化以统一区域特征的大

小，通过全连接层后由 Softmax层计算每个目标建议框识别为目标的概率；同时利用边界框回归对目标

建议框进行精确微调，输出检测结果。

一方面，Faster R‑CNN模型作为基于 CNN的目标检测方法，在提出区域建议的思想下利用 RPN
的设计大大提高了模型的效率，尤其在医学领域的应用中有着实用意义。另一方面，自然场景下的模

型方法也常应用于医学图像以诊断各类疾病，说明医学图像中的特征能够通过模型进行较为充分的提

取。综上，本文采取 Faster R‑CNN检测模型作为诊断方法的基础。
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2 代价敏感 Faster R‑CNN方法及其脑出血诊断

2. 1 代价敏感 Faster R‑CNN基本结构

本节设计代价敏感的 Faster R‑CNN方法，说明其中改进方法细节处理，以及如何基于此方法实现

对脑出血的智能诊断，图 1展示了模型的结构。

2. 2 锚的生成

在模型的 RPN层中锚的设计是检测的基础。以一个点为中心，基于 3种不同的长宽比和 3种不同

的尺度，共有 9种组合方式对应生成 9个尺寸的锚，而长宽比和缩放尺度的适当选取，将对检测效果和

框定区域准确度的提高有所帮助。

考虑到实际 CT图像中的脑出血区域形态各异，长宽比上有很大的不同，尺度上也有较大差异，因

此在训练集上提取所有标注框的长宽比和面积值，分别对这两个方面进行聚类，通过 K‑means方法在每

个方面分别得到 3个聚类中心，即最终通过 3种长宽比和 3个面积值形成针对脑出血区域尺寸特点的

9种锚。

2. 3 锚训练样本比例调节

训 练 RPN 网 络 时 ，通 过 锚 生 成 机 制 得 到 的 多 个 锚 将 与 真 实 图 像 中 的 标 记 框 做 交 并 比

（Intersection‑over‑union，IoU）计算，如果 IoU>0.7则认为当前锚为前景样本，即 RPN网络训练中的阳

性样本，如果 IoU<0.3则认为当前锚为背景样本，即阴性样本，对初筛出的样本进行NMS算法筛选，得

到实际训练需要的 N个样本。初始两类样本比例设为 1∶1，即在一张图像中随机抽取的阳性样本和阴

性样本数量相同。

考虑到问题的代价敏感性，更多的阳性样本有利于训练模型识别目标出血区域并减少漏检的能

力。因此在训练集中考虑适当提高阳性样本的比例，并且希望根据模型当前检测能力自动在一定区间

范围内调整比例。设当前图像阳性样本数Nif和阴性样本数Nib表达式分别为

Nif =
ki

1+ ki
N （1）

Nib = 1- Nif （2）
式中：i为当前图像索引；ki为此图像中阳性样本与阴性样本的比值，且 1≤ ki≤ R，R≥ 1；N为一张图像

中总样本数。其中 ki的更新策略为

ki+ 1= 1+
R- 1
N ∑

j

p*ij( )p*ij- pij （3）

式中：j为当前图像中所有锚样本的索引；pij表示锚预测为目标的概率；p*ij表示实际标签，当样本为阳性

样本时取 1，否则为 0。通过自动化更新锚样本比例的策略，使得模型在训练时能够根据在阳性样本上

图 1 用于脑出血检测的代价敏感 Faster R-CNN模型结构

Fig.1 Architecture of cost-sensitive Faster R-CNN for the detection of ICH
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的训练情况选择接下来是否提高阳性样本的占比。

2. 4 代价敏感损失

代价敏感问题希望尽可能减少图形中的漏检情况，因此考虑在模型的损失函数中设计代价敏感损

失，以增加对于模型未识别出阳性样本情况的惩罚。

Faster R‑CNN模型整体包括两大类损失，分别是 RPN部分产生的 RPN损失和分类回归部分产生

的损失称为 RCNN损失，这两个损失中又分别包括分类损失和回归损失。分类损失 L cls( pij，p*ij)由交叉

熵来实现，表达式为

L cls( pij，p*ij)=-lg [ pij p*ij+ (1- p*ij) (1- pij) ] （4）

回归损失 L reg ( tij，t *ij )则使用平滑 L1损失 smoothL1( x )来实现，表达式为

L reg ( tij，t *ij )= smoothL1 ( tij- t *ij ) （5）

smoothL1( x )=
ì
í
î

ïï
ïï

0.5x2 || x < 1
|| x - 0.5 其他

（6）

式中：tij表示锚预测的框偏移量；t *ij表示锚实际的偏移量。

RPN层的分类损失是针对样本是否是目标产生的，而 RCNN损失中的分类损失是考虑检测到的目

标属于哪一类，因此考虑对前者损失函数进行改进。通过引入超参数 α，提高模型对阳性样本的关注，

增加阳性样本漏检带来的损失，改进后的 RPN层分类损失函数为 CSL cls( )pij，p*ij
，表达式为

CSL cls( )pij，p*ij
=
ì
í
î

ïïïï

ïïïï

-lg ( )1- pij p*ij= 0

-α lg ( )pij p*ij= 1
（7）

选取不同的超参数 α的值，通过最小化相应的具有代价敏感设计的损失函数，训练针对医学图像检

测模型，考察模型在预留出来的验证集上的结果，进行网格搜索选取合适的 α值，得到最终的代价敏感

Faster R‑CNN模型，后续在此 α值上进行进一步的出血诊断。

2. 5 脑出血诊断

利用有真实框标记的脑出血数据集训练代价敏感的 Faster R‑CNN检测模型，降低模型的损失使其

收敛以提高模型性能。输入颅脑 CT图像，识别其中是否存在出血区域，检测框可以定位到可能的出

血，并给出其概率。选择一个接受阈值 θ，若检测框的概率高于阈值，则决定认为框识别到了出血，在一

张图像中最终确定了一个或多个标记框，即模型识别到了一处或多处出血，则此 CT图像分为阳性的一

类，否则为正常即阴性的一类，因此该 CT图像诊断结果Y test表达式为

Y test =
ì
í
îïï

1 ∃yl：yl≥ θ

0 ∀yl：yl< θ
（8）

式中：yl代表图像检测结果中第 l个检测框概率；θ为接受阈值水平。

在模型给出诊断结果时，可以了解出血的具体位置和形态，同时对于在不平衡代价下更关注漏检

情况的模型，给出模型的感兴趣区域能够快速识别其中的假阳性。

3 实验与结果

3. 1 实验环境

本节使用代价敏感的 Faster R‑CNN模型，在实际采集的含有脑出血的 CT影像数据集上进行实

验，相关的实验环境为 Ubuntu16.04LTS操作系统，GPU型号为 NVIDIA GeForce GTX Titan X，使用
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深度学习框架Tensorflow1.10.0。
3. 2 数据集处理

本文 CT图像数据来自南京鼓楼医院医学影像科，使用的 CT扫描仪厂商是飞利浦，扫描得到的图

像大小为 512像素×512像素，层厚 6 mm，层距 6 mm。收集了 100个脑出血病人的颅脑非增强 CT断层

图像进行研究，每个病例由高年资专科医师筛选出较有意义的 16张图像。对于每张图像首先使用Mic‑
roDicom软件［17］读取 DICOM格式，根据相关研究［18］以及专家经验和建议选取窗位WL为 50，窗宽WW

为 100，在这个水平下将 DICOM转换为日常通用的 PNG图像格式以便后续处理。然后由专家对此 1
600张图像做数据标注，通过 LabelImg软件［19］对图像中的脑出血区域添加标记框，根据 PASCAL VOC
数据集格式写成 XML文件。关于数据集的制作，

将全部 1 600张图像随机抽取 50%作为训练集，

20%作为验证集以及 30%作为测试集，具体如表

1所示。由于样本量相对较小，因此对训练集的

部分进行数据扩充，通过平移和放缩的方式将样

本扩充至原来的 4倍。

3. 3 模型训练

对于本文使用的模型来说，数据集的规模较小，因此考虑应用预训练模型，加快收敛速度并有效提

高性能。对于自然场景下的 Faster R‑CNN模型来说，大型数据集 ImageNet已经被用于模型的预训练，

同时 Dawud等［4］通过研究和对比试验说明了自然图像到医学图像的知识转移是可能且有用的，故预训

练后的模型也可以应用于本文问题的研究。实验中分别选取VGG16、ResNet50、Inception V3三种特征

提取网络，以选取在本问题中更为合适的网络。在 RPN中，每张图像选取中选取共 256个锚样本用于

训练，初始选取相同数量的前景和背景样本分别作为检测过程中的阳性样本和阴性样本。学习率预先

设置为 0.000 5，迭代次数为 30 000，其中 15 000次迭代后，学习率降为 0.000 1，使用随机梯度下降的动

量方法进行训练，动量值为 0.9。
3. 4 实验结果

本文基于 VGG16、ResNet50、Inception V3三种特征提取网络进行实验，并对比了有无数据扩充和

基于聚类的锚生成机制对检测结果的影响，多次实验的mAP平均水平统计情况如图 2所示。通过对比

可以发现，针对本检测问题表现效果更好的是 ResNet50网络，后续实验基于此网络结构进行。同时结

果表明，进行了数据扩充处理和基于聚类方法生

成锚后，在 3种网络结构上均表现出了 mAP水平

提升，说明两种方法处理的有效性。

通过实验固定了特征提取的网络结构后，考

察代价敏感 Faster R‑CNN方法的检测效果，其中

为特定损失中的超参数 α取不同的值，其对应的

mAP指标变化以及与非代价敏感设计方法的结

果对比如图 3所示。从图中可以发现，随着 α取值

的不同，代价敏感方法的检测效果也不同，并且整

体水平要高于原模型。其中在 α= 100时验证集

上表现最好。整体表现说明代价敏感设计使得整

体模型能够在识别脑出血区域时更关注漏检，通

表 1 数据集划分

Table 1 Partition of dataset

样本

总数

出血

正常

整体

1 600
735
865

训练集

800
382
418

验证集

320
139
181

测试集

480
214
266

图 2 不 同 网 络 下 的 Faster R-CNN 不 同 方 法 处 理 的

mAP检测指标结果

Fig.2 Results of mAP with different methods of Faster
R-CNN under different networks
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过对出血区域更敏感的角度提高检测能力。

选择超参 α为 100在测试集上进行出血区域的识

别，进而依据检测的结果给出基于图像级别的出血诊

断，与原始 Faster R‑CNN以及其他依赖于深度学习的

诊断方法结果进行比较。Phong等［20］在研究中对比了

LeNet、GoogLeNet和 Inception ResNet三种深度学习

架构在脑出血诊断的效果，证明了 LeNet在精度和时

间上都要优于后两者。同时 Dawud等［4］和 Togacar
等［5］在关于脑出血诊断的研究中均使用了AlexNet，并
取得了很好的结果。Menon等［8］针对脑出血检测任务

中利用 DenseNet模型进行研究，并对相对较小的出血

进行关注，取得良好的效果。而Mushtaq等［11］在研究

中利用 CNN构建了 BHCNet模型，基于 CT扫描对脑出血进行分类，通过关注小的不平衡数据集，使模

型具有良好的识别能力。因此本文选用 LeNet、AlexNet、DenseNet和 BHCNet与基于原 Faster R‑CNN
的诊断方法进行对比实验，在准确率、召回率和精度这 3种分类指标下的结果如图 4所示。

对于依据检测框的诊断来说，当阈值选择越大，被判定为出血区域越严格，而当阈值选择越小，概

率相对来说较低的区域容易被判定为出血，因此阈值的选择会对最终的结果有影响。从图 4中可以发

现，整体上代价敏感的方法效果优于以普通 Faster R‑CNN实现的诊断模型、AlexNet模型、LeNet模型

以及DenseNet模型。在分类精度方面，可以发现 BHCNet模型与本文提出方法均有很好的表现。而从

阈值对改进前后的模型在结果上的影响来看，通过更多关注漏检的情况，本文提出方法可以在更小的

牺牲准确率的同时达到更高的召回率。可见在选取合适的阈值水平下，代价敏感的 Faster R‑CNN方法

具有召回率方面的优势。实验中，本文提出的模型在阈值选取为 0.85时表现最好，阳性病例分类的准

确率为 0.90，召回率为 0.91，分类精度为 0.92。
图 5显示了实验中具体实例的出血区域检测结果，以及基于 0.85的检测框概率阈值的脑出血情况

诊断。其中阳性样本为 1、2、7、8，阴性样本为 3、4、5、6，从图中可以看出，在 0.85的阈值下，1和 2分别以

1.000和 0.995的检测框概率得到真阳性（TP）的诊断结果，3和 4分别以 0.224和 0.000的检测框概率得

到假阳性（FP）的诊断结果，5和 6分别以 1.000和 0.856的检测框概率得到真阴性（TN）的诊断结果，7和

图 3 不同超参数 α下代价敏感模型与原模型在

mAP指标上的结果对比

Fig.3 Performance comparison between cost-sensi‑
tive method and baseline on mAP based on
different α

图 4 不同检测框概率阈值下不同模型与代价敏感方法的脑出血诊断结果对比

Fig.4 Comparison of ICH diagnosis results between different models and cost sensitive method with different proba‑
bility thresholds of bounding box
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8分别以 0.778和 0.820的检测框概率得到假阴性（FN）的诊断结果。

4 结束语

为了使医学图像的智能诊断在临床上实现更好的应用，需要考虑疾病漏检情况的严重性并尽量减

少漏检情况的发生，同时关心基于深度学习的模型方法所得结果的可信度和可视化问题。为此本文提

出了基于脑 CT影像识别和诊断脑出血疾病的代价敏感 Faster R‑CNN模型，该方法能够在脑出血诊断

中快速定位到图像中的出血区域，能够更好地使诊断的依据一目了然，更方便医生进行基于此结果的

细节检查，提高医生的工作效率。实验结果表明，相较于原本的检测模型和 CNN直接用于分类的方

法，代价敏感的 Faster R‑CNN可以取得更好的效果，降低漏检的可能，具有一定的研究价值和现实

意义。
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