
ISSN 1004⁃9037，CODEN SCYCE4
Journal of Data Acquisition and Processing Vol. 34，No. 1，Jan. 2019，pp. 80-90
DOI：10. 16337/j. 1004⁃9037. 2019. 01. 009
ⒸⒸ 2019 by Journal of Data Acquisition and Processing

http：// sjcj. nuaa. edu. cn
E⁃mail：sjcj@ nuaa. edu. cn

Tel/Fax：+86⁃025⁃84892742

分层式宽度模型的实时车型识别算法
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摘 要：车辆车型识别技术在智能交通系统中至关重要，现有的车辆车型识别技术难以兼顾识别精度

和识别速度。针对高速公路环境下的车型识别问题，提出了浅层特征层与宽度特征层相结合的分层式

宽度模型实时进行车型识别。首先利用颜色空间转换和多通道 HOG算法相结合，减少光照环境的影

响，同时实现对车辆图像的特征提取，结合 PCA降维技术，降低计算复杂度；然后对图像特征进行稀疏

表示和非线性映射，减少图像特征之间的相关性；最后用岭回归学习算法对提取的样本特征进行训练，

求出样本特征与样本标签之间的权重系数，实现对车辆车型的识别。在 BIT-Vehicle车型数据库的实

验结果表明，本文所提算法的识别精度为 96.69%，识别速度高达 70.3帧/s。本文算法在提高车型识别

精度的同时保证了实时性，在识别精度和速度方面优于其他算法。
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Real-Time Vehicle Type Recognition Algorithm Based on Layered Broad Model

Li Hongjun1,2,3，Zhou Ze1
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Abstract：Vehicle type recognition has become critical in intelligent transportation systems. The existing
technology about vehicle type recognition is difficult to balance the recognition accuracy and recognition
speed. Aiming at the problem of vehicle type recognition in the highway environment，a layered broad
model combining the shallow feature layer with the broad feature layer is proposed，which can recognize
the vehicle in real time. Firstly， the combination of color space conversion and multi-channel HOG
algorithm is used to reduce the influence of illumination environment and realize the feature extraction of
vehicle image. Combined with PCA dimension reduction technology，the computational complexity is
reduced. Then sparse representation and nonlinear mapping of image features reduce correlation between
image features. Finally，the ridge regression learning algorithm is used to train the extracted sample
features，and the weight coefficient between the sample features and the sample tags is obtained to realize
the recognition of the vehicle type. Experimental results on the BIT-Vehicle database show that the
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recognition accuracy of the proposed method is 96.69%，and the recognition speed is as high as 70.3 fps.
The proposed algorithm can effectively enhance the feature expression ability and improve the vehicle type
recognition accuracy，and ensure the real-time performance，which is superior to other algorithms in
recognition accuracy and speed.
Key words: vehicle type recognition; layered broad model; real-time; sparse representation

引 言

近年来，随着交通监控设备的普及和计算机视觉的迅猛发展，一些基于交通视频图像的计算机视

觉技术被应用在现代化智能交通体系中。实时的车型识别技术作为智能交通体系的重要组成部分，具

有广泛的应用范围，如高速公路收费系统、交通流量统计、城市交通监控以及协助刑侦 [1-3]等方面。目前

车型识别领域的研究主要可以分为 3类：（1）基于车辆三维模型的车型识别方法 [4-7]。该方法对不同类型

的车辆进行三维建模 ，然后通过模型匹配的方式，实现车型识别，Voulodimos等 [8]建立每类车辆的三维

模型，将待识别的车辆投影到模型空间，通过模型匹配的方式实现了 87.5%的车型识别精度。（2）基于

深度学习 [9-14]的车型识别方法。该方法先对车辆样本图像进行特征提取，然后用所获得的特征向量来

训练网络分类器，利用训练好的分类器识别车辆类型，雷倩等 [15]采用具有 13层的深度神经网络

CaffeNet实现车型识别，识别精度高达 95.2%，但需要使用 GPU来加速网络训练。（3）基于车辆浅层特

征的车型识别方法 [16-20]。该方法利用以先验知识所设计的特征提取器，提取车辆图像的固定化特征，如

SIFT特征、Haaris角点特征以及梯度方向直方图 (Histogram of oriented gradient, HOG)特征等，张彤

等 [21]提出了改进的 Harris角点检测的方法提取车辆图像的角点特征，采用角点匹配的方式实现了对 5
类车辆的类型识别，识别精度为 90%。基于车辆三维模型的方法匹配原理简单，但建模过程复杂，鲁棒

性较差，识别精度偏低；基于深度学习的方法具有较强的容错能力，识别精度较高，但该类方法需要大

量的训练样本，运算复杂度高，网络训练耗时长，难以实现实时性效果；基于车辆浅层特征的方法因其

固定的特征提取方式，特征提取速度相比于深度网络模型更快，但其识别精度偏低。

为了解决目前车型识别的精度和实时性问题，本文提出了分层式宽度模型针对高速公路监控视频

中的车辆图像进行分类。分层式宽度模型的特点在于分层式的特征提取方式使得模型特征表达能力

强，提高了车型识别精度；轻量化的网络结构使得模型训练速度快，实现了车型识别实时性效果。

1 相关工作

1. 1 宽度学习系统

宽度学习系统（Broad learning system,BLS）[22]是基于传统的随机向量函数链接神经网络（Random
vector function-link neural network,RVFLNN）提出的，传统的 RVFLNN直接使用输入数据，建立增强

节点，然后求出输入与输出之间的权重系数矩阵；而 BLS首先利用稀疏自编码方式将输入数据映射成

稀疏化特征图，构造特征节点，优良的稀疏化特征图决定着宽度学习系统的性能表现；然后为了进一步

减少特征相关性，利用特征节点生成增强节点；最后建立稀疏化特征图和增强节点与输出之间的关系，

通过岭回归学习算法 [23]求出二者之间的权重系数矩阵。BLS的结构图如图 1所示。BLS的具体构造过

程如下。

首先定义输入样本数据 X ∈ RN × M，其中 X共有N个样本，每个样本具有M维特征；然后按照式（1）
生成特征图 Z i。

Z i= φ ( XW ei+ β ei ) i= 1,…,n （1）
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式 中 ：φ 为 激 活 函 数 ；W ei ∈ RM× k 和

β ei ∈ R k是随机生成的系数矩阵和偏值向

量；其中 k为特征点数量；Z i为随机映射

的特征图。为了减少特征提取的随机性，

采用稀疏自编码方式训练完备字典W ei

和偏值向量 β ei。完备字典W ei 和偏值向

量 β ei 的训练过程如下：首先为了同时训

练得到W ei和 β ei，将训练样本X随机扩充

一 列 X ∈ RN×(M+1)， 则 对 应 的

W ei ∈ R (M+1)× k，将偏值向量视为训练样

本X的一列特征，然后将完备字典的训练

过程等价于式（2）的最优化过程，即

min
W ei

: Z iW ei- X
2

2
+ λ W ei 1

（2）

为了得到最优解W ei，对式（2）变形，即

min
W ei

:f (W ei )+ g (W ei ) （3）

式中 f (W ei )=  Z iW ei- X
2

2
，g (W ei )= λ W ei 1

。采用ADMM[24]迭代算法求出式（3）的最优解，根据该

算法的表达形式，将式（3）重述为

min
W ei

:f (W ei )+ g (O ei ), s.t.W ei- O ei= 0 （4）

ADMM迭代算法的过程为

ì

í

î

ï
ï

ï
ï

W t+ 1
ei =( Z T

i Z i+ ρI )-1 ( Z T
i X+ ρ (O t

ei- P t ) )

O t+ 1
ei = S λ

ρ

(W t+ 1
ei + P t )

P t+ 1 = P t+(W t+ 1
ei - O t+ 1

ei )

（5）

式中：ρ > 0；S是软阈值处理函数；O ei为W ei的对偶矩阵；P为主残差；t表示迭代次数；λ为惩罚系数，如

式（6）所示。

Sκ ( a )=
ì
í
î

ï

ï

a- κ a > κ
0 || a ≤ κ
a+ κ a < -κ

（6）

将训练得到的完备字典W ei和 X代入式（1），可得到稀疏化特征图 Z i，有

Z i= φ ( XW ei ) i= 1,…,n （7）
其次定义 Z n ≡ [ Z 1,…,Z n ]为前 n个稀疏化特征图组，利用 Z n生成m个增强节点有

H j= ξ ( Z nW hj+ β hj ), j= 1,…,m （8）
式中：W hj ∈ R nk × γ和 β hj ∈ R γ分别为随机生成的正交规范矩阵和偏值向量，其中 γ为增强原子，其目的

在于将稀疏化特征图映射到正交空间上，进一步减少相邻特征之间的相关性；ξ为非线性函数，如式（9）
所示。

图 1 BLS的结构示意图

Fig.1 Schematic of BLS
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ξ ( x )= tansig ( x ⋅ s
max ( x ) ) （9）

式中：s ∈ ( 0,1 ]为收缩参数；tansig ( )为激活函数，其表达式为

tansig ( x )= 2
1+ e-2x - 1 （10）

并定义H m ≡ [ H 1,…,H m ]为m个增强节点。

最后定义输出Y ∈ RN × C，其中 C表示类别，建立稀疏化特征图组和增强节点与输出之间的关系为

argmin
W m

: QW m- Y
2

2
+ λ W m 2

2
（11）

式中：Q=[ Z n |H m ]；通过岭回归学习算法求出式（11）的最优权重系数矩阵W m，令式（11）等于 0，并对

W m求导，结果为

2QT (Y- QW m )- 2λW m= 0 （12）
因此可求得

W m=(QTQ+ λI )-1QTY （13）
式中 I为单位矩阵，理论上当 λ= 0时，最优解W m= Q+Y，其中Q+是Q的伪逆，即有

Q+ = lim
λ → 0

( λI+ QQT )-1QT （14）

因此权重系数矩阵W m表示为

W m= lim
λ → 0

( λI+ QQT )-1QTY （15）

1. 2 梯度方向直方图算法

HOG[25]是通过检测图像边缘方向的分布来提取目标物体的轮廓边缘特征。具体做法是将待提取

特征的图像分成若干大小固定的区域，通过获得该区域图像像素梯度并进行特征计算来累加梯度特

征，从而获得一定维数的梯度方向直方图。具体步骤如下 [26]。

(1)灰度化处理彩色图像，HOG特征只对像素点的亮度值求梯度信息。

(2)为了调节图像对比度，减少光照不均匀以及噪声的影响，采用Gamma校正法对输入的图像进行

归一化操作。

(3) 为了捕获目标物体的轮廓信息，通过式（16）计算图像中各个像素点 ( x,y )的梯度大小 G ( x,y )
和方向D ( x,y )

ì

í

î

ïï

ïï

G ( x,y )= Gx ( x,y )2 + Gy ( x,y )2

D ( x,y )= arctan [ Gy ( x,y )
Gx ( x,y )

]
（16）

式中Gx ( x,y )，Gy ( x,y )分别表示像素点在垂直坐标系 x轴和 y轴方向的梯度如式（17）所示。

ì
í
î

Gx ( x,y )= H ( x+ 1,y )- H ( x- 1,y )
Gy ( x,y )= H ( x,y+ 1 )- H ( x,y- 1 )

（17）

式中H ( x,y )表示像素点 ( x,y )的亮度值。

(4) 将图像区域分层划分，第 1层是相互连通的 Cell单元，各个 Cell单元互不重叠，第 2层是若干个

Cell单元组成的 Block区块。

(5) 将 360˚等分成若干个被称为 Bin的方向块，检测各个 Cell单元的梯度方向分布，并累加每个 Cell
单元的梯度幅度；然后归一化 Block区块的对比度。

(6)将图像内所有 Block区块的HOG特征串联起来，即得到了图像的HOG特征向量。
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2 分层式宽度模型

BLS因其轻量化的网络结构，所以在训练和测试

速度上非常快，但在一些复杂场景下其识别精度偏低，

为了实现车型识别的实时性和高精度效果，本文提出

了分层式宽度模型，该模型包括输入层、浅层特征层、

宽度特征层以及输出层，其中浅层特征层用于提取样

本图像的浅层特征和降维操作；宽度特征层用于训练

完备字典和正交规范矩阵，实现样本特征的稀疏化表

示和非线性映射；建立输出层与样本特征之间的关系，

求出权重系数。分层式宽度模型如图 2所示。

2. 1 浅层特征层

浅层特征层作为分层式宽度模型特征处理的首要环节，主要包括样本图像的颜色空间转换、多通

道HOG特征提取以及降维操作。

2. 1. 1 颜色空间转换

RGB颜色空间是彩色图像最常用的颜色空间，该颜色空间的 3个通道都包含亮度信息，因此 3个通

道都会受到光照影响。相比于 RGB颜色空间，HSV，HSI以及 YCbCr等颜色空间下的图像亮度信息和

色度信息相互独立，不同的光照环境只影响图像的亮度信息，而通过色度信息也能够反映图像属性。

由于 HSV和 HSI颜色空间模型较为复杂，与 RGB颜色空间的转换是非线性的，而 YCbCr颜色空间模

型简单，且与 RGB颜色空间的转换关系是线性的，如式（18）所示。考虑到训练所用的数据集中包含不

同光照环境下所采集的车辆图像，因此将原始的 RGB图像转换到 YCbCr颜色空间，减少光照影响。首

先将输入层的彩色样本图像尺寸设定为 80像素 × 60像素；然后通过式（18），实现颜色空间转换。

( )Y ( x,y )

Cb( x,y )
Cr ( x,y )

= ( )0.256 8 0.504 1 0.097 9
-0.148 2 -0.291 0 0.439 2
0.439 2 -0.367 8 -0.071 4

( )R ( x,y )
G ( x,y )

B( x,y )

+ ( )16
128
128

（18）

式中：Y ( x,y ),Cb( x,y ),Cr ( x,y )分别表示 YCbCr颜色空间下 3个颜色通道的像素值；R ( x,y ),G ( x,y ),B( x,y )分别表

示 RGB颜色空间下 3个颜色通道的像素值。经过颜色空间转换后样本特征为 X YCbCr ∈ RN × M，其中 N
为彩色样本图像的数量，M为每个样本的特征维度大小。

图 3和图 4分别表示 RGB和YCbCr颜色空间下的 3通道图像。由于YCbCr颜色空间的Y通道、Cb
通道和 Cr通道分别表示亮度信息、蓝色分量和红色分量，因此不同通道反映图像的不同特征属性；而

RGB颜色空间的 3个通道由于亮度和色度信息没有分离，3个通道图之间具有很大的相似性。

图 2 分层式宽度模型示意图

Fig.2 Schematic diagram of layered broad model

图 3 RGB颜色空间的 3通道图

Fig.3 Three-channel maps of RGB color space
图 4 YCbCr颜色空间的 3通道图

Fig.4 Three-channel maps of YCbCr color space
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2. 1. 2 多通道HOG特征

通常 HOG特征是在灰度图像上提取的，灰度图像只包含亮度信息，容易受到光照环境的影响，而

通过颜色空间转换后，图像的亮度信息和色度信息相互独立，为了减少光照环境的影响同时提高特征

多样性，提出了多通道 HOG特征提取算法，按照 1.2节所述的 HOG特征提取流程 (2)— (6)分别提取

YCbCr颜色空间下 3个颜色通道的 HOG特征，其中设置 Cell单元的尺寸 Size= 10，步长 Stride= 10，
2 × 2个 Cell单元组成的 Block区块，设置 Bin方向块 l= 18，因此在一张 80像素 × 60像素 分辨率图像

上进行区域划分，水平方向和垂直方向分别得到 7个和 5个 Block区块。

最后每张彩色图像能够得到 7 × 5 × 72 × 3= 7 560维的HOG特征向量，X YCbCr经过多通道HOG
特征提取后样本特征为 X H ∈ RN × M 1，M 1表示特征提取后的特征维度。

2. 1. 3 降维

经过多通道 HOG特征提取后，样本特征维度较高，影响车型识别算法的速度，通过主成分分析

（Principal component analysis,PCA）算法不仅实现了样本特征 X H的降维效果，同时减少了噪声和冗余

信息的影响。

首先通过式（19）计算所有样本特征 X H的协方差矩阵 Cov ∈ RM 1 × M 1；然后通过奇异值分解方式，对

协方差矩阵进行分解，如式（20）；然后设定贡献率，通过式（21）选定特征值向量矩阵 ΣΣ的前 p个特征值；

最后将前 p个特征值所对应的特征向量构成降维矩阵V p，通过式（22）实现降维目的。

Cov= 1
N ∑n= 1

N

( x i-
-
x H ) ( x i-

-
x H )T （19）

Cov= VΣD （20）

∑
i= 1

M 2

δi

∑
i= 1

M 1

δi

≥ η （21）

U=( X H-
-
x

H
)V p （22）

式中：
-
x H表示特征均值，

-
x H=

1
N ∑i= 1

N

x ix i ∈ RM 1 为第 i个样本特征向量；Cov的所有特征值构成了对角

阵 Σ ∈ RM 1 × M 1，V ∈ RM 1 × M 1是 Cov所有特征值所对应的特征向量，D ∈ RM 1 × M 1表示原始域的标准正交

基矩阵；δi为Cov的特征值，M 2为降维后的特征维度；U ∈ RN × M 2为降维后的样本特征。

2. 2 宽度特征层

宽度特征层用于对浅层特征层输出的样本特征进行二次特征处理，主要包括样本特征稀疏化和非

线性映射等操作。特征稀疏化是指通过训练完备字典将样本特征稀疏化表示，减少特征之间的相关

性；非线性映射是指利用正交规范矩阵，将稀疏化特征非线性映射到正交空间上，进一步减少相邻特征

之间的相关性，提高模型的特征表达能力。

2. 2. 1 特征稀疏化

首先训练完备字典将浅层特征层的输出样本特征 U稀疏化表示，按照式（2）将完备字典训练过程

等价为最优化求解过程，即有

min
W ei

: Z iW ei- U
2

2
+ λ W ei 1

（23）

式中：Z i 为第 i个随机特征图；W ei ∈ RM 2 × k表示待训练的第 i个完备字典，i= 1,…,n，k为特征点数量。

通过式（4—6）所述的 ADMM迭代算法，可以得到完备字典W ei，因此按照式（7）将得到的完备字典W ei
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和U映射生成 Z i ∈ RN × k，有

Z i= φ (UW ei ) （24）
式中激活函数 φ为归一化函数，有

φ ( x )= ( x-min ( x ) ) / ( max ( x )- min ( x ) ) （25）
式中 x表示向量，x表示向量中的元素；并定义 Z n=[ φ (UW e1 ),…,φ (UW en ) ]为 n个稀疏化特征图组。

2. 2. 2 非线性映射

为了进一步减少相邻特征之间的相关性，构造正交规范矩阵，将稀疏化特征非线性映射到正交空

间上，提高模型的特征表达能力。首先随机生成一定大小的正交规范矩阵W hj，其中正交规范矩阵W hj

包含了偏置向量 β hj；然后根据式（9）的非线性映射关系，W hj和 Z n可以映射生成增强节点H j ，有

H j= ξ ( Z nW hj ) = tansig (
Z n ⋅ W hj ⋅ s
max ( Z n ⋅ W hj )

) j= 1,…,m （26）

式中 s ∈ ( 0,1 ]为收缩参数。因此 Z n通过非线性映射生成H m定义为

H m=[ ξ ( Z nW h1 ),…,ξ ( Z nW hm ) ] （27）

2. 3 生成权重系数矩阵

定义Y为输出样本标签矩阵，因此可以建立 [ Z n |H m ]与Y之间的关系，有

Y=[ Z n |H m ]W （28）
式中W为稀疏化特征图和增强节点与输出之间的权重系数矩阵，有

W=[ Z n |H m ]+Y （29）
式中 [ Z n |H m ]+是 [ Z n |H m ]的伪逆，通过式（14）可以求得伪逆 [ Z n |H m ]+，有

[ Z n |H m ]+ = lim
λ → 0

( λI+[ Z n |H m ] [ Z n |H m ]T )-1 [ Z n |H m ]T （30）

因此权重系数矩阵W为

W= lim
λ → 0

( λI+[ Z n |H m ] [ Z n |H m ]T )-1 [ Z n |H m ]TY （31）

2. 4 本文算法流程

本文算法流程如下。

输入：训练样本；

输出：样本标签；

• X通过式（18）颜色空间转换得到 X YCbCr ∈ RN × M；

•根据 2.1.2节的多通道HOG特征提取算法，提取 X YCbCr的HOG特征得到 X H ∈ RN × M 1；

•由式（19-22）对 X H进行 PCA降维操作，得到U ∈ RN × M 2；

•设定 n个稀疏化特征图和m个增强节点。

每个稀疏化特征图提取过程如下：

(1)随机生成W ei与 β ei；

(2)通过式（23）训练生成完备字典W ei；

(3)根据式（24）得到稀疏化特征图 Z i；

重复 n次步骤（1—3），并定义 Z n=[ Z 1,…,Z n ]为 n个稀疏化特征图组。

每个增强节点的生成过程如下：

(4)随机生成W hj与 β hj；
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(5)通过式（26）生成增强节点H j；

重复m次步骤(4，5)，并定义H m=[ H 1,…,Hm ]为m个增强节点；

•通过式（28）建立 [ Z n |H m ]与样本标签矩阵Y的关系；

•根据式（31）计算出权重系数矩阵W。

3 实验结果与分析

实验在 Core i7-6800K CPU，频率为 3.40 GHz,16 GB RAM的Windows10系统计算机上运行，运行

环境为MATLAB2016b 64位。采用识别精度和识别速度，单位为帧/s来衡量算法性能。

3. 1 BIT-Vehicle数据集与实验分析

BIT-Vehicle数据集[27]是在高速公路摄像头上采集的分辨率为 1 920像素× 1 080像素和 1 600像素 ×
1 200像素的车辆前脸图像，共 9 850张图像，其中约有 10%的夜间图像，另外还有许多光照环境、车辆表面颜

色变化的图像，如图5所示。该数据库中的所有车型分为6类，分别是Bus，Minivan，Microbus，Truck，Sedan和
SUV，对应每类车辆数量分别为 558，476，862，823，5 769和 1 362。图 6为数据库中 6类车辆的示意图。

分层式宽度模型的浅层特征层参数设置 Cell单元的尺寸 Size= 10，步长 Stride= 10，每个 Block区
块由 2 × 2个 Cell单元组成，Bin方向块 l= 18；宽度特征层参数设置 n= 20,k= 100,m= 800,s= 0.8。
实验结果表明本文所提算法的识别精度为 96.69%，识别速度为 70.3帧/s，达到了实时性效果。车型识

别精度混淆矩阵图，如图 7所示。

由图 7可知，Microbus和Minivan容易和其他多种车型混淆，其中Microbus与Minivan之间最易产

生误判，一方面是因为这两类车型前脸图像之间有很大的相似性，另一方面是由于部分Minivan存在载

货现象，如图 8所示。

图 5 复杂环境下的车辆图像

Fig.5 Vehicle images in complex environment
图 6 样本图像示意图

Fig.6 Sample image schematic

图 7 车型识别精度混淆矩阵图

Fig.7 Confusion matrix of vehicle type recognition accuracy

图 8 相似车辆的前脸图

Fig.8 Front face of similar vehicles
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3. 2 浅层特征层影响实验

3. 2. 1 浅层特征层中各特征处理环节实验

为了进一步说明浅层特征层中各个特征处

理环节的重要性，针对特征处理环节的不同组

合，作了以下 3组实验，实验结果如表 1所示。由

表 1可知，多通道 HOG特征+PCA降维+BLS
算法与所提算法的对比实验说明 YCbCr颜色空

间下图像的亮度信息和色度信息相互分离，光照

环境只影响亮度信息，而色度信息也能反映图像

的特征属性，通过颜色空间转换能有效地减少光

照环境的影响；颜色空间转换+PCA 降维+
BLS算法与所提算法的对比实验表明多通道 HOG特征具有较强的车辆前脸特征表达能力，主要因为

基于图像边缘梯度的 HOG特征能够有效地描述不同类型车辆的前脸特征，此外多通道的特征提取方

式保留了特征多样性，是浅层特征层中的关键环节；颜色空间转换+多通道HOG特征+BLS算法与所

提算法对比实验证明了特征提取后的 PCA降维操作有效地减少了图像噪声干扰。

3. 2. 2 多通道与单通道HOG特征实验

为了验证多通道 HOG特征提取的合理性，作了 3组对比性实验，只改变 HOG特征提取的颜色通

道，实验结果如表 2所示。由表 2可知，多通道HOG特征的组合方式优于单通道HOG特征。其中Y通

道下的HOG特征对车型识别精度的贡献比其他通道更大，主要是因为 Y通道反映的是图像亮度信息，

包含丰富的边缘纹理特征，而HOG特征描述算子对图像边缘梯度变化较大的区域较为敏感。

3. 3 不同识别算法的对比实验

为了说明本文所提算法在车型识别方面的优越性，对比了其他算法在 BIT-Vehicle数据集上的测

试结果，如表 3所示。

由表 3可知，本文所提算法的识别精度和识别速度优于其他算法如无监督的 CNN算法 [27]、深度玻

尔兹曼机算法 [28]以及基于可形变模型算法 [29]。另外通过对比 BLS算法与所提算法可知，所提算法的识

别精度高于 BLS算法，主要因为浅层特征层中特征处理环节不仅减少了光照等噪声的影响而且还提取

了车辆前脸的关键性特征，具有较强的特征表达能力，同时由于浅层特征层特征处理环节消耗了部分

时间，因此所提算法的识别速度比 BLS算法慢，但所提算法已经达到了实时性要求。

表 1 浅层特征层中各特征处理环节的实验对比

Tab. 1 Experimental comparison of various feature

processing links in shallow feature layer

实验算法

颜色空间转换+多通道HOG特征+BLS
颜色空间转换+PCA降维+BLS

多通道HOG特征+PCA降维+BLS
本文所提算法

识别精度/%
92.15
87.16
93.60
96.69

表 2 多通道与单通道HOG特征实验对比

Tab. 2 Comparison of multi-channel and single-

channel HOG feature experiments

实验算法

颜色空间转换+Y通道特征+
PCA降维+BLS

颜色空间转换+Cb通道特征+
PCA降维+BLS

颜色空间转换+Cr通道特征+
PCA降维+BLS
本文所提算法

识别精度/%

95.23

90.54

91.53

96.69

表 3 不同识别算法的实验对比

Tab. 3 Experimental comparison of different recognition

algorithms

车型识别算法

无监督的 CNN算法 [27]

深度玻尔兹曼机算法 [28]

基于可形变模型算法 [29]

BLS[22]

本文所提算法

识别精度/%

92.89

77.20±2.80

91.08

89.23

96.69

识别速度/(帧·s-1)

3.2

7.6

10.4

356.3

70.3
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4 结束语

本文提出的分层式宽度模型能够实现车辆类型识别效果，具有识别精度高、识别速度快等优点。

浅层特征层中通过将颜色空间转换与多通道HOG算法相结合，有效地减少了光照环境影响的同时，提

取了车辆前脸图像的关键性特征；宽度特征层通过训练完备字典和生成正交规范矩阵，实现样本特征

稀疏化表示和非线性映射，减少了图像特征相关性；最后直接求出样本特征与输出样本标签之间的权

重系数矩阵，实现车型识别。轻量化的网络结构和分层式的特征提取方式兼顾了车型识别的识别速度

和精度。下一步将针对多目标的车型识别以及遮挡等问题进行研究，使算法模型的泛化能力更强。
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