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摘 要：针对小样本学习标注训练样本过少，导致特征表达力弱的问题，本文结合有监督主题模型

（Supervised LDA，SLDA）和动态路由算法提出一种新的动态路由原型网络模型（Dynamic routing
prototypical network based on SLDA，DRP‑SLDA）。利用 SLDA主题模型建立词汇与类别之间的语义

映射，增强词的类别分布特征，从词粒度角度编码获得样本的语义表示。提出动态路由原型网络

（Dynamic routing prototypical network，DR‑Proto），通过提取交叉特征利用样本之间的语义关系，采用

动 态 路 由 算 法 迭 代 生 成 具 有 类 别 代 表 性 的 动 态 原 型 ，旨 在 解 决 特 征 表 达 问 题 。 实 验 结 果 表 明 ，

DRP‑SLDA模型能有效提取词的类别分布特征，且获取动态原型提高类别辨识力，从而能够有效提升

小样本文本分类的泛化性能。
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Abstract：Aiming at the problem that the training samples for few‑shot learning are too few，which
leads to the weak expression of features，a novel dynamic routing prototypical network based on SLDA
（DRP‑SLDA） is proposed based on the supervised topic model（Supervised LDA， SLDA） and
dynamic routing algorithm. The SLDA topic model is used to establish the semantic mapping between
words and categories， enhance the category distribution characteristics of words， and obtain the
semantic representation of samples from the perspective of word granularity. The dynamic routing
prototypical network（DR‑Proto） is presented. The network makes full use of the semantic relationship
between samples by extracting cross features，and uses the dynamic routing algorithm to iteratively
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generate dynamic prototype with category representation， so as to solve the problem of feature
expression. The experimental results show that the DRP‑SLDA model can effectively extract the
category distribution characteristics of words and dynamically obtain the dynamic prototype to increase
the category identification，which can obviously improve the generalization ability of few‑shot text
classification.
Key words: few‑shot learning; meta‑learning; prototypical networks; supervised LDA; text categorization

引 言

有监督深度学习［1‑3］需要大量的标注样本，然而标注样本获取代价昂贵；相反，人类能够在样本匮

乏的情况下学习新知识。因此小样本学习［4‑5］（Few‑shot learning，FSL）方法的研究得到广泛关注，其

目标是在每个类别只有少量样本的情况下训练模型，但是在无法有效提取特征时，导致模型泛化性能

下降，是小样本学习亟待解决的问题。早期研究者应用迁移学习［6］微调预训练模型。近年来，元学

习［7］能够比较好地解决小样本学习问题，主要有基于度量的算法、基于数据增强的算法和基于模型优

化的算法［8］。其中，基于度量的小样本学习简单有效，在面向图像和文本的任务中得到广泛关注。

Vinyals等［9］提出匹配网络，通过分段训练策略迁移元知识［10］生成以余弦距离度量的加权 K‑近邻分类

器。Snell等［11］提出原型网络，假设每个类的样本在度量空间中都存在原型，同属一个类别的样本均

值向量作为该类的原型。Fort等［12］提出高斯原型网络，将样本表示为高斯协方差矩阵，利用样本权

重构造与类相关的度量函数。Gao等［13］提出基于注意力的混合原型网络，设计了样本级别和特征级

别的两种注意力机制，分别捕捉对分类更重要的样本和特征，提高关系分类模型在噪声数据集上的性

能和鲁棒性。Sun等［14］提出层次注意力原型网络，构建了特征、单词和样本 3种级别的注意力机制，

分别赋予不同的权重分数，训练每个类的原型。度量学习应用于自然语言处理的不同领域，如单词预

测、知识图谱以及任务型对话系统。有效提取不同粒度的词特征和样本特征，是基于度量的小样本学

习需要解决的难点问题。本文从词粒度考虑不同类别的词分布特征，动态更新每类的原型，提出一种

基 于 SLDA［15］的 动 态 路 由 原 型 网 络 模 型（Dynamic routing prototypical network based on SLDA，

DRP‑SLDA）。利用 SLDA主题模型识别词与类别之间的精准语义映射，获得每个类别的词分布特

征。基于支持集和查询集，提出动态路由原型网络（Dynamic routing prototypical network，DR‑Proto），

旨在通过动态路由算法［16］有效利用样本之间语义交叉特征训练动态原型，从而提升小样本文本分类

的泛化性能。

1 DRP‑SLDA模型

1. 1 DRP‑SLDA模型框架

C‑way K‑shot表示含有 C个类别且每类有 K个标记样本的小样本分类问题。令 D={ D train，D test }
且 D train ∩D test = ∅。从训练集 D train 选 C个类别，每类选 K个有标签样本 S={( xi，yi ) }mi= 1 (m= C×
K )，作为支持集，xi 表示第 i个样本，yi∈[ 1，C ]为 xi 的类标签；每类另外选 L 个无标签样本 Q=
{( xq，yq ) }hq= 1 ( h= C× L )作为查询集，xq表示第 q个样本，yq∈[ 1，C ]为 xq的类标签。测试集 D test由 C

类的有标签支持集和无标签查询集构成。元学习方法仅从 D train中采样 1组支持集和查询集，样本过少

模型难以学习良好特征表示。借鉴文献［17］引入源集辅助训练，增强特征表示，如图 1所示。以

20newsgroup数据集的 3‑way 2‑shot任务为例，选 3个类作为 D test，其余 17个类作为 D train。元训练时，从

D train选 3个类采样支持集和查询集，剩余 14个类作为源集。元测试时，从 D test中采样支持集和查询集，
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将 D train中所有类的样本作为源集。DRP‑SLDA模型框架如图 2所示，由 Encoder和 DR‑Proto network
构成。其中，Encoder利用 SLDA主题模型增强词的分布特征，得到词的特征编码。DR‑Proto network
为本文提出的动态路由原型网络，利用动态路由算法提取支持集和查询集的样本交叉特征计算每类的

原型。通过欧氏距离 d (⋅)度量查询集与原型的相似性以分类预测。

1. 2 基于 SLDA编码方法

为获得每个类别的词分布特征，本文提出基于 SLDA 主题模型的词编码方法，即图 2 所示

DRP‑SLDA模型框架中 Encoder。
1. 2. 1 SLDA主题模型

SLDA主题模型的概率图模型如图 3所示。支持集 S={( xi，yi ) }mi= 1，xi表示第 i个样本，yi为 xi的

图 1 元训练样本

Fig.1 Meta‑training samples

图 2 DRP‑SLDA模型的 C‑way K‑shot(C=3，K=2)框架

Fig.2 C‑way K‑shot (C=3, K=2) architecture of DRP‑SLDA model
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标签。其中 m为样本数，C为类别数，T为主题数，l
为第 i个样本的长度。xwi 表示第 i个样本中第 w个

词，zwi 表示分配给 xwi 的主题，z=( z1，…，zV )为主题

向量（V为单词数）。θ i为样本 i的主题概率分布，φ t
为第 t个主题的词概率分布，δ t为第 t个主题的类别

概率分布。θ i、φ t和 δ t服从 Dirichlet分布，其先验参

数为 α、β、γ。获得词 xwi 的主题标号 z后，假设 xwi =
w且所在样本 i的类标签 yi= j，j∈[ 1，C ]，通过统计

频次计算 θ i、φ t和 δ t，有

θi，t=( n( t )i + αt ) ∑
z= 1

T

( n( z )i + αz ) （1）

φt，w=( n(w )t + βw ) ∑
v= 1

V

( n(w )v + βv ) （2）

δt，j=( n( j )t + γj ) ∑
c= 1

C

( n( c )t + γc ) （3）

式中：θi，t表示样本 i的词分配给主题 t的概率；φt，w表示主题 t分配给词 w的概率；δt，j表示主题 t属于类

别 j的概率。n ( t )i 表示第 i个样本被赋予主题 t的次数；n (w )t 表示词 w被赋予主题 t的次数；n ( j )t 表示类别 j
被赋予主题 t的次数。αt为主题 t的 Dirichlet先验；βw为词 w的 Dirichlet先验；γj为类别 j的 Dirichlet先
验。t=1，…，T；w=1，…，V；j=1，…，C。

1. 2. 2 基于 SLDA的编码表示

小样本学习因样本匮乏难以较好学习词特征，由于 SLDA主题模型的 φ和 δ识别词汇与类别之间

的精准映射，基于 SLDA的 Encoder旨在从单词‑类别分布中增强特征表示学习，如图 4所示。SLDA模

型提取单词在特定类分布特征，源集获取单词的通用性特征表示。通过双向长短期记忆网络

（Bi‑directional long short‑term memory，BiLSTM）［18］计算单词权重，将 word2vec后的单词加权求和获

得样本特征表示。

基于 SLDA计算单词对于特定类的权重为

S=((-( δΤφ ) log ( δΤφ ) )-1 )T （4）
式中：S∈ { [ 0，1 ) }l× C，l表示每个样本中含有的单

词总数，C表示类别总数；δ∈ RT× C表示主题的类

别概率分布；φ ∈ RT× l表示主题的词概率分布，T

是主题数。由 δΤφ计算类别-词汇的精准映射，从

而获得单词特定类中的分布特征。信息熵衡量词分

类的不确定性，熵值［0，1］越大越难判别所属类别。

S（xwi）表示第 i个样本的第w个单词是第 j类的概率

值，S（xwi）越大，词 xwi 在特定类中重要性越大。

提取源集中单词通用性特征［19］有

R ( xwi )=
μ

P ( xwi )+ μ
（5）

式中：xwi 表示第 i个样本中的第w个词；μ为平滑系

数；P (⋅)表示词频。R ( xwi )降低源集高频词的权重，

获得 xwi 在通用类中的重要性。则 R表示为

图 3 SLDA概率图模型

Fig.3 SLDA probabilistic graphical model

图 4 基于 SLDA的 Encoder架构

Fig.4 Encoder architecture based on SLDA
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l× C

S和 R互补难以设计合理的组合函数，且两者对分类重要性一致。关键词与词序和语境有关，通过

BiLSTM融合拼接 S和 R，有

H i=BiLSTM (Concat ( R，S ) ) （6）
式中：H i表示样本 i全部单词的特征表示，H i∈ R l× d。

令H i={ h1i，h2i，…，h li }为样本 i全部单词的特征表示，H i∈ R l× d，则第 i个样本的单词权重为

α i= softmax ( tanh (w ⋅H T
i + b ) ) （7）

式中：w ∈ R 1× d、b∈ R 1× l为可学习参数；tanh (⋅)为激活函数。通过 softmax (⋅)归一化获得第 i个样本 l个
单词的权重 α i∈ R 1× l。

为单词赋予不同权重，则有

xwi =∑
u= 1

d

αw，ui ⋅ vwi （8）

式中：vwi ∈ R 1× d表示词 xwi 经过word2vec的低维向量；αw，ui 为权重，通过加权求和获得样本标量值 xwi ，令
x i={ x1i，...，xwi ，...，xli }，则样本向量 x i∈ R l× 1。

Encoder利用 SLDA从词粒度角度引入主题特征编码，获得语义增强的样本表示。

1. 3 DR‑Proto网络

基 于 SLDA 的 Encoder，提 出 动 态 路 由 原 型 网 络

DR‑Proto。利用支持集和查询集的样本语义交叉特征获

得原型，使分类边界更清晰。DR‑Proto网络如图 5所示，

即 图 2 所 示 DRP‑SLDA 模 型 框 架 中 的 DR‑Proto net‑
work。图 5中，DR‑Proto网络提取支持集和查询集的样

本交叉特征 ψji，通过动态路由算法调整耦合系数 m i，j
g ，更

新样本权重 ηi，jg ，多次迭代获得动态原型 C j。通过特征共

享变换［20］将 Encoder的 x ji和 xq映射到同一空间，有

x͂ ji= Squash (W s ⋅ x ji+ b s ) （9）
x͂q = Squash (W s ⋅ xq + b s ) （10）

式中：x ji ∈ R l× 1为支持集类 j的第 i个样本；xq ∈ R l× 1为

查询集第 q个样本；W s ∈ R l× l、b s ∈ R l× 1为共享参数。通

过特征映射使 x͂ ji、x͂q∈ R l× 1 距离尽可能近，i∈[ 1，K ]，
j∈[ 1，C ]，q∈[ 1，h ]。Squash (⋅)［21］使向量 x方向不变且大

小取值范围［0，1），即

Squash ( x )= ||x||2

1 + ||x||2
x
||x|| （11）

考虑支持集和查询集满足独立同分布，通过提取交叉特征 ψ j
i 以利用文本语义关系，有

ψ j
i= x͂ ji⊙x͂q+ |x͂ ji- x͂q | （12）

式中：⊙为元素积；| ⋅ |表示取绝对值。若 x͂ ji 和 x͂q属于同类，样本间的距离近，则交叉特征多；否则，样本

间的距离远，则交叉特征少。通过交叉特征 ψ j
i ∈ R l× 1，使样本特征相应增强或弱化。

图 5 DR‑Proto 网络架构

Fig.5 DR‑Proto network architecture
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计算权重 η jg，获得不同样本对原型的重要性，即有

η jg= softmax (m j
g ) （13）

式中耦合系数m j
g∈ R 1× K为先验知识，g= 1，⋯，G为动态路由迭代次数。每个样本训练之前等概率影

响原型，从而初始化m g
i = 0使 η jg∈ R 1× K均匀分布。

根据权重计算每类的原型，有

C j= Squash ( ∑
i= 1

K

( ηi，jg ⋅ ψ j
i ) ) （14）

式中：ηi，jg 为第 g次迭代时类 j第 i个样本的权重；K为每个类别的样本个数。ψ j
i 为交叉特征计算如式

（12），得到类 j的原型 C j∈ R l× 1。

为了增大同类样本相关性而降低不同类相关性，自上而下调整耦合系数，有

m j，i
g+ 1= m j，i

g +( x͂ ji )T ⋅C j （15）
式中：若 x͂ ji 属于原型 C j，( x͂ ji )T ⋅C j 则增大耦合系数，增强该样本对原型的影响；若 x͂ ji 不属于原型 C j，

( x͂ ji )T ⋅C j则减小耦合系数，使该样本的影响边缘化。

由融合动态路由算法［16］的式（12~15）可知，利用语义关联的支持集和查询集提取交叉特征 ψ j
i，进

而采用权重机制获得动态原型 C j。DR‑Proto网络通过为样本特征赋予权重获得动态原型，从而改进均

值原型［11］有效提取类别特征。

1. 4 分类预测

样本 xq与第 j类原型的相似度计算采用欧氏距离，有

d ( xq，C j )= ∑
w= 1

l

(C j
w- xwq )2 （16）

对样本 xq的类别预测，有

p ( ŷ j，q | xq )=
exp (-d ( xq，C j ) )

∑
j= 1

C

exp (-d ( xq，C j ) )
（17）

式中：d ( xq，C j )表示样本 xq 与第 j类原型的欧氏距离；ŷ j，q 表示 xq 预测为类别 j的概率。w ∈[ 1，l ]，
j∈[ 1，C ]。

采用均方误差损失（Mean squared error，MSE）优化参数，有

MSE ( y，ŷ )= 1
h∑j= 1

C

∑
q= 1

h

( yq- ŷ j，q )2 （18）

式中：yq表示查询集 xq的真实标签 one‑hot编码值；h表示查询集样本数。

2 实验分析

2. 1 实验数据集

为验证模型有效性，利用 20newsgroup英文数据集、FewRel关系数据集和 Sogou中文数据集，采样

支持集和查询集，构建 C‑way K‑shot分类任务进行对比实验，数据集描述如表 1所示。

2. 2 实验结果及分析

2. 2. 1 对比实验结果及分析

对比模型有：（1）Finetune［22］：有监督的线性微调分类器。（2）1‑nearest neighbor classifier：有监督的

最近邻分类器。（3）Prototypical network［11］：每类支持集样本的均值特征向量作为类原型的原型网络。

（4）MAML（Model‑agnostic meta‑learning）［23］：通过梯度求和优化不同子任务初始化参数的元学习模
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型。（5）RR‑D2_LR‑D2［24］：采用岭回归和逻辑回归的元学习模型。（6）Distributional signatures［17］：将词

汇特征映射成注意力分数衡量文本表示，并使用岭回归器分类预测的元学习模型。

DRP‑SLDA模型与上述 6种模型在FewRel和 20newsgroup数据集［17］上的分类结果比较如表 2所示。

由表 2可知，相比有监督学习的 Finetune模型和 1‑nearest neighbor 模型，元学习的模型整体效果表

现良好。Prototypical networks模型使用欧式距离度量映射空间内查询集与原型之间的距离预测分类；

MAML模型放弃距离度量方式，通过在多个子任务中使用梯度下降法训练初始参数，微调参数以计算

不同子任务的损失快速收敛模型，其在 FewRel数据集上的准确率分别是 48.2%、65.8%。然而，

MAML模型缺乏针对各任务的分析。为此，RR‑D2_LR‑D2模型对不同任务生成先验知识，以可微分回

归作为基分类器。Distributional signatures模型在 RR‑D2_LR‑D2模型的基础上，将词分布特征转成注

意力分数，用岭回归分类预测，在两种数据集上，两种小样本分类任务的准确率都得以提高，如 20news‑
group数据集上分别提高 7.3%、4.0%。

DRP‑SLDA 模 型 对 比 模 型（1~5）在 20newsgroup 数 据 集 上 准 确 率 提 升 10%~30%，表 明

DRP‑SLDA模型引入源集是有效的，能从不同角度提取词汇特征。DRP‑SLDA模型相较于 Distribu‑
tional signatures模型在 20newsgroup数据集上准确率分别提高 8.6%、16.6%。原因在于 Distributional
signatures模型仅考虑词汇特征没有考虑样本权重对分类的影响，而 DRP‑SLDA模型利用 SLDA模型

增强词分布特征且DR‑Proto网络为样本赋予权重获得动态原型。

表 1 数据集描述

Table 1 Description of data sets

Data set

20newsgroup

FewRel

Sogou

Category of train set
comp.{graphics, os.ms‑windows.misc, windows.x

sys.ibm.pc.hardware,sys.mac.hardware,}
rec.{autos, motorcycles, sport.baseball, sport.

hockey}
sci.{crypt, electronics, med, space}

alt.atheism misc.forsale
P6, P22, P27, P39, P57, P84, P123, P140,

P150, P175,
P449, P495, P527, P706, P740

军事, 健康, 旅游, 教育, IT, 财经

Category of test set

talk.{politics.misc, politics.guns, politics.guns,
religion.misc}

soc.religion.christian

P931, P1344, P1435, P1923, P4552

体育, 文化, 招聘

表 2 模型在 FewRel数据集和 20newsgroup据集上的准确率

Table 2 Accuracy of the model on the FewRel and 20newsgroup data sets %

模型

Finetune
1‑nearest neighbor
Prototypical networks

MAML
R2‑D2_LR‑D2

Distributional signatures
DRP‑SLDA

FewRel
5‑way 1‑shot

54.1
46.8
43.0
48.2
55.6
67.1
71.7

5‑way 5‑shot
71.1
60.6
61.9
65.8
75.3
83.5
88.7

20newsgroup
5‑way 1‑shot

33.0
38.8
37.8
37.2
44.8
52.1
60.7

5‑way 5‑shot
47.1
51.9
46.5
48.6
64.3
68.3
84.9
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2. 2. 2 DRP‑SLDA模型消融分析

消 融 方 法 简 介 ：（1）DRP‑SLDA：本 文 提 出 的 小 样 本 分 类 模 型 。（2）DRP‑SLDA_NR：消 融

DRP‑SLDA模型中源集在数据扩充上的影响。（3）DRP‑SLDA_NS：消融 DRP‑SLDA模型中 SLDA主

题模型对词分布特征的影响。（4）DRP‑SLDA_ND：消融 DRP‑SLDA模型中交叉特征 ψ的影响。（5）
DRP‑SLDA_NDR：消 融 DRP‑SLDA 模 型 中 源 集 数 据 扩 充 和 交 叉 特 征 ψ 的 共 同 影 响 。（6）
DRP‑SLDA_NDS：消融DRP‑SLDA模型中 SLDA主题模型和交叉特征 ψ的共同影响。

为了分析 DRP‑SLDA模型不同组件对分类效果的影响，在 Sogou和 20newsgroup数据集上分别进

行 3‑way 1‑shot、5‑way 5‑shot消融实验，实验结果如表 3和图 6、7所示。其中，Macro‑precision为宏精确

度 ；Macro‑recall 为 宏 召 回 率 ；Marcro‑F1 为 2×Macro‑precision×Macro‑recall/Macro‑precall+
Marco‑precision。s

表 3 消融方法在 Sogou数据集和 20newsgroup数据集上的实验结果

Table 3 Experimental results of the ablation method on the Sogou and 20newsgroup data sets %

方法

DRP‑SLDA

DRP‑SLDA_NR
DRP‑SLDA_NS
DRP‑SLDA_ND
DRP‑SLDA_NDR
DRP‑SLDA_NDS

3‑way 1‑shot( Sogou )
Macro‑precision

69.78

69.39
68.76
68.97
67.31
66.21

Macro‑recall
68.10

67.71
67.53
67.15
65.94
65.20

Macro‑F1
65.88

65.48
64.94
64.97
63.27
62.31

5‑way 5‑shot( 20newsgroup )
Macro‑precision

86.49

86.27
86.14
83.43
83.07
82.63

Macro‑recall
84.90

84.61
84.45
80.96
80.34
80.08

Macro‑F1
83.77

83.56
83.38
79.94
79.37
79.09

图 6 Sogou数据集在 3‑way 1‑shot下消融方法分类结果

Fig.6 Sogou data set classification results of ablation methods under 3‑way 1‑shot

图 7 20newsgroup数据集在 5‑way 5‑shot下消融方法分类结果

Fig.7 20newsgroup data set classification results of ablation methods under 5‑way 5‑shot
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如 图 6 所 示 ，在 Sogou 数 据 集 上 对 于 3‑way 1‑shot 分 类 任 务 各 消 融 方 法 结 果 ，可 以 看 出 ：

（1）DRP‑SLDA对比 DRP‑SLDA_NR方法，各分类指标提高 0.39%、0.39%和 0.40%，表明源集通用性

特征表示的有效性，引入源集对模型有积极影响。（2）DRP‑SLDA对比DRP‑SLDA_NS方法，各分类指

标提升 1.02%、0.57%和 0.94%，表明利用 SLDA模型能有效增强词分布特征。（3）DRP‑SLDA对比

DRP‑SLDA_ND方法，各分类指标提升 0.81%、0.95%和 0.91%，表明利用支持集和查询集样本，能提

取语义增强的交叉特征 ψ。
如图 7所示，在 20 newsgroup数据集上对于 5‑way 5‑shot任务各消融方法结果，可以看出：对比

DRP‑SLDA_NDR 方 法 ，DRP‑SLDA 方 法 各 分 类 指 标 降 低 3.06%、4.56% 和 4.40%；对 比

DRP‑SLDA_NDS方法，DRP‑SLDA方法各分类指标降低 3.86%、4.82%和 4.68%。表明在没有获取样

本交叉特征时，SLDA模型提取的特定类词汇特征有助于提升 DRP‑SLDA模型泛化性能，而源集通过

扩充数据样本提取词汇通用性特征对模型效果微效。

图 8是对 20newsgroup数据集的样本分布 PCA降维，将样本映射到二维空间，可视化各消融方法的

影响。图 8（a）中 3个聚类分簇显著，分类边界明显优于其他方法，说明 DRP‑SLDA模型生成具有类别

区分性的样本表示。

2. 2. 3 动态路由算法的有效性分析

为了验证 DR‑Proto网络中动态路由算法对 DRP‑SLDA模型分类效果的影响，在 FewRel数据集上

进行 5‑way实验，动态路由算法的随不同迭代次数的可视化如图 9所示，展示在 FewRel数据集上提取

样 本 交 叉 特 征 ψ 可 视 化 结 果 。 由 图 可 知 ，随 着 迭 代 次 数 的 增 加 ，模 型 的 分 类 边 界 清 晰 。 表 明

DRP‑SLDA模型通过动态路由算法的多次迭代，能够有效提取样本交叉特征，动态获得使类别边界更

清晰的原型。综上所述，所提出的 DRP‑SLDA模型能有效增强小样本文本分类的特征表示，提升原型

的类别辨识力。

3 结束语

本文提出一种基于 SLDA和动态路由的原型网络模型 DRP‑SLDA，利用 SLDA模型获得词汇‑类
别的语义映射增强词的分布特征，结合动态路由算法更新样本权重为不同样本赋予权重获得动态原

型，从而有效提升模型的泛化性能。在多个数据集上的对比实验表明了DRP‑SLDA模型的有效性。下

一步将对多标签小样本元学习方法展开研究。

图 8 消融方法在 20newsgroup数据集的 PCA可视化比较

Fig. 8 PCA visualization comparison of ablation methods in 20newsgroup data set
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