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摘 要：本文采用惩罚逻辑回归方法，利用威斯康星大学的乳腺癌数据对乳腺肿瘤进行预测。首先选

取与乳腺癌相关的 10个指标作为自变量，接着采用逻辑回归、LASSO惩罚逻辑回归、L2惩罚逻辑回归

和弹性网惩罚逻辑回归作为分类器，利用 75%的数据集作为训练集建立模型，最后利用 25%的测试

集、混淆矩阵和 ROC曲线评估不同模型的预测精度。结果表明，LASSO惩罚逻辑回归的预测表现最

好，预测精度达到 97.18%；弹性网惩罚逻辑回归的预测表现随着 α的增大发生变化，特别当 α= 0.9时，

预测精度达到 97.18%，与 LASSO惩罚逻辑回归的预测表现一样好；L2惩罚逻辑回归的预测表现排第

3，逻辑回归表现最差。因此，在乳腺肿瘤诊断中可借助 LASSO惩罚逻辑回归和弹性网惩罚逻辑回归

提高诊断精度。
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Abstract：In this paper，we mainly apply the breast cancer data from University of Wisconsin System to
predict breast cancer using penalized logistic regression. Firstly，the ten indicators related to breast cancer
are selected as the predictor variables. Then，logistic regression，the LASSO penalized logistic regression，
the L2 penalized logistic regression and the elastic net penalized logistic regression are used as the four
classifiers. 75% of the data set is used as the training set to build models. Finally，25% test set，a
confusion matrix and a ROC curve are used to evaluate their prediction accuracy. The results show that the
LASSO penalized logistic regression performs best，whose prediction accuracy reaches 97.18%. The
prediction performance of the elastic net penalized logistic regression changes with the increase of α，
especially when α= 0.9，the corresponding prediction accuracy is 97.18%，as good as that of LASSO
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penalized logistic regression. The L2 penalized logistic regression ranks the third and logistic regression
performs the worst in prediction performance. Therefore，for the diagnosis of breast tumors，doctors can
apply the LASSO penalized logistic regression and the elastic net penalized logistic regression to improve
the diagnostic accuracy.
Key words: breast cancer; logistic regression; the LASSO penalized logistic regression; the L2 penalized
logistic regression; the elastic net penalized logistic regression

引 言

乳腺癌目前是全球排列第一的肿瘤疾病，居女性恶性肿瘤发病率之首。2012年，170万名女性被诊

断出患有乳腺癌，约 52.2万名患者死亡。根据世界卫生组织国际癌症研究机构 2018年发布的报告表

示，乳腺癌病患数在各种癌症种类中排名第 5，有将近 210万女性乳腺癌新发病例，大约 62.7万人死亡，

而且随着人们饮食习惯和生活方式等方面的改变，乳腺癌恶性肿瘤的发病率会呈递增趋势。与美国相

比，中国的乳腺癌患者生存率偏低，这与中国人口基数过多、有经验的影像科医生缺乏、难以实施大范

围早期筛查有关。癌症早期被发现时容易治愈，因此准确筛查癌症早期患者至关重要。

目前乳腺癌的诊断方法主要有 X射线诊断［1］、CT扫描、临床触诊、超声波显像检查、核磁共振成

像术、近红外线扫描、钼靶和细针穿刺细胞病理学检查等。乳房 X光是一种测试方法，但也存在缺点，

经常会导致假阳性结果，导致不必要的活检和手术，在乳房 X光片上看到具有可疑的异常细胞时，需

要通过手术去除异常细胞，然而大部分肿瘤在手术中被发现是良性的，这意味着每年都有数千名妇女

无端承受手术痛苦、昂贵费用和术后疤痕等。传统的诊断方法可能会由于低劣的图像质量以及临床

医生的视觉疲劳或疏忽等导致漏诊或误诊。现在可以借助计算机技术辅助诊断帮助医生和乳腺癌

患者。

深度学习是机器学习中一个非常接近人工智能（Artificial intelligence，AI）的领域，具有强大的能力

和灵活性，能将大千世界表示为嵌套的层次概念体系：（1）无监督学习用于每一层网络的 Pre⁃train；（2）
每次用无监督学习只训练一层，将其训练结果作为其高一层的输入；（3）用监督学习去调整所有层。通

过组合低层特征形成更加抽象的高层表示属性类别或特征，发现数据的分布式特征表示，建立模拟人

脑进行分析学习的神经网络，模仿人脑机制解释图像、声音和文本等数据。深度学习目前在计算机视

觉、图像处理、语音识别和自然语言处理等领域应用很成功，在病理成像等医学图像模式的分类和检测

方面表现不俗。机器学习涉及大量统计理论，与统计推断联系密切，故也称为统计学习。机器学习通

过设计自动“学习”算法，从数据中自动分析获得规律并对未知数据进行预测，已成功应用于很多领域。

例如，从检测信用卡交易欺诈的数据挖掘程序，到获取户阅读兴趣的信息过滤系统，再到能在高速公路

上自动行驶的汽车等。机器学习［2⁃6］还可以有效辅助医生诊断，帮助医生筛查乳腺癌等病症。例如，

Huang等［7］开发了计算机辅助诊断（CAD）系统，用支持向量机对 118个乳腺肿瘤作良性和恶性分类，分

类效果很好；Montazeri等［8］利用朴素贝叶斯、树随机森林、支持向量机和多层感知器等机器学习方法结

合 10折交叉验证预测不同乳腺癌的生存率，并用准确度、灵敏度和 ROC曲线下的面积（Area under
curve，AUC）等评价几种方法，得出树随机森林效果更好（96%、96%、93%）；Xia等［9］利用卷积神经网

络对不同类型的乳腺癌细胞Mueller偏振成像图进行分类，准确率达到了 88.3%等。

支持向量机只能预测类指标，不能提供类概率估计。神经网络因为噪音累积、非平稳特征和复杂

维数在学习方式上有限制等原因导致预测精度不稳定，时高时低。逻辑回归不仅能预测类指标，还能

得到类概率估计，并且能获得较高的预测精度。例如，胡雪梅等［10］比较了逻辑回归、支持向量机、人工
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神经网络、ELMAN神经网络和基于五类统计指标的一阶自回归逻辑回归模型的预测表现，发现逻辑回

归模型预测表现最好。而惩罚逻辑回归是对逻辑回归引入惩罚函数，选取重要变量作分类预测，可以

进一步提高模型的拟合能力与预测精度。因此，本文采用惩罚逻辑回归来预测乳腺癌肿瘤是良性还是

恶性问题。

近年来，人们提出了不同惩罚逻辑回归作分类与预测研究。例如，Park等［11］采用 L2惩罚逻辑回归

探测基因的交互影响，可以识别交互结构和重要因子，并且得到合理的预测精度；Meier等［12］提出了组

LASSO惩罚逻辑回归及其衍生模型：组 LASSO⁃Ridge混合惩罚逻辑回归和组 LASSO⁃MLE混合惩罚

逻辑回归，发展了坐标下降算法，通过 DNA剪接位点预测研究发现组 LASSO惩罚逻辑回归是最佳预

测模型；Friedman等［13］发展了具有 LASSO惩罚、L2惩罚、弹性网惩罚的广义线性模型（包含线性模型、

逻辑回归和多项式回归）及其坐标下降算法，设计了 glmnet程序包；Ayers等［14］在基因关联研究中选择

单基因多态性（Single nucleotide polymorphisms，SNPs）作为预测变量，利用 5类惩罚逻辑回归：弹性网

惩罚、L2惩罚、LASSO惩罚、MCP惩罚和正态指数伽玛分布（Normal exponential Gamma，NEG）惩罚

作为两类分类器预测灵敏度和特异度；Breheny等［15］对具有分组预测变量的非凸惩罚线性回归和逻辑

回归发展了组坐标下降算法，重点介绍了组 LASSO、组 SCAD和组MCP惩罚逻辑回归及实际数据预

测分析；Li等［16］建立了基于弹性网正则化的相关性逻辑回归多标签图像分类模型，对标签间的成对相

关性建模以提高多标签分类（Multi⁃label classification，MLC）的有效性，充分利用特征选取和标签相关

的稀疏性，采用弹性网正则化进一步提高MLC的性能，并用 4个多标签图像数据集证实模型的有效性；

Sari等［17］分别采用 LASSO惩罚逻辑回归和支持向量机作信用评分分析，两种方法的分类精度基本相

同（79.2%和 79.94%），但 SVM的分类效果更稳定（灵敏度：79.80%和 72.62%）；Münch等［18］提出了分

组弹性网逻辑回归，能够改进特征选取和分类表现，用 3组癌症基因模拟证实分类性能和特征选择得到

了改进；Garcia⁃Carretero等［19］发展了逐步逻辑回归、LASSO惩罚逻辑回归和弹性网惩罚逻辑回归预测

高血压肥胖人群维生素 D缺乏症，并采用灵敏度、特异度、误分类率和 AUC评价 3种方法的预测表现，

结果表明，LASSO惩罚逻辑回归和弹性网惩罚逻辑回归得到的 AUC显著高于逐步逻辑回归，能更准

确地预测维生素D缺乏症等。

诊断乳腺肿瘤是良性还是恶性本质上是一个二分类问题。本文先从威斯康星州大学的乳腺癌数

据选取 10个指标作为预测变量，将诊断结果（良性：Y = 0和恶性：Y = 1）作为响应变量，建立 4个分类

器：逻辑回归和三类惩罚逻辑回归（LASSO惩罚逻辑回归，L2惩罚逻辑回归和弹性网惩罚逻辑回归），

用训练数据学习分类模型，再用测试集中的观察值 X预测响应变量Y的发生概率，接着选取最佳阈值 c

确定预测值 Ŷ，最后由所有样本和预测结果得混淆矩阵、灵敏度和特异度，绘制 ROC曲线得到 AUC评

价不同分类模型的预测精度。LASSO惩罚逻辑回归、L2惩罚逻辑回归和弹性网惩罚逻辑回归分别是

对逻辑回归施加 L1惩罚、L2惩罚和弹性网惩罚（介于 L1惩罚与 L2惩罚之间）。比较 4个分类器的预测

结果可知，LASSO惩罚逻辑回归的预测表现最好，预测精度达到 97.18%；弹性网惩罚逻辑回归的预测

表现随着 α的增大发生变化，特别当 α= 0.9时，弹性网惩罚逻辑回归的预测精度达到 97.18%，与 LAS⁃
SO惩罚逻辑回归的预测表现一样好；L2惩罚逻辑回归的预测表现排第 3；逻辑回归的预测表现最差。

因此，本文提出的 LASSO惩罚逻辑回归方法和弹性网惩罚逻辑回归方法可以有效预测乳腺癌，提高诊

断精度。

1 数据来源与预处理

本文分析 569例乳腺癌患者诊断数据，包含 10个特征。数据来自威斯康星大学UCI网站（https：//
archive.ics.uci.edu/ml/datasets/Breast+Cancer+Wisconsin+%28Diagnostic%29）。原始数据是 569行
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32列的表格：第 1列是患者的 ID编号，第 2列是诊断结果：良性（Benign）或恶性（Malignant），第 3~32列
是 10个特征的 3种值：前 10列分别对应 10个特征中每个特征的平均值，中间 10列分别对应 10个特征

中每个特征值的标准差，后 10列分别对应 10个特征中每个特征值的最大值（即特征值前 3名的平均值，

可减弱计算误差带来的影响），其中特征值描述样本图像中细胞核的形态特征，主要通过乳腺肿块的细

针穿刺（Fine needle aspiration，FNA）［20］数字化图像计算得到。从诊断结果看，在 569例乳腺癌患者中，

良性 357例，恶性 212例，良性占比 62.7%，恶性占比 37.3%，两个类不算失衡（一般两个类的比值为 9∶1
表示失衡，比值为 99∶1表示严重失衡）。本文选取数据集中细胞核特征值的平均值（均值体现样本细胞

核的总体形态特征）进行分析，表 1详细介绍了数据涉及的预测变量。

表 1中每个指标分别从不同方面刻画肿瘤细胞核的特征，这些特征有助于医生诊断肿瘤是恶性还

是良性。表 2列举了 10个预测变量的重要描述统计量。

由表 2可看出，细胞核的半径、纹理、周长和面积的最小值和最大值相差较大，说明良性与恶性肿瘤

细胞有明显差异；细胞核的半径和纹理两个变量的均值和中位数比较接近，且与方差和标准差也比较

接近，说明数据波动不大；细胞核的周长和面积两个变量的方差及标准差都比较大，数据波动大。其余

6个指标的方差和标准差都非常小，说明数值波动小，比较稳定，且它们的均值和中位数相当接近，指标

值在最小值和最大值之间的波动也很小。表 2中 10个预测变量存在相关关系，这里借助 corrplot包对

相关系数输出结果作可视化处理，得到如图 1所示的相关系数矩阵。

表 1 10个预测变量

Table 1 Ten prediction variables

变量名称

Radius
(半径,X 1)

Texure
(纹理,X 2)

Perimeter
(周长,X 3)
Area

(面积,X 4)

Smoothness
(平滑度,X 5)

Compactness
(紧密程度,X 6)
Concavity
(凹度,X 7)

Concave point
(凹点,X 8)
Symmetry
(对称性,X 9)

Fractal dimension
(分形维数,X 10)

变量解释

半径表示细胞核中心到边界的距离，恶性肿瘤细胞形态及大小不一致，比正常细胞和良性肿瘤
细胞大，细胞核的体积增大

良性乳腺肿瘤的边界光滑，呈现椭圆状；恶性乳腺肿瘤的边界粗糙，呈现蟹足状，形状不规则。
数字化图像明暗像素分布越不均匀，说明肿瘤细胞核的边界纹理越粗糙，呈现恶性肿瘤的可能
性越大

由于恶性肿瘤细胞形态及大小不一致，比正常细胞和良性肿瘤细胞大，可明显观测到恶性肿瘤
细胞核的周长比良性或正常细胞核大

恶性肿瘤细胞核的面积比良性或正常细胞核大

细胞核平滑度即似圆度，半径长度的局部变化越大，似圆度越低；细胞核的边缘越光滑，半径长
度的局部变化越小，属于良性肿瘤的可能性越大；细胞核边缘越不规则的，半径长度的局部变
化越大，属于恶性肿瘤的可能性越大

细胞核的紧密程度，Compactness= Perimeter2 Area - 1.0

细胞核的凹度表示细胞核轮廓的凹陷程度，恶性肿瘤形状不规则，细胞核轮廓存在凹点，且凹
陷程度比正常细胞大

细胞核凹点表示细胞核边缘出现的凹痕数量 .恶性肿瘤形状不规则，凹痕数量比正常细胞核或
良性肿瘤多

恶性肿瘤细胞核有高度异质性，形态不规则，容易出现不对称情形

分形维数是一个描述分形对空间填充程度统计量，而相似维数 D= lgN lg r是计算分形维数

一种方法，其中 N为组合成原来的图形需要的变换后的图形的份数，r代表图形缩小比例。恶
性肿瘤的形状不规则，纹理粗糙且平滑度低，其分形维数略大于良性肿瘤的分形维数
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图 1中圆圈越大代表相关性（包括正相

关和负相关）越强。观察图 1可知，细胞核

的紧密程度与凹度和凹点的相关系数分别

为 0.89和 0.84，具有强相关性；细胞核的凹

度与凹点的相关系数为 0.92，也具有强相关

性；细胞核的周长、面积与半径的相关系数

接近 1，具有更强的相关性；而数字化图像

中细胞核之间的似圆度有差异，不能完全确

定其相关关系，故分成两个特征指标计算。

表 3列出了预测变量与响应变量之间的相

关系数。

显然，这些预测指标存在相关性，考虑

到医学诊断的特殊性，本文没有对这些相关

指标作进一步处理。本文数据预处理如下：

先将患者的诊断结果 B和M重新编码为 0和
1（0表示良性，1表示恶性），再对数据集的 10个预测变量作标准化处理，最后将数据集分为 75%的

训练集和 25%的测试集，其中训练集用来学习分类模型，测试集用来检验模型的预测精度。下面

利用逻辑回归与 LASSO惩罚、L2惩罚、弹性网惩罚 3种惩罚逻辑回归预测乳腺肿瘤的良性与恶性，

协助临床医生诊断患者肿瘤状态，减少误诊，提升诊断效率，进而提升乳腺癌患者的治愈率和存

活率。

表 2 10个预测变量的描述统计量

Table 2 Descriptive statistics for 10 prediction variables

变量

X 1
X 2
X 3
X 4
X 5
X 6
X 7
X 8
X 9
X 10

最小值

6.981
9.71
43.79
143.5
0.062 51
0.019 38
0
0

0.116 7
0.049 96

最大值

28.110
39.28
188.50
2 499.0
0.144 70
0.345 40
0.426 80
0.201 20
0.304 0
0.097 44

均值

14.218
18.93
92.61
663.2
0.096 79
0.105 78
0.092 04
0.050 68
0.183 2
0.062 79

中位数

13.430
18.61
86.49
551.1
0.096 86
0.094 45
0.066 51
0.037 00
0.181 2
0.061 54

方差

12.496 97
16.817 22
593.987 68
123 574.0
0.000 191
0.002 979
0.006 641
0.001 562
0.000 799
0.000 050 5

标准差

3.535 11
4.100 88
24.371 86
351.530 94
0.013 82
0.054 58
0.081 49
0.039 52
0.028 27
0.007 11

图 1 10个预测变量的相关系数矩阵图

Fig.1 Correlation coefficient matrix for ten prediction variables

表 3 预测变量与响应变量之间的相关系数

Table 3 Correlation coefficients between prediction variables and response variables

ρY,X1

0.72

ρY,X2

0.51

ρY,X3

0.74

ρY,X4

0.70

ρY,X5

0.39

ρY,X6

0.60

ρY,X7

0.67

ρY,X8

0.77

ρY,X9

0.32

ρY,X10

0.000 15
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2 四种分类器

2. 1 逻辑回归

逻辑回归模型是一种广义回归模型，常用于预测分类问题。二类逻辑回归（Logistic regression，
LR）表示为

P：= P ( |Y = 1 X；β )= eX Τ β

1+ eX Τ β
= hβ (X)，1- P= P ( |Y = 0 X；β )= 1

1+ eX Τ β
= 1- hβ (X) （1）

式中：响应变量Y = 1表示恶性肿瘤，Y = 0表示良性肿瘤，预测变量 X =(1，X 1，X 2，⋯，X 10 ) Τ为实值随

机变量，P ( |Y X )表示条件概率，β=( β0，β1，β2，⋯，β10 ) T 表示预测变量对肿瘤分类的影响。注意到

X T β= β0 + β1X 1 + β2X 2 +⋯+ β10X 10，对应 logit变换为 g ( X T β ) = 1
1+ e-X T β

，事件发生与不发生的

概率比为优势比

P
1- P

=
hβ ( )X

1- hβ ( )X
= eβ0 + β1X1 + β2X2 +⋯+ β10X10 （2）

取对数得到

ln ( P
1- P ) = β0 + β1X 1 + β2X 2 +⋯+ β10X 10 （3）

由于 P ( |Y X；β ) = hβ (X)
Y ( 1- hβ ( )X ) 1- Y，故似然函数为

L ( β )= ∏
i= 1

n

P ( )|Y ( )i X ( )i；β = ∏
i= 1

n

hβ ( X ( )i )Y
( )i ( 1- hβ ( X ( )i ) )1- Y ( )i （4）

对数似然函数为

ℓ ( β )= ln ( L ( β ) )= ln (∏
i= 1

n

hβ ( X ( )i )Y
( )i ( 1- hβ ( X ( )i ) )1- Y ( )i ) =

∑
i= 1

n

(Y ( )i ln ( hβ ( X ( )i ) )+(1- Y ( )i )ln ( 1- hβ ( X ( )i ) ) ) （5）

对式（5）关于 β求导，得到得分方程

ℓ ′( β )=
∂ℓ ( β )
∂β = ∑

i= 1

n ( )Y ( )i
1

hβ ( X ( )i )
-(1- Y ( )i ) 1

1- hβ ( X ( )i )
∂hβ ( X ( )i )
∂β =

∑
i= 1

n ( )Y ( )i
1

hβ ( X ( )i )
-(1- Y ( )i ) 1

1- hβ ( X ( )i )
hβ ( X ( )i ) ( 1- hβ ( X ( )i ) ) X ( )i =

∑
i= 1

n

(Y ( )i - hβ ( X ( )i ) ) X ( )i = 0 （6）

显然，∂ℓ ( β ) ∂β = 0为非线性隐式方程。令损失函数为

J ( β )=-ℓ( β )=-∑
i= 1

n

(Y ( )i ln ( hβ ( X ( )i ) )+(1- Y ( )i )ln ( 1- hβ ( X ( )i ) ) ) （7）

则用梯度下降迭代方法得到参数

βj：= βj- α
∂J ( β )
∂βj

j= 1，2，⋯，10 （8）

式中 α称为学习率或者参数 βj的步长变化。梯度

∂J ( β )
∂βj

=-∑
i= 1

n

(Y ( )i - hβ ( X ( )i ) ) X ( )i
j （9）
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注意 α的取值不宜过大或过小：α过大，难以得到理想的 βj；α过小，βj值变化很小，收敛速度变慢，需要多

次迭代才能得到理想的 βj。通常取 α为 0.1，0.01或 0.05。
牛顿迭代法也是求多项式函数根的一种常用算法。对于 J ( β )，牛顿迭代公式为

βj，n+ 1 = βj，n-
J ′( βj，n )
J ″( βj，n )

（10）

如果 β=( β1，β2 )，则Hessian矩阵为

H ℓ ( )β =

é

ë

ê

ê

ê
ê
êê
ê

ê
ù

û

ú

ú

ú
ú
úú
ú

ú
∂2 ℓ
∂β1 ∂β1

∂2 ℓ
∂β1 ∂β2

∂2 ℓ
∂β2 ∂β1

∂2 ℓ
∂β2 ∂β2

（11）

如果 β=( β1，β2，β3 )，则Hessian矩阵为

H ℓ ( β ) =

é

ë

ê

ê

ê

ê

ê

ê

ê
êê
ê
ê

ê

ê

ê

ù

û

ú

ú

ú

ú

ú

ú

ú
úú
ú
ú

ú

ú

ú

∂2 ℓ
∂β1 ∂β1

∂2 ℓ
∂β1 ∂β2

∂2 ℓ
∂β1 ∂β3

∂2 ℓ
∂β2 ∂β1

∂2 ℓ
∂β2 ∂β2

∂2 ℓ
∂β2 ∂β3

∂2 ℓ
∂β3 ∂β1

∂2 ℓ
∂β3 ∂β2

∂2 ℓ
∂β3 ∂β3

（12）

对多元向量 β，如果∇ℓ( β )表示一阶导数，则基于Hessian矩阵的牛顿迭代步骤为

βn+ 1 = βn+ H -1
ℓ( β )∇ℓ ( β ) （13）

2. 2 LASSO惩罚逻辑回归

LASSO惩罚是Tibshirani［21］于 1996年提出的一种变量选择和收缩估计方法，主要对线性回归引入

一个 L1惩罚函数（回归系数的绝对值之和小于调整参数）得到 LASSO惩罚线性回归。本文的 LASSO
惩罚逻辑回归主要利用训练样本得到逻辑回归的负对数似然函数，并引入一个 L1惩罚，作变量选择的

同时得到模型参数估计，再结合检验样本预测分类。LASSO惩罚逻辑回归的估计可以表示为

β̂LASSO = argmin
β {- ℓ( β )+ λ∑

j= 1

10

|| βj } （14）

式中 ℓ ( β )见式（5）。式（14）中系数的惩罚力度主要由调节参数 λ决定并控制模型的拟合优度。当 λ= 0
时，对应没有惩罚的逻辑回归，估计为极大似然估计；当 λ增大，系数估计的压缩越大，特别当 λ→∞时，

所有系数都被压缩为 0。
定义

~Y = X T β+W -1 (Y -~P )，Zj= n-1X T
j W (

~Y - X- j β- j )
X- j=( X 1，⋯，Xj- 1，0，Xj+ 1，⋯，X 10 )，β- j=( β1，⋯，βj- 1，0，βj+ 1，⋯，β10 )

W = diag{Wi=
~P i ( 1-

~P i )}，~P = 1
1+ e-X

Τ β̂LASSO

Breheny等［22］对 LASSO惩罚逻辑回归引入坐标下降算法迭代得到参数估计

β̂LASSO ( Zj，λ )=
S ( Zj，λ )
vj

（15）

式中：软门限算子 S ( Zj，λ ) = sign ( Zj ) ( )|| Zj - λ ，vj= n-1X T
j WX j。
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2. 3 L 2惩罚逻辑回归

与 LASSO惩罚逻辑回归不同，L2惩罚逻辑回归是对逻辑回归的负对数似然函数引入 L2惩罚函数

实现变量选择和回归系数收缩的目的。对应的惩罚似然函数为［23］

ℓλ ( β )= ℓ ( β )- λ β 2

2
（16）

式中：λ为调整参数， β 2

2
= ∑

j= 1

10

β 2j 为参数向量 β的 2范数。调整参数 λ控制 β范数的收缩范围，λ越大，

收缩越大，回归系数收缩趋向于 0；λ越小，收缩越小，回归系数趋向于经典逻辑回归的极大似然估计。

当预测变量数目较多或者预测变量之间高度相关时会产生不稳定的参数估计，而对逻辑回归引入 L2惩
罚得到的收缩估计，不仅估计方差更小，而且模型更加稳定。因此，合理选择参数 λ是一个关键问题。

记式（16）的极大值为 β̂ λ，求解 β̂ λ与极大似然估计类似，可用 Newton⁃Raphson算法得到。 β̂ λ的一阶导

数为

Uλ ( β )= ∑
i= 1

n

X ( )i T {Y ( )i - hβ ( X ( )i ) }- 2λβ= U ( β )- 2λβ （17）

β̂ λ的负二阶导数矩阵为

Ω λ ( β )= X TV ( β ) X + 2λI= Ω ( β )+ 2λI （18）
式中：V ( β )= { hβ ( X ( )i ) ( 1- hβ ( X ( )i ) ) }和 Ω ( β ) =X TV ( β ) X。惩罚似然函数关于真实参数 β0的一阶

导数的Taylor展开式为

Uλ ( β̂ λ )=Uλ ( β )+( β̂ λ- β )TΩ ( β )+ ο ( ||β̂ λ- β|| ) （19）
使用式（17）和（18）以及Uλ ( β̂ λ ) = 0产生 β̂ λ的一阶渐近为

β̂ λ= β+{ Ω ( β )+ 2λI }-1 { Ω ( β )- 2λβ }= { Ω ( β )+ 2λI }-1 {U ( β )+ Ω ( β ) β } （20）
类似的也可得到 β̂= β+ Ω-1 ( β )U ( β )。因此惩罚似然函数极大值为

β̂ λ={ Ω ( β )+ 2λI }-1Ω ( β ) β̂ （21）
β̂ λ的渐近方差为

{ Ω ( β )+ 2λI }-1Ω ( β ) { Ω ( β )+ 2λI }-1 （22）

2. 4 弹性网惩罚逻辑回归

Zou等［24］提出了弹性网（Elastic net，EN）惩罚方法。该方法是 L1惩罚和 L2惩罚的折中，适合 p≫ n

的超高维稀疏情况和具有多重共线性的模型。由于对逻辑回归引入弹性网惩罚可改进模型表现，减少

预测误差，因此这里对逻辑回归的负对数似然函数引入弹性网惩罚，得到弹性网惩罚逻辑回归及其模

型估计。

β̂EN = arg min
β {- ℓ( β )+ λ1 ∑

j= 1

10

|| βj + λ2 ∑
j= 1

10

β 2j } （23）

令 α=
λ1

λ1 + λ2
，λ= λ1 + λ2，则式（23）可写成

β̂EN = arg min
β {- ℓ( β )+ λα∑

j= 1

10

|| βj + λ ( 1- α) ∑
j= 1

10

β 2j } （24）

当 α= 0时，弹性网惩罚逻辑回归为 L2惩罚逻辑回归；当 α= 1时，弹性网惩罚逻辑回归为 LASSO
惩罚逻辑回归。因此弹性网惩罚结合了 LASSO惩罚与 L2惩罚的优点，既能进行变量选择又能消除共

线性影响。
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3 模型精度评估

3. 1 混淆矩阵

常用混淆矩阵和 ROC曲线评估预测精度。

混淆矩阵分别对真实分类序列和预测分类序列统

计分类模型归错类与归对类的观测值个数。本文

借助 caret包中的 confusionMatrix函数来计算混

淆矩阵。如果 0表示良性，1表示恶性，则二分类

混淆矩阵如表 4所示。

下面利用混淆矩阵计算准确率、精确率、错误率、灵敏度和特异度等指标。

准确率（Accuracy）表示模型预测结果正确的样本数与所有样本数的比值，即

准确率 = TP+ TN
TP+ TN+ FN+ FP

精确率（Precision）表示模型预测结果为正例的样本中，实际为正例的样本所占比例，即

精确率 = TP
TP+ FP

错误率（Error rate）表示模型预测结果错误的样本数与所有样本数的比值，即

错误率 = FP+ FN
TP+ TN+ FN+ FP

灵敏度（Sensitivity）表示正确预测的正例数在实际正例样本数中的占比，即

灵敏度 = TP
TP+ FN

特异度（Specificity）表示正确预测的负例样本在实际负例样本中的占比，即

特异度 = TN
TN+ FP

这些指标无法直观判断模型效果，因此利用特

异度和灵敏度两个指标绘制 ROC曲线：1-特异度

为 x 轴，表示假阳性率（False postive rate，FPR），

FPR越小，误判率越低，预测正类中实际负类越小；

灵 敏 度 为 y 轴 ，表 示 真 阳 性 率（True postive rate，
TPR），TPR越大，命中率越高，预测正类中实际正

类越多。绘制不同阈值下 1-特异度和灵敏度的组

合变化，ROC曲线下的阴影面积就是 AUC指标。

通常AUC的值越大，模型拟合效果越好。本文利用

pROC包实现 ROC曲线的可视化，用 glmnet包构建

逻辑回归、惩罚逻辑回归在坐标下降算法下的正则

化路径。

3. 2 几种模型的预测表现

利用乳腺癌数据集建立逻辑回归，求出各个预

测变量对应的参数估计值，结果如表 5所示。

从表 5中看出显著变量并不多，但不显著变量

表 4 二分类混淆矩阵

Table 4 Binary confusion matrix

预测类别

预测类 1
(恶性:Ŷ = 1)

预测类 2
(良性:Ŷ = 0)

真实类 1
(恶性:Y = 1)

TP(真阳性)

FN(假阴性)

真实类 2
(良性:Y = 0)

FP(假阳性)

TN(真阴性)

表 5 逻辑回归模型的参数估计值

Table 5 Parameter estimation for logistic regres⁃
sion model

参数

β0
β1
β2
β3
β4
β5
β6
β7
β8
β9
β10

估计值

0.880 77
-9.268 92
2.084 49
1.527 46
13.035 94
1.481 10

-0.436 62
0.400 20
2.380 43
0.042 67

-0.090 78

标准差

0.679 25
14.252 07
0.370 52
14.098 93
6.989 69
0.558 38
1.220 75
0.779 23
1.321 56
0.348 70
0.664 04

P值

0.194 7
0.515 46
1.85e-08
0.917 73
0.062 18
0.007 99
0.720 59
0.607 55
0.071 67
0.902 61
0.891 26

影响程度

***

·

**

·

注：“*”表示变量显著，*数量越多，表示显著性越强；“·”表示

变量显著性不强；空白表示变量不显著。表 6同。
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对诊断结果也不是完全没有影响。这里用逐步

回归作变量选择，结果如表 6所示。

从表 6看出选出的变量显著，比较两个度量

模 型 拟 合 优 度（Akaike information criterion，
AIC）结果，包含全部变量的模型 AIC= 130.13，
变量选择后的模型AIC= 120.66，AIC值越低的

模型效果更好，因此通过变量选择提升了模型效

果。通过变量选择，效果明显变化的是变量 X 4
和 X 8，β̂4从 13.035 94上升到 14.860 0，其 P值从

0.062 18下降到 0.014 147，变得更加显著；β̂8从

2.380 43上升到 2.522 8，其 P值从 0.071 67下降到 0.000 123，显著性明显提高。因此，变量选择后的预

测模型为

ln ( P
1- P ) = 1.004 2- 9.393 2X 1 + 2.084 49X 2 + 14.860 0X 4 + 1.359 8X 5 + 2.522 8X 8

由以上模型得出，X 1每增加 1个单位，相应的优势比对数减少 9.393 2，即乳腺肿瘤细胞核的半径与

肿瘤是良性还是恶性呈负相关；X 2每增加 1个单位，相应的优势比增加 2.084 49，即乳腺肿瘤细胞核的

纹理与肿瘤是良性还是恶性呈正相关；其余的 X 4、X 5、X 8皆呈现正相关性。

利用 75%的训练集数据学习预测模型，利用 25%的测试集数据建立混淆矩阵和 ROC曲线图检

验模型预测效果。先设定一个阈值，将概率值大于这个阈值的归为 1类，小于这个阈值的归为 0类。

最佳阈值的选取会直接影响模型预测结果，这里将预测值和实际值从低到高排序放在一起，在 0和 1
分界值的区间中选取最佳阈值，先设定区间中的一个值得出 ROC曲线图，得到最佳阈值和特异度、灵

敏度等值，再根据这个阈值调整使得设定的阈值与 ROC得到的最佳阈值一致，即为最终的最佳

阈值。

利用 10个预测变量和响应变量建模 LASSO惩罚逻辑回归，用十重交叉验证选取模型，对于每一个

λ值，在红点所示目标参量的均值左右，可以得到一个目标参量的置信区间。两条虚线分别指示了两个

特殊的 λ值：一个是 lambda.min，即给出最小交叉核实误差的 λ值；另一个是 lambda.1se，即给出交叉核

实误差最小值的 1倍标准差范围的 λ值。通过选取模型准确性较高的 λ作为调节参数，得到 LASSO惩

罚逻辑回归的混淆矩阵。对逻辑回归引入 L2惩罚得到

L2惩罚逻辑回归。将 LASSO惩罚和 L2惩罚进行折中

得 到 弹 性 网 惩 罚 ，并 选 取 3 组 不 同 值 进 行 分 析

（α= 0.3、0.5、0.9），得到不同模型的混淆矩阵，结果如

表 7所示。

在表 7中，α= 0.3和 α= 0.5时的弹性网惩罚逻辑

回归与 L2惩罚逻辑回归得到的混淆矩阵一致，α= 0.9
时的弹性网惩罚与LASSO惩罚的混淆矩阵一致。通过

逻 辑 回 归 的 混 淆 矩 阵 计 算 可 得 ：准确率=
33+103

33+4+2+103 ≈0.957 7；精确率= 33
33+4 ≈0.891 9；

灵敏度 = 33
33+ 2 ≈ 0.942 9； 特异度 = 103

4+ 103 =

表 6 变量选择后的参数估计值

Table 6 Parameter estimation after variable selec⁃
tion

参数

β0
β1
β2
β4
β5
β8

估计值

1.004 2
-9.393 2
2.084 49
14.860 0
1.359 8
2.522 8

标准差

0.621 5
4.931 8
0.376 7
6.056 6
0.427 0
0.657 0

P值

0.106 121
0.056 832
1.66e-08
0.014 147
0.001 449
0.000 123

影响程度

·

***
*
**
***

表 7 混淆矩阵

Table 7 Confusion matrix

分类器

LR

LASSO

L2

EN
(α= 0.3、0.5)

EN(α= 0.9)

预测类别

1（恶性）

0（良性）

1（恶性）

0（良性）

1（恶性）

0（良性）

1（恶性）

0（良性）

1（恶性）

0（良性）

1（恶性）

33
2
33
2
33
2
33
2
33
2

0（良性）

4
103
2
105
3
104
3
104
2
105
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0.962 6。计算指标值如表 8所示。

由表 8可得模型的预测准确率，α= 0.3和
α= 0.5时的弹性网与 L2 惩罚逻辑回归的计算

结果一致，α= 0.9时的弹性网惩罚与 LASSO
惩罚的结果一致，且每种模型的灵敏度都为

0.942 9。初步判断模型的预测效果，逻辑回归

的准确率为 0.957 7；LASSO惩罚逻辑回归的准

确率为 0.971 8；L2 惩罚逻辑回归的准确率为

0.964 8；弹性网惩罚逻辑回归对于不同的 α值，

预测表现也不同，其最佳预测准确率为 0.971 8。因此，惩罚逻辑回归模型预测表现优于不加惩罚的

逻辑回归模型。

ROC曲线图可直观评价预测效果，主要依据折线下 AUC的值，AUC越大，分类器预测表现越好。

AUC的取值范围在 0.5和 1之间，越接近 1的预测效果越好，当 AUC= 0.5时，分类器基本不起作用，预

测结果和随机猜测差不多；AUC在 0.5~0.7时有较低准确性；AUC在 0.7~0.9时有一定准确性；AUC
在 0.9以上有较高准确性。利用灵敏度和特异度绘制 ROC曲线图如图 2所示。

由图 2可直接得到模型的最佳阈值、灵敏度、

特异度和AUC值，结果如表 9所示。

由表 9可知，ROC曲线得出的灵敏度和特异

度与混淆矩阵计算值一致，其中 LASSO和 α=
0.9的弹性网惩罚逻辑回归具有相同的精确率

0.942 9，灵敏度 0.942 9，特异度 0.981 3。表 9中
逻辑回归的 AUC= 0.990；LASSO惩罚逻辑回归

的 AUC= 0.989；L2 惩 罚 逻 辑 回 归 的 AUC=
0.993；弹性网惩罚逻辑回归 α= 0.9时的 AUC=

表 8 通过混淆矩阵计算的指标值

Table 8 Index values calculated by confusion matrix

分类器

LR
LASSO
L2

EN(α= 0.3)
EN(α= 0.5)
EN(α= 0.9)

准确率

0.957 7
0.971 8
0.964 8
0.964 8
0.964 8
0.971 8

精确率

0.891 9
0.942 9
0.916 7
0.916 7
0.916 7
0.942 9

灵敏度

0.942 9
0.942 9
0.942 9
0.942 9
0.942 9
0.942 9

特异度

0.962 6
0.981 3
0.972 0
0.972 0
0.972 0
0.981 3

图 2 几种模型的 ROC曲线

Fig.2 ROC curves for several models

表 9 通过ROC曲线得出的指标值

Table 9 Index values derived by ROC curves

分类器

LR
LASSO
L2

EN(α= 0.3)
EN(α= 0.5)
EN(α= 0.9)

阈值

0.738
0.674
0.528
0.637
0.619
0.666

灵敏度

0.943
0.943
0.943
0.943
0.943
0.943

特异度

0.963
0.981
0.972
0.972
0.972
0.981

AUC
0.990
0.989
0.993
0.991
0.991
0.990
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0.990，故分类器预测表现不错。

4 结束语

本文利用威斯康星大学的数据来学习不同分类模型，利用指标平均值作为预测变量建立 4种分类

器：逻辑回归、LASSO惩罚逻辑回归、L2惩罚逻辑回归和弹性网惩罚逻辑回归预测乳腺癌，展示了不同

的预测表现和预测精度，其中 LASSO 惩罚逻辑回归分类器和弹性网惩罚逻辑回归分类器预测表现更

好，预测精度最高，逻辑回归预测表现最差，预测精度最低。本文收集的数据样本量不大，下一步重点

研究如何在大数据集中采用这些分类器进一步提高乳腺癌的预测表现。
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