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基于两阶段分层抽样的近似聚合查询方法
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摘 要：以数据仓库应用为代表的交互式查询分析技术为智能决策提供了支持。随着数据规模的不断

增大，准确计算聚合查询结果往往需要全局数据扫描，使得这类查询面临着实时响应能力不足的问题。

基于预先抽取的样本数据，复杂聚合查询提供快速的近似答案，在许多场景下是解决该问题的可行方

案。分析了分层抽样优于随机抽样的具体条件，提出了一种两阶段分层抽样方法。首先针对业务特征

进行分组，每个分组中使用随机抽样方法进行随机抽样，并评估其抽样效果。再针对抽样效果较差的

分组，利用自组织特征映射网络（Self‑organizing feature mapping，SOM）对数值进行聚类分组，改进其近

似查询效果。基于公开数据集和实际电网数据的实验结果表明：本文方法相比于随机抽样、分层随机

抽样以及国会抽样算法在相同抽样率下可达到 15%的性能提升；与使用 K‑means、基于密度的聚类算

法（Density‑based spatial clustering of applications with noise，DBSCAN）等聚类方法相比，自 SOM具有

较好的近似查询结果。
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Approximate Aggregate Query Method Based on Two‑Stage Stratified Sampling
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Abstract：The interactive query analysis technology represented by data warehouse application provides
support for intelligent decision‑making. With the continuous increase of data scale，accurate calculation of
query results often requires global data scanning，which makes the group‑by query face the problem of
insufficient real‑time response ability. Based on the pre‑extracted sample data， it can provide fast
approximate answers for aggregate queries，which is a feasible solution to this problem in many scenarios.
This paper analyzes the specific conditions that stratified sampling is better than random sampling，and
proposes a two‑stage stratified sampling method. In the first stage，the sampling is grouped according to
the business characteristics. In each grouping，the random sampling method is first used for random
sampling，and the sampling effect is evaluated. To improve the effect of approximate query，the second
stage sampling is carried out，and the self‑organizing feature mapping（SOM）clustering method is used to
group the values. Experimental results on the public data set and the actual power grid data show that，
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compared with random sampling， stratified random sampling and congressional sampling algorithm，

performance of the proposed method can be improved by 15% at most under the same sampling rate. And
SOM has better approximate query results than K‑means and density‑based spatial clustering of
applications with noise（DBSCAN）clustering methods.
Key words: aggregate query; stratified sampling; self‑organizing feature mapping clustering;
pre‑computing; approximate query

引 言

许多行业利用大数据、互联网和物联网等技术存储了海量数据，为数据仓库类应用带来新机遇。

以国家电网谐波监测系统［1］为例，其采集的电能质量数据具有数据量大、实时性强的特点。通过时空维

度、电能质量物理指标量的即时聚合统计，可实现电网谐波污染情况快速评价，保障电网安全。多维聚

合查询服务能够响应业务客户的交互式查询要求，快速灵活地产生分析结果，广泛应用于故障预警、交

互数据分析等场景。随着数据规模的不断增大，如何快速返回交互查询结果成为挑战。当前主要处理

方式包括：（1）引入索引技术，索引可实现查询谓词快速发现，但如果谓词选择性较差，聚合响应有较长

延时；（2）利用MapReduce、Spark等并行计算框架可改善查询性能，但消耗资源较多；（3）使用预计算［2］

方法提前完成聚合查询。上述查询方式都产生精确结果，但消耗较多资源，许多情况下也需要全局数

据扫描，使得这类查询面临着实时响应能力不足的问题，限制了其使用。

近似查询处理［3］模式通过对数据规模进行合理规约，容忍一定范围的查询误差，以较少的资源消耗

实现较快的查询响应，在探索式数据分析、故障实时预警以及机器学习等前沿应用领域获得了较多关

注和研究。基于样本的近似查询方法［3］可以分为在线抽样方法和离线预计算方法。在线抽样方法根据

用户需求即时生成并使用样本完成近似查询，为了提升近似查询精度，需要生成较多的样本，此时必然

需要较多的抽样时间，这就会影响近似查询的时间性能。离线预计算方法则预先进行抽样，查询时不

需要花费抽样时间，故查询时间性能较优，但这种方法一般需要知道数据分布状态以及查询负载的类

型，通用性较差。一个近似查询处理方案可以从 4个维度进行评价［4］：所支持查询的通用性，查询准确

性，查询时延以及预计算的额外开销。这 4个维度不是独立的，到目前为止所有的方法都是面向其中某

些维度的优化方案。数据抽样具有易于理解、实现简单、普适性好以及理论支撑鲜明等特点，是数据规

约［5］较多采用的技术方法。此外，与直方图、小波采样和草图等方法相比，不存在维度爆炸问题［6］。常

见的数据抽样方法包括简单随机抽样和分层随机抽样等［7］。简单随机抽样方法实现比较简单，但是在

面对聚合查询，特别是分组内部数据倾斜比较严重时，存在分组丢失或者分组近似查询误差大的问

题［8］。一些工作［8‑10］采用了分层随机抽样，并且重点考虑了不同分组样本数以及抽样率的方案设计。

如国会抽样［8］根据分组属性对总体样本进行切分，每个分组根据理论分析得出的样本量进行随机抽样。

CVOPT［10］利用方差系数作为度量和优化指标，得出每个分层的样本量。本文方法与上述思路都不一

样，考虑的是在每个分组内部可以进一步采用聚类等方法对数值进行分层抽样，改进层内的查询精度。

SSAQP方法［11］考虑数值聚类特性，将总体样本根据待聚合数值列的大小划分为 3个类别，分别代表大

值类、小值类和常值类，在此基础上对每个类别使用分层抽样方法构建样本集。该方法针对极端值情

况可以取得较好效果，但本质上组内仍然是随机抽样。本文方法使用 SOM聚类方法确定聚类结果，相

比于 SSAQP方法通用性更强，也更加合理。除了基于抽样的方法外，直方图［12］、小波采样和草图等方

法也被利用来解决近似查询问题，这些方法在处理某些特定问题，如百分位数查询，具有优势，并且查

询时延更小。但这些方法通用性一般较差，此外直方图、小波等方法面临维度爆炸问题［6］，上述不足也
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限制了这些方法的应用。近年来，除了分层抽样研究之外，还出现了一些近似查询的新技术，如基于最

大熵原理［13］规约数据，特别是基于人工智能的新方法具有通用性强、准确性高和时延短等特点，得到了

本领域研究者普遍关注，也取得了初步研究成果。如通过模型预测近似查询结果［14‑17］或者快速生成抽

样样本［18］，这些方法为解决近似数据查询问题带来了新思路。但正如文献［17］中所述，基于人工智能

的方法目前还比较适合于作为已有近似查询方法的有益补充。

1 问题分析

1. 1 基本定义

定义1 聚合查询。给定一个关系数据集合 R，D= |R |为关系条目数，C={ci |i∈[1，m ] }为其属性

集合，m为属性数量，给定聚合列 C '⊆ C，其分组表示为{gi |i∈[1，n ] }，n为分组个数。定义聚合查询 Q

为 R→ R'的映射，其中 R'={( gi，Q ( gi ) ) }。根据一个或多个属性的值将输入关系划分为多个组，使用

聚合函数作用在上述分组上。为简化起见，本文暂不考虑查询谓词条件。如下例所示，由空气质量表

airQuality（location，parameter，value）构成的关系中，查询每个城市 PM2.5的平均值：select locationId，
avg（value）from airQuality where parameter = 'pm25' group by locationId。

定义2 基于数据抽样的近似聚合查询。给定关系数据集合 R和聚合查询 Q，函数 Q '× S称为基

于数据抽样的近似聚合查询。其中 S是抽样函数，S：R→ r，r⊂ R；函数 Q'满足 |Q'( r )- Q ( R ) |< θ，θ

为近似误差的阈值。

近似聚合查询包括 2个步骤：首先将数据集 R规约为规模较小的数据集 r；然后对查询 Q进行适当

改造，生成可作用于 r的查询 Q'，使得 Q'( r )逼近 Q ( R )。基于数据抽样的查询近似需要在查询时延和

查询误差之间取得平衡。

定义 3 聚 合 查 询 误 差 。Q 是 一 个 聚 合 查 询 ，对 关 系 R 上 的 属 性 集 C 进 行 聚 合 操 作 。 设

{gi |i∈[1，n ] }为查询结果中出现的所有组的集合，n为出现的所有组个数，Q ( g i )和Q '( g i)是分组 gi中Q

查询的精确和近似聚合值，将误差 ϵi定义为近似值和精确值间的相对误差，有

ϵi=
||Q ( )gi - Q '( )gi

Q ( )gi
（1）

在单组误差评价基础上，使用分组误差的均值作为聚合查询的整体误差，有

ϵ= 1
n∑i= 1

n

ϵi （2）

1. 2 分层抽样优于随机抽样的条件

抽样率一定的情况下，如何分层以及样本量分配是分层抽样的关键问题。许多工作讨论了样本量

的确定方法［5，19］，如样本量的确定采用比例分配或奈曼分配，可取得较好的近似效果。本文采用的是比

例分配的方式进行样本量确定。一般来讲，需要估计子总体参数时，会按照自然层进行划分。如上例

中需要估计各个城市 PM2.5的评价值，按照城市进行自然分层，再在每层内使用简单随机抽样是自然

的想法。然而这种自然分层方法有时并不能带

来比随机抽样更好的效果。如表 1所示 A、B两

个城市观测到 1组 PM2.5数据，按照 50%抽样

率进行抽样，加“—”为随机抽样样本，加粗的为

分组抽样样本。聚合计算结果如表 2所示，此

表 1 PM2. 5数据

Table 1 PM2. 5 data

城市A
城市 B

24
26

25
29

33

89

88

92
86

98

97

94

94
59

62
64

57
56

60

102
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时随机抽样误差优于分层抽样误差。

分层随机抽样和简单随机抽样构造的统计量

是原统计量的无偏估计，什么情况下分层抽样一

定会比随机抽样的精度高？按照抽样理论，这两

种方法的效率可以通过估计量的方差大小评价，

前提是两种方法采用同样的样本量。

以均值估计量的方差计算说明其比较过程，

详细过程可参考文献［20］。为方便表示，令简单随机抽样的方差为 V 1 =
1- f
n

S2，其中 f= n
N

为抽样

比 。 n 为 样 本 个 数 ，N 为 总 体 个 数 ，S 为 样 本 标 准 差 。 比 例 分 层 的 均 值 估 计 量 方 差 为 V 2 =
1- f
n ∑h= 1

L

Wh S2h，其中Wh=
nh
N

为层权重。比较V 1与V 2的差值为

V 1 - V 2 =
1- f
n

S2 - 1- f
n ∑h= 1

L

WhS2h=
1- f

n ( N- 1)
é

ë
ê
êê
ê ù

û
úúúú∑

h= 1

L

Nh (Ȳh- Ȳ )2 - 1
N ∑h= 1

L

( N- Nh )S2h （3）

故当∑
h= 1

L

Nh (Ȳh- Ȳ )2 > 1
N ∑h= 1

L

( N- Nh ) S2h时，分层抽样的效率低于简单随机抽样。假设层内方

差都相等，式（3）可进一步简化为

∑
h= 1

L

Nh ( )Ȳh- Ȳ
2

L- 1 > S2h （4）

也就是当层（组）间方差小于层（组）内方差时，分层抽样效率有可能是低于简单随机抽样的。反之，只

要层（组）内方差小于层（组）间方差，分层抽样的精度就会高于简单随机抽样，并且层（组）间差异越大，

分层抽样效果越好，为此最大化各层差异即成为分层抽样的关键问题。

实际应用过程中，由于分层抽样的分组属性往往层内内聚，层间差异较大，满足上述条件的情况并

不多见。但上述分析提供了一种改进分层随机抽样的思路，即对于随机抽样近似查询效果不好的分

组，可以使用数据值聚类的方法优化近似查询准确率。

2 两阶段分层抽样方法

本节首先介绍自组织特征映射网络 SOM，然后详细描述两阶段分层抽样方法，最后提出一种样本

增量更新方法应对实际应用中总体规模不断增加的情形。

2. 1 SOM网络

累积平方根法［21］是一种常见的确定数值聚类边界的近似方法，需要确定不同范围的频数，可行性较差。

机器学习聚类算法［22］包括：基于划分的方法，如K‑means方法；密度聚类算法，如DBSCAN方法；基于模型的

算法，如自组织映射神经网络方法。SOM的构建分为两个阶段：竞争阶段和合作阶段［23］。在第 1阶段，选择最

匹配的神经元，即“赢家”；在第 2阶段，调整赢家及其相邻格子的权值。SOM算法的优点包括：不需要事先定

下类的个数，且受初始化的影响较小；受孤立点和噪声点的影响较小；具有自稳性，适用于大样本数据。

2. 2 样本生成方法

给定关系R上的聚合查询Q，C '为聚合查询作用的属性。记数据量为D= |R |，在给定某时间约束及物理

资源约束条件下，可通过特定方法（如机器学习中的回归方法）近似得到查询所能承载的最大样本量，记为D '。
由于样本量越大，抽样精度越高，故使用D '作为目标样本量。给定分组聚合结果的相对误差阈值 { θi }。

（1）基于分组属性 C '的分层抽样

表 2 聚合查询结果

Table 2 Aggregation results

城市

A
B

全量

均值

62.6
70.9

随机抽样

均值

67
61

相对误差/%
7.03
13.96

简单分层抽样

均值

72.8
88.4

相对误差/%
16.29
24.68
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扫描一遍数据，将数据按照分组属性 C '进行分组{gi |i∈[1，n ] }，并按照比例分配的方式确定每个分

组的样本数 dg i，在每个分组中进行简单随机抽样；生成样本。

（2）抽样结果评价

首先对全量数据执行查询Q得到每个分组的准确查询结果值，再对样本数据执行查询Q'得到近似

查询结果。接下来对抽样结果进行检验，将近似查询结果与准确值进行比较，按照式（1）确定其相对误

差。如果 ϵi≤ θi，则表示分组 gi采用简单随机抽样即可满足性能要求，放入候选组集合{gi1}，否则将该

分组放入需 2次分层抽样候选分组中{gi2}。
（3）基于数据值的分层抽样

再次扫描一遍数据，对属于候选分组的数据采用基于值的分层方法进行分组，在值分组完毕后同

样基于比例分配的方式进行随机抽样。

（4）抽样结果归并

归并{gi1}、{gi2}中的分组抽样成为有效抽样结果，作为预计算的样本结果，保存为新的关系 R'。算

法伪代码如表 3所示。

算法 1依然属于分层抽样算法。聚合查询精度方面，对于某些随机抽样效果不好的分组，第 15步
开始使用 SOM数据聚类方法进行值聚类，根据式（3），该步骤会减少基于抽样结果的估计量方差，故算

法在精度上优于分层随机抽样算法。查询时间方面，算法需至少扫描两次数据集，且需多次执行 SOM

表 3 样本生成算法

Table 3 Sample generation algorithm

步骤

Begin
1
2
3
4
5
6
7
8
9

10

11
12
13
14
15
16
17
18
End

伪代码

D '= getMaxSampleSize(D);
d[i] = getGroupSampleSize(D ');

For each data in dataSet
i= getWhichGroup(data) ;

g[i].reservoirSampling(data, d[i]);
End for

accResultSet = calculate(data,Q);
appResultSet = calculate(g, Q');

For each g[i] in g
If getError(accResultSet[i], appResultSet

[i]) < θ[i]
g1.add(g[i]);

Else g2.add(g[i]);
End if
End for

For each g in g2
SOM(valueGroups,g);

End for
R ' = g1.addAll(valueGroups);

描述

//计算各分组样本量

//扫描数据

//确定数据分组

//层内随机抽样

//对全量数据执行查询

//对样本执行近似查询

//对每个分组判断误差是否小于阈值

//小于则分入 g1分组

//大于则分入 g2分组

//使用 SOM算法聚类

//归并为新的关系 R'
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聚类算法，其时间消耗会多于分层随机抽样算法。但由于本文方法为预计算抽样，增加抽样时间以得

到更准确的结果在许多应用中是可以接受的。

2. 3 样本增量更新方法

将一段时间内新增总体记为 R+。二级分层抽样的样本维护方法包括以下步骤：

（1）求取{gi2}中各组数据的均值作为该组的重心，记为 Pi。

（2）增量数据分组。对滑动窗口内的增量数据按照 C '进行分组。对于属于{gi1}的候选数据，直接

将分组后的增量数据归并到对应{gi1}的数据存储空间中即可，对属于{gi2}的候选数据，比较该数据与

分组重心 Pi，将增量数据归并到距离最近的 gi2数据存储空间中。

（3）历史样本替换。经过上面步骤后，样本容量增大，查询的时间性能受到影响。当查询时间性能

不满足约束要求时，可采用样本替换的方法，即在 gi中通过增量数据随机替换历史样本的方法达到层

内数据的随机取样。常用的样本替换方法包括蓄水池抽样［23］等，该方法常见于流计算窗口数据规约。

对于已经存储在各组数据存储空间的增量数据，在分组 gi内通过蓄水池抽样方法随机替换各组内部的

历史样本数据{R'i |i∈[1，n ] }，蓄水池大小为 gi数据量大小，以此保证层内样本的随机性。

（4）更新结果评价。依据一定更新频率，对查询结果进行评估。如果查询误差比较稳定，则表示原

有聚类结果依然有效，如果查询误差有增大趋势，则需要采用 2.2节的方法重新进行样本生成。

3 验证与评价

本节通过实验对两阶段抽样方法的先进性进行了验证，包括本文方法中使用 SOM 算法与

K‑means、DBSCAN等聚类算法时近似聚合查询误差对比；本文方法与随机抽样算法、分层随机抽样算

法以及国会抽样算法的比较；SOM算法中网络大小参数影响分析等。

3. 1 实验环境

近似聚合查询实验系统如图 1所示。该系统主要由查询管理模块和样本管理模块组成。查询管理模

块包括预处理查询请求、执行查询请求以及对近似聚合查询后的结果进行评价等功能。样本管理模块包

括样本量估计、样本生成以及增量样本维护等功能，该模块还存储历史全量数据、样本数据、增量数据以

及查询结果日志等相关数据。

实验所用的服务器配置为 4核 Inter i5 CPU，

主频 3.10 GHz，32 GB内存，1.2 TB SAS硬盘，

实验所用的数据集包括 2类真实数据：一类数据

集为公开环境数据集OpenAQ［24］，该数据集包括

2015—2018年，每天从 67个国家的数万个地点

收集的空气质量量测（如 PM2.5、二氧化硫等）数

据，在其中随机选取了 1 000多万条数据。

另一类为国家电网实测的电能质量监测数

据集，该数据集包括 2017年从近万个监测点采

集的电能质量量测（如基波电压，各次谐波电流

等）数据，从中随机抽取了 1 000多万条数据，其

主要数据结构为（monitor_id，index，timestamp，
value）。实验使用的聚合查询为：（1）select loca‑
tionId，avg（value）from airQuality group by loca‑
tionId；（2）select monitor_id，index，avg（value）
from powerQuality group by monitor_id，index。

图 1 系统结构

Fig.1 System architecture
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3. 2 聚合查询结果比较

分别将 K‑means、DBSCAN、SOM等 3种聚类方法应用到 2.2节的步骤 2中，比较近似聚合查询精

度差异。为了观察整体趋势，将抽样率也作为实验参数。共设置了 5%~50%，步长为 5%的抽样率参

数。3类聚类算法用到的参数已调优，具体数值见图 2。其中 K是 K‑means中聚类个数，Eps是 DB‑
SCAN用到的邻域半径阈值，Map_size是 SOM的网络边长大小。如无特殊说明，后文中性能实验都进

行了 10次，实验结果为 10次结果的平均值。相对误差采用式（1）和式（2）计算。

图 2是随机挑选的 4个 LocationID聚合查询的精度结果。绿色线条代表的 SOM聚类算法在所有

抽样率下都处于性能较优的位置，且误差整体比较稳定；蓝色线条代表的 K‑means聚类算法比 SOM算

法略差，而DBSCAN算法性能较差，且超过一定抽样率后出现误差上升的情形。

为了进一步验证上述结论，又使用电能质量数据集进行了实验，该数据集核密度分布如图 3所示，仍然采

用比例抽样方式（5%~50%，增幅 5%）。使用 3种算法的聚合查询精度如图 4所示。从图 4可见，DBSCAN
的初始误差与SOM差不多，随着抽样比例的增加，呈现出快速上升趋势。而K‑means算法表现较差。分析上

述现象的原因，是因为电网数据集不仅数据倾斜，还存在较大数值的离群点，DBSCAN和SOM这两种聚类算

法具有清除噪点的功能，在聚类运算时会筛选出噪点并排除在外，而K‑means会对所有数据进行聚类。

图 4 聚合查询精度

Fig.4 Accuracy of aggregation query

图 3 电能质量数据分布

Fig.3 Example of power quality data dis‑
tribution

图 2 聚合查询精度比较

Fig.2 Comparison of aggregation query precision
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3. 3 与基准算法的比较

实验步骤如下。根据 2.2节步骤（1，2）提取随机查询

误差较高的分组。该数据集共 217个分组，设定相对误差

阈值为 10%，共提取出 19个误差较高的分组。从这些分组

中随机选取了 4个 LocationId，图 5是其监测数值的核密度

分布图，可以发现这些数据都存在明显的数据倾斜特性。

针对上述分组，使用 SOM聚类算法对数据值进行 2次
分层抽样，并计算查询相对误差，得出本文方法的查询精

度。使用随机抽样、分层随机抽样和国会抽样等基准算法

分别进行聚合查询，计算查询相对误差，结果如表 4所示。

表 4 聚合查询精度

Table 4 Precision of aggregate query %

LocationId
2 536
2 659
2 728
2 741
4 212
45 008
63 094
7 024
7 440
7 674
7 871
7 875
7 983
7 986
7 988
7 989
7 990
8 142
8 172
误差 ϵ

随机抽样

34.333
17.263
14.999
18.014
9.325
9.674
15.495
18.241
20.979
18.847
13.029
8.497
23.862
22.578
28.526
12.871
15.291
15.012
19.496
17.702

分层随机抽样

27.462
19.128
13.077
17.127
6.904
6.471
14.359
22.076
29.485
21.341
13.531
14.532
15.076
20.565
31.882
31.161
12.337
36.061
10.735
19.121

国会抽样

27.404
15.105
13.011
16.011
8.336
8.222
12.706
17.047
17.705
15.886
11.063
7.157
20.775
19.642
25.586
10.677
13.381
12.371
16.951
15.212

本文方法

5.234
4.224
1.131
2.002
0.649
6.736
3.314
4.616
1.925
1.814
4.204
2.517
6.812
2.526
2.473
2.562
5.754
7.892
2.526
3.627

观察可见，在抽样率为 5%情形下，本文方法的相对误

差相比基准算法有 12%~15%的性能提升。进一步地，设

置 5%~50%、步长为 5%的抽样率，分别进行上面的实验，

得到如图 6所示的对比结果。可以看出，本文方法相较于

基准算法都有一定性能提升，且抽样率越低，性能提升越

显著。

图 5 OpenAQ数据分布样例

Fig.5 Example of OpenAQ data distribution

图 6 不同抽样率下算法误差对比

Fig.6 Comparison of relative errors
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3. 4 网络大小对聚合查询结果的影响

SOM聚类算法中输出层网络的神经元数量对于聚类效果

影响较大，在本方法中自然会影响查询精度，本实验使用二维输

出层网络，在实验数据集上分别选择网络边长 Size从 10到 70进
行聚类，以观察其趋势。依然将抽样率也作为参数进行设置，共

设置了 5%~50%、步长为 5%的抽样率参数，结果如图 7所示。

可以看到，网络边长 Size为 10和 20时，相对误差较大，但当 size
增加到 30以上相对误差明显变小，且趋于稳定。可见网络的大

小对于最终聚类查询结果的误差有一定影响，但是当网络大小

超过一定阈值后，该聚类查询的误差变化不大，趋于稳定。

3. 5 样本生成时间

样本生成采用了预计算的方式，在查询前已经完成，不

会影响聚合查询的时间性能，但预计算需要占用和耗费资

源，故有必要评估其时间成本。分别采用不同规模数据、不

同抽样率（抽样率从 5%到 20%，增幅 5%）进行实验，记录本

文方法、分层随机抽样以及简单随机抽样生成样本的时间，

结果如图 8所示（未考虑从数据库中装载原始数据以及将样

本数据保存到样本表中的时间）。可以看出，本文的样本生

成方法所花费的时间要明显高于随机抽样以及分层随机抽

样。从总抽样时间角度进行比较，由于加载上述规模原始数据和保存样本数据的时间在分钟级，本文

方法虽然依然劣于基准方法，但差距已不明显。

综上实验结果可得，本文提出的两阶段分层抽样方法相较于随机抽样、分层随机抽样以及国会抽样等基

准方法具有较好的近似查询精度。实验所选取的聚类方法中，总体来看SOM效果较好，查询精度较高，不同

抽样结果较稳定。K‑means方法受异常点影响较大，DBSCAN方法参数设置困难，且稳定性较差。两阶段分

层抽样所花费的时间比基准方法要多一些，但作为一种预计算方案，样本抽样时间有所上升是可以接受的。

4 结束语

近似查询技术能够在一定精度范围内快速返回查询结果。随着数据规模的不断增大，查询性能问题

愈加突出，近似查询逐渐成为解决交互式数据查询与决策分析的主要手段。本文在已有的基于数据抽样

的近似查询相关研究基础上，提出一种两阶段分层抽样方法及聚合查询实现架构，该方法对分组数据使

用 SOM算法进行值聚类，期望获得比随机抽样更好的近似查询精度。基于真实数据上的多个实验验证

了该方法的有效性和先进性。未来的工作包括样本增量更新方法完善、人工智能方法的引入等。
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